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ランダマイズドアルゴリズムによる
局所線形SVMの並列化

河村 勇太1,a) 上原 邦昭1

概要：線形 SVMは高速な学習が可能であるが，線形分離不可能なデータには分類精度が低い．一方，カー
ネル SVMは高い分類精度が得られるが，特徴量の次元が増大することにより学習時間が膨大になる．こ
れらの欠点を解決した局所線形 SVMは，計算量を抑えたまま，既存のカーネル SVMに劣らない分類精
度を得られる手法である．本稿では，局所線形 SVMを改良し，さらに学習を高速化させる並列化手法を
提案する．並列化手法として，データの分割学習を採用しているが，ノード間のパラメータに差が発生す
ることによる分類精度の低下が問題となる．また，パラメータ差を解消するためにノード間の全通信を行
うと，通信コストが膨大になるため，通信回数を少数に絞った並列化を導入する必要がある．本研究では，
Cut-And-Stitchのアルゴリズムとランダマイズドアルゴリズムを組み合わせ，通常の学習と殆ど変わらな
い学習結果が高確率で得られることを実験により示す．

Parallelization of Locally linear Support Vector Machine
Using Randomized Algorithm

Abstract: Linear SVMs can be efficiently trained but they suffer from low classification accuracy on non-
linearly separable data. Kernel SVMs, on the other hand, can obtain high classification accuracy, but are
computationally more expensive to train. Locally Linear SVM is a method that can obtain classification
accuracy as good as kernel SVM without compromising training efficiency. In this paper, we further accel-
erate it by parallelization. However, drop in classification may appear due to parameter difference among
processing nodes. All-to-all communication is the best way to solve this problem. However, it requires higher
communication cost between nodes. To solve this problem, in this paper, we combine the cut-and-stitch al-
gorithm and a randomized algorithm and show that we can obtain classification accuracy as good as normal
Locally Linear SVM with high probability.

1. はじめに
近年の機械学習の特徴として，使用データの大規模化や
高次元化が挙げられ，計算量や使用メモリの増加が顕著と
なってきている．本研究の目的は，線形分離不可能な複雑
なデータにも対応可能，かつ高速に学習可能な分類器の並
列化手法を検討することである．
分類問題はパターン認識の基本的問題であり，識別器と
してニューラルネットワークや SVM等がよく用いられる．
SVM (Support Vector Machine)は，認識性能に優れた学
習モデルの１つであり，２つのクラスを分類する際に，訓
練データとのマージンを最大化する超平面を学習する手法
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である [1]．SVMは，線形 SVMとカーネル SVMの 2種類
に大別される．線形 SVMは，直線の超平面で分類を行う
最もシンプルな手法であり，計算量が少ないという利点が
あるが，線形分離不可能なデータを分類する際には，大き
く分類精度を下げてしまうという性質がある．一方，カー
ネル SVMは，カーネル関数を使用して非線形の超平面を
作成するため，空間的に複雑なデータにも高い分類精度を
発揮するが，次元数の増加による計算量の増大が問題とな
る．これらの問題を解決するため，局所線形 SVMが提案
されている [2]．局所線形 SVM は，学習データからアン
カー点を作りだし，各アンカー点に対応させた線形 SVM

を重ね合わせて，新たな超平面を作成するものであり，計
算量を抑えたまま，既存のカーネル SVMに劣らない分類
精度が獲得可能となる．
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機械学習では，並列化による高速化がよく行われるが，
その方法はデータ並列とタスク並列に大別される．データ
並列では，使用するデータを分割して同一の処理が行われ
る．タスク並列では，順番に依存しないタスクが並列して
実行される．局所線形 SVMの学習をタスク並列化しよう
とすると，タスクの順番に依存性があり，処理の内部で行っ
ている計算の負荷も均一ではないため，並列化が困難であ
る．一方，局所線形 SVMをデータ並列化すれば，各ノード
の扱うデータ量が減少するため，さらに高速化すると考え
られる．しかし，局所線形 SVMにより学習するデータ自
体には直接的な依存関係は無いものの，学習に用いるパラ
メータはデータ毎に更新されるため，それぞれのノードが
持つ SVMのパラメータに差が発生してしまい，パラメー
タの統合によって分類精度が低下するという問題がある.

一方，線形動的システムの並列化に手法としてCut-And-

Stitch [3]が提案されている．線形動的システムとは，系列
データとそれに対応する隠れ変数を持ち，各隠れ変数は直
前の隠れ変数の状態に依存した，１次元の鎖状構造となる
学習モデルである．この依存関係のために，途中の隠れ変
数のパラメータを学習するには，最初のデータから順番に
学習を行う必要がある．このため，通常の並列処理は適用
できない．この問題を解決するため，学習モデルをサブモ
デルに分割し，サブモデル内の学習が終わると，隣接した
サブモデルにパラメータを渡し，擬似的な依存関係を保ち
ながら，並列処理を可能とする手法が Cut-And-Stitchの
アプローチである．
局所線形 SVMの並列化で発生するパラメータの差を解
消するためには，全ノードでパラメータの全通信を行う
のが最良の方法であるが，通信量が膨大となるために好
ましくない．そこで，並列化によって発生するパラメー
タ差を，サブモデル間で解消するべき依存関係と見なし，
Cut-And-Stitch のアイデアを採用した，新たな局所線形
SVMを提案する．具体的には，並列処理を行うノードを，
1個のマスターノードとその他のスレーブノードに分割す
る．スレーブノードは線形動的システムのように鎖状にリ
ンクを繋ぎ，先頭と最後尾を接続したリング構造にする．
各ノードにデータを分割して並列で学習を行う際に，１つ
のデータを学習する度に少量の通信を行い，ノード間のパ
ラメータ差を解消する．すなわち，スレーブノードはリン
クの張られた両隣のノードと通信を行い，マスターノード
はランダムに選択された少数のスレーブノードだけに通信
を行う．通信にランダム性を導入することにより，ネット
ワークの構造による分類精度への悪影響の可能性を平均的
に改善することができる．これにより，Cut-And-Stitchの
ように依存関係を保った並列化が可能となり，ノード当た
りの通信量が減少するため，ネットワーク全体の通信量を
抑えることができる．最後に，通常の局所線形 SVMと殆
ど変わらない分類精度が高確率で得られることを示す．

2. 関連研究
本研究では，局所線形 SVMを改良するために，並列化
とランダマイズドアルゴリズムの考え方を使用している．
機械学習には，様々な並列化のアプローチが存在するが，
タスク並列とデータ並列に大別される．データ並列では，
使用するデータを分割して同一の処理が行われる．タスク
並列では，順番に依存しないタスクが並列して実行され
る．一方，ランダマイズドアルゴリズムを使用した機械学
習の 1つとして，ランダムサンプリングが挙げられる．こ
れは，データセットからランダムにデータを取得してサブ
セットを作成し，そのサブセットで学習することを繰り返
す手法である．この手法は，一度に扱うデータ量が少ない
ためにメモリ効率が良く，処理を数回行えば，データ全体
を処理した結果とほぼ同等な結果が得られることが多くな
る手法である．以下に，それぞれの手法を用いた関連研究
を挙げる．

MapReduce [4]は，Mapステップで細分化したデータを
複数のワーカーノードに振り分けて処理を行い，Reduceス
テップで処理結果をマスターノードに統合して結果を出力
するフレームワークである．Google社が考案した分散デー
タ処理技術であり，様々な学習手法に適用可能である [5]．
MapReduceはデータ並列に分類されるため，本研究の並
列局所線形 SVMと同様な処理を行っていることになる．

SVMに並列化を導入したものとして，Cascade SVM [6]

がある．この手法では，分割したデータを複数のノードに
割り当てて学習を行い，ノード内のデータ中でサポートベ
クターとなるデータ以外を破棄する．学習が終わると，二
つのノードの結果を１つに統合して，再びサポートベク
ターを選択し，それ以外を破棄する．これを繰り返して，
最終的なサポートベクターを取得するものである．最終的
な学習を行う前に大半のデータを破棄することができるた
め，通常の学習よりも高速である．Cascade SVMは分割
したデータに対する多層分類器を作成しているため，デー
タ並列に分類される．

SVMにランダムサンプリングを使用して，扱うデータ量
を削減して実行する研究がある [8]．これは，データセット
からランダムにサブセットを作成し，学習によってサポー
トベクターを得た後，次回のサブセットには，ランダムサ
ンプリングしたデータと前回のサポートベクターを一緒に
使用して学習を行う手法である．これは [6]と似た手法で
あるが，サブセットが自由に作れるため，ノード間の負荷
を調整しやすい分，並列化に向いているといえる．
ランダムサンプリングを用いた SVMを，さらに並列化
した研究も行われている [9]．この手法では，並列化した各
ノードに優先度を設定しており，各ノードでランダムサン
プリングしたサブセットによる学習結果を他ノードに全通
信し，自身よりも優先度の高いノードから送られた情報を
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もとに，自身のパラメータを更新する手法である．サンプ
リングを行って学習するという処理を並列実行するため，
この手法はタスク並列に分類される．この手法に用いられ
た優先度の概念は，本研究におけるマスターとスレーブの
2種ノードの関係性と近い．
また，ランダマイズドアルゴリズムを導入している他の
例として，SVMの学習にランダムフーリエ変換を施した
カーネル関数を用いて，通常のカーネルより効率よく高次
元空間にデータの写像を行い，非線形分類の高速化を行う
研究がある [10]．この手法は，フーリエ変換を行ったカー
ネル関数のパラメータをランダムに設定して，写像後の入
力データの特徴ベクトルを作成する手法である．大規模
データに対応するカーネル関数は非現実的であるが，この
研究の手法を用いれば，カーネル関数自体に変更を加える
ことにより，実現可能なものに改良できる．

3. 局所線形 SVM

局所線形 SVMとは，通常の線形 SVMを複数個重ね合
わせて複雑な超平面を作成し，線形 SVMの速度を活かし
ながら，線形分離不可能なデータにも対応可能となる SVM

である．この手法は，入力したデータの値に応じて超平面
が変化することにより，入力データ数と同じ数の超平面が
生成される．直線群の包絡線が曲線を描くように，超平面
群全体で作られる超平面は曲線を描くことが可能である．
通常の線形 SVMは，重みベクトルWとバイアス bの
２つをパラメータとして持ち，超平面を表現している．一
方，局所線形 SVMは複数個のアンカー点を持ち，各アン
カー点にそれぞれ１つの線形 SVMが対応する．アンカー
点とは，訓練データを代表する点であり，クラスタリング
後の各クラスタの中心点などが該当する．局所線形 SVM

の超平面は，アンカー点が持つ SVMのパラメータを重ね
合わせて表現される．その際に，多様体学習 [11]の手法が
用いられる．多様体とは，局所的にユークリッド空間と見
なせるような図形を意味している．特徴量が膨大なデータ
に対して，どの特徴量を削除すれば最もデータを表現しや
すくなるかを学習する手法が多様体学習である．多様体学
習は，次元削減や可視化によく用いられる．
多様体学習では，多様体上のいかなる点 xも，その点の
周囲のアンカー点 vの線形結合で近似する手法がよく用い
られる．

x ≈
∑
v

γv(x)v (1)

γ は係数ベクトルであり，アンカー点 vと入力ベクトル x

の距離に応じて重み付けされ，
∑

v γv = 1を満たすものと
する．
同様に，低次元の多様体上に定義されたリプシッツ関数

f(x)は，アンカー点 vの関数値 f(v)の線形結合で近似で
きるという特性がある．そこで，以下の近似が定義される．

図 1 超平面のイメージ
Fig. 1 Image of hyperplane

f(x) ≈
∑
v

γv(x)f(v) (2)

この近似式を用いて，局所線形 SVMを導出する．
通常の線形 SVMは以下の式で表される．

H(x) = WTx + b =
n∑

i=1

wixi + b (3)

この H(x)を超平面とし，パラメータWと bを学習する．
局所線形 SVMでは，この線形 SVMのパラメータWと
bが，入力ベクトル xの位置によって変化するパラメータ
W(x), b(x)に変更される．

H(x) = W(x)Tx + b(x) =
n∑

i=1

wi(x)xi + b(x) (4)

W(x), b(x)は特徴空間 xにおいてリプシッツ連続であ
るため，入力ベクトルを少数のアンカー点 vによって近似
させることができる．よって式 (2)と式 (4)より，局所線
形 SVMは以下の式で表される．

H(x) =
∑
v

γv(x)

(
n∑

i=1

wi(v)xi + b(v)

)
(5)

右辺の括弧内は，アンカー点 viに対応する線形 SVM Hi(x)

であり，それらを vと xの距離に応じた重み γv によって
線形結合している．
図 1のように、アンカー点 v1,v2,v3 と，それらに対応
した線形 SVM H1(x),H2(x),H3(x)を持った場合を考え
る．入力データ xが与えられると，xと各アンカー点との
距離を測定し，アンカー点 vi と xの距離が近いほど，重
み γiが大きくなるように設定される．図 1では，v1と v2

が xと近いため，γ1 と γ2 は大きくなり，γ3 は小さく設定
される．最終的に，設定された γiと各アンカー点の持つ線
形 SVM Hi(x)を掛け合わせ，全アンカー点の結果を足し
合わせれば，新たな線形 SVMが作成できる．これが，入
力データ xに対応する線形 SVMとなる．重み γ を使用す
ることにより，入力データと離れたアンカー点は超平面作
成から省くことができる．
図 1では，重みが大きい H1(x)と H2(x)が強く影響し
た線形 SVM(太線)が作成できている．入力データ毎にこ
の処理を行うため，入力データの数だけ線形 SVMが作成
される．大量の線形 SVMによって非線形な領域を表現す
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図 2 Cut-And-Stitch のイメージ
Fig. 2 Image of Cut-And-Stitch approach

るため，結果として，複雑な超平面を表現できる．
以上より，局所線形 SVMの学習アルゴリズムは以下の
ステップに分かれる．
( 1 ) アンカー点の取得

k-means等のクラスタリング手法を行い，訓練データ
からアンカー点を取得する．

( 2 ) 線形 SVMのパラメータを学習
訓練データを１つずつ読み込んで，SVMのパラメー
タを更新する．読み込んだ訓練データに近いアンカー
点を数個選択し，それらの点が持つパラメータを距離
に応じた重みをつけて足し合わせ，新たな線形 SVM

を作成する．訓練データが線形 SVMのマージンを下
回っていれば，確率勾配降下法を用いて，選択された
各アンカー点の持つパラメータを更新する．

局所線形 SVMは，カーネル関数を用いた非線形 SVMと
比較して，次元数が増加しないため，短い実行時間で実行
可能であるという利点がある．また，複雑な超平面も表現
できるため，非線形 SVMと殆ど同じ分類精度を得ること
ができる．以下では，局所線形 SVMの学習をさらに高速
に行うために，並列処理を追加することを検討する．

4. 局所線形 SVMの並列化
局所線形 SVMの学習はタスクの順番に依存性があり，
アンカー点ごとに行う計算の負荷も均一ではないため，タ
スク並列は高速化に不向きである．一方，学習データを各
ノードに分割し，各線形 SVMのパラメータを随時通信す
るデータ並列型のアルゴリズムは，各ノードの扱うデータ
量が減少するため，実行時間も減少するという利点がある．
しかし，並列処理を行うノードが全対全通信を行う場合，
通信量が膨大になるために高速化は見込めない．よって，
通信回数を抑制する必要があるが，どのノードと通信を行
うかをどのように設定するかが問題となる．この問題を解
決するため，Cut-And-Stitch [3]のアイデアを採用する．

Cut-And-Stitch は，データ間に依存関係のある線形動
的システムの学習を，依存関係を維持したままデータ分割
した並列学習に変換するアプローチである．イメージ図を
図 2に示す．通常の線形動的システムは，図 2内のサブモ

デル kのようになっており，隠れ変数 zn は直前の観測変
数 zn−1 の状態に依存し，観測関数 On は zn に依存する．
したがって，znのパラメータを学習するには，z1から順に
学習をしなくてはならない．Cut-And-Stitchは，データを
サブモデルに分割し，サブモデル内での学習が終わると，
依存関係を維持するために，学習に必要なパラメータ vと
η を隣接したサブモデルに渡し，擬似的な依存関係の構築
を行う．これにより，サブモデルに分断しない状態と殆ど
変わらない結果を出力できる並列化手法である．
通常の局所線形 SVMの学習は，入力データ毎に逐次的
にパラメータを更新するため，直前のデータまでの学習結
果の積み重ねによって精度が向上する．言い換えると，あ
るデータを学習した時点での分類精度は，直前の学習での
パラメータに依存している．データ並列による並列化を
行った場合，この依存関係は断たれてしまい，本来ならば
蓄積されているはずの，直前の学習結果が失われることに
なり，分類精度に影響を及ぼしてしまう．このように，局
所線形 SVMの学習は，線形動的システムが持っている，鎖
状構造ようなデータ依存関係と考えることができるため，
Cut-And-Stitchのアプローチの導入することを考える．具
体的には，並列した各ノードを Cut-And-Stitchでのサブ
モデルに対応させ，分割した学習データを割り当てる．そ
して，ノード内で学習を行う度に，両隣のノードにのみ通
信を行う．また，先頭のノードと最後尾のノード間にも通
信を行わせることにより，余分な待機時間のないリング構
造に変換する．しかし，リング構造の対極に位置するノー
ド間では，必然的に距離が遠くなるために，パラメータ差
が解消されにくく，このままでは分類精度の向上が見込め
ない．このため，リング構造をさらに改良する必要がある．

4.1 効率的なネットワーク
局所線形 SVMの並列化において，ノード間の通信をリ
ンクとして表現すると，パラメータの広がりはネットワー
ク上での情報伝播に置き換えることができる．また，並列
化によって発生するパラメータ差を解消するには，各ノー
ドが学習したパラメータを効率よくネットワーク全体に伝
播させる必要がある．情報伝播の効率性には，ネットワー
クの構造が大きく作用するため，局所線形 SVMに適した
効率的なネットワーク構造を考える必要がある．
感染症流行予測などのシミュレーションの分野では，数
理モデルが広く用いられている．その中で，実世界の人
間関係などの特徴である，スモールワールドの理論があ
る [12]．この理論は，あるネットワーク中に少数のランダ
ムなリンクを張れば，ネットワーク全体の直径が極めて短
くなるというものである．この理論を局所線形 SVMに採
用し，Cut-And-Stitchで作成したリング構造に，ランダム
な通信を少量追加して，各ノード間の距離を短くし，ノー
ド間のパラメータ差を解消する手法を検討する．
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図 3 ランダムリンク作成のイメージ
Fig. 3 Image of making Random Link

4.2 ランダマイズドアルゴリズム
機械学習において，ランダマイズドアルゴリズムは，最
悪時という概念を無くし，いかなる場合にも，平均的に良
い性能を示すために用いられる．この性質を利用して，リ
ング構造上のノード間でランダムなリンク作成を行い，結
果への悪影響の可能性を平均的に改善することを考える．
ランダムリンクを作成するためのノードとして，新たに
マスターノードを作成し，リング構造上のノードをスレー
ブノードと位置づける．マスターノードは，1つのデータ
を学習し終えるステップことに，スレーブノードからラ
ンダムに数カ所選択し，リンクを構成する．イメージ図を
図 3に示す．各ノードに割り振られたデータを 1つ学習す
る度に，中央のマスターノードから周囲のスレーブノード
へリンクをランダムに生成する．リンクが作成されると，
各ノードは自身のパラメータをリンク先に送信し，同時に
リンク先からパラメータを受け取る．そして，自身の持っ
ていたパラメータと受け取ったパラメータを統合する．こ
れを 1ステップとし，次のステップでデータを学習する際
のパラメータとして，さらに学習を進めていく．

4.3 局所線形 SVMの並列化
本研究で作成する並列化を用いた局所線形 SVM は，

Cut-And-Stitchのサブモデルのように，各ノードを鎖状に
繋ぎ，先頭と最後尾を繋いでリング構造にしている．この
リング構造上のノードをスレーブノードとし，それらとは
独立したマスターノードを 1つ作成する．学習データは全
てのノードに分散させ，全てのノードで並列学習を行う．
その際に，マスターノードは，スレーブノードへの一定数
のリンクをランダムに生成する．ランダムリンクの生成
は，各ノードが 1つのデータを学習する度に行う．これに
より，情報のネットワーク伝播性の向上が見込まれる．ま
た，通信の負荷を一定にするため，生成するランダムリン
クの本数はあらかじめ設定しておく．
データを 1つずつ読み込んで学習を行い，ネットワーク
内でリンクしているノード間で通信を行うことを繰り返し，
各ノード間のパラメータ差を解消しながら学習する．マス
ターノードは，ランダムリンクを作成することと同時に，
自身を基点としてスレーブノードの情報の集積と分散を行
うことを役目とする．ノードの増加により，全てのノード

を同等に扱う場合よりノード間平均距離は増加してしまう
が，マスターノードから多ノードへの平均距離を低下させ
ることができる．最終的なパラメータは，マスターノード
の値を用いて，テストデータに適用する．
文献 [2]では，手書き数字データセット（MNIST）を使
用して局所線形 SVMの学習を行い，分類精度 98.15%を
81.7秒で達成している．これを再現しようと試みたが，分
類精度 95.40%，実行時間 46.2秒となった．したがって，
これより短い時間でこの分類精度に近づけることが，本研
究の中間目標となる．

5. 実験
実験環境の都合上，並列ノード数を 16に設定して実験
を行う．実験には，MNISTと呼ばれる手書き数字データ
セットを使用して分類を行う．MNISTは 60,000個の訓練
データと 10,000個のテストデータから構成されており，１
個のデータは 784次元の実数値を持っている．このデータ
セットを各ノードに均等に分割をして，並列に学習を行う．
アンカー点の数を 100個に設定し，そのうち入力データに
近い 8個を超平面作成に使用する．アンカー点の数値は文
献 [2]で用いられたパラメータであり，MNISTの学習に十
分な量である．アンカー点は，通常の k-meansにおける各
クラスタの中央値を使用する．

5.1 ランダムリンクの個数の設定
マスターノードからスレーブノードへの適切なリンク数
を得るため，リンク数を推移させた比較実験を行う．リン
ク数が大きいほどパラメータの統合と分散が良好となる
が，通信にかかる時間は増加してしまい，リンクされてい
ないスレーブノードの待機時間が増加してしまう．そのた
め，リンク数は 1∼8までの範囲に絞って推移させ，それ
ぞれで複数回の実験を行う．データ並列によってノードに
割り当てられた学習データを学習し終えた状態での分類精
度と実行時間を比較する．実行時間の項目は，並列化を用
いた SVMの部分のみの実行時間を比較している．結果を
表 1に示す．分類精度で比較すると，リンク数 1と 2の
分類精度が少し低く，リンク数 3以降に大きな差が見られ
ない．実行時間で比較すると，リンク数 7と 8が少し実行
時間が長く，他のリンク数の場合には大きな差が見られな
い．よって，3∼6中からランダムリンクの本数を選択する
ことにする．表 1で最も高い分類精度を得た，リンク数 6

を今後の実験でのランダムリンク数とする．

5.2 データ数の変化による分類精度の推移
5.1の実験により，ランダムリンクの本数を 6本と設定
して学習を行う．学習による分類精度の算出を数回行い，
その平均を図 4に示す．最も精度の高かった地点の分類精
度は 95.29%であり，目標値にせまる結果となった．
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表 1 ランダムリンク数の推移による実行結果の比較
Table 1 Comparison of the performance by shifting the number of random links

リンク数 1 2 3 4 5 6 7 8

実行時間 (millisec) 3610.2 3658.0 3713.0 3728.8 3701.4 3754.4 3902.8 3930.4

分類精度 (%) 94.34 94.72 95.14 95.11 95.08 95.25 95.10 95.21

図 4 分類精度の推移
Fig. 4 Transition of classification accuracy

表 2 他手法との比較
Table 2 Comparison of other methods

手法 分類精度 (%) 実行時間 (s)

LibSVM 98.66 17500

線形 SVM 88.00 1.5

局所線形 SVM 98.15 81.7

並列局所線形 SVM 95.25 11.0

5.3 既存手法との比較
実行時間と分類精度の観点から，他の既存手法との比較
を行う．結果を表 2に示す．LibSVM [13]は，カーネル
関数を使用した非線形 SVMであり，既存手法の中でも高
い分類精度を誇る手法である．表 2より，通常の局所線形
SVMよりも高速であり，線形 SVMよりも高い分類精度の
学習が可能であることが分かった．本研究の目的は，局所
線形 SVMに近い分類精度を得られる分類器を，より高速
に学習することであった．しかし，今回作成した並列化局
所線形 SVMの精度は，通常の局所線形 SVMより分類精
度がかなり劣っている．これは，文献 [2]の局所線形 SVM

を元に作成した SVMの分類精度が悪く，それを元に研究
を行ったためであると考えられる．

6. 結論
局所線形 SVMに並列化とランダマイズドアルゴリズム
を用いて，新たなデータ並列学習の構造を提案した．また，
分類精度は他の既存手法に多少劣るものの，短い時間で学
習が可能な分類器を作成できた．しかし，文献 [2]の局所
線形 SVMと比較して，精度がかなり劣っている．
今後の課題点として，並列化を用いない局所線形 SVM

の分類精度の向上が挙げられ，アンカー点の取得方法が一
番の問題点であると考える．パラメータのノード間統合の
方法も，分類精度に大きく影響を与える部分である．この
2つの問題点を改善する必要がある．また本研究は，ラン
ダム性を取り入れた学習を行っている．そのため，結果に
悪影響を及ぼす可能性の上界を導出する必要がある．よっ
て今後は，Chernoffの定理等を用いて証明を行っていく予
定である．
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