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隣接するツイート間の関係を考慮した
マイクロブログのトピック推定

中村直哉1,a) 笹野遼平2 高村大也2 奥村学2

概要：近年，マイクロブログというサービスが登場し世界中で流行している．マイクロブログに投稿され
る情報は，従来のメディアとは異なる性質をもつと考えられ，マイクロブログを解析することにより従来
のメディアからは得ることができなかった多くの有益な情報を得ることができると考えられる．しかし，
マイクロブログを解析するにあたり，離散データの解析手法として用いられる LDAなどの一般的なトピッ
クモデルを適用しようとしても，隣接する投稿の間のトピックの連続性や 1つ 1つの投稿の短さといった
マイクロブログの性質を考慮していないため，その意味内容を十分に捉えることができない．そこで本研
究では，隣接する投稿間の関係を考慮したマイクロブログのための新しいトピックモデルを提案する．
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Topic Estimation for Microblogs
Taking into Account the Relationships between Adjacent Tweets
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Abstract: In recent years, micloblogs have appeared and become prevalent all over the world. Since the characteristics
of the information contained in micloblogs are considered to be different from those contained in conventional media,
we can get a lot of useful information from micloblogs. However, commonly used topic models, such as LDA, do not
work well on micloblogs, since these topic models do not take into account the relationships between adjacent posts
and the shortness of each post. In this paper, we propose a new topic model for micloblogs that takes into account the
relationships between adjacent posts.
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1. はじめに

近年，ブログと比較して 1 つ 1 つの投稿が短いマイク

ロブログと呼ばれるタイプのブログサービスが登場し，注

目を集めている．本稿では特に人気が高く，広く利用され

ている Twitterについて考える．Twitterはユーザが身の回

りで起きた出来事であったり，自分の近況などを手軽に投
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稿でき，また，情報を共有する様々な仕組みが備わってい

る．この新しい形式のソーシャルメディアを有効活用す

るため，近年多くの研究がなされている．たとえば，リア

ルタイム情報を基にしたニュース推薦システムの構築 [7]

や，Twitterのトポロジカルな特徴に注目した情報伝播の解

析 [4]，リアルタイムなイベント検知の研究 [8]などの研究

が行われている．

Twitterはユーザが手軽に投稿できること，情報の共有が

容易であることなどから，Twitterで得られる有用な情報は

従来のマスメディアとは異なる性質をもつと考えられる．

しかし，離散データの解析手法として用いられる LDAな

どの一般的なトピックモデルを Twitterのデータに適用し
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図 1 Latent Dirichlet Allocation を構成する変数の確率的依存関係

ようとしても，隣接する投稿の間のトピックの連続性や 1

つ 1つの投稿の短さといったマイクロブログの性質を考慮

していないため，その意味内容を十分に捉えることができ

ない．

LDAは 1つ 1つが短い文書群に適用しても，上手く動作

しないことから，Zhaoらは各ユーザのツイートをまとめて

1文書とモデル化し，さらに Twitterユーザが 1つのツイー

トで 1つのトピックについてのみ言及する仮定に基づくト

ピックモデルである Twitter-LDAを提案した [10]．ツイー

トをまとめて 1文書とすることで，ツイートが短いことで

トピックが適切に推定できないという問題がある程度，解

消された．しかし，Zhaoらのモデルでは各ツイートごとの

トピック生成確率は互いに独立と仮定しているが，経験的

にユーザは同じ話題を連続してツイートすることが多く，

この仮定では Twitterの性質を十分に捉えきれていないと

考えられる．

そこで本研究では，Twitter-LDAと同様にユーザが 1つ

のツイートで 1つのトピックについてのみ言及すると仮定

した上で，さらに，隣接するツイート間の関係を考慮した

トピックモデルを提案する．実験の結果，隣接したツイー

ト間の関係を考慮する方が，独立と考えるよりトピックを

適切に推定できることが確認できた．

2. 関連研究

2.1 Latent Dirichlet Allocation
Bleiらは，潜在トピックを考慮した文書生成モデルの一

種である Latent Dirichlet Allocation (LDA)を提案した [1]．

LDAでは，各文書中の単語は，有限個の要素からなるト

ピック集合のうちの 1 つから生成されると仮定する．各

単語は，多項分布に従って生成されるものとし，この分布

をトピックごとに仮定する．また，トピックは多項分布に

従って生成されるものとし，この分布を文書ごと仮定する．

ここで，文書ごとに仮定された多項分布と，トピックごと

に仮定された多項分布が，それぞれディリクレ分布から生

成されるとする．変数間の確率的依存関係を視覚化したも

のを，図 1に示す．パラメータ推定の方法は大きく分けて

2つが知られており，変分ベイズによる推定とギブスサン

プリングによる推定がある．推定の結果，トピック-単語分

布と文書-トピック分布に対するディリクレ事後分布が得

られる．このような分布を得ることで，文書ごとのトピッ

ク分布や，各トピックにどのような単語が含まれているの

か知ることができる．

2.2 Twitter-LDA
LDAは短い文書に対しては上手くいかないことが知ら

れており，例えば Twitterの各ツイートを 1つの文書とし

て LDAを適用することは難しい．この問題を解決するモ

デルとして，Twitter-LDAがある [10]．このモデルの特徴

として，以下の 2点が挙げられる．

( 1 ) 各ユーザのツイートをまとめて 1つの文書とする

( 2 ) 1つのツイートにつき 1つのトピックが割り振られる

(1)は，同じユーザのツイート集合は，そのユーザのト

ピック分布に基づいて生成されるという仮定に基づいてい

る．(2)については，通常，1つのツイートでは 1つのト

ピックについてしか言及しないという仮定に基づいている．

次に，Twitter-LDAの生成プロセスについて説明する．T

をトピック数，U をユーザ数，φ={φ1, . . . ,φT }をトピック-

単語分布，θ={θ1, . . . ,θU }をユーザ-トピック分布，z={z1,

. . . ,zNu }を各ツイートに割り振られるトピックとおく．ま
た，ディリクレ分布のパラメータを α，βとする．まず，全

てのトピックについて φt はディリクレ分布から生成され

る．次に，各ユーザについて θuが生成され，各ツイートに

対して θu をパラメータとする多項分布からトピックが生

成される．この時，各ツイートに対するトピックの生成確

率は条件付き独立を仮定しており，ここが本研究の提案手

法と異なる点に注意する．次に，各ツイート中の各単語に

対して，φzs をパラメータとする多項分布から単語が生成

される．ここで，zs はツイート sのトピックを意味する．

2.3 トピックの局所性に注目したトピックモデル

たとえば，オーディオプレイヤーのレビューテキストで

は，文の初めの方に音質についての言及が多く，真ん中の方

では価格についての言及が多く，最後の方では操作性につ

いての言及が多いなど，文書より小さい単位でトピックの

分布を考えた方が適切なことがある．このようなトピック

分布の局所性に注目した研究は多く行われている．Titovら

は，文書あたりのトピック分布に加え，連続した複数の文ご

とのトピック分布まで考慮したMulti-grain LDA (MG-LDA)

を提案している [9]．Gruberらは，文単位のトピック遷移

をモデル化した Hidden Topic Markov Model (HTMM)を提
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案している [3]．また，Diaoらは，Twitterのユーザごとの

トピック分布に加え，タイムスタンプごとのトピック分布

を考慮した TimeUserLDAを提案している [2]．

3. 隣接するツイート間の関係を考慮したトピッ
クモデル

3.1 隣接するツイートの性質

Twitterを観察すると，同じ話題について連続してツイー

トするユーザが多いことに気付く．この傾向は，短い間隔

で投稿されたツイートの場合，特に顕著である．

一方，Twitterにおける 1つ 1つのツイートは短いため，

単独のツイートからそのトピックを適切に判断するのが困

難な場合がある．たとえば以下のような 2つのツイート列

があった場合，2番目のツイートはいずれも「ACLの日程

が発表されていた．」であるが，ツイート列 1におけるト

ピックは “計算言語学”であるのに対し，ツイート列 2に

おけるトピックは “サッカー”であると考えられる．

ツイート列 1
( 1 ) ようやくネットに繋がった．

( 2 ) ACLの日程が発表されていた．

( 3 ) 論文投稿の締切は 1月 15日らしい．

ツイート列 2
( 1 ) スポーツニュースが始まった．

( 2 ) ACLの日程が発表されていた．

( 3 ) 決勝は 11月に行われるらしい．

このようなトピックの違いは前後のツイートを考慮に入

れることで認識することができると考えられる．たとえば

ツイート列 1では直後のツイートに「論文」や「投稿」など

の表現が含まれることから学術的なトピックであること，

ツイート列 2では直後のツイートに「決勝」という表現が

含まれることからスポーツなどに関するイベントであるこ

とが推測できる．そこで，本研究では，隣接するツイート

のトピックが連続して同じになる傾向がある点に注目した

トピックモデルを提案する．

3.2 提案手法

Twitter-LDAでは，新たなツイートのトピックは常に θu

からトピックから生成される．一方，提案手法においては，

隣接するツイートの性質を考慮し，一定の確率で直前のト

ピックを引き継ぐというモデルを考える．すわなち，提案

手法においては，新たなツイートのトピックは以下の 2通

りのうちの 1つが選択されるとする．

• 直前のツイートのトピックを引き継ぐ
• θu からトピックが生成される

Twitter-LDA，提案手法について，モデルにおける変数間

の確率的依存関係を視覚化したものを図 2と図 3に示す．

提案手法においては，隣接するトピック間に依存関係があ

り，直前のツイートのトピックを引き継ぐかどうかを制御

する変数 yが追加されている点が，Twitter-LDAと異なっ

ている．

提案モデルの生成プロセスは次のようになる．

( 1 ) for each topic t = 1, ..., T

draw φt ∼ Dir(β)

( 2 ) for each user u = 1, ...,U

( a ) draw θu ∼ Dir(α)

( b ) draw z1 ∼ Multinomial(θu)

( c ) for each tweet s = 2, ...,Nu

( i ) draw ys ∼ Bernoulli(γ)

( ii ) if ys = 0 then draw zs ∼ Multinomial(θu)

else zs ← zs−1

( iii )for each word i = 1, ...,Nu,s

draw wi ∼ Multinomial(φzs )

(2)(b)までは通常の Twitter-LDAと同じである．提案手法

では，(2)(c)においてツイートに割り当てられるトピック

が，前と同じになるか，または，分布から生成するか選択

する変数が生成され，続いて，生成された変数に従って新

たなツイートのトピックが生成される．

3.3 学習

パラメータ推定には，ギブスサンプリングを用いた.ギブ

スサンプリングは，モデルのパラメータを推定する際に，

事例の一部を観測された状態にしてサンプリングを繰り返

す手法である．モデルの状態数を小さくすることができる

ので，実用上有効で，広く用いられている．例えば，LDA

だと，文書 dのトピック列 zdの確率分布を推定するにあた

り，普通に考えると T Nd 通り（T はトピック数，Nd は文書

dの単語数）の状態を考慮する必要があるが，これは現実

的ではない．そこで，ある単語以外の全てのトピックを観

測された状態にしたうえで，その単語の分布からトピック

をサンプリングし，次は，別のある単語以外が観測された

状態にし，同様のサンプリングを繰り返すことにより，全

体の確率分布を推定できる．この方法では，一度に考える

状態数は T 通りであり，十分計算可能である．先行研究の

Twitter-LDAの場合，1回のサンプリングで 1つのツイー

トのトピックを推定している．

提案手法では，ある確率分布に従って，隣接するツイー

トのトピックが同じになるかどうかが決まる．ここで，単

純に考えるのなら，各ツイートごと，前から順番にサンプ

リングしていき，前と同じトピックなのであれば前と同じ

トピックを割り当て，違うのであればサンプリングすれば
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図 2 Twitter-LDA を構成する変数の確率的依存関係 図 3 提案手法を構成する変数の確率的依存関係

良い．しかし，この方法だと，連続して同じトピックが割

り当てられるツイート列のトピックを決定するための単

語情報として，先頭のツイートしか使えないという問題が

ある．そこでまず，連続で同じトピックが与えられる箇所

を決定した上で，連続で同じトピックが割り当てられるツ

イートを 1つにまとめ，まとめたツイート列単位でサンプ

リングを行う必要がある．

しかし，単純に前から順番にサンプリングしていく方法

を用いた場合，図 4に示すような場合に問題が生じる．図

4は，n回目と n+1回目のイテレーションで，まとめたツ

イート列が異なる状況を示している．通常ギブスサンプリ

ングでは，現在サンプリングの対象となっている事例が観

測されていないものとし，サンプリングを行うが，この場

合，n+1回目で初めの 2つのツイートがまとまった列のト

ピックを決めるに際し，どこを観測された状態にしたサン

プリングを行えばいいのか自明でない．そこで，実際の計

算では次のような工夫をした．

( 1 ) ツイート列を M 個のツイートからなる小区間に分割

( 2 ) 各小区間ごとにまとめてサンプリングを行う

このように，M 個のツイートからなる区間をまとめて

サンプリングすることで，どこを観測された状態としてサ

ンプリングを行えば良いのかが明らかとなる．提案手法で

は，長さの決まった小区間で分割することで，観測された

事例の範囲が各イテレーションで統一される．

同一のトピックを引き継ぐツイート列のトピック推定

は，以下の式に基づき行う．

p(zi j | z−i,S−i, y−i)

∝ p(sij|zi j)p(zi j)

∝
 1∏|sij |−1

k=0 (n(·)
t + Vβ − k)

V∏
v=1

Γ(n(v)
t + β)

Γ(n(v)
t,−Si
+ β)

 (nt
u + α)

n(v)
t は，トピック t，単語 vの頻度，n(·)

t は，トピック tの

単語の頻度，nt
uはユーザ u，トピック tの頻度を表わす．ま

た，Sは全ツイートの集合，sij は i番目の区間にある j番

図 4 同じトピックのツイート列がずれた状態

図 5 ツイート列を小区間に分割した様子

目のツイートを表し，Si は，i番目の区間にある全ツイー

トの集合を，zi は，i番目の区間にあるツイートに割り当

てられたトピック列，yi は i番目の区間にあるツイートに

割り当てられた，隣り合ったツイートが同じかどうか判定

するための変数とする．図 5に，ツイート列を小区間に分

割した様子を図示する．図 5には，M = 8の状態を示して

いる．

4. 実験

4.1 実験設定

実験で使用したデータについて説明する．まず，Twitter

のパブリックタイムラインからツイートをランダムサン

プリングし，ツイート収集のためのユーザリストを作成し

た．次に，作成したユーザリストの各ユーザごとに，最大

600件のツイートを収集した．ここで，対象とするユーザ

は主に英語を使用するユーザに限定した．次に，全ユーザ

の全ツイートに含まれる単語の頻度を調べ，頻度の高過ぎ

る単語と低すぎる単語をストップワードとして除去した．

また，ストップワードを除去した後，含まれる単語が 2語

以下の短いツイートを除去した．最後に，全ユーザの全ツ

イートに対して，URLとハッシュタグを除去し，入力デー
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タとした．コーパスの統計情報を，表 1に示す．

表 1 コーパスの統計情報

全単語数 2,388,883

全ツイート数 348,517

ユーザ数（訓練用） 1,073

ユーザ数（topic coherence計算用） 120

モデルを構築する際に使ったパラメータとして，前のト

ピックと同じになる確率 γは 0.0から 0.9まで 0.1刻みで 9

つの値でモデルを構築した．ここで γ = 0.0の場合は提案手

法は Twitter-LDAと同じモデルとなる．その他のパラメー

タはいずれも固定値を使用した．具体的には，α = 0.01，

β = 0.01と，トピック数 T は 250とした．また，小区間に

区切ったツイート列の 1つの長さ M は，M = 10とした．

4.2 評価

モデルの性能を評価するため，まず，perplexityの計算を

行った．perplexityは情報理論的な意味での平均分岐数 (幾

何平均)を表しており，言語モデルの良さを定量的に評価

する尺度として使用される．perplexityは，値が低いほど

良いモデルであることを表しており，以下の式により算出

される．

perplexity = exp

− 1
Ns

∑
u

log p(su)


ここで，sはツイート，uはユーザ，Nt は全ツイート数であ

る．ツイートの生成確率にあたる p(s)は，以下の式により

計算される．本研究の提案手法では，ツイート間のトピッ

クに確率的依存関係があるため独立な場合と比べ式が複雑

になるが，動的計画法を用いることで効率的に計算できる．

p(s) =
∑

z
p(s, z)

=
∑

z
p(z1)p(s1|z1)

∏
j=2

p(z j|z j−1)p(s j|z j)

=
∑

z
p(z1)p(s1|z1)p(s2, ..., s|s||z1)

前のトピックと同じになる確率 γごとの，perplexityの

計算結果を図 6に示す．横軸が，前のトピックと同じにな

る確率 γで，縦軸が perplexityを表す．既に述べたとおり，

γ = 0.0の場合は，ツイート間の依存関係を考えないモデ

ルとなり，Twitter-LDAと同等であることから，以下では，

γ = 0.0の場合をベースラインと呼ぶ．γ = 0.0から γを大

きくしていくと，perplexityが単調減少し，γ = 0.8の場合

に最も小さい値となった．ベースラインと比べ提案モデル

の perplexityは小さい値となっていることから，隣接する

トピックを考慮することでより良い言語モデルとなってい
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図 6 実験結果 perplexity

ることが確認できる．

しかしながら，提案モデルは，ベースラインモデルで

考慮してない隣接するツイートを考慮した言語モデルと

なっていることから perplexityが向上するのはある意味，

自明であると言え，perplexity が向上したからといって，

推定したトピックが良いものとなっていることは言えな

い．そこで推定したトピック自体の評価を行うため，topic

coherence[5], [6]による評価も行う．これは，モデルが適切

であるほど，出力されるトピック語は意味的なまとまりを

持ち，同一トピック内の単語は共起しやすいことに注目し

た指標であり，topic coherenceが高いほど良いトピックモ

デルであることといえる．topic coherenceは以下の式によ

り計算される．

C(t; V (t)) =
K∑

k=2

k−1∑
l=1

log
D(v(t)k v

(t)
l ) + 1

D(v(t)l )

ここで，D(v(t))は，トピック tが割り振られた単語 vが

出現するツイートの頻度，D(u(t), v(t))はトピック tが割り振

られた単語 uと vが共起するツイートの頻度，K は評価に

使うトピック語の数である．評価に使うトピック語は，推

定確率の高い順に K 個使うこととし，トピック tにおける

トピック語の集合を V (t) とする．

確率 γごとの，topic coherenceの計算結果を図 7に示す．

横軸が，前のトピックと同じになる補正確率 γで，縦軸が

topic coherenceを表す．γ = 0.0から γ を大きくしていく

と，γ = 0.6までは topic coherenceが単調増加し，γ = 0.6

が最も大きな値となった．さらに γを大きくすると，全体

的に topic coherenceは減少した．この結果から提案手法は

ベースライン手法である Twitter-LDAよりも，トピックを

正しく推定できていると言える．
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図 7 実験結果 topic coherence

5. まとめと今後の課題

本研究では，隣接するツイート間の関係を考慮したト

ピックモデルを提案し，実験の結果，提案手法が有効であ

ることを示した．今後，さらに発展させるための方針とし

て，ツイート間でトピックが同じになる確率をツイート間

の時間差に基づき算出することが考えられる．たとえば，

あるツイートをした 5 分後に次のツイートする場合，同

じトピックのツイートである場合が多いと考えられる．一

方，あるツイートをして，次にツイートするまでに数日あ

いてしまうと，仮に隣接するツイートであったとしても，

これらのツイートの内容にはほとんど関係がないと考えら

れる．このため，ツイート間の時間が短いほど同じトピッ

クになりやすいという仮定を導入することで，さらなるモ

デルの改善が期待される．
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