
 

 

データストリーム処理によるリアルタイム性を考慮した 

大規模グラフ処理基盤とスペクトラルクラスタリングへの応用 
西井 俊介†     鈴村 豊太郎†‡ 

大規模かつ成長し続けるグラフ構造を持つデータを，リアルタイム性を考慮して効率よく解析するために，データストリーム処理を用い

たインクリメンタルグラフ処理を提案する．そのための計算モデル Incremental GIM-V の提案，およびデータストリーム処理系 IBM 

System Sを用いた実装とPageRankを対象とした評価を我々は行った．ここで，汎用的なグラフ処理モデルおよびシステムにおいて，

実用性，応用性は重要な課題である．グラフ分割はソーシャルクラスタリング等に有用であるため，重要なグラフ処理アプリケーション

の1つである．そこで本稿では，グラフ分割アルゴリズムSpectral Clusteringを対象としたIncremental GIM-Vシステムの拡張実装お

よび評価を行い，データストリーム処理で実用するうえで求められる性質等について議論する． 
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We have proposed incremental graph processing using data stream processing, for effective analysis of large graph that evolves. We 

have proposed computation model "Incremental GIM-V" for this analysis, implement graph processing system using IBM System S, 

one of Data Stream Management System (DSMS), and evaluated its performance for PageRank. In a general graph processing 

models and systems, practicality and applicability is an important issue. Graph clustering is one of the important applications of 

graph processing, because it is useful for such as social clustering. In this paper, we extend and evaluate our system for graph 

clustering algorithm "Spectral Clustering". Then we discuss features required for data stream graph processing. 
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1. 導入 

近年，大規模データ処理の需要は高まりつつある．その対象

となるデータとして，グラフ構造を持つデータが含まれる．そ

の代表的なものとして，ウェブグラフや，TwitterやFacebook

などのソーシャルグラフが挙げられる．そのようなWeb利用

マイニングやWeb構造マイニング[17,18]を対象とした研究は多

くなされている[2,3]が，これらはバッチ処理に基づくものであ

る．バッチ処理では，一旦データを蓄積してから解析を始める．

これにより確実な解析結果は得られるものの，源データが生起

されてから解析結果を得るまでに期間があり，解析の新鮮さが

失われてしまう．すなわち，ソーシャルグラフなどから得られ

る，瞬間的な話題性を反映した解析を行うには向いていないと

言える．そこで，我々 はデータストリーム処理[4,5,6]を用いたグ

ラフ処理を提案した[16]．その中でグラフ処理モデル

Incremental GIM-V を提案し，システムの実装及び

PageRank[1]を対象とした評価を行った． 

汎用グラフ処理モデルや処理システムでは，アプリケーショ

ンに対する適用性を明確にすることが求められる．

Incremental GIM-Vにおいては，PageRankの評価は行われ

ている．Random Walk with Restart[9]や最短経路問題[8]を対象

とした，Adaptive PageRank[14]に基づく最適化を施した実装

および評価を現在我々 は行っている．本稿では，それらとは異

なるアプリケーションとしてSpectral Clustering[20]を対象と

して扱う．Spectral Clusteringはグラフ構造をもとに「スペ

クトル」を計算し，その値を元にグラフ分割を行う．K-means

やFuzzy c-meansと組み合わせることによって，ハードクラ

スタリングにもソフトクラスタリングにも用いることが出来

る．そのため，大規模かつ成長するグラフを対象とする場合，

ソーシャルクラスタリングや，グラフ分割による並列グラフ処

理のための前処理[19]などに適用できる．しかし，Spectral 

Clustering はGIM-V のような簡略化された反復計算モデル

では実装が困難である．そこで本稿では，我々 のIncremental 

GIM-VシステムをSpectral Clusteringを実行できるように

拡張し，評価を行う．その結果から，Spectral Clusteringを

データストリーム処理で行う上での議論を行う．  

以降の節では，まず第2節で関連研究について述べる．本稿

で提案するデータストリームグラフ処理の背景として，第 3

節でデータストリーム処理，第 4 節でグラフ処理モデル

GIM-VとIncremental PageRankの概要について述べ，第5

節でインクリメンタルグラフ処理モデルIncremental GIM-V
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の概要と実装について述べる．その後，第 6 節で Spectral 

Clusteringの概説を行い，第7節でIncremental GIM-Vを

Spectral Clustering[20] に適用できるように拡張した実装，第

8節で評価について述べる．最後に，第9節で議論を行い，第

10節で本稿のまとめを述べる． 

2. 関連研究 

大規模グラフ処理を行うシステムに関する研究として，

GoogleのPregel[2]やカーネギーメロン大学のPEGASUS[3]な

どが挙げられる．これらはバッチ処理に基づくグラフ処理シス

テムであり，大規模なデータを短時間で処理するために複数の

計算ノードを用いて並列分散処理を行うことができる．Pregel

では，頂点ごとの処理とメッセージパッシングにより反復計算

を行い，最終的な解析結果を得る．様々 なグラフ処理を実装で

きるように，C++ APIの形でインターフェースを提供してい

る．それにより，PageRank[1]，最短路問題[8]，2部マッチング
[9]，セミクラスタリングなどのアプリケーションが実装されて

いる．また，計算途中で故障が生じた際のために，チェックポ

イントを作成し，そこから復帰できるなど耐故障性を考慮した

実装もなされている．計算性能としては，Google社内の300

コアからなるクラスタ上で，10億頂点，1271億辺からなるグ

ラフに対するシングルソースの最短路問題を，700~800 秒で

解くことができる．PEGASUSはMapReduce[10]の処理系で

ある Hadoop[11]を用いたオープンソースのグラフ処理システ

ムである．PEGASUSでは，PageRank，Random Walk with 

Restart (RWR)[12]，直径推定[13]，連結成分推定などの処理が実

装されている．また，これらの処理に共通する計算の構造を，

GIM-V (Generalized Iterative Matrix-Vector multiplication) 

という，行列とベクトルの乗算(べき乗法)を一般化したものと

して抽出し，その構造に基づいて計算の最適化を行っている．

計算性能としては，Yahoo! のM45 Hadoopクラスタを含む

90台の計算機を用いて，5.9万頂点，2.82億辺からなるグラ

フに対するPageRankの計算を50~100秒で解くことができ

る．Pregel，PEGASUSともに，計算時間はデータの大きさ(辺

の数)や計算機の台数の逆数に線形にスケールする． 

Spectral Clusteringの他にもグラフクラスタリングアルゴ

リズムの研究は多くなされている．データのクラスタリングに

は，全てのデータをそれぞれ丁度1つのみのコミュニティにク

ラスタする「ハードクラスタリング」と，0個以上のいくつか

のコミュニティにクラスタされうる「ソフトクラスタリング」

に分かれる．グラフのクラスタリングの例として，

Girvan-Newmanアルゴリズム[24]や，Newmanアルゴリズム
[25]などがあり，これらはハードクラスタリングの手法である．

Spectral Clusteringもハードクラスタリングの手法であるが，

Spectral Clusteringではスペクトル計算時の固有ベクトルの

リストをもとにK-means[26]やFuzzy c-means[27]を利用するこ

とで，ハードクラスタリングにもソフトクラスタリングにも応

用することが出来る． 

3. データストリーム処理とSystem S 

データストリーム処理とは，始点･終点という概念のない情

報の列をストリームと呼び，このストリームを蓄積することな

くオンメモリ上で逐次的にパイプライン処理していく計算パ

ラダイムである．データストリーム処理では様々 な処理が抽象

化・汎用化されており，幅広い処理に対して応用できる洗練さ

れた処理系としてまとめられている点が従来の音声や動画の

ストリーミングなどとは異なっている．このような処理系の一

つとして開発されている System S [5,6,15]ではデータフロー図

から直感的に処理を記述できる SPADE という言語が用意さ

れており，様々なデータストリーム処理を実現している．

SPADE のコード例やオペレータの詳細については論文[15]に

詳細が記載されているので省略するが，SPADEは簡易な記述

と高い柔軟性を兼ね備えており効率的なシステム開発が可能

となっている． 

4. グラフ処理モデルGIM-Vと 

Incremental PageRankの概要 

インクリメンタルグラフ処理モデルIncremental GIM-Vの

基となる，GIM-V(PEGASUS)[3]，および Incremental 

PageRank[7]について説明する． 

4.1 GIM-V 

GIM-V (Generalized Iterative Matrix-Vector 

multiplication)[3] とは，行列とベクトルの乗算を一般化したも

のである．n×n行列Mとn次元ベクトルvの乗算を行い，

ベクトルv' を得る計算 

v' = M×v 

を，要素ごとの式で表わすと， 

v'i = Σi=1
n Mij×vj 

となる．この計算は，「乗算」「総和」「代入」の3つの演算

からなる．これらを一般化し，3 つの演算をそれぞれ関数

combine2, combineAll, assignとおくと，式は以下の通りとな

る． 

v'i = assign(vi, combineAll( 

 combine2(Mi1, v1), …, combine2(Min, vn))) 

ここで，行列の要素の型(TM)，ベクトルの要素の型(Tv)，

combine2の戻り値の型(Tc)は，実数型(float, double)やブーリ

アン型(bool)などのプリミティブだけでなく，配列や構造体な

どを取ることも可能である．それぞれの関数の写像を書くと， 

combine2 : TM × Tv → Tc 

combineAll : Tcの配列 → Tv 

assign : Tv × Tv → Tv 

となる． 

グラフ処理としては，行列Mをグラフの隣接行列(各辺の値)，

ベクトルvを各頂点の値として扱い，GIM-Vの計算を反復的

に行うことで，様々 なグラフ処理を行うことができる．なお，

Mijの値は，jからiへの辺の重みを表わしている． 

PEGASUS で は ， GIM-V モ デ ル の 計 算 を

MapReduce(Hadoop)上で実行している．この MapReduce

計算は2ステージのMapReduceからなる．まず，ステージ1

のMapReduceで，グラフデータの入力(辺，頂点)をMapジ
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ョブから行い，Reduceジョブではjをキーとしてcombine2()

を実行して，その出力をステージ2のMapReduceの入力に

与える．ステージ2では，MapジョブはそのままReduceジ

ョブにデータを投入し，Reduce ジョブでは i をキーとして

combineAll(), assign()を実行，収束した場合はそこで全計算を

終了し，再度反復する場合はステージ2のMapReduceの出

力をステージ1のMapReduceの入力に与える． 

なお，PEGASUS[3]では，GIM-V を用いて，PageRank，

Random Walk with Restart，直径推定，連結成分推定のアル

ゴリズムを実装している． 

4.2 Incremental PageRank 

Incremental PageRank Computation[7]とは，発展するグラ

フに対する高速なPageRankの計算方法の1つである．ある

時点でのグラフ(G1)に対するPageRankの計算結果が得られ

ているとき，その計算結果を利用して，更新されたグラフ(G2)

のPageRankを計算する．Incremental PageRankでは，ま

ずG1とG2を比較して，「新たに追加された頂点，リンク構

造の変化した頂点，およびそれらからリンクを辿って到達でき

る頂点」(VQ)，「それ以外で，VQに辺を張っている頂点」(Vb)，

「その他」(Vu)の3つの集合に分ける．ここで，集合VQは「新

たに追加された頂点，リンク構造の変化した頂点」を元に幅優

先探索を行うことで求めることができる．これらの集合のうち，

VbとVuはG1のPageRankをほぼそのまま利用できるため，

後述する「スケール」のみを行えばよい．VQに関しては，構

造の変化により新たにPageRankを計算しなおす必要がある

ため，VQとVbの構造からPageRankの計算を行う． 

G1とG2では，グラフに含まれる頂点の数が異なるため(nG1, 

nG2)，構造が変化しない頂点(Vb, Vu)でもPageRankの変化が

生じる．そのため，G1で求まっていたPageRankの値をG2

に合う値に変換する必要がある．具体的には，G1のPageRank

の値に(nG1/nG2)を乗算すればよい．この計算を「スケール」と

呼ぶ．なお，新たに追加された頂点に対してはPageRank計

算の初期値として(1/nG2)を与えればよい． 

このような計算方法を用いれば，G1とG2の間でVQに属

するノードの割合(変化率)が小さければ小さいほど，

PageRankの計算を高速に行うことができる． 

5. インクリメンタルグラフ処理モデル Incremental GIM-V 

5.1 略説 

本稿で用いたデータストリーム処理によるグラフ処理のた

めの計算モデルである，Incremental GIM-Vについて説明す

る．Incremental GIM-V の大筋の枠組みは Incremental 

PageRankと同様で，まず頂点を3つの集合(VQ, Vb, Vu)に分

ける．これらのうち，VQについてはGIM-Vの計算を再度行

う必要があるとみなし，Vb，Vuについては不要だとみなす．

なお，実際にこの3つの集合に分かれるのはある時点のグラフ

に対する GIM-V の計算結果が既に得られている場合のみで

あり，そうでない場合の最初の計算時には，すべての頂点が

VQに属するものとする．この3つの集合の関係を図1に示す．

その後，以前から存在した頂点の値に対して，必要ならばスケ

ールを行い，新たに追加された頂点には計算の初期値を設定す

る．その後，VQとVbに対してGIM-Vの計算を行う．この際，

Vbに含まれる頂点にはGIM-Vのcombine2関数のみを実行し，

combineAll, assignは省略する． 

Incremental GIM-Vで実装されるアルゴリズムは，GIM-V

で実装可能であることが必要条件であるが，それに加えて以下

のような性質を満たすことが望ましい． 

・ 変化点が生じた際，変化率(VQの割合)が大きくならな

いこと : 扱うデータが無向辺グラフの場合や，有向辺

グラフではあるが変化が生じた際の変化率が大きく

なる場合，計算内容に影響は生じないものの，インク

リメンタルメソッドによる計算範囲の縮小による高

速化が見込めない． 

この性質により，無向辺グラフを扱うアルゴリズムで

あるRandom Walk with Restartにはインクリメン

タルメソッドは適さない． 

・ 反復計算により計算結果が徐々 に収束し，アルゴリズ

ムが反復回数を問わないこと : 例えばPEGASUSで

実装される直径推定アルゴリズム[13]などは，求める直

径の値=計算の反復回数であるため，反復回数を減ら

して計算時間を短くする手法が使えない． 

5.2 実装 

Incremental GIM-Vの計算モデルをIBM System S上で実

行するために行った SPADE によるシステムの実装について

説明する． 

本システムでは，グラフの各頂点は序数(0, 1, 2, …)により

IDを割り当てられる．また，グラフ処理は並列計算により行

われる．各頂点の処理を担うプロセスのブロックはK個(Kは

正の整数)に分けられ，図2中のW1~WKがそれに対応する．

図1. グラフの計算内容による分類

VQ

VbVu
変化しない頂点，辺

変化した頂点，辺

VQ : (変化頂点集合)
変化した頂点から到達可能
/ GIM-Vの計算対象

Vb : (無変化頂点集合:境界)
VQ以外で，VQに隣接する頂点 / 計算対象外

Vu : (無変化頂点集合)
VQ, Vb以外 / 計算対象外
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頂点i (0, 1, 2, …)の処理を担うのは，(i mod K + 1)番目のブロ

ックである． 

5.2.1 データフロー図 

図2にシステムのデータフロー図を示す．図中の各頂点はオ

ペレータ(プロセス)を表し，矢印はデータの流れ(データストリ

ーム)を表わす．実装に用いたオペレータは，Source(データの

入力)，Sink(データの出力)，Split(データの分割)，Bundle(デ

ータストリームをまとめる)の4種類の組み込みオペレータと，

Master(グラフ処理全体の管理)，Worker(グラフ処理の並列実

行)の2種類のUDOP(ユーザ定義オペレータ)である． 

図中の各オペレータの動作について説明する．なお，図中の

Kの値，Workerオペレータおよびそれに付随するオペレータ

(Sink, Split, Bundle)の並列数を表わす．また，各オペレータ

の処理はそれに対応するプロセスが1つずつ立ち上げられ，並

列実行される．これらのプロセスは複数の計算機間に渡って配

置することが可能である． 

・ Source(G) : システムへグラフデータの入力を行う．

(辺の値Mijを設定する) 

・ Split(G) : グラフデータを担当するWorkerに渡す．

(各Mijの値をjで分類する) 

・ Source(M) : グラフ処理の開始命令を受け付ける． 

・ Master(M) : グラフ処理全体の管理，反復計算の同期

の管理を行う． 

・ Sink(M) : グラフ処理に要した時間などのログ情報を

出力する． 

・ Worker(W1~WK) : グラフ処理のメインとなる部分

を実行する．a(=1, …, K) 番のオペレータは，a = (j 

mod K + 1)を満たす頂点jの情報(vj, Mij for ∀i)を保

持する． 

・ Sink(W1~WK) : 各Workerが担当する頂点に対する

グラフ処理の計算結果を出力する． 

・ Split(W1~WK), Bundle(W1~WK) : Worker間のデ

ータの流れを制御する．Worker(Wa)から

Worker(Wb)へのデータの流れは，Split(Wa)と

Bundle(Wb)を介する． 

・ Bundle(M) : WorkerからMasterへのデータの流れ

を束ねる． 

5.2.2 グラフ処理の流れ 

グラフ処理の流れについて説明する．まず，グラフ処理の

開始はSource(M)からMasterへのデータの入力により行われ

る．処理全体の流れとしては「待機」「VQ導出」「Vb導出」

「GIM-V計算」「結果出力」の5つのフェイズからなる．こ

のうち「VQ導出」と「GIM-V 計算」の2 つは反復計算を行

うため，複数のステップからなる． Masterは，各フェイズ各

ステップの開始を各Workerに伝え，Worker間の通信により

ステップを実行し，実行が完了したことを(反復計算が収束し

たか否かも含めて)Masterに伝える．全てのWorkerからのス

テップの実行完了通知をMasterが受け取ったら，次のステッ

プに進む．このような流れで計算を進めていく．グラフ処理の

各フェイズの詳説は割愛する． 

6. Spectral Clusteringへの拡張に向けて 

本節では，Spectral Clustering, Incremental Spectral 

Clusteringの略説，およびSpectral ClusteringをIncremental 

GIM-Vシステム上で実行する上での問題点の説明を行う．  

6.1 Spectral Clustering略説 

Spectral Clustering[20] (以下，SC)とは，無向辺グラフ上の

頂点の集合を，グラフ構造に基づいていくつかの集合に分類す

る手法(グラフ分割) の一つである．SCでは，まず入力として，

グラフ構造を表わす類似度行列(Similarity Matrix; 以降，W

で表わす) が与えられる．Wはn×n行列(nは頂点数)であり，

Wijは頂点iから頂点jの辺の重みを表わす．Wijは以下の要件

を満たす． 

・ 0 ≦ Wij ≦ 1 

・ Wii  = 1 

・ Wij  = Wji (無向辺グラフなので) 

この条件より，W は対称行列である．なお，この行列は隣接

行列を拡張したものと言える．そして，類似度行列を元に度数

行列(Degree Matrix; 以降，Dで表わす)が定まる．Dはn×n

行列であり，以下の要件を満たす． 

・ Dii = Σj=1
nWij 

・ Dij = 0 if i ≠ j 

この条件より，Dは対角行列である． 

これらの行列をもとに，一般化固有値問題を解く．SCには，

解くべき一般化固有値問題にいくつかの流儀が存在する．本研

究ではShi Malikの流儀[21]を採用している．まず，ラプラシア

ン行列(Laplacian Matrix; 以降，Lで表わす)L = D - W を求め，

図2. グラフ処理システムのデータフロー図
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式Lq = λDqで表わされる一般化固有値問題(λ: 固有値，q: n

次元固有ベクトル)を解く．本研究では2部分割を対象として

おり，0でない最小固有値λと，それに対応する固有ベクトル

qを求める．頂点 iのクラスタリングは，riの正負で分割され

る． 

6.2 Incremental Spectral Clustering略説 

Incremental Spectral Clustering[22](以下，ISC)とは，発展

するグラフに対するSCの高速計算手法であり，近似解を求め

る． 

SC の計算は大部分が行列計算であり，その計算時間は

O(|V|3)ともなる．ISCでは，λ, qを直接求めるのではなく，

Δλ, Δqを，値の変化が大きい頂点の集合に限定した行列計

算により，近似的に求める．近似手法であるため，ISCの実行

を繰り返すにつれて誤差が蓄積されていく．それゆえに，定期

的に完全なSCを再実行する必要がある． 

ISCは，グラフ情報の更新(辺の追加・更新・削除)が1回発

生するごとに実行される．更新された辺の頂点をi, j, 辺の重み

をWijとする．更新されたWijと元のWijの差分ΔWijが求まる．

そこから，行列LとDの差分ΔL, ΔDが求まる．Δλを 

Δλ = ΔWij((qi - qj)2 - λ(qi
2 + qj

2)) 

から求める．更新の対象とする集合δを 

δ = {k | Wik > τ or Wjk > τ} 

から求める．τは閾値となる定数で，疎なグラフであれば0

でよい．行列 K = L – λD を，δに属する頂点のみ残して求

める．これをK’と置く．K’の擬似逆行列 Z’ = (K’TK’)-1K’T を求

める．なお，KおよびK’は対称行列であるため，Z’ = K’-1とな

る．Z’をn×n行列に戻し，Zとする．ベクトル h = (ΔλD + 

λΔD - ΔL)q を求める．Δqを 

Δq = Zh 

から求める．以上のΔL, ΔD, Δλ, ΔqをL, D, λ, qに反映 

してISCの計算を完了する．  

6.3 問題点 

Spectral Clusteringでは，一般化固有値問題を解く必要が

ある．これは，GIM-Vのような簡略化された反復計算モデル

では実装が困難である．また，Spectral Clusteringのインク

リメンタルな高速化手法は存在するが[22]，これはIncremental 

GIM-Vのように『ある程度のグラフ情報の更新間隔ごとに一

回のシーケンスを実行し，そのシーケンスの中で一定の反復回

数を実行する』というものではなく，『グラフ上の辺が1つ更

新されるごとに一回のシーケンスを実行し，そのシーケンスの

中で，一回ずつの各処理を実行する』という方法である．また，

Incremental Spectral Clusteringは近似手法であるため，計

算を重ねるごとに誤差が蓄積していくため，一定の更新ごとに

完全なSpectral Clusteringを実行する必要がある． 

そこで本節では，5節のIncremental GIM-Vシステムをも

とに，Spectral Clustering / Incremental Spectral Clustering

を実行できるように拡張を行う．以降の節で実装および評価に

ついて述べる．  

7. Spectral Clusteringへの拡張実装 

7.1 データフロー図 

図3に，システム拡張後のデータフロー図を示す．図2か

ら変更のある部分を強調表示している．図2との大きな差異を

以下に説明する． 

・ Source(G) :グラフデータの入力先をWorker ではな

くMasterとしている． 

・ Source(M) : グラフ情報が更新された際にただちに

SC/ISC を行うか否かの設定を行う．また，Worker

に固有ベクトルの出力を行わせる命令を受理する． 

・ Split(M, P, W1~WK), Bundle(W1~WK) : 

Master, Worker, PIMからWorkerへのデータの流れ

を制御する．  

・ PIM(P) : 与えられた部分行列の逆行列を計算する． 

7.2 処理の流れ 

Source(M)から，グラフ情報が更新された際にただちに

SC/ISCを行うように設定されているものとする．グラフ情報

の更新(辺の追加・重みの更新・削除)はSource(G)から入力さ

れる．更新があった時，通常は ISCを開始するが，この更新

が最後に SC を行ってから一定回数(=T)後の更新であれば，

ISCではなくSCを開始する． 

ISC を実行する場合，まずグラフの更新情報(辺の両端の頂

点ID i, j, 更新後の辺の重みWij)をMasterからWorkerに伝え

る．それを受け取ったら，各Workerが集合Nijを求め，その

要素をPIMに伝える．PIMにNijの要素を伝え終えたら，PIM
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図3. Spectral Clustering向けに拡張した
システムのデータフロー図
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からWorkerを経てMasterに処理を返す．次に，Masterか

ら，頂点jを管理するWorkerに対してメッセージを送る．頂

点jを管理するWorkerは，頂点iを管理するWorkerに対し

てqjを伝える．頂点iを管理するWorkerは，Δλを求め，頂

点jを管理するWorkerにqiを伝え，全てのWorkerにΔλを

伝える．各頂点xを管理するWorkerは，自身が管理する頂点

の中で Nijに所属するものに対して，hx, Kxy(x∈Nij)を求め，

KxyをPIMに伝える．Kxyの送信を終えた後，PIMはZxyを求

め，それを各Worker に返す．各頂点 x を管理するWorker

はZxy×hyを頂点yを管理するWorkerに伝え，その値の合

計をΔqyとして頂点 y ごとにまとめる．最後に，各Worker

がD，λ，qを更新して，Masterに返して，計算を完了する． 

SC を実行する場合，まず，Master から各 Worker に， 

Masterがストックしている全てのグラフ更新情報(i, j, Wijの

ペア)を全てWorkerに伝え，各WorkerにDの値を更新，L

とDをファイルに保存させる．その後，Masterに戻し，保存

されたファイルを一般化固有値を求める外部プログラムを呼

び出させる．結果のλと q がファイルに出力されるので，

Masterから各Workerに，そのファイルを読み込んでλとq

を更新させる．最後に処理をMasterに戻して計算を完了する． 

8. 評価 

本拡張システムを用いたSC/ISCの性能評価を行う．  

8.1 実験データ 

実験時の計算機環境として，AMD Phenom X4 2.5GHz L2 

512KB (4 cores), Memory 8GBからなる計算機を5台用いた．

このうち1台はMasterプロセスやグラフ入力の実行(図2中

のM, Gに対応)に用いて，残りの4台はWorkerプロセスブ

ロックの実行(図2中のW1~WKに対応)に用いた．これらの

計算機は1Gbps のイーサネットで接続されている．また，OS

やミドルウェアとしては全計算機共通で CentOS 

5.22.6.18-92.el5 AMD64, gcc4.1.2, InfoSphere Streams 1.2 

(System S)を用いた．Workerプロセスブロックの並列数Kは

64であり，4台の計算機に対してそれぞれ16プロセスブロッ

クずつ配置した．なお，スケールアウト性の評価のみ，コア数

Kに16より小さい値も用いた． 

8.2 実験データ 

人工データの生成には，Pregel[2]の評価実験と同様に，対数

正規分布に基づく無作為生成を行った．ただし，これは有向辺

グラフを生成する手法であるため，ここでは有向辺グラフを無

向辺グラフに変換した．すなわち，iからjまたはjからiの有

向辺が生成されれば，iと jの間に無向辺が生成されたものと

して扱った．なお，辺の重みは1とする．以下の2種類の人

工データを生成した． 

・ LN5000 : |V|=5000, μ=3.0, σ=1.1, |E|=180808 

・ LN1000 : |V|=1000, μ=3.0, σ=1.1, |E|=32925 

また，実データとしてSNAP(Stanford Network Analysis 

Platform)[23]にて提供されている Stanford Large Network 

Dataset Collectionから，以下のデータを選択した．なお，グ

ラフ処理の都合上，最大弱連結成分のみを残し，その他の頂点

と辺を取り除いた．なお，これらのデータは本来有向辺グラフ

だが，上記の人工データと同様に無向辺グラフに変換した．辺

の重みは1とする． 

・ ca-GrQc : |V|=4158, |E|=13422, arXivの一般相対

性理論と量子宇宙論部門の論文の，著者と論文のコラ

ボレーションネットワーク． 

・ p2p-Gnutella08 : |V|=6299, |E|=20776, Gnutella

のp2pネットワークのスナップショット．2002年8

月の9階のスナップショットの合計． 

・ wiki-Vote : |V|=7066, |E|=100736, Wikipediaの

管理者投票のユーザー間のネットワーク． 

8.3 実験結果 

人工データLN5000 を用いて，並列計算の並列数(Worker

インスタンス数 K)に対するスケールアウト性を評価した．

LN5000に対するSCの結果が得られている場合の，更新時の

ISC実行時間を，並列数Kを変更して評価した．更新の内容

は，無作為に選んだ辺の重みを2に変更するというものを100

回行った．結果を図4, 5に示す．図4はISC100回の所要時

間『全体』とそのうち『逆行列計算(非並列処理)』に要した時

間を，図5は『全体』から『逆行列計算』に要した時間を減じ

たものを示している．図4より，ISC 計算の所要時間の大部

分は逆行列計算に依存していることが分かる．図5より，逆行

列計算以外の並列処理は，非線形だがスケールしていることが

分かる．本稿における実装では，処理時間の大部分を占める逆
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行列計算をシングルコア実行しているが，これを並列分散化で

きれば，処理のスケールアウトが見込めることがわかった．ま

た，スケールアップの面では，SC1 回の所要時間がコア数に

依らず約7988秒，ISC1回の所要時間がコア数に依らず約7

秒であり，1141倍の高速化が出来ていることがわかる．逆行

列計算をGPGPU利用などにより高速化できれば，さらなる

スケールアップが見込める． 

人工データLN1000を用いて，ISCの近似性能を評価した．

LN1000のSCの実行結果から，1000回の更新に対し，ISC

を繰り返し行っていった場合のクラスタリング結果と，SCで

正確に計算した場合のクラスタリング結果を，結果の一致率で

評価した．更新の内容は，無作為に辺を追加するものとする．

なお，クラスタリングの正負は，正と負を入れ替えても本質的

に差異はない．それゆえに，SCとISCの比較を行う際，正負

の一致率と正負を反転させた場合の一致率のうち良い方を採

用した．一致率の最低値は50%となる．結果を図6, 7に示す．

結果より，更新を繰り返すことにより誤差が蓄積していくこと

が分かる．なお，更新前のSCの実行時間は64.95秒であり，

ISC1回当たりの平均時間は0.10秒であった．これらの結果に

関して，9節の議論へ続く． 

SNAP による実データを用いて評価を行った．評価の内容

は，SC，ISCの実行時間，およびISCの近似性能である．更

新の内容は，各グラフに対して無作為に選んだ辺の重みを 2

にするというものを1000回行った．実行結果を表1に示す． 

 

 

 

 ca-GrQc p2p- 

Gnutella08 

wiki-Vote 

SC所要時間 

(更新前)(秒)  

4291 14986 20754 

ISC1000回 

所要時間(秒) 

22.14 27.66 2601.40 

ISC所要時間 

1回当たり(秒) 

0.022 0.028 2.601 

SC所要時間 

(更新後)(秒) 

4378 12517 17495 

ISC1000回 

近似性能(一致率) 

99.86% 99.63% 99.86% 

表1. SNAPに対するSC/ISC実行結果 

9. 議論 

Incremental Spectral Clusteringに対する最適なSpectral 

Clusteringの再実行タイミングについて議論する． 

ISCにおいて，ISC1回の平均所要時間をtisc，SC1回の平

均所要時間をtsc，更新の起こる周期をtupdateとする．T回の更

新ごとにSCを実行し，それ以外の更新ではISCを実行する

ものとする．更新T回のSC/ISC所要時間は， 

tisc × (T - 1) + tsc 

となり，1回当たりだと 

tisc × (T - 1) / T + tsc / T 

となる．ここで，tiscと tscが定数であるとして，さらに近似性

能に対して許容できる ISCでの更新回数が既知であるならば

(Tが定数)，システムが処理できる更新周期の上限(頻度，スル

ープット)は 

tupdate = tisc × (T - 1) / T + tsc / T 

と求まる．例えば，8節の条件下におけるLN1000が対象で

あれば，tiscが0.10秒，tscが64.95秒であり，T=1000程度ま

で近似計算を許すならば，システムが処理できる更新周期の上

限は上式より0.16秒，スループットとしては1秒間に6.07回

までの更新を許容できることになる． 

逆に，時系列データの更新周期が既知であるならば(tupdateが

定数)，Tの下限が 

(tsc - tisc) / (tupdate - tisc) 

と求まる．上記の条件で，仮に1秒間に8回の更新がある(tupdate

が0.125秒)とするならば，Tの下限は2594となる． 

このように，tiscや tscの条件が定まっているならば，システ

ム利用者の要求に応じて，可能なtupdateやTの値が推測できる．

ただし，実際にはグラフが大きくなるにつれてtiscやtscも大き

くなっていき，また，tupdateもシステムが扱う時系列データに

よって変化しうるため，上記の方法によるT の最適化は利用

できない．そこで，これらの条件の変化に応じてT を動的に

変化させる機構などを実装すれば有用になるかもしれない． 

10. まとめと今後の課題 

本稿では，Incremental GIM-Vグラフ処理システムの拡張

図6. LN1000に対するISCの近似性能
(更新回数～1000)

図7. LN1000に対するISCの近似性能
(更新回数～2000)
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によりSpectral Clusteringへの応用，評価を行った．計算の

枠組みとしては大きく変わるものの，既存のデータフローを有

効に使って実装することが出来ることを示した．また，

Incremental Spectral Clusteringのスケールアウトの発展性

やIncremental Spectral Clusteringをデータストリーム処理

として用いる際の近似性能，スループットなどについて議論し

た． 

現状の実装では，完全なSpectral Clusteringの計算を行う

部分(外部プログラム)，および Incremental Spectral 

Clustering のうち逆行列計算を行う部分を，並列計算ではな

くシングルコア実行するように実装されている．これらを並列

計算できるようにし，スケールアウト性を強化し，評価する必

要がある．また，本稿において採用したIncremental Spectral 

Clusteringは2部クラスタリングしか行えず，より多いコミ

ュニティへのクラスタリングやソフトクラスタリングに適用

できない．これらを行えるクラスタリングアルゴリズムが求め

られる． 
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