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Pitman-Yor過程に基づく確率的木挿入文法モデル

進藤 裕之1,a) 藤野 昭典1 永田 昌明1

概要：Pitman-Yor過程に基づく木挿入文法の確率モデルを提案する．木挿入文法は，部分木の挿入操作に
より少数の規則で様々な構文パターンを表現できるが，計算コストが高いという問題がある．そこで，挿
入操作を含む文法モデルを等価な文脈自由文法へ変換し，効率的に確率モデルの学習ができることを示す．
提案手法を用いて構文解析の実験を行ったところ，提案モデルは木置換文法のモデルと比較して約 18％コ
ンパクトでありながら，文脈自由文法や木置換文法と比較して解析精度の向上を実現した．

Probabilistic modeling of Tree Insertion Grammars based on the
Pitman-Yor process

Hiroyuki Shindo1,a) Akinori Fujino1 Masaaki Nagata1

Abstract: We propose a probabilistic model of Tree Insertion Grammars (TIG) based on the Pitman-Yor
process. Tree insertion is helpful for modeling syntax patterns accurately with compact grammar rules,
however, it suffers from high computational cost. In this paper, we propose an efficent method for learning
TIG by mapping our model to equivalent context-free grammars. 　 The experimental parsing results show
that our model outperforms a standard CFG and Tree Substitution Grammars (TSG) for a small dataset,
making the number of grammar rules approximately 18% smaller than with TSG.

1. はじめに

木挿入文法（Tree Insertion Grammars）[16]は，構文木

を生成する形式文法モデルの一つであり，文法情報を利用

した機械翻訳などの言語処理アプリケーションへ応用され

ている [6], [7]．文脈自由文法が非終端記号の再帰的な書き

換え（置換操作）により文の構造を導出するのに対して，木

挿入文法では，部分木（subtree）の再帰的な書き換え（置

換・挿入操作）により文の構造を導出する．したがって，

木挿入文法は文脈自由文法の自然な拡張であると言える．

木挿入文法では任意の大きさの部分木を文法規則として利

用するため，例えば述語項構造などの言語学的な特徴を単

一の規則で捉えることができる [15]．

従来より，木挿入文法の規則を人手で記述したり，Penn
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Treebankなどの構文木コーパスから発見的手法を用いて

自動獲得する研究が行われてきた [1], [2], [18]．発見的手

法とは，例えば構文木のノードが主辞であるか，または付

加詞であるか等の言語学的な知見に基づいて人手で作成さ

れたルールであり，統計的な情報は考慮していない．木挿

入文法の規則を人手で記述するには，言語学に関する高度

な専門知識が必要となり，多大な時間や費用を要するとい

う問題点がある．また，構文木コーパスから規則を獲得す

るための発見的手法は，言語やコーパスの仕様に依存する

ため汎用性が低く，データに過学習しやすいという問題点

が指摘されている [15]．

これらの問題を解決するため，我々は木挿入文法の確率

モデルを考案し，木挿入文法の規則を構文木コーパスから

統計的に学習する手法を提案する．ただし，構文木コーパ

スには木挿入文法の規則に関する情報は付与されていない

ため，教師なし学習によってそれらを獲得する．木挿入文
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図 1 (a)初期木の例．境界ノードは記号“↓”で表している．(b) 補

助木の例．末尾ノードは記号“∗”で表している．

法では任意の大きさの部分木を規則として扱うため，膨大

な部分木の可能性を考慮しなければならない．例えば，部

分木を確率変数とする多項分布を考えた場合，部分木の種

類は可算無限通りあるため，可算無限次元の多項分布が必

要となる．したがって，全ての部分木の可能性を計算機の

メモリ上へ展開することは困難であり，EMアルゴリズム

のような教師なし学習手法を直接適用して確率モデルの学

習を行うことができないという問題がある．そのため，本

研究ではノンパラメトリックベイズモデルの一種である

Pitman-Yor 過程 [14] を事前分布として利用することで，

可算無限次元の部分木の確率分布を構築する．また，確率

モデルの学習にマルコフ連鎖モンテカルロ（MCMC）法

を利用することで，部分木の全可能性をあらかじめ列挙す

るのではなく，必要に応じて適応的に生成するというアプ

ローチを取る．このとき，木挿入文法分解という手法を新

たに提案し，木挿入文法を等価な文脈自由文法に変換して

効率的に確率モデルの学習が可能であることを示す．本手

法は，言語やコーパスに関する先見的知見を必要とせず，

様々なデータへ適用可能である．

英語の構文木コーパスを用いて提案モデルの学習を行っ

た結果，木挿入文法の挿入操作は全体の規則数を大幅に減

らす効果があり，コンパクトな文法で様々な構文パターン

を表現可能であった．また，提案モデルの学習によって獲

得された木挿入文法の部分木を構文解析タスクへ適用した

結果，従来の木置換文法に基づく手法よりも約 18％少な

い規則数であるにも関わらず，構文解析精度の向上を実現

した．

2. 木挿入文法

木挿入文法は，様々な基本木を組み合わせて文全体の構

文木を生成するモデルである．構文木の生成には，初期木に

よる置換操作と，補助木による挿入操作の二種類がある．図

1に初期木と補助木の例を示す．図 1に初期木と補助木の

例を示す．図 1(a)(b)はそれぞれ，“(NP (DT ) (N sky))”

や “(N (JJ blue) (N ))”とも表記される．

初期木は，各ノードに非終端記号または終端記号の付与

された木構造である．初期木の葉ノードの中で非終端記

号が付与されているノードは，特に境界ノード（frontier

node）と呼ばれ，他の初期木または補助木によって書き換

図 2 置換操作の例．

図 3 挿入操作の例．

えられることを表す目印となる（図 1(a)の記号“↓”）．補
助木は，初期木と同様に，各ノードに非終端記号または終

端記号の付与された木構造であるが，根ノードと同じ非終

端記号が付与されている特別な葉ノードが必ず一つ存在す

る．この葉ノードは末尾ノード（foot node）と呼ばれる

（図 1(b)の記号“∗”）．末尾ノードは，補助木の挿入によっ
て切り取られた部分木が結合するノードであることを示し

ており，詳細は後述する．初期木と補助木をまとめて基本

木と呼び，基本木の各ノードの中で葉ノードでも根ノード

でもないノードを内部ノード（internal node）と呼ぶ．

木挿入文法の導出過程は，まず開始記号 S を根ノードと

して，置換または挿入と呼ばれる二種類の操作によって基

本木を結合していく．図 2および図 3に置換操作と挿入操

作の例をそれぞれ示す．置換操作は，部分的に構築された

構文木の境界ノードを初期木で置き換える操作である．た

だし，境界ノードと，初期木の根ノードの非終端記号は同

じでなければならない．一方，挿入操作は，部分的に構築

された構文木の内部ノードに対して，補助木を挿入する操

作である．ただし，内部ノードと，補助木の根ノードの非

終端記号は同じでなければならない．図 3で示されている

ように，補助木の挿入によって切り取られた内部ノード以

下の部分木は，補助木の末尾ノードと結合する．本研究の

木挿入文法モデルでは，図 1(b)のような末尾ノードが根

ノードの直接の子供となるような単純な補助木のみを仮定

する．

3. 提案手法

3.1 確率モデル

我々の提案する木挿入文法の確率モデルは，基本木の確

率的生成モデルと，基本木の置換・挿入操作に基づく構文

木の確率的生成モデルとで構成される．

3.1.1 基本木の生成モデル
GX を，根ノードの非終端記号がX である基本木の確率
分布とし，GX の事前分布として Pitman-Yor過程 [14]を
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仮定する．このとき，根ノードの非終端記号が X である
基本木 eの確率分布は，以下のようにモデル化できる．

e |X ∼ GX

GX |dX , θX ∼ PYP (dX , θX , P0 (· |X )) (1)

た だ し ，PYP は Pitman-Yor 過 程 を 表 し ，

dX , θX , P0 (· |X ) は Pitman-Yor 過程のパラメータで

あり，それぞれ割引パラメータ（discount parameter），

強度パラメータ（strength parameter），基底分布（base

distribution）と呼ばれる．Pitman-Yor過程はベキ則に従

う確率分布を生成することができ，言語データの統計的性

質と親和性が高いことが知られている [8], [17]．
式 1 に基づいて基本木 e を i 回生成し，これらを

e1:i = e1, e2, . . . , ei とする．このとき，i+ 1番目の基本木
ei+1の生成確率は，式 1のGX を積分消去することにより
以下のように計算される．

p (ei+1 |e1:i, X, dX , θX ) = αei+1,X + βXP0 (ei+1 |X ) (2)

αei+1,X =
nei+1,X − dX · tei+1,X

θX + n·,X

βX =
θX + dX · t·,X
θX + n·,X

ただし，nei+1,X は，e1:i のうち ei+1 と同じ基本木が生

成された回数を表す．tei+1,X は，ei+1 のラベルが付与さ

れたテーブルの数を表す．Pitman-Yor過程では，基本木

eを複数のクラスタに分けて保存しており，各クラスタを

テーブルと呼ぶ．また，n·,X =
∑

e ne,X，t·,X =
∑

e te,X

である．式 2において，第一項目は基本木 ei+1 と同じ種

類の基本木が既に何回生成されたかに基づいて計算される

確率，第二項目は基本木 ei+1のスムージング確率と捉える

ことができる．スムージング確率は，係数 βX と基底確率

P0 (ei+1 |X )の積で表される．
Pitman-Yor過程の基底分布 P0は，基本木 eの基底とな
る確率分布である．我々は，Cohnら [4]による木置換文法
の確率モデルと同様の基底分布を設定する．具体的には，
基本木 eを文脈自由文法の規則（高さが 1 の部分木）に分
解し，それらの積として以下のようにモデル化する．

P0 (e |X ) =
∏

r∈CFG(e)

PMLE (r)

×
∏

A∈LEAF(e)

sA ×
∏

B∈INTER(e)

(1− sB) (3)

ただし，CFG(e)は，eを高さが１となるように分解した部

分木の集合で，PMLE (r)は構文木コーパスから計算される

部分木 rの最尤推定値を表す．また，LEAF (e) , INTER (e)

はそれぞれ，eの葉ノードおよび中間ノードにおける非終

端記号の集合を表す．sX は基本木の生成がノードX で停

止する確率（停止確率）である．つまり，基底分布 P0 に

基づく基本木 eの生成は，まず根ノードX から始まり，高

さが１の部分木を結合して部分木を成長させていくモデル

である．葉ノードが非終端記号である場合，停止確率 sに

よって生成を停止するか，または確率 (1− s)でさらに基

図 4 図 3 の導出過程に木挿入文法分解を適用した例．

分解規則 確率

NPsub → NP(NP (DT the) (N sky)) α(NP (DT the) (N sky)),NP

NP(NP (DT the) (N sky)) → DT(DT the)N
adj (N sky) (

1 − aDT
)
× aN

DT(DT the) → the 1

Nadj (N sky) → N
adj (N sky)
(N (JJ blue) N*)

α′
(N (JJ blue) N*),N

N
adj (N sky)
(N (JJ blue) N*)

→ JJ(JJ blue)N(N sky)
(
1 − aJJ

)
× 1

JJ(JJ blue) → blue 1

N(N sky) → sky 1

表 1 図 4 の分解規則と確率．

本木を成長させる．

我々は，初期木と補助木の確率分布を，それぞれ独立

に式 1 で定義する．ただし，基底分布は互いの確率分布

で共通である．以降，初期木を e，初期木の確率分布に用

いる Pitman-Yor過程を PYP (dX , θX , P0 (· |X ))とし，補

助木を e′，補助木の確率分布に用いる Pitman-Yor過程を

PYP (d′X , θ′X , P0 (· |X ))と区別する．

3.1.2 構文木の生成モデル

木挿入文法における構文木の生成は，まず開始記号 S を

根ノードとして始まり，全ての葉ノードが終端記号となる

まで基本木の置換・挿入操作を繰り返す．本節では，この

導出過程の確率モデルを新たに提案する．

構文木の導出過程において，構文木の葉ノードが非終

端記号であるときには，必ず初期木による置換操作が起

こる．したがって，非終端記号が X である構文木の葉

ノードが初期木 e によって置換される確率は，式 2 より

1 × p (e |e, X, dX , θX )となる．ただし，eの下付き文字 i

は簡単のため省略してある．一方，構文木の内部ノード

では，補助木による挿入操作が確率 aX で起こると仮定す

る．つまり，挿入確率は内部ノードの非終端記号 X に依

存する．このようなモデル化によって，例えば動詞句で

は挿入操作が起こりやすく，名詞句では起こりにくいと

いった現象を捉えることができる．以上のことから，非終

端記号が X である構文木の内部ノードが，根ノードの非

終端記号が X である補助木 e′ によって置換される確率は

aX × p (e′ |e′, X, d′X , θ′X )とモデル化できる．我々のモデ

ルでは，挿入操作は同じ内部ノードで高々一度しか起こら

ないと制約する．

3.2 推定

構文木コーパス tが与えられたときに，MAP推定によっ
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て確率モデルを学習し，構文木を構成する木挿入文法の基

本木を獲得するという問題を考える．このとき，構文木 t

を構成する導出過程 eの事後分布は，ベイズの定理を用い

て以下のように計算できる．

P (e |t ) ∝ P (t |e )P (e) (4)

ただし，P (e)は前述の Pitman-Yor過程に基づく構文木

の生成モデルであり，P (t |e )は，導出過程 eによって得ら

れる構文木が tと一致すれば P (t |e ) = 1，そうでなければ

P (t |e ) = 0の値を取る．したがって，構文木 tを生成可能

な導出過程のみを考慮して，P (e)からのサンプリングを

行えば良い．P (e |t )からの効率的なサンプリングを実現
するために，まず木挿入文法分解法について説明し，次に

ブロック化メトロポリス・ヘイスティングスアルゴリズム

（blocked Metropolis-Hastings algorithm，以下ブロック化

MHアルゴリズムと略す）について述べる．

3.2.1 木挿入文法分解

木挿入文法分解は，我々の木挿入文法モデルをMHアル

ゴリズムにより効率的に学習するための手法である．基本

的なアイディアは，木挿入文法の導出過程を等価な文脈自

由文法へ変換することである．その結果，文脈自由文法の

標準的な学習アルゴリズムである動的計画法をそのまま適

用することができる．同様の手法は Cohnら [3]によって

木置換文法のモデルに使用されているが，我々の手法は挿

入操作を考慮している点において異なる．まず，木挿入文

法分解の具体例を示す．

例えば，図 3の導出過程は，まず根ノード NPが初期木

“(NP (DT the) (N sky))”によって置換され，さらに，内部

ノード Nに補助木 “(N (JJ blue) (N ))”が挿入されたもの

である．これを木挿入文法分解によって文脈自由文法に変

換したものが図 4である．図 4において，NPsub は NPで

置換操作が実行されたことを表し，NP(NP (DT the) (N sky))

は，初期木 “(NP (DT the) (N sky))”を必ず生成する特殊

な NP ノードである．したがって，NP ノードが初期木

“(NP (DT the) (N sky))”によって置換されたことを表し

ている．また，Nadj (N sky) は，内部ノード N(N sky) で挿

入操作が起こったことを表しており，N
adj (N sky)
(N (JJ blue) N*) は，

N(N sky)ノードで補助木 “(N (JJ blue) N*)”が挿入された

ことを表す．ここで，図 4の生成規則を文脈自由文法の規

則に分解し，表 1のように確率を割り当てると，式 2の生

成確率に従う導出過程と一致する．表 1の例では，基本木

は全て式 2の第一項から生成されたと仮定しているが，第

二項から生成する場合は αei,X や α′
ei,X

の代わりに βei,X

や β′
ei,X

を割り当てればよい．以上のように，木挿入文法

の導出過程を図 4のように変換し，基本木の生成を表 1の

ように文脈自由文法の確率の積で表現する方法が木挿入文

法分解である．

前述の木挿入文法分解を一般化すると以下のようにな

る．木挿入文法分解では，式 2に従う基本木 ei+1 の生成

が第一項目 αei+1,X からの生成なのか，または第二項目

βXP0 (ei+1 |X )からの生成なのかを明示的に区別する．第

一項目からの生成は，以前生成した基本木 e1:i の中から確

率的にいずれかを選択することに相当する．一方で，第二

項目からの生成は，基底分布 P0 (ei |X )にしたがって新た

に基本木を生成することに相当する．また，非終端記号X

を以下の六種類に分類する．

初期木のノードに使用される非終端記号

• Xsub：置換操作が起こるノードであり，非終端記号

が X であることを表す．Xsub は，確率 αe,X で子

ノード X(e) を生成するか，または確率 βX で子ノー

ドX(base)を生成する．これはつまり，式 2の第一項

目から初期木 eを生成して置換操作を行うのか，ま

たは第二項目から初期木 eを生成して置換操作を行

うのかを表している．

• X(e)：式 2の第一項目から生成された，初期木の根ノー

ドまたは内部ノードの非終端記号を表す．X(e)は，必

ず eの情報に基づいて子ノードを生成しなければなら

ない特殊なノードである．例えば，XをNPとし，eを

“NP (DT ) (N girl)”とすると，NP(NP (DT ) (N girl))

は二つの子ノード：DTsub と N(N girl) を確率 1で生

成する．同様に，N(N girl) は終端記号“girl”を確率

1で生成する．

• X(base)：初期木の基底分布から生成された，根ノード

または内部ノードの非終端記号を表す．X(base) は，

初期木の基底分布に従って子ノードを生成する．

補助木のノードに使用される非終端記号

• Xadj(type)：挿入操作が起こるノードであり，非終端記

号が X(type) であることを表す．ただし，“type”は，

“base”または eを取る．Xsub と同様に，Xadj(type)

は確率 α′
e,X で子ノードX

adj(type)
(e′) を生成するか，ま

たは確率 β′
X で子ノード X

adj(type)
base を生成する．

• X
adj(type)
(e′) ：式 2の第一項目から生成された，補助木

の根ノードまたは内部ノードの非終端記号を表す．

X(e) と同様に，補助木 e′ の情報に基づいて子ノード

を生成する．

• X
adj(type)
base ：補助木の基底分布から生成された，根ノー

ドまたは内部ノードの非終端記号を表す．補助木の

基底分布に従って子ノードを生成する．

以上の分類は，構文木の各ノードで置換操作または挿入操

作が起こったかどうか，そのときに式 2の第一項目から基

本木が生成されたか，または第二項目から生成されたのか

という細かな情報を非終端記号に付与したものと考えられ

る．このように，各ノードに導出過程に関する全ての情報

を付与することで，木挿入文法モデルを表 1のように文脈

自由文法として扱い，動的計画法に基づく効率的な導出過
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程の推定が可能となる．

3.2.2 ブロック化MHアルゴリズム

Johnsonら [9]によって提案されたブロック化MHアル

ゴリズムを用いると，構文木コーパス tから我々の確率モデ

ルを学習することができる．MHアルゴリズムはMCMC

法の一種であり，任意の確率分布からランダムサンプル

を得る汎用的な手法である．我々の確率モデルでは，導出

過程の事後分布 p (e |t,d,θ, s,a )に従う基本木のサンプル
を得ることが目標となる．これは，前述の木挿入文法分解

を利用すれば，構文木 tを文脈自由文法でモデル化し，各

ノードの非終端記号 X に X(e), X(base) などの情報を教師

なし学習で付与する問題と等価である．また，モデルのハ

イパーパラメータ (d,θ, s,a)も同様にMHアルゴリズムで

学習することができるが，紙面の都合上省略する．

ブロック化MHアルゴリズムは，構文木 tごとに以下の

三ステップで構成される．

( 1 ) 構文木 tの各ノードにおいて内側確率 [10]を計算する．

我々のモデルでは，X が Xsub, X(e), X(base) などの全

ての可能性を考慮して内側確率を計算する．内側確率

の計算は，構文木の葉ノードからボトムアップに行わ

れる．

( 2 ) 1で計算された内側確率に基づいて，図 4のような導

出過程のサンプルを得る．これは，構文木の根ノード

からトップダウンに行われる．

( 3 ) MHアルゴリズム [9]によって，サンプルを受理または

棄却する．MHアルゴリズムは，マルコフ連鎖が正し

い事後分布へ収束するために必要な確率計算である．

サンプルが受理された場合は，現在の導出過程を新た

なサンプルで置き換える．棄却された場合は，現在の

導出過程をそのまま保持する．

上記の三ステップを，全ての構文木について順番に繰り返

すことで，導出過程の事後分布に基づくサンプルを得るこ

とができる．ブロック化 MHアルゴリズムの詳細は，文

献 [3], [9]に示されている．

4. 実験

4.1 設定

英語の構文木コーパスであるWSJ Penn Treebank[11]

を用いて提案手法の評価を行った．Penn Treebankコーパ

スは，学習用データをセクション 2（約 2000文），テスト

用データをセクション 22（約 2000文）とした．データの

前処理として，まずコーパス中の全構文木を“CENTER-

HEAD”法 [12] により二分木へ変換した．また，コーパ

ス中に一度しか現れない単語は，単純なルールによって

“UNKNOWN”，“DIGIT”，“PROPER NOUN”のいずれ

かに置き換えた．実験では，それぞれの学習データに対し

反復回数 対数尤度 時間（sec） F 値

500 -282418.4 1258 78.2

1000 -276171.9 2583 79.3

3000 -273591.3 7681 79.1

5000 -272766.8 12794 79.0

表 2 MHアルゴリズムの反復回数と対数尤度，構文解析精度の関係．

文法モデル (b1, b2) ＃基本木（＃補助木） F 値

文脈自由文法 - 5957 (0) 65.0

木置換文法（aX = 0 for all X） - 9135 (0) 77.9

(1,1) 7928 (3) 79.3

木挿入文法（提案モデル） (100,1) 7462 (16) 75.4

(100,100) 8057 (15) 78.0

Berkley Parser[13] - 77.9

木置換文法（Cohn ら [3] の結果） - 78.4

表 3 実験結果（MHアルゴリズムの反復 1000回）．“＃基本木”は

学習後に得られた基本木が何種類であるかを表し，“＃補助木”

は得られた基本木の中で補助木が何種類であるかを表す．

(NP (NP ) (ADVP (RB aloft)))

(N̄P (N̄P ) (ADVP (RB respectively)))

(P̄P (P̄P ) (, ,))

( ¯FRAG (, ,) ( ¯FRAG ))

(V̄P (V̄P ) (RB then))

(V̄P (V̄P ) (RB not))

(Q̄P (Q̄P ) (IN of))

(S̄ (S̄ ) (: ;))

(S̄ (S̄ ) (RB so))

表 4 獲得された補助木の例．非終端記号の上線は，構文木の二分

化によって生成されたノードであることを表す．また，“NP”

は名詞句，“ADVP”は副詞句，“RB”は副詞，“PP”は前置

詞句，“FRAG”はフラグメント，“VP”は動詞句，“QP”は

数量詞，“S”は文全体を表す非終端記号である．

てMHアルゴリズムを用いて確率モデルの学習を行った．

また，MHアルゴリズムで獲得された木挿入文法の基本木

を用いて構文解析器を作成し，構文木の情報を取り除いた

テストデータに構文解析を行なって精度を評価した．構文

解析の精度評価は，EVALB*1で計算されるブラケティン

グ（bracketing）F値 [5]を用いた．本実験で用いた計算機

は，CPUが Xeon 5600 3.33GHz，メモリが 48GBである．

4.2 結果

構文木データを用いて提案モデルの評価を行った．ま

ず，MHアルゴリズムの反復回数と対数尤度，構文解析精

度の関係を表 2に示す．反復回数を増やしていくと提案モ

デルの対数尤度は増加したが，構文解析精度は反復回数が

1000回より多ければほぼ同等の結果であった．また，１反

復にかかる計算時間は約 2.5秒で，反復回数が増えてもほ

ぼ変化がない．したがって，本データと同じような規模の

データでは，現実時間内に提案モデルの学習を完了するこ

とができる．

次に，本データを用いて提案モデルの詳細な評価を行っ
*1 http://nlp.cs.nyu.edu/evalb/
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た．表 3に結果を示す．表中の木置換文法の結果は，提案

モデルの挿入確率 aX を全ての非終端記号X において 0に

設定することにより得た．また，(b1, b2)は提案モデルにお

ける挿入操作の起こりやすさを調節するベータ分布のパラ

メータである．b1に大きな値を設定すると補助木による挿

入操作が起こる確率を高め，b2 に大きな値を設定すると挿

入操作を抑制する働きがある．実際，b1 = 100のときに補

助木設定した場合は，b1 = 1と比較して獲得された補助木

の数が増加していることがわかる．提案モデルでは，獲得

される基本木の数や構文解析精度が (b1, b2)の値に影響さ

れやすいことがわかる．

木置換文法と木挿入文法のモデルは，文脈自由文法のモ

デルと比較して構文解析の精度が極めて高いことがわか

る．文脈自由文法は高さが１の部分木のみを使用して構文

木を生成するのに対して，木置換文法と木挿入文法では任

意の大きさの部分木を使用できる．したがって，これらの

モデルでは頻出する構文パターンを一つの部分木として学

習し，高い確率を付与できる．その結果，木置換文法や木

挿入文法は文脈自由文法よりも基本木の数は増加するが，

より高精度を実現できていると考えられる．

木置換文法と木挿入文法を比較すると，木挿入文法は適

切な (b1, b2)の値を設定すれば，木置換文法よりも約 1.4ポ

イントの構文解析精度向上が確認できた．また，基本木の

数を比較すると，木挿入文法は木置換文法よりも約 18％少

なかった．したがって，補助木による挿入操作が汎用性の

高い構文パターンの獲得に寄与していると考えられる．実

際に獲得された補助木の例は後の実験結果で示す．

最後に，提案モデルと既存モデルとを比較した．提案モ

デルは，現在標準的に使用されている Berkley Parser[13]

や，Cohnらの木置換文法モデル [3]よりも高精度であるこ

とがわかる．したがって，本手法により，本データと同等

の規模のデータでは非常に高精度な構文解析器が得られる

ことが期待できる．

5. 結論

我々は，Pitman-Yor過程に基づく木挿入文法の確率モ

デルを構築し，構文木コーパスから統計的に基本木を獲得

する学習法を提案した．提案モデルは，可算無限次元の確

率分布を表現するために Pitman-Yor過程を利用し，挿入

操作を含む確率モデルの効率的な学習のために木挿入文法

分解法を新たに考案した．提案手法を英語の構文木コーパ

スに適用したところ，提案モデルは木置換文法のモデルと

比較して約 18％コンパクトでありながら，文脈自由文法

や木置換文法と比較して構文解析精度の向上を実現した．
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