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MapReduceプログラミングモデルに即した
ReduceフェーズのData Skew動的緩和方法
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概要：MapReduceでは，Mapフェーズから出力された中間データ（Key-Valueペア）がその Keyによっ
てグループ化され，担当する Reduce タスクが決定される．各中間 Key の出現頻度にばらつきがある場
合，各 Reduceタスクが担当する中間データの量がばらつき，Data Skewの発生原因となる．本論文では，
MapReduce プログラミングモデルに即した，MapReduce クラスタの規模によらず適用可能な，Reduce
フェーズの Data Skewを緩和する方法を提案し，その評価結果とともに示す．
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Abstract: In MapReduce, Map phase outputs intermediate key-value pairs which are grouped based on their
keys, and each group is assigned to one of Reduce tasks. If occurrence frequency of each intermediate key is
skewed, the amount of data to be processed on each Reduce task can also be skewed. This is called as “data
skew”. In this paper, we propose a new technique which is compliant with the MapReduce programming-
model and applicable regardless of MapReduce cluster size to alleviate such data skew of Reduce phase.
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1. はじめに

近年，企業や研究機関で取り扱われるデータ量は増加の

一途をたどり，1台の計算機で扱える範囲をとうに超えて

いる．それに対抗する一手段として，安価な計算機を大量

に調達し，それらを協調動作させる並列分散処理が採用さ

れてきている．そのような並列分散処理を実現するフレー

ムワークとして，特にMapReduce [1]が近年大きな注目を

集めている．
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MapReduce では，1 つの Job（アプリケーション）は

Map と Reduce の 2 つのフェーズからなり，各フェーズ

で分散実行される個々のプロセスを各々 “Map タスク”，

“Reduceタスク”と呼ぶ．また各フェーズで実行されるプ

ログラム（以下，各々 “Mapper”，“Reducer”と呼ぶ）は，

Jobの目的に応じてその処理内容を自由に記述できる．以

下，Mapperと Reducerを総称する場合，“MapReduceプ

ログラム” と呼ぶ．Job が起動されると，MapReduce フ

レームワークは入力データを一定のブロックサイズに分割

（以下，“split”と呼ぶ）し，各 split を入力として個々の

Mapタスクを起動する．起動されるMapタスク数は生成

された split数に等しいため，入力データの総サイズがどん

なに大きくても，各Mapタスクに割り当てられるデータ

サイズはほぼ一定である．各Mapタスクは割り当てられ
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た splitからデータを読み込み，処理を施した後，中間デー

タとして KeyValueペア（以下，“中間レコード”と呼ぶ）

を出力する．同じ中間Keyを共有する中間レコードは 1つ

にまとめられ（以下，“グループ”と呼ぶ），Reduceフェー

ズでは 1つのグループは 1つの Reduceタスクによって処

理される．このとき，より多くの中間レコードが同じ中間

Keyを共有するほど，そのグループのサイズは大きくなる．

Reduceタスク数は Job開始時に固定され，各 Reduceタ

スクにはユニークな番号（以下，“Partition”と呼ぶ）が与

えられる．中間 Keyによって識別されるグループごとに

Partitionを一意に決定することで，各グループを担当する

Reduceタスクを決定する．この処理を “パーティショニン

グ”という．各 Reduceタスクは，割り当てられたすべて

のグループを受け取り，処理を施した後，最終データを出

力する．

MapReduceでは，すべてのReduceタスクの処理が完了

した時点で Jobが完了となる．したがって，一部のReduce

タスクに他よりも多くの中間データが集まった場合（この状

態のことを，本論文では Reduceフェーズの “Data Skew”

と呼ぶ），その Reduceタスクが完了するまでの時間が長

くなり，結果として Job の完了時間が長くなる．この問

題はすでに知られており，文献 [2]等で指摘されている．

Reduceフェーズで Data Skewが発生する理由としては，

(I)一部の Partitionに他より多くのグループが割り当てら

れる，(II)一部のグループのサイズが他と比べて極端に大

きい，が考えられる．(I)はパーティショニングの問題で

あり，その方法を工夫することで解決できる場合がある．

(I)は本論文の検討の対象外である．一方，(II)はパーティ

ショニングの工夫では解決できない．(II)については 2 章

で詳細に述べる．

本論文では，一部のグループのサイズが極端に大きい

ことに起因する Reduceフェーズの Data Skewを緩和し，

Job完了時間を短縮する方法について述べる．

2 章では，本論文の検討対象となる Reduceフェーズの

Data Skewに関して，既存の取り組みとその問題点を交え

て述べる．3 章で提案方法の適用対象を整理した後，4 章

で ReduceフェーズのData Skewを解決するための提案方

法とそのプロトタイプシステムについて述べる．5 章で定

量評価の結果をもって提案方法の効果を示す．6 章で関連

研究との比較を行い，7 章をむすびとする．

2. ReduceフェーズのData Skew

MapReduceにおける各Reduceタスクは，割り当てられ

たすべてのグループを処理する．すべての Reduceタスク

がほぼ同数のグループを割り当てられたと仮定した場合，

大きいサイズのグループを多く割り当てられた Reduceタ

スクほど，処理するデータ量が増えることになり，ここに

Data Skewが発生する．一般に，グループ間のサイズのば

らつき（以下，“サイズ差異”）が大きいほど，Data Skew

が発生しやすくなる．この問題はすでに認識されており，

いくつかの先行研究が存在する．

2.1 グループの分割

グループ間のサイズ差異を低減させる有効な方法の 1つ

は，サイズの大きなグループを分割（中間Keyを変更）し，

その粒度を細かくすることである．たとえば，ある Jobに

おいて日本国内の地域別の分析を行う場合，中間Keyを都

道府県単位とするよりも，市町村単位に変更したほうが，

グループ間のサイズ差異を低減させることができる可能性

が大きい．グループの分割に関しては，手動 [3]もしくは

自動 [4]で行う方法がある．

文献 [3]は，Zipf分布に従うデータにおける各要素の出

現頻度の違いにより生じるグループ間のサイズ差異によっ

て，一部の Reduceタスクが過負荷になる問題に言及して

いる．この問題の解決には，場合によってはMapReduce

プログラム全体のアルゴリズムの見直し（中間 Keyの選

び方の変更）が必要であると述べている．しかしながら，

そのようなプログラムの作り直しは手間が大きい．また，

MapReduceプログラムの処理内容や入力データによって

は，どのような中間 Keyの選び方をすれば十分な効果が

得られるのかを，MapReduceプログラムの実装者（以下，

“プログラマ”）が事前に把握することは困難な場合も考え

られる．

文献 [4]は，入力（多次元空間上に配置される点の集ま

り）をクラスタリングし，個々のクラスタを 1つのグルー

プとして Partitionに割り当てる MapReduceプログラム

に特化して論じている．1つのクラスタ（グループ）による

負荷が大きすぎると判断した場合（この判断には，ユーザ

が別途用意する “コスト関数”を利用する），フレームワー

クがそれを自動的に再分割する．ところで，MapReduce

プログラムの処理内容は自由度が高いため，Mapperが出

力した中間Keyを意図的に利用するReducerや，前段 Job

の最終データに含めた中間 Keyの内容を意図的に利用す

る後段 Jobを記述することも可能である．この場合，中間

Keyの変更をともなうグループ再分割が自動的に行われる

と，Reducerや後段 Jobが意図したとおりに動作しない状

況に陥る可能性がある．

以上から，Job実行中にグループ間のサイズ差異を検出

し，中間Keyの変更をともなわずにグループを自動的に再

分割する方法が求められる．

2.2 Data Skewの検出方法

文献 [3], [4]に共通するもう 1つの問題は，Reduceフェー

ズの Data Skewをどのように検出するかである．文献 [4]

では，入力データと同様の特性を持つ（ただしデータサイ

ズは十分小さい）サンプルデータを事前に分析して，Data
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Skewの発生を予測する．ここでは，Jobの実行者がサンプ

ルデータをあらかじめ用意することを前提としているが，

そのようなものをつねに用意できるとは限らない．文献 [3]

でも，サンプルデータを事前分析する点は同じだが，サン

プルデータの入手方法として “入力データのサンプリング

抽出”をあげている．

たとえば，Jobへの入力データの各レコードに，中間Key

そのものが含まれている場合，入力データのサンプルを事

前分析する方法は簡単かつ有効である．しかしMapperの

処理内容によっては，処理中に動的に生成したものを中

間 Keyとして使用する．そのようなMapper（3.2 節に例

を示す）を用いる場合，サンプルデータの事前分析処理を

Mapperの処理内容に応じて作り直す手間が生じる．また，

Mapperの処理内容によっては，本来の入力データとサン

プルデータとではその振舞いが変化し，本来の中間データ

におけるばらつきを正確に予測できない場合も考えられ

る．したがって，Data Skewの発生予測に対し，サンプル

データの事前分析という手段がつねに簡単かつ有効なわけ

ではない．

また，入力データのサンプリング抽出をどのように行う

かも課題となる．たとえば，MapReduceのオープンソー

ス実装である Hadoop [5]では，InputSampler（文献 [6]の

p.225）機構が提供されている．InputSamplerでは，Map

フェーズに先んじて入力データからのサンプリング抽出を

行うが，この抽出処理はMapReduceクラスタ（以下，“ク

ラスタ”と呼ぶ）全体で並列分散実行されず，単一ノード

上で行われる．抽出方法のアルゴリズムにもよるが，この

サンプリング抽出には一般に，入力データのサイズに比例

した時間を要する．MapReduceはそもそも大量のデータ

を対象とするため，サンプリング抽出の所要時間は無視で

きないものとなり，オーバヘッドとして Job完了時間にそ

のまま加算されるため，問題となる．

さらに，Reduceフェーズの Data Skewが発生しない入

力データが与えられる場合もある．その場合，Data Skew

検出のオーバヘッドがそのまま Job完了時間に加算される

一方，Data Skew緩和による効果は発生しない．したがっ

て，Data Skewの程度の多寡にかかわらず適用可能な技術

であるためには，オーバヘッドの小さいData Skewの検出

方法が必要となる．

以上から，Mapperの処理内容に依存せず，かつ，大量の

入力データが与えられた場合でもオーバヘッドの小さい，

Data Skewの検出方法が求められる．

3. 提案方法の適用対象

3.1 パーティショニングのカテゴリ

MapReduceではパーティショニング方法のカスタマイ

ズが可能であり，Jobの処理内容に応じた方法を採用でき

る．我々は提案方法の検討にあたり，様々なパーティショ

ニング方法を以下の 3つのカテゴリに分類した．

(A)グループと Partitionの間に関連がある．

(B)グループと Partitionの間に関連はないが，グループ

内の中間レコード間に関連がある．

(C)グループと Partitionの間に関連はなく，グループ内

の中間レコード間にも関連がない．

(A)に該当する Jobでは，特定の中間Keyを持つグルー

プを特定の Partitionに関連付ける．したがって，フレー

ムワークがグループと Partitionの関連付けを変更するこ

とは許されない．(A)の具体例は Total Sort（文献 [6]の

p.223）である．これは Jobの入力データ全体をソートし

て出力する処理であり，序列の若い中間 Keyほど，若い

Partitionに割り当てる．したがって，グループとPartition

の関連付けを変更すると，その部分でソートの順序が破綻

する．

(B)に該当する Jobでは，特定の中間Keyを持つグルー

プがどの Partitionに割り当てられてもよいが，Job固有

の理由により，グループ内の中間レコード間には何らかの

結び付きがある．Job固有の理由に適う場合に限り，1つ

のグループを複数の Partitionに分割することが許される

が，その方法もまた Jobごとに異なる．(B)の具体例は文

献 [4]である．

(C)に該当する Jobでは，特定の中間Keyを持つグルー

プがどの Partitionに割り当てられてもよく，グループ内の

中間レコード間に何の結び付きもない．したがって，1つ

のグループを，その中間Keyを変更せずに複数のPartition

に分割することが許される．この場合，同じ中間 Keyを

全 Partitionに均等分割するパーティショニング方法（以

下，“単純分割法”）を用いることも可能である．ところ

でMapReduceでは，2つ以上の入力データから同じ中間

Key を共有する中間レコードを同じ Partitionに集める，

Reduce-Side Joins（文献 [6]の p.235）テクニックがよく用

いられる．このとき，一部の入力データから発生した中間

データが (C)に該当する場合がある．そのような具体例を

3.2 節で紹介する（また，RDBの Inner Join演算に相当す

る処理も，そのような事例の 1つである）．しかしながら，

(C)に該当する一部の中間データに単純分割法を適用する

と，残りの中間データを全 Partitionに複製する必要が発

生し，4.1 節で述べる問題が発生する．

提案方法は，Reduce-Side Joinsの一部の中間データが

(C)に該当する Job（MapReduceプログラム）を対象とす

る．ただし，それぞれのMapReduceプログラムがこの条

件に該当するかを自動判別することはできない．したがっ

て，その判断はプログラマによってなされる必要があり，

提案方法を適用するか否かを 4.6 節に従ってプログラム内

で指定する必要がある．
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図 2 アーキテクチャの概要

Fig. 2 Overview of architecture.

図 1 Reduce-Side Joins の具体例

Fig. 1 An Example of Reduce-Side Joins.

3.2 Reduce-Side Joinsの具体例

Reduce-Side Joinsを用いると，主/従データ（後者のほう

が前者よりもデータサイズが大きいものとする）から発生

した対応する中間データどうしを，同じ Partitionに集めて

処理できる．たとえば，複数の領域を主データ（図 1 (a)），

複数の点を従データ（図 1 (b)）とし，各点を包含する領

域を探索する処理を考える．Reduce-Side Joinsで実現す

るには，Mapフェーズで図 1 (c)のように定義域を等分割

（以下，“グリッド”と呼ぶ）し，グリッドに割り当てた識別

子（0～3）を中間Keyとして，各グリッドに属する領域お

よび点をグループ化する方法が考えられる．このとき，複

数のグリッドに跨る領域は複製して各グループに含める．

Reduceタスクは，グループ内の領域と点との間で包含関

係の探索を行えばよい．グループ内の点どうしには何の結

び付きもないため，点の中間データはカテゴリ (C)に該当

し，複数の Partitionへ分割することが許される．ただし

点の中間データを複数の Partitionへ分割した場合，対応

する領域の中間データを分割先 Partitionへ複製する必要

が生じる．以上の方法を実現するためのプログラミングモ

デルについては，4.6 節に示す．

4. Data Skewの動的緩和方法

本章では，Reduceフェーズの Data Skewを緩和するた

めの提案方法を説明する．提案方法のプロトタイプシステ

ム（以下，提案システム）は，MapReduceのオープンソー

ス実装である Hadoop [5]上に構築した．また Jobへの入

力データは，Hadoopのデフォルトのストレージシステム

である HDFS [7]上に用意されているものとする．

本論文では簡略化のため，クラスタ上で一時に 1 つの

Jobだけが実行されるものとする．つまり，クラスタ全体

で一時に実行できるMapタスクの最大数（Mapタスクプー

ル）をMpool とすると，実行中 Jobのある時点でのMap

タスク数はMcur = min（未完了Mapタスク数，Mpool）

となる．複数 Jobの同時実行に対応するには，Mcur の算

出方法と，カウント情報/分割係数情報（いずれも後述）を

Jobごとに識別する仕組みを導入すればよい．提案システ

ムの概要を図 2 に示す．図中の灰色は既存部分を，白色は

提案方法の構成部分を表す．ClientDaemon（以下，CD），

ServerDaemon（以下，SD），SinkThread（以下，ST）が

提案方法の主要部分である．ここでは SDを，TaskTracker

を統括する JobTrackerノード上に記載したが，他のノー

ド上に配置してもよい．

4.1 グループ分割方法の検討

3.2節の処理において，従データに単純分割法を適用する

と，主データの全内容も全 Partitionへ複製する必要が発生

し，その分だけ中間データが増加する．グループ間のサイ

ズ差異がまったくない従データであった場合，中間データの

増加というデメリットだけが発生する．またMapReduce

では，1 つの split は 1 つの Map タスクが担当する．た

とえば Partition 総数が 100 である場合，64 MByte の主

データの split を担当する Map タスクには，複製によっ

て 6 GByte余りの出力が集中してしまう．提案方法では，

Mapフェーズの最中にグループ間のサイズ差異を検出し，

大きなグループだけをその大きさの程度に応じて分割する

ことで，中間データの増加と，特定Mapタスクへの出力

の集中を抑えるようにする．

従来のMapReduceでは，中間レコードを出力するごと

にその Partitionを決定（パーティショニング）し，各Map

タスクが完了するたびに，当該Mapタスクが出力した中間

データをMapフェーズとオーバラップしてReduceタスク

へ送達する．したがって，中間レコードの Partition決定を

保留して全Mapタスクの中間データをいったん出力し，中
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事前条件： Q を指定 (1 ≥ Q > 0)，B = ブロックサイズ，カウント情報をゼロに初期化

事前条件： 処理済み入力データサイズ sin，出力済み中間データサイズ sout をゼロに初期化

1: Mapタスク起動時に CDが保持している分割係数情報を取得

2: while Mapフェーズ中 do

3: 入力レコードを 1件処理し，パーティショニング (4.5 節)を行い，中間レコードを出力

4: カウント情報を更新，sin および sout を更新， 入力データ伸縮率 φ = sout

sin
を算出

5: if φBQ ≤ (現在の sout− 前回格納時の sout) then

6: カウント情報を STへ格納し，STから分割係数情報を取得

7: Mapperのカウント情報をゼロにリセット

8: end if

9: end while

10: if 未格納のカウント情報がある then

11: カウント情報を STへ格納
12: end if

図 3 Mapper によるカウント処理

Fig. 3 Size counting algorithm of Mapper.

間 Keyの出現頻度のばらつきを把握してから Partitionを

決定すると，中間データの Reduceタスクへの送達をMap

フェーズとオーバラップして行えず，Jobの処理効率が低

下する．提案方法では，Partition決定を保留せず，Map

フェーズ序盤では従来の方法で Partitionを決定して中間

レコードを出力し，あるグループのサイズが大きいことを

検出した時点で当該グループの Partitionを変更し，以降

の中間レコードを出力するようにする．

提案方法は，(i) MapReduceプログラミングモデルに即

し，(ii) MapReduceクラスタの規模によらず適用可能で，

(iii) Reduceフェーズの Data Skewを動的に検出/緩和す

る，ことを特徴とする．(i)については 4.6 節で，(ii) につ

いては 4.4.1 項で，(iii)については 4.2 節～4.5 節にかけ

て，それぞれ詳細を述べる．

4.2 Mapperによるカウント情報の収集

Mapフェーズの処理は各TaskTracker上で独立に実行さ

れるMapタスクで行われる．入力データ全体がブロック

サイズ（“B”で表す）ごとの splitに分割され，個々のMap

タスクへの入力となる．Mapタスクが出力する中間データ

に関し，Job全体におけるグループごとのサイズを把握す

るには，各Mapperでサイズをカウントし，それらを集計

する必要がある．各Mapperがカウントする情報（以下，

“カウント情報”）は次の 3つである．

• 処理済みの入力データのサイズ（以下，“入力カウン

ト”）

• 出力済みの中間データのサイズ（以下，“出力カウン

ト”）

• グループごとの中間データのサイズ（以下，グループ
ごとの “カウント量”）

Mapperは図 3 に従い，カウント情報の収集と STへの

格納（図 2 右側の破線ループ：以下，“格納ループ”），およ

び，STからの “分割係数情報”（どのグループを何分割す

るかを表す情報）の取得を繰り返す．分割係数情報はその

後のパーティショニングに利用（4.5 節）する．ここで，カ

ウント情報を STへ格納するタイミングを決定するために，

独自のパラメータとして格納レート Qを導入する（Qの

値は，プログラマや Jobの実行者が Job開始時に指定する

必要がある）．Qと入力データ処理率 sin

B の比較ではなく，

図 3 の 5行目の条件式を用いることで，中間データが出力

されない（入力データを読み飛ばす）場合に無駄な格納契

機が発生しなくなる．Qは 0から 1の間の値をとり，値が

小さいほどカウント情報が頻繁に STへ格納されることに

なり，処理のオーバヘッドが増加する．反対に大きいほど

STから分割係数情報を取得する回数が減り，パーティショ

ニングへ反映（4.5 節）するタイミングが遅くなる．Qの

変動が提案方法に及ぼす影響については 5 章で検証する．

4.3 CDによるカウント情報と分割係数情報の中継

提案方法では，すべての TaskTracker上で CDを動作さ

せる必要がある．CDは図 4 に従い，SDとの間でカウン

ト情報の報告と分割係数情報の取得（図 2 左側の破線ルー

プ：以下，“報告ループ”），および，取得した分割係数情

報の STへの配布を繰り返す．カウント情報を載せた，CD

から SDへ送信される信号を “報告メッセージ”と呼ぶ．

図 2 の 2つのループは互いに非同期に動作することに注

意されたい．初期の提案システムでは 2つのループを同期

させていたが，同期待ちによるMapperの処理効率低下が

著しかったため，非同期で動作するように変更した．しか

し，これにより新たな問題が発生する．Mapperが STか

ら取得する分割係数情報には，そのときに STへ格納した

カウント情報は反映されていない．またその時点では，SD

による最新の分割係数情報が STへ未到達の可能性もある．

本問題への対応については 4.4.1 項で述べる．なお，報告
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事前条件： CDのカウント情報と分割係数情報をゼロに初期化

1: loop

2: 同ノード上の全 STからカウント情報を回収し，集計

3: if SDへ報告すべきカウント情報がある then

4: 集計済みのカウント情報を SDへ送信 (CDおよび STのカウント情報はゼロにリセット)

5: 応答として SDから分割係数情報を受信し，CD内に保存

6: 同ノード上の全 STへ分割係数情報を配布

7: end if

8: end loop

図 4 CD による中継処理

Fig. 4 Information relaying algorithm of CD.

表 1 記号の定義

Table 1 Definition of symbols.

グループの平均サイズ a 実行中 Map タスク数 Mcur ブロックサイズ B

グループの予測最終平均サイズ A Map タスクプール Mpool グループ総数 N

処理済み入力データサイズ sin グループ g のサイズ sg Partition 総数 R

出力済み中間データサイズ sout 遅延カウント量 fg TaskTracker 数 T

Job の総入力データサイズ SIn 予測残りカウント量 eg 格納レート Q

Job の総中間データサイズ SOut 積算カウント量 dg 閾値 U

メッセージあたりの出力カウント Cmsg n 回目の分割係数 xg,n 回転比 Z

メッセージあたりの Map タスク数 Mmsg Map フェーズ進捗率 p 入力データ伸縮率 φ

ループは基本的にベストエフォートで回り続けるが，報告

すべきカウント情報がない場合は，CDは報告すべきカウ

ント情報が発生するまで報告ループを一時的に停止させ，

無駄な通信の発生を抑える．

4.4 SDによるグループの分割

SD の役割は，報告メッセージのカウント情報を集計

（4.4.1 項）し，(α)分割するグループと，(β)その分割係

数，を決定（4.4.2 項）することである．図 2 の 2つのルー

プは非同期に動作するため，Mapタスクのカウント情報が

SDへ到達するまで，および，SDで決定した分割係数情報

が実行中の全Mapタスクに行きわたるまでに，タイムラグ

が発生する．タイムラグの間，各Mapタスクは古い分割係

数情報に従ってパーティショニングを行うことになる．と

ころで SDは，TaskTrackerと同数の CDからの報告メッ

セージを処理する必要があるため，十分な能力（CPU，メ

モリ，NW帯域）を有するべきである．しかし規模の大き

い（TaskTrackerが多い）クラスタを用いるほど SDにか

かる負荷も比例して大きくなり，報告メッセージへの応答

時間（タイムラグ）が伸びる．したがって (α)や (β)の処

理では，このタイムラグを考慮すべきである．

本節で述べる方法は，2.2 節の課題も解決する．Mapタ

スクが実際に入出力したデータのカウント情報を用いるた

め，Mapperの処理内容に依存せずにグループ間のサイズ

差異を検出できる．また，入出力データのカウント処理を

全Mapタスクで分担するため，単一ノードでサンプリング

抽出する方法と比べ，より大量の入力データに対応できる．

以降の説明で用いる記号を，表 1にまとめる．

4.4.1 クラスタ規模とタイムラグを考慮したカウント情

報の集計

SDは図 5 に従い，報告メッセージに含まれるカウント

情報の集計（および，その後の (α)，(β)の処理）を行う．

報告メッセージ 1件に含まれるカウント情報の生成に寄与

した Mapタスク数は，Mmsg = max(Mcur

T , 1)となる．1

と比較する理由は，報告すべきカウント情報がない（実行

中のMapタスクが当該ノードに 1つも存在しない）場合，

CDは報告メッセージを生成しない（4.3 節）ためである．

ここで，タイムラグの期間中，Mapタスクが古い分割係

数情報を用いてパーティショニングを行う間にカウントさ

れる，グループ g のカウント量 fg（“遅延カウント量”と

呼ぶ）を考える．クラスタ全体では一時に T 件の報告メッ

セージが図 2 の報告ループ上にある．そのうちの 1件を契

機とした (α)処理によりグループ g が分割されたとする．

直後の (β)処理により分割係数情報が更新されるが，他の

(T − 1)件の報告メッセージは当該分割係数情報を反映す

る前のものである．さらに，各Mapタスクは報告ループ

とは非同期に処理を継続しているため，次の T 件の報告

メッセージにも当該分割係数情報が反映されないことに

なる．よってタイムラグで考慮すべき報告メッセージ数は

(2T − 1)件である．ただし fg では，報告メッセージ数では

なく，そこに含まれるカウント情報の生成に寄与したMap

タスク数を基準とするため，代わりに (2Mcur − Mmsg)を

用いる．以上をふまえて fg は，
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事前条件： SIn，R，T を Hadoopフレームワークから取得， sin，sout，sg をゼロに初期化

1: loop

2: 報告メッセージを受信し，そのカウント情報から sin，sout，sg を集計，Cmsg を取得

3: N = 出現済みのグループの総数

4: sout =
∑N

g sg， a = 1
N × ∑N

g sg = sout

N ， p = sin

SIn
が成立， φ = sout

sin
を算出

5: SOut = sout

p = SIn × sout

sin
= φSIn， A = SOut

N = sout

p×N = a
p を算出

6: Mcur を更新し，Mmsg = max(Mcur

T , 1) を算出

7: Z，および，全てのグループ g について fg，eg を算出

8: (α)グループ分割判断，および，(β)分割係数情報の更新 (4.4.2 項)

9: 更新された分割係数情報を報告メッセージへの応答として返信
10: end loop

図 5 SD によるカウント情報の集計

Fig. 5 Count-information aggregation algorithm of SD.

fg = Z(2Mcur − Mmsg) × φQB × sg

sout
(1)

となる．Z（“回転比”と呼ぶ）は，1件の報告メッセージ

が，各Mapタスクからのカウント情報を平均で何格納回

数分含んでいるか，いい換えると，CD の報告ループが

1回転する間に各 Mapタスクの格納ループが平均で何回

転するかを表す．Z の算出方法は後述する．したがって

Z(2Mcur −Mmsg)は，古い分割係数情報を用いてパーティ

ショニングを行う間にMapperが STへカウント情報を格

納する，クラスタ全体での総回数となる．そこへ，Mapper

が STへ 1度に格納する出力カウント（φQB）と，現在ま

での出力カウントに対してグループ gが占める割合（ sg

sout
）

を乗じる．Mcur はクラスタ規模に比例し，次に述べる Z

もクラスタ規模に応じて変化するため，式 (1)によってク

ラスタ規模に応じた遅延カウント量を算出できる．提案方

法では，(α)および (β)の処理に遅延カウント量 fg を利用

し，クラスタ規模に応じたタイムラグの影響を考慮する．

回転比 Z は，報告メッセージ 1件に含まれる出力カウン

ト Cmsg を用いて，

Z =
Cmsg

Mmsg
× 1

φQB
(2)

で算出できる． Cmsg

Mmsg
は，1件の報告メッセージにおける，

Mapタスクあたりの出力カウントの総和である．それを

Mapperが 1度に STへ格納する出力カウント（φQB）で

除する．ところで，クラスタ全体には T 個の CDが存在す

る．CDのノードの処理能力や，SDのノードとの間の通信

経路の差異により，Cmsg は送信元 CDによって変化しう

る．そこで実際には，最新の T 個（各 CDから平均 1つの

Cmsg を採用）の式 (2)算出値の平均を Z として使用する．

クラスタ規模が変化すると SDが応答すべき CD数も変化

し，各 CDから見た報告ループの応答時間（つまり，報告

ループの回転周期）も変化するが，各ノードで実行される

Mapタスクの実行速度（つまり，格納ループの回転周期）

はクラスタ規模には影響されない．したがって Cmsg がク

ラスタ規模に応じて変化し，Z はそれに比例する．

さらに SDはグループ g について，(α)処理による分割

後からMapフェーズ終了までに報告されてくると予測さ

れる残りのカウント量を eg = ( 1
p − 1)sg − fg と予測する．

ここで，遅延カウント量はグループ分割前に属するデータ

サイズであるため，fg を減じている．

4.4.2 グループ分割判断と分割係数決定

前項をふまえ，(α)および (β)の処理を説明する．以降

では，分割済みのグループを除いた，未分割のグループの

みに関する予測最終平均サイズを A′ で表す．また，いく

つかの記号に関し，進捗率 pにおける値を Ap や sg,p と表

す．分割係数 xg,n は，グループ g に関する n回目の分割

判断時に決定される整数値であり，グループ gを何分割す

べきかを表す．dg は，グループ g が分割された時点から

の，グループ gのカウント量の積算である．

さらに提案方法の独自パラメータとして，“Reduceフェー

ズの処理時間の観点から，無視できる程度のグループサイ

ズの差異”を表す，閾値 U を導入する．(α)処理では，平

均サイズを超過したグループを分割すると判断する．たと

えば，グループ総数が非常に多く，グループ間のサイズ差

異も小さい場合，全グループのサイズがほぼ一定となり，

そもそも分割を行う必要がない．そのような状況で，平均

サイズをわずかに超過したグループをいちいち分割するの

は無駄である．そこで提案方法では，平均サイズに U を

加算したものを分割判断の基準とし，瑣末なサイズ超過

を無視する．また (β)処理では，分割判断の下ったグルー

プが A′ 程度の大きさに分割されるように分割係数を決定

するが，A′ が極端に小さい場合，分割係数が過度に増え，

Reduce-Side Joinsにおける主データの複製数が増えてし

まう．そこで提案方法では，グループが A′ + U の大きさ

（Reduceフェーズの処理時間の観点からはA′ � A′ + U と

見なせる）に分割されるように分割係数を決定する．以上

から，U の値は小さければよいというものではなく，過度

な分割係数の増加を抑制するためにはそれなりに大きい

値を設定すべきであるが，反対に大きすぎても，グループ

の分割判断が下りにくくなるため問題となる．しかしなが
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事前条件： U を Job開始時に指定， 最初は全てのグループを “未分割グループ”として扱う

1: for all グループ g in 分割済みグループ do 　/* 分割更新判断 */

2: 報告メッセージのカウント情報から，グループ g のカウント量を dg に加算

3: if グループ g について，式 (5)による分割更新判断が成立 then

4: 式 (4)にてグループ g の新たな分割係数 xg,n を決定， dg を −fg,p にリセット

5: end if

6: end for

7: for all グループ g in 未分割グループ do 　/* 分割開始判断 */

8: if グループ g について，式 (3)による分割開始判断が成立 then

9: グループ g を除外して A′ を更新し， 次回から “分割済みグループ”として扱う

10: 式 (4)にてグループ g の最初の分割係数 xg,n を決定， dg を −fg,p に初期化

11: end if

12: end for
図 6 SD によるグループ分割判断と分割係数決定

Fig. 6 Group division and division factor calculation algorithm of SD.

図 7 グループ分割の判断過程

Fig. 7 Group division deciding process.

ら Reducerの処理内容に依存するため，U の適切な値を

ここで一意に決定することはできない．よって提案方法で

は，従来のMapReduceにおける Rと同様に，プログラマ

や Jobの実行者が Job開始時に U の値を指定する必要が

ある．

SDは図 6 に従い，(α)および (β)の処理を行う．提案

方法の (α)処理には，2つの判断方法がある．1つは “分割

開始判断”であり，未分割のグループを初めて分割するか

どうかを判断する．判断の基準には Aを用い，全グループ

の平均サイズを超過したグループに分割判断を下す．もう

1つは “分割更新判断”であり，分割済みグループの分割係

数を更新する必要があるかどうかを判断する．判断の基準

には A′ を用い，グループ分割後の各部分のサイズが，そ

の時点での未分割グループの平均サイズ以下になるように

判断を下す．

以上をふまえ，図 7 に沿って説明する．未分割のグルー

プ g1および進捗率 p1において，一般式（3）が成立（た

だし上述のとおり Ap に U を加える）した場合，SDはグ

ループ g1に分割開始判断を下す．

sg,p + fg,p > min
(
Ap + U,

SOut

R

)
(3)

SOut

R と比較する理由は，グループ総数 N が異常に少

ない状況（Mapフェーズ序盤で特定グループのみ出力さ

れる，グループが本当に少数しか存在しない，等）への

“特別対処”である．本対処がないと最悪の場合（たとえば

N = 1），分割開始判断が 1度も成立しないこともありうる

が，本対処の導入により少なくとも，総中間データサイズ

の Partitionあたりの平均値において分割開始判断が成立

する．以降で出現する SOut

R はすべて同じ理由である．こ

こでは Ap + U が選ばれたものとする．この時点でグルー

プ g1を除外し，A′ を更新する．他グループより大きいグ

ループを除外することで，A′はAより小さくなる（グルー

プ総数N が Partition総数Rより本当に少なく，全グルー

プのサイズがほぼ均一の場合，式 (3)の特別対処により，

全グループが分割されうるが，その場合は特別に A′ = ∞
として扱う）．

次に SDは，進捗率 p1におけるグループ g1の 1回目の

分割係数 xg1,1 を一般式 (4)で決定（ceilは天井関数）し，

分割係数情報に組み込む．グループ分割後の各部分のサイ

ズが，その時点の未分割グループの平均サイズ以下になる

よう，分割の基準（分母）に A′
p（ただし上述のとおり U

を加える）を用いる．ここでは A′
p + U が選ばれたものと

する．

xg,n = ceil

(
eg,p

min
(
A′

p + U, SOut

R

)
)

(4)

xg1,1 の決定時点では dg1,p + fg1,p ≤ eg1,p1 すなわち

dg1,p +fg1,p ≤ xg1,1 × (A′
p1 +U)がMapフェーズ終了まで

成立すると期待したが，eg1,p1の過小予測や，他グループの

分割による A′ の低下により，分割済みのグループ g1およ

び進捗率 p2において，一般式 (5)が成立（ここでは n = 1）

した場合，SDはグループ g1に分割更新判断を下す．

dg,p + fg,p > xg,n × min
(
A′

p + U,
SOut

R

)
(5)

すると SDは，進捗率 p2におけるグループ g1の 2回目

の分割係数 xg1,2 を式 (4)で決定し，分割係数情報へ組み

込む．

以降，Mapフェーズ終了までグループ g1の分割更新判

断と分割係数決定を繰り返す．

なお提案システムでは，過少のカウント情報に基づく動
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図 8 分割係数情報に基づくパーティショニング

Fig. 8 Partitioning based on division information.

作を回避するため，Mapフェーズ進捗率 pが 0.1%を超過

してから (α)および (β)の処理を行うようにしたが，別の

基準（たとえば，処理済み入力データサイズ sin がブロッ

クサイズ B を超過）を用いてもよい．

4.5 Map タスクによる分割係数情報に基づくパーティ

ショニング

提案方法では，(α)処理で分割判断が下った大きなグルー

プを，(β)処理で求めた分割係数に従って等分割すること

で，Data Skewを緩和する．

従来のMapReduceでは，たとえば式 (6)を用いて，グルー

プ gの中間Key（Keyg）に対する Partition（Partitiong）

を一意に決定する．したがって，同じ中間Keyを共有する

すべての中間レコードが 1つのグループを構成する．

Partitiontra
g = hash(Keyg) mod R (6)

提案方法では，Mapperがグループ gに関する分割係数情

報を未取得の間は Partitiontra
g をそのまま用いるが，取得

後は式 (7)を用い，同じ中間Keyに対して複数の Partition

を割り当てることで，中間Keyを変更せずにグループ gを

複数の Partitionへ分割する．

Partitionpro
g =

(
Partitiontra

g +
nmax−1∑

n

xg,n

+select(1, xg,nmax
)
)

mod R (7)

ここで nmaxは xg,nの最新の nを表す．select(1, xg,nmax
)

は，閉区間 [1, xg,nmax
] 内の整数値を，Partitionpro

g を

計算するたびにラウンドロビンで返す関数である．式

(7) によるパーティショニングの様子を図 8 に示す．

Reduce-Side Joins において必要となる主データの複製

数はmin(
∑nmax

n xg,n, R− 1)である（主データの必要最大

数は Rであるが，Partitiontra
g へ出力済みの分を減じて，

複製すべき最大数は R − 1となる）．

4.6 プログラミングモデル

プログラマにとって使いやすいものとするため，提案シ

ステムでは Hadoop [5]におけるMapReduceプログラミン

グモデルとの整合性を重視している．本節では，従来のプ

ログラミングモデルと提案システムとの差異をまとめる．

なお今回実装した提案システムでは，実装の容易性を考慮

し，Hadoopのソースコードを直接改変することは避けた．

改変による実装を行えば，以下の独自クラスやメソッド名

を従来のものと統合することは可能である．

Jobを起動するドライバクラスは，従来の Configuredク

ラスを継承する代わりに独自のDivConfiguredクラスを継

承する．このクラスには registerメソッドが用意されてお

り，提案方法による Data Skew緩和を行う場合はこれを

コールする必要がある．コールしなかった場合，本節に

従って実装したMapReduceプログラムであっても，従来

どおりの動作となる．また，Job起動時のパラメータとし

て格納レート Qと閾値 U が指定可能となっており，省略

した場合はデフォルト値（1%および 1 MB）が適用される．

今日の計算機にとって，1 MBのデータの処理は，多くの場

合それほど長時間を要するものではないと我々は考える．

したがって，5章では U はデフォルト値に固定して評価を

行う．

従データを処理する Mapper は，従来の Mapper イン

タフェースを継承して map メソッドを実装する代わり

に，独自の DivMapperクラスを継承して doMap メソッ

ドを実装する．主データを処理する Mapper は，独自の

DivMapperMasterクラスを継承し，doMapメソッドを実

装する．DivMapperMasterクラスを継承したMapperは，

入力データの処理完了後も分割係数情報を取得し続け，グ

ループ分割が発生するたびに該当する主データを複製出

力する（なお，2つ以上の入力データに対してそれぞれ異

なるMapperを使用するには，HadoopのMultipleInputs

機構を利用すればよい）．また，パーティショニングをカ

スタマイズする場合は，従来の Partitionerインタフェー

スを継承して getPartitionメソッドを実装する代わりに，

独自の DivPartitionerクラスを継承して calcPartitionメ

ソッドを実装する（提案システムでは，従来のmapメソッ

ドや getPartitionメソッドを，カウント情報の収集や ST

とのやりとりのために利用している）．ただし，これらの

メソッドの実装内容は従来とまったく同じものでよい．な

お，Reducerについては従来のままである．

このように，従来のMapReduceプログラムのわずかな

修正で，提案方法を適用できる．

5. 評価と考察

5.1 準備

5.1.1 入力データ

本章では，3.2節の処理を用いた評価を行う．入力デー

タの様子を図 9 に示す．座標 (0,0)から (20,20)の範囲を

定義域とし，縦横 20等分割した 400個のグリッドを用い

る．主データは，グリッドごとの領域数がちょうど 5個に

なるように作成した．従データは，グループ間のサイズ差

異が異なる 3種類を用意した．図 9 (b)では，グリッドご

との点数が一定になるように各点の Xおよび Y座標を決

定し，グループ間のサイズ差異をなくした．図 9 (c)，(d)
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図 9 評価の入力データ

Fig. 9 Input data for estimation.

では，各点の Xおよび Y座標を指数分布 f(x, λ) = λe−
x
λ

に則り決定し，グループ間のサイズ差異を設けた．いずれ

の従データも，レコード数は 1,0243，レコード長はすべて

100 Byte，総入力データサイズは 100 GByteである．

提案システムを実用に供することを考えた場合，入力

データ内でのレコードの並び順について，何も前提を置く

ことはできない．そこで図 9 (b)，(c)，(d)に関し，それ

ぞれ両極端な 2種類のデータを用意した．一方は，同じグ

ループに属することになる入力レコードどうしを一カ所に

集約したもの（以下，“Sorted版”）であり，大きいグルー

プほどMapフェーズの早期に処理されるように配置した．

もう一方は，同じグループに属することになる入力レコー

ドどうしを一カ所に集約せず，入力データ全体に無作為に

分散したもの（以下，“Spread版”）であり，Mapフェー

ズの全期間にわたって全グループのレコードが満遍なく出

現する．

5.1.2 MapReduceプログラム

3.2 節の処理を行う 2 つの MapReduce プログラムを

用意した．“従来版” は従来方法（文献 [6] の p.235）に

従って実装したものである．Partitionは式 (6)ではなく，

400 個の各グリッドに，左下から始めて Y 軸方向優先で

右上方向へ 0 から 399 までの通番 Numbergrid を振り，

Partitiontra
g = Numbergrid mod R で決定するようにし

た．これは，各 Partitionに割り当てられるグループ数を

均一化（1 章の (I) は本論文の対象外）するためである．

“提案版”は 4.6節に従って実装したものであり，式 (7)に

おける Partitiontra
g は，やはり本節のものを用いる．

5.1.3 実行環境

1台の JobTrackerノードと 100台のTaskTrackerノード

を用いてクラスタを構成し，その上でHadoop v0.19.1を動

作させた．各 TaskTrackerノードは，HDFSの DataNode

の役割も兼ねる．各 TaskTrackerノードで同時実行される

Mapタスク数は 2（つまり，Mpool = 200），Reduceタスク

数は 1とした．Jobで使用するReduceタスク数（Partition

数）Rは 100とした．さらにバックアップタスクは実行し

ないように設定した．HDFSのブロックサイズBはデフォ

ルトの 64 MByteとしたため，入力データは約 64 MByteの

splitに分割され，各Mapタスクに割り当てられる．提案版

の実行時に限り，JobTrackerノードおよび全 TaskTracker

ノードでそれぞれ SDと CDを実行させた．また，全ノー

ドのハードウェア構成は統一されており，CPU は Intel

3 GHz Dualコア，メモリ容量は 4 GByte，ネットワーク接

続は 1 Gbps Ethernetである．

5.2 評価結果と考察

提案方法の目的は，Reduceフェーズの Data Skewを緩

和し，Job完了時間を短縮することである．したがって評

価結果では主に，Job完了時間（Mapフェーズと Reduce

フェーズの所要時間の合計）と，各 Reduceタスクに割り

当てられた中間データサイズ（GByte 単位）の標準偏差

に注目するが，必要に応じて他の結果も示す．以降では，

Job開始からMapフェーズ進捗率が 100%に達するまでの

時間をMapフェーズ所要時間，そこから Job完了までの

時間を Reduceフェーズ所要時間としている．したがって

Reduceフェーズ所要時間には，Reducerの実行時間だけで

なく，Mapタスクから Reduceタスクへの中間データ送達

やそのソート処理に要する時間の一部も含まれる．Job完

了時間の評価では，各 10回ずつ試行して成績の良い（Job

完了時間が短い）上位 5回の平均値を用いた．

ところで，MapReduceプログラムでは Mapperや Re-

ducerの実装の自由度が高く，実行環境や入力データも千

差万別である．したがって，本節で示す Job完了時間の数

値自体は絶対的なものではなく，あくまで比較対象間の関

係性やそれぞれの傾向に注目することとする．

最初に，指数分布（λ = 0.1および 0.3）のデータを用

いた，Mapフェーズ進捗に応じた予測最終平均サイズ A，

A′，および出現済みグループ数N の結果を図 10 に示す．

格納レートQは 1%とした．図 10 (a)，(b)は Spread版の

結果であり，Mapフェーズを通じて A，N はほぼ一定で

ある．特に N は，序盤から正しい値（= 400）を検出でき

ている．この場合，提案方法は設計どおりの効果を発揮す

る．一方，図 10 (c)，(d)は Sorted版の結果である．最終

的には Spread版と同じ値に近づくが，Mapフェーズを通

じて値が大きく変化する．これは，序盤に特定グループだ

けが集中して出現し，N が正しい値に達するのが遅れるた

めである．N と反比例の関係にあるA，A′は，序盤では最

終的な値よりも大きくなる．この影響で，分割開始判断が

下るタイミングが遅れたり，分割係数が過小評価されたり
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図 10 予測最終平均サイズとグループ出現数

Fig. 10 Estimated average size and detected group number.

図 11 従来方法と提案方法の比較

Fig. 11 comparison between normal maprecude and proposal.

するため，提案方法の効果が低下することが予想される．

次に，指数分布（λ = 0.1および 0.3）のデータを用い，

5.1.2項の 2つのプログラムを実行した結果を図 11に示す．

格納レートQは 1%とした．図 11 (a)，(b)は Spread版の

結果である．従来版と比較して提案版の Reduceフェーズ

所要時間が短縮されており，標準偏差も低下していること

から，提案方法による Data Skew緩和効果が発揮されて

いることが分かる．なお，λ = 0.3のほうがグループ間の

サイズ差異が大きいため，提案方法の効果も高い．一方，

図 11 (c)，(d)は Sorted版の結果である．従来版と比較す

ると提案方法の効果が発揮されているが，Spread版の結果

と比較すると Reduceフェーズ所要時間，標準偏差ともに

効果が低下していることが分かる．これは前述の原因によ

るものである．Sorted版のようなデータが与えられた場合

に，提案方法の効果の低下を防ぐ手段については，今後の

課題である．

次に，指数分布（λ = 0.1および 0.3）の Spread版にお

けるグループ分割の様子を図 12，図 13 に示す．格納レー

ト Q は 1% とした．図 12 では，横軸に 400 グループを

サイズ順（降順）に並べ，各グループの分割係数の累計

（
∑nmax

n xg,n）を示す．λ = 0.1では 136グループ，λ = 0.3

では 66グループにおいて分割が行われ，グループ間のサ

イズ差異が大きいほど，より少数のグループが集中的に分

割されている様子が分かる．図 12 から，大きいグループ

ほど多く分割するという，提案方法の効果を確認できる．

図 13 では，図 9 の入力データで左下座標が (0,0)～(4,0)

である 5 つのグリッドに対応するグループについて，分

割判断（開始および更新）が下ったタイミングを示す．最

初の分割開始判断が下った後も，分割更新判断が繰り返

し下っている様子が分かる．これは主に，図 10 のように

Mapフェーズ中に予測最終平均サイズ A′ が低下する影響

によるものである．図 13 から，状況に応じて分割係数を

更新するという，提案方法の効果を確認できる．

次に，式 (2)で算出される回転比 Z の結果を図 14 に示

す．ここでは格納レート Qを 0.05%から 50%まで変動さ

せた．入力データは指数分布（λ = 0.1）の Spread版を用

いた．図 14 (a)はすべての結果を含んでおり，格納レート

が小さいほど Z が大きくなる傾向が分かる．つまり，図 2

の報告ループが 1回転する間の格納ループ回転数に応じて

Z が決定される．図 14 (b)は (a)の一部を拡大したもので

ある．Q = 1%の場合，Z が 1に近くなっている．これは

今回の評価環境において，2つのループの回転周期がほぼ
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図 12 全グループの分割結果

Fig. 12 Division result of all groups.

図 13 5 グループの分割の詳細

Fig. 13 Detail of division result on 5 groups.

図 14 Z の算出結果

Fig. 14 Result of Z calculation.

図 15 5 グループの fg の算出結果

Fig. 15 Result of fg calculation on 5 groups.

一致していることを表す．Q を大きくするほど格納ルー

プの回転周期は長くなり，報告ループの回転周期よりも長

くなると，Z は次第に T
Mpool

（各 TaskTrackerノードで同

時実行されるMapタスクの最大数の逆数）に近づく．以

上から，Z は 2 つのループの回転周期のバランスによっ

て決定されることが分かる．既述のとおり，クラスタ規模

が変化すると報告ループの回転周期が変化する一方，格納

ループの回転周期はクラスタ規模には影響されない．した

がって，クラスタ規模が大きくなるほど Z も大きくなり，

式 (1)の遅延カウント量の算出に反映される．なお，Map

フェーズ終盤で値が上昇する傾向にある．正確な原因は不

明だが，中間データの Reduceタスクへの送達量が次第に

増加し，ネットワークが混雑するためと推測される．

次に，図 9 の入力データで左下座標が (0,0)～(4,0)であ

る 5つのグリッドに対応するグループについて，式 (1)で

算出される遅延カウント量 fg の結果を図 15 に示す．入

力データは指数分布（λ = 0.1および 0.3）の Spread版を

用い，格納レート Qは 1%とした．今回の評価環境では，

遅延カウント量は最大で 18 MB程度となる．クラスタ規

模が増大するほど実行中Mapタスク数Mcur および回転比

Z が増加し，遅延カウント量 fg はそれらの積に比例する．

したがって，クラスタ規模が増大（4,000台× 8コア [8]と

いう事例も報告されている）するほど，遅延カウント量は

無視できないものとなる．提案方法は遅延カウント量を考

慮しているため，クラスタ規模によらず適用可能である．

次に，格納レート Qを 0.05%から 50%まで変動させた
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図 16 格納レート Q の変動による影響

Fig. 16 Influence of storing-rate Q variation.

図 17 Data Skew が存在しない場合の結果の比較

Fig. 17 Comparison between results for non-skewed data.

場合の，Job完了時間の結果を図 16 に示す．入力データ

は指数分布（λ = 0.1および 0.3）の Spread版を用いた．

図 16 (a)，(b)から，Qを小さくするとMapフェーズ所要

時間が若干伸びることが分かる．これはMapperから ST

への格納回数が増し，その分のオーバヘッドが増加する

ためである．一方で，図 16 (a)，(b)では Qの変動による

Reduceフェーズ所要時間や標準偏差への大きな影響は見

られない．これは 5.1.3項の条件下で実行したためであり，

入力データ 100 GByteのうち，一時にMapタスクの処理

対象となるのはたかだか 12.5GByte（= B × Mpool）であ

る．Mapフェーズの途中から起動される残りのMapタス

クは，起動時点における分割係数情報（図 3 の 1行目）を

最初から利用できる．もしも 5.1.3項の 10倍規模のクラス

タを用いたならば，全入力データが一時にMapタスクの処

理対象となり，全Mapタスクの実行がいっせいに開始され

る．つまり全Mapタスクが，分割係数情報をまったく利用

できない状態から実行され始めることになる．今回はその

ようなクラスタを用意できないが，代わりにブロックサイ

ズ Bを 10倍の 640 MByteとし，全入力データが一時に処

理対象となるようにして同様の評価を行ったのが図 16 (c)，

(d)である（ブロックサイズを増やすとMapタスクあたり

の中間データも増え，それが内部バッファのサイズを超過

すると，Hadoopによる中間データのソート処理がメモリ

上ではなくディスク上で行われるようになり，処理効率が

落ちる．図 16 (c)，(d)の所要時間はその影響を含んでいる

ため，ここでは標準偏差に注目する）．図 16 (c)，(d)から，

Qを大きくすると標準偏差が伸び，提案方法の効果が著し

く低下することが分かる．以上から，クラスタ規模によっ

て提案方法の効果を著しく低下させないために，Qを大き

くしすぎることは避けるべきである．また，Mapフェーズ

所要時間の伸びを抑えるために，Qを小さくしすぎないこ

とが望ましい．最適なQを一意に決定することは困難であ

るが，0.数%から数%の間であれば，提案方法の効果をお

おむね良好に引き出せる．

最後に，図 9 (b)の flatなデータを用い，5.1.2 項の 2つ

のプログラムを実行した結果を図 17 に示す．格納レート

Qは 1%とした．グループ間のサイズ差異がなく，そもそ

もグループ分割が不要な入力データであるため，提案方法

の効果は特に発揮されない．一方でMapperから STへの

カウント情報の格納によるオーバヘッドの分，提案版の

Mapフェーズ所要時間が若干増加するが，図 17 から分か

るとおりその影響は小さい．初期の提案システムでは図 2

の 2つのループを同期させていたため，Mapフェーズの

オーバヘッドが大きかったが，非同期化したことでこの程

度に抑えられた．したがって，Data Skewの程度の多寡に

よらず提案方法を適用しても問題はない．

6. 関連研究

Data Skewの研究は，分散 DBシステムの Join操作を

対象として活発に行われてきた．

Wolfら [9], [10]，Kitsuregawaら [11]では，Data Skew

の検出およびデータのノードへの割当て方法を決定するた
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めに，従来方法に対して新たなフェーズを導入している．

MapReduce はそもそも大量のデータを対象としており，

大量の入力データを Map フェーズで処理している間に，

大量の中間データを Reduceタスクへ送達する．しかしこ

れらの方法をMapReduceへ適用した場合，Mapフェーズ

と Reduceフェーズの間に新たなフェーズを追加し，その

前後で同期をとる必要が生じる．この場合，中間データの

Reduceタスクへの送達をMapフェーズとオーバラップさ

せることができなくなり，Jobの処理効率が著しく低下す

る．さらに，新たなフェーズを導入することで，当該フェー

ズの所要時間を新たに要することにもなる．これらの方法

を適用した効果が，そのような処理効率低下を補えるケー

スでは問題はないが，そもそもData Skewが存在しない入

力データが与えられた場合は，処理効率低下をいっさい補

えない．我々の提案方法では，Data Skewの検出やグルー

プ分割の決定をMapフェーズ中に行い，新たなフェーズ

の導入を回避している．それでも，Data Skewが存在しな

い入力データが与えられた場合，従来方法と比較してMap

フェーズの性能が若干低下するが，図 17 のとおりその程

度は非常に小さく，問題はない．Reduceフェーズの Data

Skewの発生有無を，Jobの実行者が事前に判断すること

は困難であるため，発生有無を気にせずに提案方法を適用

できることは重要である．

Huaら [12]では，全グループ（文献中の “bucket”）のサ

イズを把握した後，ノードごとの割当てデータサイズが均

等になるよう，グループのノードへの割当て（つまり，グ

ループの組合せ）を決定し，一部のノードにデータが多く

集まることを回避する．しかしこの方法では，ノードあた

りの平均サイズを超える巨大なグループが存在した場合，

当該グループを割り当てられたノードには，必然的に他よ

り多くのデータが集まることになる．またこの方法では，

グループの組合せを調整するため，ノード数に対して十分

に多いグループ数が存在することを前提としている．し

かしMapReduceでは，入力データやMapperによる中間

Keyの選び方，クラスタの規模によっては，Partition数よ

りグループ数が少なくなりうる．一方，我々の提案方法は

大きなグループを分割するアプローチであり，どんなに大

きいグループでも，式 (3)により，最悪でもノードあたり

の平均サイズ（SOut

R ）に分割される．また，Partition数よ

りグループ数が少ない状況でも，分割対象となるグループ

が存在すればその効果を発揮する．そしてそのような状況

では，最終的なグループ平均サイズは必ず SOut

R を超過す

るため，式 (3)の特別対処により，必ずいずれかのグルー

プが分割対象となる．

Xuら [13]では，入力データ内におけるグループ間のサ

イズ差異があらかじめ判明していることを前提としてい

る．また DeWittら [14]では，Data Skewを検出するため

に，入力データに対するサンプリング抽出と事前分析を

用いる．しかしMapReduceには，中間データにおけるグ

ループ間のサイズ差異を Job開始前にあらかじめ把握する

方法は存在しない．また，中間Keyとして何を用いるかは

Mapperの実装に依存するため，Reduceフェーズの Data

Skewの検出に対し，入力データのサンプリング抽出と事

前解析という手段がつねに簡単かつ有効なわけではない．

またMapReduceでは，入力データのサンプリング抽出を

どのように行うのかも，課題となる．そのため我々の提案

方法では，Mapフェーズ中に実際に出力された中間データ

に基づいて，グループ間のサイズ差異を動的に検出するよ

うにした．

7. おわりに

本論文では，一部のグループのサイズが極端に大きいこ

とに起因する，MapReduceにおける Reduceフェーズの

Data Skew に関して，その影響を緩和するための方法と

その適用対象を提案し，100台規模のクラスタを用いた定

量評価により，提案方法の効果を示した．提案方法では，

グループの分割判断を行う責務が単一ノードにあるため，

MapReduceクラスタの規模が増大するほど当該ノードへ

の負荷も増すが，負荷の程度とクラスタ規模に応じてグ

ループ分割を予測的に行うことを特徴とする．ところで提

案方法は，各グループに属することになる入力レコードが，

入力データ全体にわたって満遍なく分散しているほど，そ

の効果を発揮する．一方で，そうでない入力データを用い

ると提案方法の効果が低下するという問題があり，これは

今後の検討課題である．
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