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混合自己回帰隠れマルコフモデルによる歩行者行き先予測

浅原 彰規1,a) 佐藤 暁子1 丸山 貴志子1

受付日 2011年3月30日,採録日 2011年10月3日

概要：本研究では，ある領域を訪れた多数の過去の歩行者の測位データから新たな歩行者の行き先を予測
する方式として，混合自己回帰隠れマルコフモデルを用いた方式を提案する．本方式は従来の混合マルコ
フモデルに基づく方式に歩行者の内部状態の時間変化を加味した方式である．提案方式の評価のため，商
業施設来店者の測位データに提案方式を適用し，来店者が次に行く地点を予測する実験を行った．その結
果，従来 70%程度であった予測精度が，提案方式では最大で 80%以上になることを確認した．
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Abstract: In order to predict a visitor’s movements by past visitors’ trajectories, a method using Autoregres-
sive hidden Markov model is proposed in this research. The proposed method is an improved conventional
method to take into account temporal transition of pedestrians’ internal states. To evaluate the method,
an experiment was performed by using actual tracking-data of visitors in a shopping mall. As the result,
a prediction rate, which marked 70% by the conventional method, is improved to 80% in maximum by the
proposed method.
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1. はじめに

1.1 背景と研究の目的

本研究では，ある領域に訪れた過去の不特定多数の歩行

者の位置情報を用いて，新たにそこを訪れた歩行者が次に

行くであろう地点を予測する方式を提案する．

特定の歩行者の位置情報を得るために，歩行者の現在

位置を計測し座標値に変換する機能を持つ測位装置を用

いる．従来の屋外で用いられる GPS（Global Positioning

System）測位に加え，無線 LANを用いた測位 [1], [2]や屋

内設置型の GPS発信器 [3]による測位，さらにカメラや

レーザなどを用いた測位など屋内でも利用できる測位方式
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の研究開発がさかんに進められている [4]．本研究では，測

位装置によって得られる歩行者の位置と，位置が計測され

た時刻を対応付けたデータを測位データと呼ぶ．

測位データは，近年になってさまざまなサービスに用い

られるようになってきた．たとえば，位置に基づき情報を

配信するサービスや経路案内を行うサービスが知られてい

る [5]．このような測位データを用いたサービスが普及す

るに従って，歩行者の測位データを得る機会は増大してい

る．このように取得された測位データを蓄積すると，そこ

から非常に多くの情報を取り出せると考えられる．たとえ

ば，作業員の測位データにはその作業の特性が，店舗など

の顧客の測位データではその店舗における顧客の嗜好が，1

人の測位データを蓄積し続ければその人の特徴が，それぞ

れ含まれている．蓄積された測位データからこれらの情報

を引き出すことにより，さまざまな価値を得られると考え
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図 1 動線解析を用いたサービスシステム

Fig. 1 Service system with a trajectory analysis.

られる．このような，蓄えられた測位データの集合から新

たな情報を引き出す技術を，本研究では動線解析と呼ぶ．

ここで，動線とは歩行者が移動した連続的な位置の軌跡を

表し，時系列に得られる測位データは動線をサンプリング

した結果であるといえる．

図 1 に，動線解析を用いたサービスシステムの構成を

示す．本システムでは，測位装置は順次，人の測位データ

を送付する．動線解析システムは，測位データを蓄積し，

地図情報と組み合わせて新たな意味を抽出する．本システ

ムによると，たとえば商業施設の施設管理者向けに，当該

施設内の歩行者の平均行動パターン [6]や歩行者行動予測

の提示 [7]，例外行動の検出 [8]，当該施設の店舗設備の稼

働率定量化，店員配置の推薦など，意志決定を支援する情

報提示ができる．また，その他の機器と連動することによ

り，たとえば歩行者が近づく直前まで機器を待機状態にし

てエネルギー消費を抑えるといった機器制御 [9]などにも

利用できる．

今回，特定の領域内の歩行者の測位データを対象とし，

多数の動線から抽出された状態遷移を確率モデル化する方

式について検討した．ここでいう状態遷移とは，たとえば

「ある地点に滞留してから次のある地点へ移動する」など

の位置に関連づいた離散的な歩行者の状態の時系列変化を

指す．ある領域に訪れた歩行者の状態遷移を確率モデルに

よって表現することにより，当該領域に訪れる多数の歩行

者の移動の傾向を表現できる．歩行者の行動を表現するの

により適切なモデルを選べば，より正確に歩行者の移動を

予測できるため，確率モデルとしてどのようなモデルを選

ぶかが重要である．本研究では，時間経過による状態の変

化を導入したモデルとして，混合自己回帰隠れマルコフモ

デルを提案する．また，確率モデルの妥当性を評価する基

準として行き先の予測性能を採用し，実測された歩行者の

測位データを用いた実験的な評価を行った．

1.2 関連研究

歩行者の時系列測位データを用いた行き先予測の先行研

究としては，歩行者の状態遷移を混合マルコフモデルで表

現する方式が提案されている [10]．混合マルコフモデルは

高い精度で歩行者の行き先を予測できるが，時間的な内部

状態の変化を扱わないモデルであるために困難を生じてい

た．たとえば，行きと帰りの区別がつかず，入場直後に出

入り口付近にいる歩行者を帰宅間際と誤認してしまい，結

果として歩行者の回遊時間が長くなると予測精度が低下す

るという問題があった．

一方，本研究とは異なる対象の測位データに関する先行

研究もある．田中らはカーナビゲーションシステムの時系

列測位データを収集蓄積し，車両の行き先（目的地）を予

測する方式について発表している [11], [12]．また，山田ら

による携帯電話で収集した時系列測位データに基づく行動

予測の研究も知られている [13]．これらの研究は，対象を

特定個人に限定し，その人の時系列測位データを数カ月に

わたって収集して，その行動からパターンを見つけ出す研

究である．それに対し，本研究では特定個人の時系列測位

データを収集する期間はごく短くてもよい代わりに，多人

数の時系列測位データを収集するようにした点が異なる．

本研究とは異なる構成のトラッキングに関する先行研究

として，カメラやレーザレンジファインダなどを用いた例

もある [14]．これらの方式は，通常，カメラやレーザの視

野に入っている人物などの追跡のための方式であり，本研

究のように特定施設内での歩行者の動線から意味を抽出す

るというようなものではない．

2. 歩行者の行き先予測とその課題

測位データとは移動体の動線をサンプリングして得られ

る誤差を含んだデータであり，表 1 に示すように，測位対

象を一意に示す ID，測定を実行した時刻，および測定結果

である座標値の組で表現される．この 1人の歩行者の測位

データを時間順に並べた時系列測位データは，クラスタリ

ングなどの処理によって，離散的な状態遷移列へと変換で

きる．たとえば，文献 [9]では k-means法により空間領域

を分割し，滞留箇所に関する状態遷移が得られている．こ

のようにして得られた離散的な時系列状態遷移列に対して

統計処理を加えることにより，空間の利用状況を把握する

だけでなく，典型的な行動パターン抽出するなど新たな情

報を抽出できる．

本研究では，この状態遷移列を適切に近似できる確率モ

デルを生成することを目的とする．ここでいう確率モデル

とは，分析対象となる歩行者の状態遷移を表現したモデル

であり，歩行者の状態遷移確率の算定ができるモデルであ

る．この確率モデルにより，遷移確率が最大である状態を

計算すれば歩行者の行き先予測が可能となる．他にも，た

とえば新たな状態遷移を確率モデルにあてはめて尤度を求

めれば状態遷移が例外的であるかの判別が可能となる．ま

た，最尤な状態遷移系列を求めれば典型的な移動経路（主

動線）生成が可能となる．

状態遷移を適切に表す確率モデルを生成するためには，
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表 1 測位データの構成

Table 1 Structure of positioning-data.

項番 名称 意味

1 移動体 ID 測位対象を一意に示す ID．具体的には，ユーザの ID となる．

2 時刻 動線上の 1 点を表す時刻．

3 座標値
空間上の 1点を表す値．2次元の場合は 2つの値の組，3次元

の場合は 3 つの値の組となる．

(a) HMM (b) MCM (c) ARHMM

図 2 歩行者行動を表現する確率モデル

Fig. 2 Probabilistic models to represent pedestrian behaviors.

歩行者がおかれた状況に基づき行動を決定し，行動に移す

までのプロセスを表すのに適した確率モデルを選択しな

ければならない．そのため，各状態の実空間上の距離や経

過時間，周囲にある物体など，実空間の特質を適切に取り

込んだモデルが必要となる．考えられる歩行者行動のグラ

フィカルモデルを図 2 に示す．グラフ中の歩行者の観測

可能な状態系列 {di}は測位データに状態判別処理を実行
することによって得られる記号列である．歩行者は，外部

から観測できない内部的な状態変数 zi（たとえば，興味対

象，感情，空腹度合いなど）を保有しており，この状態変

数の影響を受けて行動する．以降では，測位データにより

観測される状態 di を空間状態，観測不可能な内部的状態

zi を内部状態と呼ぶ．

一般的に内部状態 zi のような観測できない変数は隠れ

変数などと呼ばれ，観測可能な量から隠れ変数を推定す

る方式が知られている [15]．このような隠れ変数を取り入

れたモデルとして，図 2 (a)に示した隠れマルコフモデル

（HMM; Hidden Markov Model）が知られている．HMM

では隠れ変数の遷移のみに従属して観測される状態列が決

まる．この HMMを用いた動線解析の例はいくつか知ら

れており，事前の学習を行うことにより例外行動の検出が

可能であるなどの報告がなされている [7], [8], [16], [17]．

HMMは歩行者の空間状態は直前の空間状態に依存しない

モデルであるが，実際には，直前の空間状態による歩行者

の行動への影響は大きい．なぜなら，歩行者は空間的に隣

接している地点にしか行けないという制約があるからであ

る．また，歩行者が近い方の出口から出る，あるいは歩行

者がたまたま目についた店舗へ入るなど，歩行者の現在地

は意志決定にも影響する．

そこで，混合マルコフモデル（MCM; Markov Chain

Mixture）[18]を適用した例 [10]がある．このモデルの構造

を図 2 (b)に示す．MCMは，モデルの内部状態を 1つに固

定し，それが時間変化しないとしたモデルである．MCM

では，最初に決定される 1つの内部状態のみにより空間状

態間の遷移確率が決まり，以降，空間状態間の遷移は直前

の空間状態によってのみ定まるマルコフ過程となる．した

がって，複数のマルコフモデルを重ね合わせたモデルであ

ると見なせる．MCMでは内部状態間の遷移がないため，

推定すべき内部状態は 1つしかない．仮定すべき内部状態

が少ない分，HMMに比べて少ないデータでもモデルが計

算できる．歩行者の内部状態がほとんど変化しないと仮定

できる場合や，歩行者の挙動が時間によらない特性（個人

の嗜好など）に強く依存している場合，MCMによる近似

は妥当である．しかし，内部状態の時間的変化を取り入れ

るには適さないという欠点がある．

そこで図 2 (c) のモデルを用いることを考える．この

モデルでは，空間状態 di+1 は di と zi に依存する確率

P (di+1|di, zi) に基づく確率過程により決定される．この

モデルは，自己回帰隠れマルコフモデル（ARHMM; Au-

toRegressive Hidden Markov Model）と呼ばれるモデルの

一例になっている [15]．行き先の予測精度を高めるには，

この ARHMMのように内部状態の変化を取り扱うことが

望ましい．ところが，このモデルは複雑であり，パラメー

タ推定に多数のデータが必要となる．以降では，この問題

点について議論し，この問題点を回避した混合自己回帰隠

れマルコフモデルを用いることを提案する．

3. 時間変化を取り入れた歩行者行動モデルの
提案

3.1 自己回帰隠れマルコフモデル

ARHMMは，HMMの一種と見なせる．ARHMMのパ

ラメータは大きく分けて 3種類ある．1つは，初期の内部

状態の発生確率であり，初期内部状態が mとなる確率を

πm とおく．次に，内部状態間の遷移確率であり，内部状

態 lから内部状態mへの遷移確率をAl,mとおく．最後に，

空間状態の発生確率であり，直前の空間状態 μ，内部状態

mのときに空間状態 ν となる確率を φm,μ,ν とおく．なお，

仮定する内部状態の種類をM 種類とする．また，学習に
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� �
初期化

パラメータ {πi}，{φi,μ,ν}, {Ai,j}を制約条件を満たすようにランダムに初期化する．

Eステップ

現在のパラメータを用い，以下の式で αt,j(dn)と βt,i(dn)を再帰的に求める．

αt,j(dn) =
1

ct(dn)

∑

i,μ,ν

αt−1,i(dn)Ai,jφj,μ,νdn,t,μdn,t−1,ν ,

βt,i(dn) =
1

ct+1(dn)

∑

j,μ,ν

βt+1,j(dn)Ai,jφj,μ,νdn,t,μdn,t−1,ν

ただし ct(dn) =
∑

i

αt,i(dn), α0,i(dn) = πi, βT,i(dn) = 1

次に，以下の式で負担率 γt,i(dn)と ξt,t+1,i,j(dn)を求める．

γt,i(dn) = αt,i(dn)βt,i(dn)

ξt,t+1,i,j(dn) = αt,i(dn)βt+1,j(dn)
ct+1(dn)

∑
μ,ν Ai,jφj,μ,νdn,t,μdn,t−1,ν

Mステップ

Eステップで求められた負担率を用い，以下の式でパラメータを更新する．

πi =
∑

n γ0,i(dn)∑
n,i γ0,i(dn)

Ai,j =

∑
n,t ξt,t+1,i,j(dn)

∑
n,t,j ξt,t+1,i,j(dn)

φi,μ,ν =

∑
n,t γt,i(dn)dn,t,μdn,t−1,ν∑

n,t,ν γt,i(dn)dn,t,μdn,t−1,ν

収束計算

上記 EステップとMステップを収束するまで繰り返す．
� �

図 3 自己回帰混合マルコフモデルのパラメータ推定アルゴリズム

Fig. 3 Parameter estimation algorithm for ARHMM.

用いる N 個の空間状態列を {dn} とし，各系列の t 番目

の値を dn,t とする．この dn,t は空間状態の種類数をK と

したとき K 次元のベクトルとなる．n番目の空間状態遷

移系列の t番目の状態が k のとき，dn,t,k = 1それ以外は

dn,t,k = 0となるものとする．また，各空間状態の長さを

Tn とする．

HMMのパラメータを高速に推定する手法として，FB

（Forward-Backward）法が知られているが，この手法は

ARHMMにも適用が可能である．FB法は HMMに対し，

EM（Expectation-Maximization）法によるパラメータ推

定を高速に行う手法である．EM法は，隠れ変数を含む確

率モデルに対し，最尤となるように隠れ変数とパラメータ

を決定する計算手法の 1 つである．隠れ変数を含む確率

モデルのパラメータ推定では，隠れ変数とパラメータの両

方を同時に推定しなければならない．EM法は，仮のパラ

メータのもとで隠れ変数の期待値を求める Eステップと，

隠れ変数がこの期待値であると仮定して最尤パラメータを

求めるMステップを交互に繰り返し収束計算させること

により，これを実現する方法である．

HMMでは，時間経過に従って変化する隠れ変数を扱っ

ているため，Eステップでは各時刻における期待値をそれ

ぞれ求めなければならない．それらの隠れ変数の発生確率

はその直前の時刻における隠れ変数の値に依存するので，

隠れ変数の期待値を求めるためには，直前の隠れ変数の発

生確率も必要となる．すると，さらにその直前の隠れ変数

の値も必要となり，繰返しの計算が必要になるが，この計

算量は膨大である．FB法はこの期待値計算が各時刻で重

複する点に着目し，1度計算した結果を保存しておくこと

により，重複計算を避ける方法である．ARHMMは一般

的な HMMとは少々異なっているが，この FB法がほぼそ

のままの形で適用できる．

ARHMMに対する FB法のアルゴリズムを図 3 に示す．

E ステップでは，まず各空間状態遷移列に対し，漸化式

を用いて αn と βn を再帰的に計算する．式中の ct は変数

を計算機の計算可能な精度内に抑えるためのスケーリン

グ係数と呼ばれる値で，αt,j(dn)の再帰計算の中で同時に

計算できる量である．次に αn と βn を用いて γt,i(dn)と

ξt,t+1,i,j(dn)を求める．これらが Eステップで求める期待

値に相当する．Mステップではこの計算結果を用いてパラ

メータが更新され，これら EステップとMステップを繰

り返すことによりモデルパラメータが定まる．

この計算において，αni と βni の数はM
∑

Tn に比例し

ており，非常に多い．特に長い空間状態列を扱うには，内

部状態の数も多くしなければモデルが適切にならないと考

c© 2012 Information Processing Society of Japan 345



情報処理学会論文誌 Vol.53 No.1 342–351 (Jan. 2012)

えられる．一方で，モデルのパラメータ数もM に大きく

依存し，特に内部状態間の遷移確率 Ai,j はM2 に比例す

る．よって，モデル化の精度を向上させようとして内部状

態の種類を多くすると，さらに多数のパラメータを決定す

るために極端に多くの空間状態列を収集しなければならな

い．したがって，限られた時系列測位データから確率モデ

ルを構築するには，内部状態の数を増大させずに歩行者行

動を表現できるようにする方法が必要になる．

3.2 混合された自己回帰隠れマルコフモデル

ARHMMでは非常に多くの内部状態を仮定しなければ

ならず，計算すべき期待値や決定すべきパラメータが極端

に増大してしまうという問題がある．そこで，本研究では，

内部状態間の遷移範囲に制限を設けることにより，計算す

るパラメータ数を削減することを考える．一般的には，パ

ラメータ数は多いほうが表現力が高い．しかし，歩行者行

動を適切に表現できるような削減のしかたであれば，パラ

メータ数削減にともなう性能劣化はさほど大きくないはず

である．それどころかサンプル数が限られた状況では，パ

ラメータの推定精度が上がることによる性能向上も期待で

きる．いい換えると，ARHMMを用いても 0に近くなる

はずのパラメータをあらかじめ 0と固定し計算から除外す

ることにより，性能を落とさずに計算すべきパラメータ数

が削減できると考えられる．

図 4 (a)に ARHMMの内部状態の遷移を模式的に示す．

図中の横方向は時間遷移，縦方向は内部状態を示してお

り，たとえば時刻 tで状態 1のときに，時刻 t+1で状態

2 に遷移しうることを時刻 t 状態 1 の円から時刻 t+1 状

態 2 の円への矢印で示している．この矢印を減らすこと

が，内部状態間の遷移範囲に制限を加えることになる．本

研究では，図 4 (b)のように内部状態をいくつかのグルー

プに分け，時間変化では当該グループ内にしか移動しない

ように制限する．この制限は，人物の行動パターンにはあ

る程度のまとまったグループがあり，当該グループごとに

特定のいくつかの内部状態をとる，という仮定に基づく．

この仮定は，MCMによる人物行動のモデル化で用いたの

と同質である．さらに簡単のため，グループの大きさを均

一と仮定する．これを本研究では混合自己回帰隠れマル

コフモデル（MARHMM; Mixed AutoRegressive Hidden

(a) ARHMM (b) MARHMM

図 4 隠れ変数の状態遷移

Fig. 4 State-transitions of hidden variables.

Markov Model）と呼ぶ．MARHMMは，グループの数だ

け ARHMMを混合させた形になっているので，以降では

グループの数を混合数と呼ぶ．

図 5 は ARHMMとMARHMMのパラメータの比較で

ある．図の 2つの表は隠れ状態の遷移確率パラメータ Aij

を示しており，行は遷移前の状態，列は遷移先の状態を意

味する．すなわち，1の行 2の列の値 A12 は状態 1から 2

への遷移確率を表す．(a)の ARHMMではM2 個のパラ

メータが必要であるのに対し，(b)の MARHMMではグ

ループをまたがる遷移確率は 0 で固定されている．混合

数を Lとすると (b)のパラメータ数は L(M/L)2 個になる

ので，MARHMMではパラメータ数が 1/Lに削減できた

ことになる．このように，MARHMMは ARHMMの一部

のパラメータを 0に固定した特別な形であると見なせる．

この 0 に固定されるパラメータは，内部状態数と混合数

によって定まる．したがって，ARHMMではあらかじめ

与えられるハイパーパラメータとして内部状態数がある

が，MARHMMではそれに加えて混合数もハイパーパラ

メータとなる．なお，内部状態数を 1にすると図 5 (b)は

対角成分のみの時間変化しない混合モデルとなり，この

とき，MARHMMはMCMと等価になる．いい換えれば，

MARHMMはMCMとARHMMの中間的な性質のモデル

といえる．

ここで，図 3 のアルゴリズムにおける ξt,t+1,i,j(dn)の計

算式と Ai,j の更新式をくらべると，Ai,j = 0であるなら

ば ξt,t+1,i,j(dn) = 0となり，ξt,t+1,i,j(dn) = 0ならば次の

Ai,j = 0となることが分かる．すなわち，0に固定される

べき Ai,j の初期値を 0とするだけで，Ai,j は 0のままに

固定される．また，同様につねに ξt,t+1,i,j(dn) = 0となる

ξt,t+1,i,j(dn)も存在するが，このようなつねに 0となる変

数の記憶領域や計算を省略することにより，計算速度の改

善も期待される．

1 2 3 4 · · ·
1 A11 A12 A13 A14 · · ·
2 A21 A22 A23 A24 · · ·
3 A31 A32 A33 A34 · · ·
4 A41 A42 A34 A44 · · ·
...

...
...

...
...

(a) ARHMM

1 2 3 4 · · ·
1 A11 A12 0 0 · · ·
2 A21 A22 0 0 · · ·
3 0 0 A33 A34 · · ·
4 0 0 A43 A44 · · ·
...

...
...

...
...

(b) MARHMM

図 5 状態遷移行列 Aij の比較

Fig. 5 Contrast of state-transition matrix Aij .
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なお，ARHMMによる行動予測は，これまで得られた状

態遷移列 {dn,t}をもとに，次の状態 {dn,t+1}の尤度を求
め，尤度が最大になる状態を予測値とすればよい．この計

算には前述の αt,i(dn)を用いることができ，

p(dt+1,μ|{dt}) =
∑

i,j,ν

φj,μ,νdn,t,νAi,jαt,i(dn) (1)

のように求められる．

十分なサンプル数のもとで適切にパラメータを決定でき

るならば，ARHMMはMARHMMやMCMと同等，ある

いはそれ以上の性能になるはずである．ところが，実用上

は利用できるサンプル数が限られ，パラメータを決定する

のが困難なため，十分な性能が得られないことが考えられ

る．たとえば歩行者の行動がグループごとに制限されてい

てすべての内部状態をとるわけではない場合について考え

る．パラメータ数に対して十分な数のサンプルを利用でき

る場合，それを用いて図 3 のパラメータ推定を行えば，自

動的にパラメータの多くは 0付近になり，高い予測性能が

得られるはずである．ところが，パラメータ数に対して利

用できるサンプル数が十分に多くない場合，パラメータを

サンプルに過剰に適合させてしまい極度に予測性能が低下

するという，一般に過学習と呼ばれる現象を引き起こす可

能性がある．したがって，サンプル数が限られた状況では

パラメータ数を減らす必要があるが，単に内部状態数を減

らしてパラメータを少なくしたのでは，モデルの表現力が

低下して予測精度も低下してしまうという問題が発生して

しまう．

MARHMMはこのパラメータ数に関するトレードオフ

の問題に対する解決策の 1 つである．もし，MARHMM

によるパラメータの削減がモデルの表現力を失わせない，

つまり，0付近になるべきパラメータを 0に固定したので

あれば，パラメータ数に対する相対的なサンプル数が多く

なるため，結果として MARHMMの方が ARHMMより

も高い性能を得られる可能性があるのである．MARHMM

では混合数と内部状態数のバランスによってこの 0に固定

するパラメータが決定されるので，モデルの表現力を失わ

せずにパラメータ数を削減するように調整できる．なお，

MCMはMARHMMと同じ方法で極端にパラメータ数を

削減した場合に相当する．

4. 実験による評価

4.1 実験の目的と条件

前述のとおり，MARHMMが歩行者の行動を適切に表

現するモデルであれば，ARHMMとMARHMMは類似し

た結果になると考えられる．逆に，MARHMMが歩行者

の行動を適切に表現しないのであれば，性能を急激に劣化

させてしまう恐れもある．この提案モデルの有効性は，実

際に適用する問題に依存する．そこで，モデルの表現力を

表 2 実験の概要

Table 2 Abstract of the experiment.

項番 項目名 内容

1 データ源 e 空間 Kansai 実験 [19]

2 サンプル数 697 件

3 実験会場
大阪阪急三番街北館 1F，

B1，B2

4 実験日時
2010 年 2 月 14 日

～ 28 日

5 データ内容
イベント参加者の屋内

GPS 信号の受信記録

図 6 1 セット分の評価データ

Fig. 6 One dataset for the evaluation.

比較するため，実験で収集された測位データを用い行動予

測性能を比較評価する．

表 2 に測位データを収集した実験の概要を示す．本実

験は大阪にある阪急三番街という商業施設で行われた．

実験では本商業施設への来店者から参加者を募り，屋内

GPS [20]の受信機能を持った端末を配布した．屋内 GPS

の発信機はあらかじめ本商業施設内に設置されており，端

末には，受信した位置情報と時間帯ごとにあらかじめ定め

られたコンテンツを提示した．参加者はこのコンテンツを

楽しみながら，商業施設内を自由に歩き回った．なお，コ

ンテンツを提示されるか否かはランダムに決まるように

なっていた．最後に回収された端末からコンテンツ提示の

履歴や位置情報を含むログを取り出し，参加者の行動を確

認した．これにより提示コンテンツによる参加者の行動変

容を確認することが，当該実証実験の目的であった．

本研究では，この実証実験で収集された測位データを分

析の対象とした．図 6 に 1セット分の評価データを示す．

この図は，本商業施設 1Fのフロア図を背景とし，折れ線

で全参加者の時系列測位データを描画したものである．こ

の実験で用いられた屋内 GPSでは，受信した電波強度が

最も強い屋内 GPS発信機の位置を測位データとしている．
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(a) 全体の予測性能 (b) ステップごとの予測性能

図 7 予測性能

Fig. 7 Prediction accuracies.

したがって，得られる測位データは屋内 GPS電波の到達

範囲にいる，という離散的な結果になる．そのため，図 6

に示された時系列測位データも離散的になっており，結果

として多くの動線が重なってしまい把握が困難な図になっ

ている．なお，計測は 5秒に 1回とした．前処理では，ど

の発信機からの信号も受信できなかった時間を除去する

など，計測誤差とおぼしき信号を除外した．提案方式は離

散的な状態遷移列に対するものであるが，本測位データは

もともと離散的であるため，そのまま状態遷移と見なして

処理を実行した．このことは，時系列測位データを「屋内

GPS電波の到達範囲にいる」という状態の遷移に置き換え

たことに相当し，たとえば GPSなどによる連続的な座標

の測位データを用いたとしても，空間領域を分割しどの領

域にいるかという離散化をすることにより同様の結果が得

られると考えられる．

今回，上記の時系列測位データ群に対し確率モデルを構

築し，それを用いた行動予測の的中精度を評価した．今回

用いた評価方法は 10分割 Cross-Validationと呼ばれるも

のであり，測位データの時系列群をランダムに 10分割し，

うち 9つをもとに確率モデルを構築し，残る 1つに対して

行動予測を行った．この行動予測では位置の変化 1ステッ

プごとにその次の行き先を予測して実際の行き先と的中し

たか否かを判定し，この的中率を行動予測の精度とした．

また，従来方式として，先行研究 [10] で用いられた混合

のない単一のマルコフ連鎖モデル（SMC; Single Markov

Chain），混合マルコフモデル（MCM）に加え，自己回帰

隠れマルコフモデル（ARHMM）を用いた行動予測精度

を用い，提案方式である混合自己回帰隠れマルコフモデ

ル（MARHMMM）による行動予測精度と比較した．なお，

HMMによる予測性能は上記先行研究と同様に精度 10%以

下と著しく低い結果が得られたため，比較対象としては用

いないこととした．

4.2 結果と考察

図 7 に予測性能を示す．今回の評価では，状態遷移のス

テップごとに行動予測を実行しているが，最初のステップ

はほぼ受付地点にいることになり，極端に予測的中率が高

くなるので，評価対象からは除外した．なお，各モデルの

混合数や内部状態数は，実際に予測精度が最も高くなった

ものを用いており，MCMでは混合数を 190，ARHMMで

は内部状態の数を 60とし，提案方式の混合数は 95，それ

ぞれの内部状態数は 4としている．

図 7 (a)は全ステップを総合した予測的中精度の比較であ

る．SMCは 45.6%の精度であったが，それを混合して得ら

れたMCMは 64.0%であった．また，ARHMMは 50.0%と

SMCより高いものの，MCMよりは低い結果となった．提

案方式では，これらすべてよりも精度が高く，72.0%の精

度で行動予測ができることが確認できた．図 7 (b)は，状

態遷移ステップごとの予測精度の比較である．SMCでは

状態遷移の初期は精度が高めであるが，ステップが進むご

とに精度が低下している．ARHMMも SMCと類似の振舞

いをしているが，ステップが進んでも SMCほどには精度

が低下していない．これは，モデルに時間変化を取り入れ

た効果であると考えられる．また，MCMでは 10ステッ

プ目くらいまではステップが進むと精度が向上しており，

SMCや ARHMMよりも高い精度となっている．しかし，

10ステップ目以降は徐々に精度が低下している．一方，提

案方式の結果はMCMと類似しているが，10ステップ目

以降の精度低下があまりないという特徴がある．これは，

ARHMMと SMCの関係と同様，時間変化をモデルに取り

込んだ効果であり，ステップ数が進むに従いその効果が表

れていると考えられる．

図 8 に提案方式のパラメータと精度との関係を示す．

図 8 (a)は内部状態の数を 4に固定し，混合数を変化させ

た場合の精度の変化である．グラフによると，混合数が多

いほど精度は高いが，混合数が 60程度以上の領域では精

度はあまり変化していない．逆に，混合数を 20に固定し

て内部状態を変化させた場合の精度を示したのが図 8 (b)

である．内部状態も混合数と同様に，多いほど精度が向上

しているが，その向上度合いは混合数を変化したときほど

大きくなく，4程度以上の領域ではあまり改善がみられな

くなっている．これらの比較から，予測精度向上において

は混合数が支配的であることが分かる．また，内部状態の

数も 4～6くらいは必要と考えられる．
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(a) 内部状態数を 4 に固定した結果 (b) 混合数を固定した結果

図 8 内部状態数と混合数の影響比較

Fig. 8 Accuracy contrasts by internal state number and model number.

図 9 内部状態数 × 混合数を固定した場合の精度比較
Fig. 9 Accuracies when internal state number × model number

are fixed.

図 9 に内部状態の数と混合数の積を一定にした場合の

精度比較グラフを示す．グラフ中の各系列は内部状態数と

混合数の積を一定にしたものであり，横軸に混合数と積

の比を，縦軸にそのときの予測精度を示した．たとえば，

内部状態数と混合数の積が 60の系列で横軸が 0.5の点は，

混合数 30，内部状態数 2のMARHMMの精度を示してい

る．図 5 で示したとおり，混合数が 1，つまりグラフ左端

のMARHMMは単なるARHMMであり，混合数が大きな

MARHMMでは多くのパラメータが 0に固定される．ま

た，内部状態数が 1，つまりグラフ右端の MARHMMは

MCMに相当する．すなわち，図 9 のグラフは，グラフの

左端を ARHMM，右端をMCMとして，0に固定するパラ

メータ数を変化させながらMARHMMの精度を評価した

ものである．

一般的には自由に調節できるパラメータが多いARHMM

の精度が高くなると考えられたが，実際にはむしろパラ

メータを減らしたほうが精度が向上するという結果になっ

た．これは，前述のとおり，過学習が原因と考えられる．

ARHMMのパラメータは内部状態間の遷移確率 Aij だけ

でも内部状態数 60のときで 3,600，内部状態数 100では

10,000にもなる．本実験で用いた学習サンプルは 600人

分程度で 1 人あたりの移動の回数もたかだか数十回程度

であり，決定するパラメータ数にくらべて学習サンプル

数が少ない．ところが MARHMM の場合，内部状態数

100 の ARHMM に相当する内部状態数 2，混合数 50 の

MARHMMでもパラメータ数は 500程度である．これは

内部状態数 100の ARHMMのパラメータ数，10,000程度

にくらべて非常に少ない．つまりMARHMMでは，決め

るべきパラメータ数に対する学習サンプル数が相対的に多

く，高い精度が得られたと考えられる．

過学習が問題であるならばパラメータ数が少ない

ARHMM でも高い精度が得られるようにも考えられる

が，実際には，パラメータ数 400程度相当の内部状態数 20

の ARHMMはパラメータ数 500程度の MARHMMより

も精度が低い．これは，ARHMMの内部状態数，つまり

図 5 の表の大きさを減らすのにくらべて，MARHMMの

ように一部を 0にするほうが，より歩行者行動を表現する

のに適していたためと推測される．これは 2章で述べた歩

行者行動のモデル化が妥当であったことを意味しており，

歩行者行動の表現においては混合数が支配的であるという

こととも合致する．実際，ARHMMで学習サンプルを用

いて決定された Aij の多くは 0に近い値をとっていた．こ

のような場合，それらをはじめから 0に固定した方がサン

プル数の面で有利と考えられる．

一方で，内部状態数を 1にする，つまり時間変化がない

MCMは，MARHMMにくらべて精度が低い．これは，時

間変化をモデルに取り入れることも意味があるためである

と考えられる．つまり，MARHMMが歩行者行動の表現

に適していたとしても，モデルを単純化しすぎると表現力

が不足すると考えられる．

なお，上記計算に用いた混合数 ×内部状態数が 60とし

た場合において，処理にかかった時間の例でMCM（混合

数 60）では 30.8秒，MARHMM（混合数 30）では 166.2

秒，ARHMM（混合数 1）では 537.0秒であった．また同様

の環境において SMCのパラメータ推定に要した時間は 0.9

秒であった．この計測においては，実行環境として Xeon

3.2GHz を 2 つ搭載しメモリ 3 GB，OS が WindowsXP

64 bitのコンピュータを用い，Java（JDK6-Update 22）環

境に実装したものを用いた．このように，パラメータ数削

減にともなう計算量の削減効果も確認された．

以上のように，今回のサンプル数規模ではMARHMM

が有効であることが分かった．実際には，多数のサンプル

を得ることは容易ではない場合が多い．特に来訪者人数そ
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のものを超える数のサンプルを収集することは原理的に不

可能である．したがって，混合モデルの特性と時間変化を

ともに取り入れたMARHMMは，歩行者行動をモデル化

するにあたって，非常に効果的であると考えられる．

5. おわりに

本研究では，歩行者の行動をモデル化する方式として，

MARHMMを用いた方式を提案した．本方式は，従来の

MCMを用いた方式に比べて，歩行者の時間経過にともな

う行動変容を適切に扱うことができた．また，ARHMMで

問題となる主記憶領域や処理時間，サンプル数の増大も回

避することができた．本方式の効果について，実際の商業

施設における歩行者の測位データを用いて，行き先予測の

性能により評価したところ，従来のMCMでは 64%の精度

であったところを，72%の精度で予測できることが分かっ

た．さらに，時間経過後の予測精度は，従来では 70%程度

であったところを提案方式では 80%を超える精度が実現で

きた．これにより，歩行者の位置情報を収集できる環境が

整えば，そこから価値を抽出して新たなサービスに活用で

きると考えられる．今回の実験は，特定の商業施設内の限

られた測位データに対する評価であるが，対象の領域が広

域に，歩行者が大規模になった場合でも同様の方式が適用

できるかの検証は，今後の課題である．
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