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複利型強化学習の枠組みと応用

松井 藤五郎†1 後 藤 卓†2

和 泉 潔†3,†4 陳 ユ†3

本論文では，強化学習において複利リターンを最大化する複利型強化学習の枠組み
を示し，ファイナンス分野のタスクへの応用例を示す．複利型強化学習は，報酬の代
わりにリターンがマルコフ性を満たすリターン型 MDP を対象とする．複利型強化
学習では，二重指数的割引と投資比率の概念を導入し，対数をとることによって従来
の強化学習と同様の方法で割引複利リターンを最大化する．続いて，従来の強化学習
のアルゴリズムである Q 学習と OnPS を複利型に拡張した複利型 Q 学習と複利型
OnPS のアルゴリズムを示す．また，3 本腕バンディット問題に対する実験結果と日
本国債取引問題への応用例を示し，複利型強化学習の有効性を確認する．

Compound Reinforcement Learning:
Framework and Application

Tohgoroh Matsui,†1 Takashi Goto,†2

Kiyoshi Izumi†3,†4 and Yu Chen†3

This paper describes an extended framework of reinforcement learning, called
compound reinforcement learning, which maximizes the compound return and
shows its application to financial tasks. Compound reinforcement learning is
designed for return-based MDP in which an agent observes the return instead of
the rewards. We introduce double exponential discounting and betting fraction
into the framework and then we can write the logarithm of double-exponentially
discounted compound return as the sum of a polynomially discounted logarithm
of simple gross return. In this paper, we show two algorithms of compound re-
inforcement learning: compound Q-learning and compound OnPS. We also
show the experimental results using 3-armed bandit and an application to a
financial task: Japanese government bond trading.

1. は じ め に

強化学習16) は，エージェントが獲得する報酬を将来にわたって最大化する行動規則を試

行錯誤を通じて学習する枠組みとして定式化されている．

N 本腕バンディット問題は，強化学習の教科書16) で強化学習の枠組みを説明するために

用いられているシンプルな例題である．それぞれ払い戻し金とその確率が異なる N 個のホ

イールを持つマネー・ホイールがあり，それぞれのホイールを回すためのアーム（腕）が 1

つずつ付いている．エージェントは，どのアーム つまり，どのホイールを選択するのが

最も良いかを学習する．

ここで，図 1 のようなホイール A，Bを持つ 2本腕バンディット問題を考えよう．ホイー

ル上の金額は，賭け金 1ドルあたりの払い戻し金である．最初に 100ドル持っていて，こ

のゲームに 1ドルずつ 100回連続して賭ける場合には，Aを選択する方が払い戻し金が多

くなると期待できる．なぜなら，Aの払い戻し金の期待値は 1.5ドルであり，Bの払い戻し

金の期待値は 1.25ドルだからである．実際にこの賭けを行ったときの資産総額の推移の例

を図 2 に示す．従来の強化学習は，これと同じように考えて学習を行い，Aを選択するこ

とを最適とする．

しかしながら，資産をすべて賭ける場合には，Aを選択することは最適ではない．なぜな

図 1 2 本腕バンディット問題
Fig. 1 2-armed bandit problem.
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図 2 100 ドルの財産を 1 ドルずついずれか一方に賭け続けたときの資産総額の推移の例
Fig. 2 Examples of betting $1 each.

図 3 100 ドルの財産を全額いずれか一方に賭け続けたときの資産総額の推移の例．
Fig. 3 Examples of betting all money.

ら，Aの払い戻し金の幾何期待値（幾何平均）は 0ドルであり，長期的に観るといつかは払

い戻し金が 0になってすべての資産を失ってしまうからである．資産すべてを 100回連続

して賭けたときの資産総額の推移の例を図 3 に示す．図 3 の Aの財産曲線が途中で止まっ

ているのは，ここですべての資産を失って賭けが続行できなくなったことを示している．一

方で Bの払い戻し金の幾何期待値は約 1.14ドルであり，この賭けの最終的な資産の期待値

は約 7,400万ドルにもなる．

このように，払い戻し金を賭け金に上乗せする，すなわち複利式のリターンを考える場合

には，従来の強化学習のような期待割引収益の最大化は意味をなさない．「（無分配型の）投

資信託を選択する際にリターンの算術平均ではなくリターンの幾何平均が高い商品を選ぶ

べきである」というのは，ファイナンスの分野では一般的な考え方である13)．したがって，

このような場合には，報酬の代わりに複利リターンに基づいて学習するべきである．

本論文では，まず，複利リターンを最大化するための強化学習の枠組みである複利型強化

学習8) について述べる．複利型強化学習では，二重指数的割引と投資比率の概念を導入し，

対数をとることによって従来の強化学習と同様の方法で割引複利リターンを最大化する．続

いて，従来の強化学習アルゴリズムであるQ学習とOnPSを複利型に拡張した複利型Q学

習と複利型 OnPSのアルゴリズムを示す．また，3本腕バンディット問題に対する実験結果

と日本国債取引問題への応用例を示し，複利型強化学習の有効性を確認する．

2. 複利型強化学習の枠組み

ファイナンスの分野では，リターンの算術平均よりもリターンの幾何平均 すなわち，

複利リターンが重視される．そこで，複利型強化学習では，割引収益の期待値を最大化する

代わりに，複利リターンの期待値を最大化する．

2.1 複利リターン

時刻 tにおける資産の価格を Pt とすると，この資産を時刻 tから時刻 t + 1まで保持し

たときのリターン Rt+1 は次のように計算される．

Rt+1 =
Pt+1 − Pt

Pt
=

Pt+1

Pt
− 1 (1)

また，1 + Rt+1 をグロス・リターンという．このとき，複利リターンは次式のように定

義される3)．

ρt = (1 + Rt+1)(1 + Rt+2) · · · (1 + RT ) (2)

ここで，T は資産を保有していた最終時刻を表す．強化学習の連続型タスクのため，本論文

では次のように T を無限大とする．

ρt = (1 + Rt+1)(1 + Rt+2)(1 + Rt+3) · · ·

=

∞∏
k=0

(1 + Rt+k+1) (3)

複利型強化学習は，MDPにおけるリターン Rt+k+1 がマルコフ性を持つ確率変数である

リターン型MDPを対象とする．

2.2 二重指数的割引

複利リターンに対し，従来の強化学習と同様に，割引の概念を導入する．従来の強化学習

では，γkrt+k+1 というように，kステップ後の報酬 rt+k+1 に対して指数的に割り引いた重

み γk を掛けることによって将来の報酬を割り引く．この割引は，行動経済学の分野では指
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数的割引と呼ばれている．複利型強化学習では，従来の強化学習が用いている指数的割引の

代わりに，(1 + Rt+k+1)
γk

というように，kステップ後のグロス・リターン 1 + Rt+k+1 に

対して指数的に割り引いた重み γk をべき乗することによって将来のリターンを割り引く．

この割引は，二重指数関数 f(x) = abx

の形になっていることから，本論文ではこれを二重

指数的割引と呼ぶ．

複利型強化学習では，グロス・リターンを二重指数的に割り引いた複利リターン

ρt = (1 + Rt+1)(1 + Rt+2)
γ(1 + Rt+3)

γ2 · · ·

=

∞∏
k=0

(1 + Rt+k+1)
γk

(4)

を割引複利リターンと呼び，これを最大化することを考える．二重指数的に割り引かれる

グロス・リターンは，遠い将来のリターンほど割引リターンを 0に近づけることに相当し，

ファイナンスにおけるリスク調整後リターンの一種と考えることができる．

二重指数的に割り引くことによって，割引複利リターンの対数を

log ρt = log

∞∏
k=0

(1 + Rt+k+1)
γk

=

∞∑
k=0

log(1 + Rt+k+1)
γk

=

∞∑
k=0

γk log(1 + Rt+k+1)

= log(1 + Rt+1) + γ

∞∑
k=0

γk log(1 + Rt+k+2)

= log(1 + Rt+1) + γ log ρt+1 (5)

というように，従来の強化学習における指数的な割引収益と同様に，再帰的に表すことがで

きる．複利型強化学習では，これを対数割引複利リターンと呼び，この対数割引複利リター

ンの期待値を最大化する．

2.3 投 資 比 率

グロス・リターンの対数 log(1 + Rt+1)の値は，Rt+1 = −1のときに −∞となってしま
うため，対数割引複利リターンは発散してしまう可能性がある．そこで，複利型強化学習

では，投資比率が割引率と同様にタスクによって決められているものとする．投資比率は，

保有資産のうち実際に投資する資産の割合を表すもので，ファイナンスの分野では過剰投

資を避けるために用いられている．投資比率が f のときのリターンは Rt+1f であり，グロ

ス・リターンは 1 + Rt+1f となる．Rt+1f > −1となるように投資比率 f を設定すること

により，破産して対数割引複利リターンが発散してしまうことを回避することができる．

投資比率が f のときの割引複利リターンは次のように表される．

ρt =

∞∏
k=0

(1 + Rt+k+1f)γk

(6)

また，投資比率が f のときの対数割引複利リターンは次のように表される．

log ρt =

∞∑
k=0

γk log (1 + Rt+k+1f) (7)

この式 (7)の右辺は，従来の強化学習の割引収益を表す式の報酬 rt+1 を投資比率 f のと

きのグロス・リターンの対数 log(1 + Rt+1f)に置き換えたものに等しい．

2.4 価値関数と最適価値関数

行動規則 π の下での状態 sの価値 V π(s)は，対数割引複利リターンの期待値として次の

ように定義される．

V π(s) = Eπ [ log ρt| st = s]

= Eπ

[ ∞∑
k=0

γk log(1 + Rt+k+1f)

∣∣∣∣∣ st = s

]

この式は，従来の強化学習と同様にして，次のように書くことができる．

= Eπ

[
log(1 + Rt+1f) + γ

∞∑
k=0

γk log(1 + Rt+k+2f)

∣∣∣∣∣st = s

]

=
∑

a∈A(s)

π(s, a)
∑
s′∈S
Pa

ss′

(
Ra

ss′ + γEπ

[ ∞∑
k=0

γk log(1 + Rt+k+2f)

∣∣∣∣∣st+1 = s′
])

=
∑

a∈A(s)

π(s, a)
∑
s′∈S
Pa

ss′
(
Ra

ss′ + γV π(s′)
)

(8)

ここで，π(s, a)は行動選択確率，Pa
ss′ は状態遷移確率，f は投資比率，γ は割引率，Ra

ss′

は投資比率 f のときのグロス・リターンの対数の期待値，すなわち

情報処理学会論文誌 Vol. 52 No. 12 3300–3308 (Dec. 2011) c© 2011 Information Processing Society of Japan



3303 複利型強化学習の枠組みと応用

Ra
ss′ = E

[
log(1 + Rt+1f)| st = s, at = a, st+1 = s′

]
(9)

である．

同様に，行動規則 π の下での状態 sにおける行動 aの価値 Qπ(s, a)は

Qπ(s, a) = Eπ [ log ρt| st = s, at = a]

=
∑
s′∈S
Pa

ss′
(
Ra

ss′ + γV π(s′)
)

(10)

と表され，最適価値関数は

Q∗(s, a) = max
π∈Π

Qπ(s, a)

= E

[
log(1 + Rt+1f) + γ max

a′
Q∗(st+1, a

′)

∣∣∣∣∣st = s, at = a

]

=
∑

s′
Pa

ss′

(
Ra

ss′ + γ max
a′

Q∗(s′, a′)
)

(11)

と表される．これが複利型強化学習における最適行動価値関数 Q∗ の Bellman方程式であ

る．この式は，従来の強化学習のための Q∗ の Bellman方程式における獲得報酬の期待値

Ra
ss′ を投資比率 f のときの対数グロス・リターンの期待値 Ra

ss′ に置き換えたものに等しい．

3. 複利型強化学習のアルゴリズム

3.1 複利型Q学習

上に述べたように，式 (11)に示した複利型強化学習における最適行動価値 Q∗ に関する

Bellman方程式は，従来の強化学習における Bellman方程式の期待報酬 Ra
ss′ を期待対数

グロス・リターン Ra
ss′ に置き換えたものに等しい．

したがって，式 (11)の Q∗ を推定するには従来の Q学習の報酬 rt+1 を対数グロス・リ

ターン log(1+Rt+1f)に置き換えればいい．すなわち，状態 stにおいて行動 atを実行した

後に状態 st+1 に遷移してリターン Rt+1 を受け取ったとき，Qの値を次のように更新する．

Q(st, at)← Q(st, at) + α

(
log(1 + Rt+1f) + γ max

a∈A
Q(st+1, a)−Q(st, at)

)
(12)

ここで，α はステップ・サイズ，γ は割引率，f は投資比率をそれぞれ表すパラメータで

ある．

複利型 Q学習のアルゴリズムを図 4 に示す．従来の Q学習と異なるのは，(i)報酬 r の

入力：割引率 γ, ステップ・サイズ α, 投資比率 f

Q(s, a)を任意に初期化

loop （各エピソードに対して繰返し）

sを初期化

repeat （エピソードの各ステップに対して繰返し）

Qから導かれる行動規則（行動選択確率）に従って sでの行動 aを選択

行動 aを実行し，リターン Rと次の状態 s′ を観測

Q(s, a)← Q(s, a) + α (log(1 + Rf) + γ maxa′ Q(s′, a′)−Q(s, a))

s← s′

until sが終端状態ならば繰返しを終了

end loop

図 4 複利型 Q 学習アルゴリズム
Fig. 4 Compound Q-learning algorithm.

代わりにリターン Rを観測し，(ii)更新式の報酬 rを対数グロス・リターン log(1 + Rf)に

置き換えている点である．

複利型Q学習は，従来のQ学習の報酬 rt+1を投資比率 f のときのグロス・リターンの対

数 log(1 + Rt+1f)に置き換えたものである．リターン型MDPにおいては，リターン Rt+1

がマルコフ性を満たすので，log(1 + Rt+1f)もマルコフ性を満たす．したがって，複利型

強化学習における log(1 + Rt+1f)を従来の強化学習における報酬 rt+1 と考えれば，リター

ン型MDPにおける複利型 Q学習の行動価値 Qは最適行動価値 Q∗ に近づく．

ただし，Watkinsと Dayanによる報酬型 MDPにおける Q学習の収束性についての証

明19) では，報酬が有界である という条件が付いている．複利型強化学習においては，

リターン型 MDP において log(1 + Rt+1f) が有界，すなわち，Rt+1f が −1 より大きく，

かつ，上界を持つことが条件となる．以上のことから，次の定理が導ける．

定理 1. −1 < Rmin ≤ Rtf ≤ Rmaxを満たすリターンRt，投資比率 f，0 ≤ αt < 1，かつ，

∞∑
i=1

αti =∞,

∞∑
i=1

[αti ]
2 <∞, (13)

を満たすステップ・サイズが与えられたとき，複利型 Q 学習において，確率 1 で ∀s,
a[Qt(s, a) → Q∗(s, a)] が成り立つ．ここで，Rmin は Rtf の下界，Rmax は Rtf の上界

である．
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Proof. rt+1 = log(1 + Rt+1)とおくと，式 (12)に示された複利型 Q学習の更新式は，従

来の Q学習の更新式に等しい．Rtf が有界であるから，log(1 + Rtf)は有界である．また，

リターン型MDPにおいて log(1 + Rtf)はマルコフ性を満たす．したがって，Watkinsと

Dayanの証明において rt+1 を log(1 + Rt+1f)に置き換えることによって，定理 1 を証明

できる．

3.2 複利型OnPS

Profit sharing 11) は，それぞれの行動に優先度を割り当てるタイプの強化学習法であり，

それぞれの状態ごとに行動の優先度を学習する．状態 sにおける行動 aの優先度を P (s, a)

とし，エピソードに含まれるすべての状態行動対 st，at に対する優先度をエピソード終了

後に一括して次のように更新する．

P (st, at)← P (st, at) + g(t, rT , T ) (14)

ここで，T はエピソードの最終ステップ，g は信用割当関数である．信用割当関数には次の

等比減少関数がよく用いられている．

g(t, rT , T ) = γT−t−1rT (15)

エピソードごとに一括更新を行う従来の profit sharingをステップごとの更新ができるよ

うに改良したものが OnPS 10) である．

OnPSは，信用トレースと呼ばれる技法を用いて，ステップごとに訪れた状態行動対の信

用トレース cの値を 1増やし，行動優先度と信用トレースを次のように更新する．

c(st, at)← c(st, at) + 1 (16)

P (s, a)← P (s, a) + αrt+1c(s, a) for all s, a (17)

c(s, a)← γc(s, a) for all s, a (18)

本論文では，複利型 Q学習と同様にして，OnPSを複利型に拡張する．複利型 OnPSは，

報酬 rt+1 の代わりに対数グロス・リターン log(1 + Rt+1f)を用いてすべての状態行動対の

優先度 P を更新する．すなわち，OnPSの式 (17)を次の式に置き換える．

P (s, a)← P (s, a) + α log(1 + Rt+1f)c(s, a) (19)

このアルゴリズムを，図 5 に示す．従来の OnPSアルゴリズムと異なるのは，(i)報酬 r

を観測する代わりにリターン Rを観測している点と，(ii)報酬 r を用いて行動優先度 P を

更新する代わりに対数グロス・リターン log(1 + Rf)を用いて行動優先度 P を更新してい

る点の 2点である．この違いは，複利型 Q学習と従来の Q学習の間の違いと同じである．

エピソード型タスクにおいて OnPSは従来の profit sharingに等価10) なので，OnPSは

エピソード型タスクにおいて宮崎らによる profit sharingの合理性定理11) を満たすことが

入力：割引率 γ, ステップ・サイズ α, 投資比率 f , 初期優先度 c

for all s, a do

P (s, a)← c

end for

loop （各エピソードに対して繰返し）

sを初期化

for all s, a do

c(s, a)← 0

end for

repeat （エピソードの各ステップに対して繰返し）

P から導かれる行動規則（行動選択確率）に従って，sでの行動 aを選択

c(s, a)← c(s, a) + 1

行動 aを実行し，リターン Rと次の状態 s′ を観測

for all s, a do

P (s, a)← P (s, a) + α log(1 + Rf)c(s, a)

c(s, a)← γc(s, a)

end for

s← s′

until s is terminal

end loop

図 5 複利型 OnPS アルゴリズム
Fig. 5 Compound OnPS algorithm.

できる．しかしながら，宮崎らの合理性定理では報酬を rT > 0と仮定しているのに対し，

対数グロス・リターンは log(1 + RT f) > 0を満たすとは限らないため，複利型 OnPSは宮

崎らの合理性定理を満たさないことに注意が必要である．

4. 実 験 結 果

図 6 に示された 3つのホイールを持つバンディット問題を用いて，複利型 Q学習（Com-

pound）と従来の Q学習（Simple），リスク回避型強化学習の 1つである文献 15)に基づ

く分散ペナルティ型 Q学習（Variance-Penalized）の比較を行った．ホイール Aは，払い

戻し金の算術期待値が最も大きいが，幾何期待値は最も小さい．払い戻し金の幾何期待値が
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図 6 3 本腕バンディット問題
Fig. 6 3-armed bandit problem.

最も大きいのは，ホイール Cである．ホイール Bは，払い戻し金の算術期待値がホイール

Cと同じであるが，その標準偏差はホイール Cよりも小さい．

従来の強化学習では払い戻し金から出資金を引いた値が報酬となり，複利型強化学習で

は払い戻し金を出資金で割った値から 1 を引いた値がリターンとなる．したがって，この

問題ではエージェントが受け取る報酬とリターンは等しい．割引率と投資比率はいずれも

γ = 0.9，f = 1とした．

実験では，ランダム・シードを変えて 100回の学習を行い，その平均を求めた．このとき，そ

れぞれの評価値は学習とは独立に 100回の試行を行うことによって求めた．学習中は ε = 0.2

の ε-グリーディー選択を用い，評価時は最も価値が高い行動を選択するグリーディー選択を

用いた．また，ステップ・サイズを α = 0.001，分散ペナルティ型Q学習のリスク・パラメー

タを κ = 1とした．これらのパラメータと行動選択法は，予備実験を行って経験的に定めた．

結果を図 7 に示す．横軸は学習ステップ数，縦軸は，それぞれ，獲得リターン（報酬）の

幾何平均と算術平均を表している．従来の Q学習は，算術平均リターンは大きいが幾何平

均リターンが小さい行動規則 すわなち Aを選択する行動規則を学習した．分散ペナル

ティ型 Q学習は，従来の Q学習が学習した幾何平均が小さい行動規則を学習してしまうこ

とは回避できたが，幾何平均リターンが最大の行動規則 すなわち Cを選択する行動規

則を学習することはできなかった．これに対し，複利型 Q学習は，幾何平均リターンが最

大の行動規則を学習することができた．

5. 日本国債取引への応用

続いて，複利型強化学習をより実際的な問題である日本国債取引問題9) に適用した．国

債市場は，株式市場のように個別企業のファンダメンタルズのようなミクロの影響を受け

図 7 3 本腕バンディット問題の実験結果．上が幾何平均，下が算術平均
Fig. 7 Experimental results for 3-armed bandit.

にくく，テクニカル分析に基づいた取引戦略を策定しやすい．Matsuiら9) は，残存期間 10

年の日本国債の週次取引を対象として，OnPS を用いて取引戦略を獲得する手法を提案し

ている．本論文では，このタスクに複利型 OnPS（Compound）を適用し，従来の OnPS

（Simple）と比較する．

このタスクでは，状態は，金利と 14週移動標準偏差の対 (yt, σt)によって表される．エー

ジェントは，この順序対が一定の範囲に収まるよう 14週相対的観測値として観測する．エー

ジェントがとりうる行動は，買いまたは売りのいずれかである．割引率と投資比率は，従来

の OnPSと複利型 OnPSのいずれも γ = 0.9，f = 1とした．連続的な観測値を扱うため，

半径 1/14の RBF特徴を格子状に 15× 15個配置して線形関数近似を行った．行動選択に

は Gibbsソフトマックス選択を用い，学習時は τ = 0.2，評価時は τ = 0.1とした．

実験は，学習期間を 3年とし，評価期間をその直後の 1四半期として行った．たとえば，

2004年 1月 1日から 2006年 12月 31日のデータを用いて学習を行い，2007年 1月 1日
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図 8 2004 年から 2009 年までの残存期間 10 年日本国債の金利とそのボリンジャー・バンド（±3σ）
Fig. 8 Yields of 10-year Japanese government bond (JGB).

から 2007年 3月 31日のデータに対して学習した取引戦略を用いて運用したときの収益を

評価した．これを，期間を四半期ずつずらしながら 12回行い，3年間の累積収益を求めた．

また，乱数のシードを変えて 10回の実験を行った．

学習期間および評価期間の対象となった 2004年から 2009年にかけての残存期間 10年の

日本国債の金利の動きと ±3σ のボリンジャー・バンド（移動標準偏差）を図 8 に，実験結

果を図 9 に示す．上のグラフは，乱数のシードを変えて行った 10回の実験の平均累積収益

を表している．下のグラフは，12期すべてにおける最良のケースと最悪のケースの累積収

益を表している．

累積収益のいずれも，複利型OnPSの収益は従来のOnPSの収益よりも高くなった．中央累

積収益において最も大きな差が生じたのが 2008年第 2四半期であった．これはサブプライム・

ローン問題によってリーマン・ブラザーズが破綻した 2008年 9月 15日の直前の期間である．

6. 考察と関連研究

複利型強化学習では，リターン Rが対数グロス・リターン log(1 + Rf)に変換され，強

化信号として用いられる．この関係を図 10 に示す．左のグラフは投資比率が f = 1のと

き，右のグラフは f = 0.5のときの強化信号を比較したものである．同じ投資比率を導入し

た従来の強化学習（Simple）と比較すると，この対数変換によって正の強化信号は抑制さ

れ，負の強化信号は増強される．結果として，正のリターンに対してはリスク追求型とな

り，負のリターンに対してはリスク回避型となる�1．

�1 ここでは，「リスク」を期待効用理論14),18) の文脈で使用しており，ファイナンスやリスク回避型強化学習の文
脈で用いられる「リスク」とは異なる．

図 9 日本国債取引問題の実験結果．上が平均累積収益，下が累積収益の最良ケースと最悪ケース
Fig. 9 Experimental results for 10-year JGB.

図 10 リターンと強化信号の関係
Fig. 10 Relations between returns and reinforcements.

複利型強化学習では負の強化信号が増強されるため，なるべくリターンが負にならない

ようにする取引戦略を獲得することが期待できる．この効果は，日本国債取引問題の結果

に見ることができる．各期間の年換算収益の平均 μ と標準偏差 σ は，複利型 OnPS では

μ = 0.217，σ = 0.510であったのに対し，従来のOnPSでは μ = 0.150，σ = 0.578であっ
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た．すなわち，複利型 OnPSによる収益は従来の OnPSによる収益に比べて平均が高く分

散が小さかった．また，最良ケースと最悪ケースを比較すると，最良ケースの収益には大き

な差は生じなかったが最悪ケースの収益に大きな差が生じた．これらの結果から，複利型

OnPS は大きな負のリターンを回避することで安定的に高い収益をあげる取引戦略を獲得

できたと考えられる．

投資比率の概念は，ファイナンスの分野では過剰投資を避けるためのものとしてよく知ら

れている．リターンの分布から求められる利益を最大化する投資比率6)はケリー基準と呼ば

れる．また，オプティマル f と呼ばれる過去のリターンからケリー基準を推定する方法17)

が提案されている．

複利型強化学習において，投資比率は割引率と同様にエージェントに対して外から与えら

れる．与えられる投資比率の値によって，複利型強化学習における最適な行動が異なる場合

がある．投資比率が 1に近いほど複利型強化学習と従来の強化学習の差異は大きくなり，投

資比率が 0に近いほどその差違は小さくなる．複利型強化学習は，複利リターンを最大化す

る割引率や投資比率を探すのではなく，与えられた割引率と投資比率の下で割引複利リター

ンを最大化する行動規則を学習する枠組みである．

一方，リスク回避型強化学習として，期待価値から分散を引くアプローチ5),15) や望まし

くない状態への到達確率をリスクと定義するアプローチ4)，コスト関数を導入するアプロー

チ1),2) などが提案されている．ファイナンスの分野では投資リスクはリターンの分散として

定義されるため，期待価値から分散を引くアプローチはファイナンスへの応用に向いている

ように思われる．しかしながら，期待価値から分散を引くアプローチは，3本腕バンディッ

ト問題においてホイール C よりもホイール B を良しとする．実際に，分散ペナルティ型 Q

学習は複利リターンが最大となるホイール C を選択する行動規則を学習できなかった．す

なわち，リスク回避型強化学習では複利リターンを最大化することはできない．

強化学習をファイナンスに応用する論文は，これまでにもいくつか発表されている1),7),12)．

しかしながら，これらの論文では，複利リターンを最大化することは考えていない．複利型

強化学習の最大の特徴は，複利リターンを最大化することである．

7. ま と め

本論文では，まず，複利型強化学習の枠組みについて述べた．複利型強化学習では，二重

指数的な割引の概念を導入し，リターン型 MDP における割引複利リターンの対数の期待

値を最大化する．対数をとることによって二重指数的割引複利リターンを指数的割引対数

リターンの和に変換し，従来の強化学習のアルゴリズムを拡張することを可能としている．

また，複利型 Q学習と複利型 OnPSアルゴリズムを示し，実際に従来の強化学習アルゴリ

ズムが容易に複利型に拡張できることを示した．さらに，バンディットの問題を用いた実験

の結果と日本国債取引への応用を示すことより，複利型強化学習がファイナンスへの応用に

有効であることを確認した．

複利型強化学習は複利リターンに基づいて学習することからファイナンスへの応用に適し

ている．今後は，ファイナンス以外の分野において複利リターンを最大化することが有用な

問題を調査し，応用範囲を広げていきたい．
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