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ベイジアンネットワークを用いた
株価予測法の精度改善

左 毅†1 原 田 昌 朗†1 北 栄 輔†1

これまでに，著者らのグループではベイジアンネットワークを用いた株価リターン
の予測法を提案し，日経平均株価とトヨタ自動車株価を例として時系列分析手法と比
較した．その結果，提案手法は時系列分析法よりも高い精度を示した．本研究では，従
来法の精度を向上させる手法について述べる．従来法では，株価リターンをノードと
してベイジアンネットワークを構築した．これに対して，改善手法では，株価リター
ンノードに加えて株価リターンの予測精度ノードを用いてベイジアンネットワークを
構築し，株価リターンを予測する．予測精度において比較した結果，提案手法は，時
系列分析手法に比べて 30%，ベイジアンネットワークを用いた従来法に比べて 6%か
ら 12%程度精度を向上させることができることが分かった．

Improvement of Stock Price Forecast
Using Bayesian Network

Yi Zuo,†1 Masaaki Harada†1 and Eisuke Kita†1

Authors have presented the forecast scheme of the stock return by using
Bayesian network. The forecast scheme was compared with the time-series fore-
cast schemes, which are popular traditional ones, in the prediction of NIKKEI
stock average return and Toyota motor corporation stock price return. The
present scheme showed more accurate forecast results than the time-series fore-
cast schemes. In this study, we will present the improved scheme of the forecast
scheme of the stock return using Bayesian network. In the previous scheme,
Bayesian network for stock return forecast was constructed from the return
nodes alone. The improved scheme adopts as the nodes, in addition to the
return node, the return forecast error node. Numerical results show that the
forecast accuracy of the present scheme is improved by 30% against the time-
series forecast schemes and by 6% to 12% against the previous scheme using
Bayesian network.

1. 緒 論

株価を予測するために様々な方法が提案されている．株価予測の代表的な手法は時系列分

析である1)．Auto Regressive（AR）モデルは自己回帰モデルであり，今期株価を過去の株

価の線形結合で近似する．Moving Average（MA）モデルは移動平均モデルであり，今期

株価を過去の撹乱項の移動加重和で近似する．AutoRegressive Moving Average（ARMA）

モデルは ARとMAを組み合わせたモデルである．さらに，AutoRegressive Conditional

Heteroskedasticity（ARCH）モデルは，ボラティリティをリスクの指標として用いて，そ

の変化をとらえられる時系列モデルである．ARCHモデルは 1980年代初期に提案されて

以来，株や金利などによる価格変化の分析・予測に大きな威力を発揮し，その後多数の改良

型が提案されている．

これらのモデルでは，予測しようとする株価リターンを説明変数の線形結合で近似し，重

み係数を相関解析などにより決定する．このとき，株価リターンの頻度分布は正規乱数に従

うと仮定されている．しかし，近年のいくつかの研究により，株価変化は正規乱数に完全に

は従わないことが指摘されているので，正規乱数を用いたモデルでは，十分な予測精度を得

られない可能性がある．そこで，著者らは，以前の研究においてベイジアンネットワーク2)

を用いた株価リターン推定法を提案した3)．この方法では，株価リターンの分布をクラスタ

リング手法によって離散値に変換する．つづいて，過去の株価リターンが特定の値をとると

きに，次の時点の株価リターンが特定の値をとる確率を推測するためのベイジアンネット

ワークを構築して，将来の株価リターン予測に用いる．この方法を，日経平均株価とトヨタ

自動車の株価リターン予測に適用し，時系列分析手法よりも精度良く予測できることを示

した．

本研究では，以前に提案した手法の予測精度改善方法について検討する．提案手法では，

従来の手法で過去の株価リターンを予測した後，その予測値の誤差を評価する．誤差分布を

クラスタリング法によって離散化して誤差分布の離散値を求め，誤差ノードを定義する．誤

差ノードを株価リターンノードとともに用いてベイジアンネットワークを構築し，これを株

価リターン予測に用いる．また，従来の方法では，求められたネットワークは Naiveベイ

ズ構造であった．そこで，本研究では，計算コストを下げるために Naiveベイズ構造を仮
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定してネットワーク構造を探索する．解析例として日経平均株価とトヨタ自動車株価4) を

とり，提案手法による予測結果を時系列分析法や従来の方法3) と比較する．

本論文の構成は以下のようになっている．2 章では時系列分析法について簡単に紹介した

後，ベイジアンネットワークを用いる予測法である従来法と本研究の方法を比較する．3 章

では Naiveベイズ構造に基づくネットワークの探索アルゴリズムについて説明する．4 章と

5 章では，それぞれ以前に提案した手法と本研究で提案する手法について説明する．6 章で

は解析結果を示し，7 章はまとめである．

2. 研究の背景

2.1 時系列分析法1)

2.1.1 ARモデル

ARモデル AR(p)では，t期の株価リターン rt を p期前までのリターン rt−i と，擾乱項

ut によって次のように表す．

rt = α0 +

p∑

i=1

αirt−i + ut (1)

ここで，αi はモデルのパラメータである．ut は平均 0，分散 σ2 のホワイトノイズに従う．

本研究では，文献 1)に従って，予測誤差を最小とするように ARモデルのパラメータ次

数 pを決定する．文献 1)では，予測誤差が独立同一の正規分布に従うと仮定すれば，予測

誤差の平均 2乗誤差は予測誤差の標準偏差 σ̄ と同値なので，予測誤差を最小にする基準と

して式 (2)で定義される AICを用い，これを最小とするようにモデルパラメータを決定し

ている．

AIC = ln σ̄2 +
2p

T
(2)

ここで，σ̄2 は AR モデルの残差標本の分散であり，T は株価リターン標本の総数である．

σ̄2 は次式で求められる．

σ̄2 =
1

T − p

T∑

t=p+1

(rt − r̄t)
2 (3)

ここで rt は式 (1)より求められる t期のリターンの期待値を，r̄t は実測値を示す．

解析例では p = 1, 2, · · · , 10について解析を行い，式 (2)が最小値となる pを採用する．

2.1.2 MAモデル

MAモデルMA(q)では，t期の株価リターン rt を過去の撹乱項 ut−j によって以下のよ

うに表す．

rt = β0 +

q∑

j=1

βjut−j + ut (4)

ここで，βj はモデルのパラメータである．

本研究では，文献 1)に従って，予測誤差を最小とするようにMAモデルのパラメータ次

数 q を決定する．文献 1)では，予測誤差が独立同一の正規分布に従うと仮定すれば，予測

誤差の平均 2乗誤差は予測誤差の標準偏差 σ̄ と同値なので，予測誤差を最小にする基準と

して式 (5)で定義される AICを用い，これを最小とするようにモデルパラメータを決定し

ている．

AIC = ln σ̄2 +
2q

T
(5)

ここで，σ̄2 は次式で求められる．

σ̄2 =
1

T − q

T∑

t=q+1

(rt − r̄t)
2 (6)

解析例では，MA モデルのパラメータ次数 q が q = 1, 2, · · · , 10 について解析を行い，

式 (5)が最小値をとるときの q を採用する．

2.1.3 ARMAモデル

ARMAモデル ARMA(p, q)では，t期の株価リターン rt を株価リターン rt−i と擾乱項

ut−j によって次のように表す．

rt =

p∑

i=1

αirt−i +

q∑

j=1

βjut−j + ut (7)

本研究では，文献 1)に従って，予測誤差を最小とするように ARMAモデルのパラメー

タ次数 p，q を決定する．文献 1)では，予測誤差が独立同一の正規分布に従うと仮定すれ

ば，予測誤差の平均 2乗誤差は予測誤差の標準偏差 σ̄ と同値なので，予測誤差を最小にす

る基準として式 (8)で定義される AICを用い，これを最小とするようにモデルパラメータ

を決定している．
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AIC = ln σ̄2 +
2(p + q)

T
(8)

ここで，σ̄2 は次式で求められる．

σ̄2 =
1

T − (p + q)

T∑

t=(p+q)+1

(rt − r̄t)
2 (9)

解析例では，ARMAモデルのパラメータ次数 p，qが p = 1, 2, · · · , 10と q = 1, 2, · · · , 10

について解析を行い，式 (8)が最小値をとるときの p，q を採用する．

2.1.4 ARCHモデル

ARCHモデル ARCH(p, q)では，t期の株価リターン rt を次式で表す5)．

rt = α0 +

p∑

i=1

αirt−i + ut (10)

また，擾乱項 ut は次式で与えられる．

ut = σtzt (11)

ここで，σt > 0であり，zt は平均 0，分散 1の正規乱数である．

Engleの ARCHモデル5) によれば，σ2
t は次式で近似される．

σ2
t = β0 +

q∑

j=1

βju
2
t−j (12)

本研究では，文献 1)に従って，予測誤差を最小とするように ARCHモデルのパラメー

タ次数 p，q を決定する．予測誤差の平均 2乗誤差は予測誤差の標準偏差 σ̄ と同値なので，

予測誤差を最小にする基準として次式で定義される AICを用いる．

AIC = ln σ̄2 +
2(p + q)

T
(13)

ここで，σ̄2 は ARCHモデルの残差標本 σ2
p+q+1 − ū2

p+q+1, σ
2
p+q+2 − ū2

p+q+2, · · ·の分散で
あり，T は株価リターン標本の総数である．σ̄2 は次式で求められる．

σ̄2 =
1

T − (p + q)

T∑

t=(p+q)+1

(σ2
t − ū2

t ) (14)

ここで，σ2
t は t期の株価リターン rt の条件付き分散であり，ū2

t は t期株価リターンの予測

誤差の 2乗である．

解析例では，ARCHモデルのパラメータ次数 p，qが p = 1, 2, · · · , 10と q = 1, 2, · · · , 10

について解析を行い，式 (13)が最小値をとるときの p，q を採用する．

2.2 ベイジアンネットワークを用いた予測手法

時系列分析法では，株価リターンや誤差の分布が正規分布に従うと仮定し，今期の株価リ

ターンを過去の株価リターンと擾乱項の線形結合で近似している．しかし，株価の頻度分布

は完全には正規分布に従わないことが指摘されている6)．

ベイジアンネットワークでは，確率変数間の定性的な依存関係を確率変数をノード，依存

関係をリンクとする非循環有向グラフで可視化し，変数間の定量的な依存関係を条件付き確

率によってモデル化する．先行研究では，ベイジアンネットワークを用いて，過去の株価リ

ターンどうしの因果関係をモデル化し，これを予測に用いている．このとき分布には正規乱

数などによる仮定を用いないので，時系列分析法の問題点を改善できる可能性がある．

本研究で提案する手法では，従来手法の予測精度向上を目的として，株価リターンだけで

なくその予測誤差も用いてベイジアンネットワークを構築する．従来手法のベイジアンネッ

トワークを用いて，すでに測定されている過去の株価リターンを予測すれば，その予測値と

実際値から誤差を評価できる．提案手法では，この誤差値のノードを定義し，株価リターン

のノードとともに用いて，株価リターン予測用のベイジアンネットワークを構築する．

提案手法の着想は，時系列分析法におけるARモデルとARCHモデルの関係にある．図 1

に示すように，ARモデルでは予測株価リターン rt を過去リターン rt−i と擾乱項 ut で近

似する．ARCHモデルでは ARモデルにおける擾乱項 ut のボラティリティを過去の擾乱

項 ut−i で近似する．つまり，ARCHモデルでは予測株価リターン rt を過去リターン rt−i

と過去の擾乱項 ut−i で近似している．一方，ベイジアンネットワークを用いた従来手法

（BN(Previous) と表記）では，予測株価リターン rt を過去の株価リターン rt−i のみの非

線形関係式として定義するためにベイジアンネットワークを用いるのに対して，本研究の提

案手法（BN(Present)と表記）では予測株価リターン rt を過去の株価リターン rt−i と過去

の予測誤差 ut−i の両者の非線形関係式として定義するためにベイジアンネットワークを用

いている．

しかし，ARCHとBN(Present)の予測精度向上に対するアプローチは少し異なる．ARCH

モデルでは，ARモデルにおける擾乱項 ut のボラティリティを過去の擾乱項 ut−i で近似す

ることにより，ボラティリティを時間に対して可変として精度を向上させている．これに対

して，BN(Present)では，BN(Previous)で既知の株価リターンを予測して予測誤差を計測
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図 1 時系列分析法と提案手法の比較
Fig. 1 Comparison of time-series analysis and present schemes.

し，その誤差をもとに BN(Previous)で用いたベイジアンネットワークモデル自体を補正す

ることで精度を改善しようとしている．結果として，ARCHモデルでは予測株価リターン

rt を過去リターン rt−i と擾乱項 ut の線形結合で近似するのに対して，BN(Present)では

予測株価リターン rt を過去リターン rt−i と擾乱項 ut の確率的依存関係に基づく非線形関

係によってモデル化しているといえる．

3. ネットワーク探索アルゴリズム

3.1 Naiveベイズ構造と条件付き確率

確率変数 x0 が xi に依存していることを xi → x0 と表現し，xi を親ノード，x0 を子ノー

ドと呼ぶ．x0 の親ノードが複数ある場合，その親ノード集合を Pa(x0)と表現することに

する．親ノード集合に属するノードを xi，その総数をM とすると Pa(x0)は次式のように

定義される．

Pa(x0) = {x1, x2, · · · , xM} (15)

子ノードの親ノード集合に対する依存関係は条件付き確率 P (x0|Pa(x0))で表される．こ

れは次式で与えられる．

P (x0|Pa(x0)) =
P (x0)P (Pa(x0)|x0)

P (Pa(x0))
(16)

また，P (Pa(x0)|x0)は次式で与えられる．

P (Pa(x0)|x0) =

M∏

i=1

P (xi|x0) (17)

3.2 K2Metric

本研究では，K2Metric 2),7) をネットワークの評価値として採用する．全ノード数を N，

子ノード x0 がとりうる状態の総数を L，親ノード集合 Pa(x0)がとりうる状態の総数をM

と表す．また，親ノード集合 Pa(x0)が状態 Y j をノード x0 が状態 Xk をとる場合の個数

を Njk とする．事前分布が一様分布であるとすると，与えられたノード集合から構築され

たネットワークについて，K2Metric 2),7),8) は次式で与えられる．

K2 =

M∏

j=1

(L − 1)!

(Nj + L − 1)!

L∏

k=1

Njk! (18)

ここで，Nj と Njk には次の関係がある．

Nj =

L∑

k=1

Njk (19)

3.3 グラフ構造の探索

ネットワークのグラフ構造を決定するために，K2アルゴリズム2) を Naiveベイズ構造に

対して修正したアルゴリズムを用いる．子ノードを x0 とし，親ノードとなりうるノード xi

の総数を N とするときグラフ構造を探索するアルゴリズムは以下のようになる（図 2）．

( 1 ) x0 に対する親ノード集合 Pa(x0)を空集合 φとして定義する．

( 2 ) x0 と Pa(x0)からなるネットワークの K2Metricを Sbest とする．

( 3 ) i = 1とする．

( 4 ) xi を Pa(x0)に加える．

( 5 ) x0 と Pa(x0)からなるネットワークの K2Metricを S とする．

( 6 ) S ≤ Sbest ならば，xi を Pa(x0)から除外する．

( 7 ) S > Sbest ならば，Sbest = S とする．

( 8 ) i = i + 1とし．i ≤ N ならば，ステップ ( 4 )へ戻る．
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図 2 グラフ構造探索アルゴリズム
Fig. 2 Graph structure search algorithm.

( 9 ) x0 と Pa(x0)からなるネットワークを B とする．

4. 従 来 手 法

4.1 株価リターンの離散化

本研究では，次式で定義される株価リターン1) を扱う．

rt = (ln Pt − ln Pt−1) × 100 (20)

ここで，Pt は t期の株価終値を，rt は t期の株価リターンを示す．これは，株価指数の終

値の日次データ4) から求める．

株価リターンは連続値だが，ベイジアンネットワークでノードが持つ確率変数では連続値

を扱うことができない．そこで，何らかの方法によって株価リターン分布を離散化して離

散値を得る．以前の研究3) では，均等クラスタリング法とウォード法によるクラスタリン

グを比較し，ウォード法のほうが良い結果を示した（ウォード法については，5.2 節で説明

する）．

図 3 株価リターンの全順序関係
Fig. 3 Total order of stock return.

株価リターン離散値を rl，離散値総数を Lとすると，離散値の集合は以下のように表さ

れる．

{r1, r2, · · · , rL} (21)

離散値総数 Lは次のようにして定める異なる L ≥ 2について AICを計算し，AICが最

小値を示す Lを採用する．AICは次式で定義される．

AIC = ln σ̄2 +
2L

T
(22)

ここで，σ̄2 は残差標本の分散であり，T は残差の総数である．σ̄2 は次式で求められる．

σ̄2 =
1

T − N

T∑

t=N+1

(rt − r̄t)
2 (23)

ここで rt は予測値を，r̄t は実測値を示す．また，N はネットワーク決定のために残差を求

める標本数であり，N = 10とする．

株価リターン離散値を求める方法を箇条書きにすると以下のようになる．

( 1 ) 営業日ごとの株価リターンを式 (20)より求める．

( 2 ) 横軸を株価リターン，縦軸を頻度（その株価リターンをとった日数）として頻度分布

図を描く．

( 3 ) 頻度分布図を異なる離散値総数（クラスタ数）でクラスタリングする．

( 4 ) 式 (22)で示される AICが最小となる離散値総数 Lとそのときの離散値を採用する．

4.2 ネットワークの構成と株価リターンの推定

クラスタリングにより離散化された過去の株価リターンをベイジアンネットワークに適用

し，予測用のネットワークを決定する．ネットワークを決定するために，本研究では K2ア

ルゴリズム2) を用いる．そこで，株価リターンの時系列に基づく全順序関係に従って，ネッ

トワークを決定する（図 3）．

離散化された過去の株価リターンから決定されたネットワークを B，これを用いて株価

リターン rt = rl となる確率を推定した結果を P (rl|B)とする．t期の株価リターンとして，

P (rl|B)が最大となる rl を選択する．つまり，
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rt = arg max
rl

(P (rl|B)) (24)

4.3 従来手法のアルゴリズム

アルゴリズムを整理し直すと以下のようになる．

( 1 ) 株価リターンを離散化する．

( 2 ) 離散化された過去の株価リターンをノードとしてベイジアンネットワーク B を決定

する．

( 3 ) B を用いて式 (24)より株価リターンを予測する．

5. 提 案 手 法

5.1 提案手法のアルゴリズム

最初に提案手法のアルゴリズムについて示し，従来手法との違いについて述べる．

( 1 ) 4 章で述べた従来手法により，すでに測定された過去の株価リターンを予測する．

( 2 ) 過去の株価リターンについて，予測値と実測値から誤差を求める．

( 3 ) 誤差分布をウォード法によって離散化し，誤差の離散値を求める．

( 4 ) 過去の株価リターンと，それに対する評価から求めた誤差の離散値をノードとしてベ

イジアンネットワークを構築し，これを B′ とする．

( 5 ) B′ を用いて最尤推定して求めた株価リターンを予測値として採用する．

提案手法は，従来法に誤差を評価して離散化する過程を追加した手法となっている．そこ

で，以下では，誤差を評価して離散化する過程とネットワーク構築に関わる過程について詳

しく述べることとする．

5.2 ウォード法

離散化のために，本研究ではウォード法を用いる．クラスタを Ci，Ci の重心を ci，デー

タを zとする．ウォード法では，各対象からその対象を含むクラスタの重心までの距離の二

乗の総和を最小化する．ウォード法の評価式は次式で表される．

D(Ci, Cj) = E(Ci ∪ Cj) − E(Ci) − E(Cj) (25)

ただし

E(Ci) =
∑

z∈Ci

d(z, ci)
2 (26)

ここで，d(z, ci)は z と ci のユークリッド距離を示す．

図 4 株価リターンと予測誤差の全順序関係
Fig. 4 Total order of stock return and prediction error.

5.3 予測誤差の離散化

すでに測定された過去の t 期において，式 (24) より求めた株価リターンの予測値を rt，

実測値を r̄t とする．このとき，予測誤差 ut は次式で与えられる．

ut = rt − r̄t (27)

予測誤差は連続値なので，ベイジアンネットワークで適用できるように 5.2 節で示した

ウォード法によって離散化する．

予測誤差離散値を ul，離散値総数を Lとすると，予測誤差離散値の集合は以下のように

表される．

{u1, u2, · · · , uL} (28)

離散値総数 Lは次のようにして定める．異なる Lについて AICを計算し，AICが最小

値を示す Lを採用する．AICは式 (22)と (23)で定義されたものを用いる．

予測誤差の離散値を求める方法を箇条書きにすると以下のようになる．

( 1 ) 営業日ごとの予測誤差を式 (27)より求める．

( 2 ) 横軸を予測誤差，縦軸を頻度（その予測誤差をとった日数）として頻度分布図を描く．

( 3 ) 頻度分布図を異なる離散値総数（クラスタ数）でクラスタリングする．

( 4 ) 式 (22)で示される AICが最小となる離散値総数 Lとそのときの離散値を採用する．

5.4 ネットワークの構成と株価リターンの推定

過去の株価リターン離散値とその予測誤差の離散値を用いて，図 4 に示す全順序関係に

従って，3 章のアルゴリズムによりネットワークを決定する．

決定されたネットワークをB′，これを用いて株価リターン rt = rl となる確率を推定した

結果を P (rl|B′)とする．P (rl|B′)が最大となる rl を t期の株価リターンとする．つまり，

rt = arg max
rl

(P (rl|B′)) (29)

6. 数 値 実 験

6.1 日経平均株価への適用

最初の例題として日経平均株価をとる．1985年 2月 22日から 2008年 12月 30日までの
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表 1 日経平均株価の株価リターンにおける離散値数と AIC の関係
Table 1 Discrete number vesus AIC on Nikkei stock average return.

Discrete number L AIC

2 2.0442

3 1.7830

4 1.6066

5 1.5193

6 1.4597

7 1.8168

8 1.7478

9 1.8126

10 1.7729

日次株価リターンを用いてベイジアンネットワークを決定し，それを用いて 2008年 12月

1日から 2008年 12月 30日の株価リターンを予測する．そして，本研究で提案する手法を

時系列分析手法や従来の研究で提案した方法3) と比較する．

すでに述べたように，時系列分析手法のモデルパラメータ p，q は，これらを 1 から 10

までとってシミュレーションを行い，AICが最も小さな値を示す場合のモデルパラメータ

を用いる．

ベイジアンネットワークを用いた手法のうち従来法と提案手法についても，1期前から 10

期前までの株価リターンや予測誤差のノードを用いてベイジアンネットワークを決定する．

6.1.1 ネットワークの決定

まず，株価リターンだけをノードとしてネットワークを決定する．このとき，株価リター

ンの離散値数によって結果が異なるので，離散値総数 L = 2, 3, · · · , 10についてベイジアン

ネットワークを決定し，AIC（式 (22)）が最も小さな値を示すものを用いる．異なる離散値

総数に対して決定されたネットワークの AICを表 1 に示す．これより，離散値総数 L = 6

のとき AICが最も小さいことが分かる．このときの具体的な離散値やクラスタのパラメー

タを表 2 に示す．ここで，cl(r
l)は離散値を示し，(Cl)min，(Cl)max はその離散値が代表

するクラスタに属するサンプルの最小値と最大値を示す．4 章のアルゴリズムにより，株価

リターンのみで決定されたネットワークを図 5 に示す3)．この場合，株価リターン rt は 5

日前の株価リターン rt−5，7日前の株価リターン rt−7，9日前の株価リターン rt−9，10日

前の株価リターン rt−10 と関連づけられていることが分かる．

次に，株価リターンとその誤差の両方をノードとしてネットワークを決定する．株価リ

ターンの離散値総数を L = 6として固定したうえで，誤差の離散値総数を L = 2, 3, · · · , 10

表 2 日経平均株価リターンの離散値
Table 2 Discrete number set of Nikkei stock average return.

Cluster (Cl)min, (Cl)max cl(r
l)

C1 [−16.138%, −3.000%) −4.30%

C2 [−3.000%, −0.730%) −1.48%

C3 [−0.730%, −0.065%] −0.37%

C4 (−0.065%, 0.947%] 0.39%

C5 (0.947%, 3.800%] 1.73%

C6 (3.800%, 13.235%] 5.45%

図 5 株価リターンのみで決定されたベイジアンネットワーク（日経平均株価）
Fig. 5 Bayesian network determined with Nikkei stock average return only.

表 3 日経平均株価予測誤差における離散値数と AIC の関係
Table 3 Discrete number versus AIC on forecast error of Nikkei stock average return.

Discrete number L AIC

2 1.6659

3 1.4587

4 1.5764

5 1.5132

6 1.3203

7 1.4596

8 1.4599

9 1.4602

10 1.4606

としてベイジアンネットワークを決定し，AIC（式 (22)）を計算した結果を表 3 に示す．こ

れより，離散値総数 L = 6のとき AICが最も小さいことが分かる．このときの具体的な離

散値やクラスタのパラメータを表 4 に示す．次に，5 章のアルゴリズムにより，株価リター

ンと予測誤差で決定されたネットワークを図 6 に示す．この場合，株価リターン rt は 5日

前の株価リターン rt−5，7日前の株価リターン rt−7，9日前の株価リターン rt−9，10日前

の株価リターン rt−10，2日前の誤差 ut−2，7日前の誤差 ut−7 と関連づけられていること
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表 4 日経平均株価リターンの予測誤差の離散値
Table 4 Discrete number set of forecast error of Nikkei stock average return.

Cluster (Cl)min, (Cl)max cl(u
l)

C1 [−16.67%, −2.87%) −4.13%

C2 [ −2.87%, −0.92%) −1.59%

C3 [ −0.92%, −0.00%] −0.47%

C4 ( 0.00%, 1.40%] 0.55%

C5 ( 1.40%, 3.71%] 2.26%

C6 ( 3.71%, 16.74%] 5.33%

図 6 株価リターンと誤差で決定されたベイジアンネットワーク（日経平均株価）
Fig. 6 Bayesian network determined with Nikkei stock average return and error.

表 5 予測値と実測値の比較（日経平均株価）
Table 5 Comparison of predicted and actual stock prices (Nikkei stock average).

MaxE MinE CC RMSE

AR(2) 6.4665 0.0214 0.6929 2.7477

MA(2) 6.5148 0.0174 0.6912 2.7538

ARMA(2,2) 6.6085 0.2443 0.6855 2.7696

ARCH(2,9) 6.4525 0.0976 0.6932 2.7440

BN(Previous) 4.2383 0.2442 0.8371 2.0727

BN(Present) 4.2383 0.1192 0.8629 1.9331

が分かる．予測誤差ノードを取り入れると，異なるネットワークが導かれることが分かる．

6.1.2 予測精度の比較 (1)

求めたネットワークで予測を行った結果を，時系列分析法や従来法と比較した結果を表 5

と図 7 に示す．ここで，AR，MA，ARMA，ARCHは，それぞれの時系列分析法による結

果を，BN(Previous)は図 5 のネットワークによる予測結果を，BN(Present)は図 6 のネッ

トワークによる予測結果を示す．それぞれの数値は相関係数（CC），平均二乗誤差（RMSE），

最大誤差（MaxE），最小誤差（MinE）を示す．

表 5 と図 7 から提案手法は最も大きな相関係数を示しており，平均二乗誤差と最大誤差

図 7 予測値と実測値の比較（日経平均株価）
Fig. 7 Comparison of predicted and actual stock prices (Nikkei stock average).

表 6 予測期間が異なる場合の予測値と実測値の比較（日経平均株価）
Table 6 Comparison of predicted and actual stock prices at different prediction period (Nikkei

stock average).

MaxE MinE CC RMSE

AR(2) 5.7648 0.0604 0.9278 2.4923

MA(2) 5.7746 0.0758 0.9276 2.4953

ARMA(2,2) 5.9389 0.0076 0.9250 2.5150

ARCH(2,9) 5.8342 0.0178 0.9268 2.5116

BN(Previous) 6.2948 0.0057 0.9099 2.9905

BN(Present) 4.9016 0.0105 0.9375 2.3467

も最小となっていることが分かる．最小誤差はどの方法でも同程度であるが，平均二乗誤差

では提案手法は時系列分析法よりも 30%程度，BN(Previous)よりも 6%程度改善されてい

ることが分かる．最大誤差については，BN(Present)と BN(Previous) の精度は同程度と

なっている．これは BN(Present)と BN(Previous)のいずれにおいても，予測精度の改善

とは予測確率の改善であって，予測値として示される株価リターンは表 2 における cl(r
l)の

6種類でしかないことによると考えられる．

6.1.3 予測精度の比較 (2)

前項の実験結果では，予測期間は学習期間に含まれていた．そこで，学習期間に含まれな

い期間の株やリターンを予測することを考える．上記で示した手法を用いて，2009年 1月

1日から 3月 31日における取引日での株価リターン予測を行う．

提案手法を時系列分析法や従来法と比較した結果を表 6 と図 8 に示す．これらの中で提

案手法は最も大きな相関係数を示している．最小誤差はどの方法でも大きな違いはないけ
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図 8 予測期間が異なる場合の予測値と実測値の比較（日経平均株価）
Fig. 8 Comparison of predicted and actual stock prices at different prediction period (Nikkei stock

average).

表 7 従来法と提案法の計算時間の比較
Table 7 Comparison of calculation cost of previous and present models.

Network Search Forecast

BN(Previous) 529 sec 0.691 sec

BN(Present) 908 sec 0.887 sec

れども，平均二乗誤差と最大誤差では提案手法が最も小さい値を示しており，提案手法の平

均二乗誤差は，時系列分析法よりも 6%程度，最大誤差は 15%程度改善されていることが分

かる．

6.1.4 計 算 時 間

誤差ノードを用いる提案法は，誤差ノードを用いない従来法に比べて計算時間が増えると

予想される．そこで，日経平均株価リターン予測について，提案法と従来法の計算時間を比

較する．計算時間は，ベイジアンネットワークの学習にかかる時間と，決定されたベイジア

ンネットワークを用いて株価リターンを予測するためにかかる時間に分けて示す．

比較結果を表 7 に示す．これより，従来法ではネットワーク決定に 529秒かかり，株価

リターン予測に 0.691秒かかることが分かる．一方，提案法では，それぞれ 908秒と 0.887

秒である．このように，株価リターン予測時間はネットワーク決定時間よりかなり短いこと

が分かる．ネットワーク決定時間をみると，提案法は従来法のおよそ 1.7倍となっている．

計算時間は増大しているけれども，最初にネットワーク決定のために 1回だけ計算すればよ

い．予測にかかる時間について検討すると提案法は従来法の 1.3倍程度であり，ネットワー

ク決定にかかる時間に比べれば計算時間の増加は比較的小さいといえる．

図 9 トヨタ自動車の株価リターンの頻度分布図
Fig. 9 Return histogram of Toyota Motor Corp. stock price.

6.2 トヨタ自動車株価への適用

次の例題として，トヨタ自動車の株価データを取り上げる．トヨタ自動車株価の日次リ

ターンの頻度分布を図 9 に示す．この図より，分布が正規分布から外れており，特に，リ

ターン 0%付近にかなり多くのデータが分布していることが分かる．

ベイジアンネットワークを決定するために 1985年 2月 22日から 2008年 12月 30日ま

での日次株価リターンを使用する．このベイジアンネットワークを用いて 2008年 12月 1

日から 2008年 12月 30日の株価リターンを予測する．そして，本研究で提案する手法を時

系列分析手法や従来の研究で提案した方法3) と比較する．日経平均の場合と同様に，時系

列分析手法のモデルパラメータ p，q は，これらを 1から 10までとってシミュレーション

を行い，AIC（式 (22)）が最も小さな値を示す場合のモデルパラメータを用いる．

また，ベイジアンネットワークを用いた手法のうち従来法と提案手法についても，1期前

から 10期前までの株価リターンや予測誤差のノードを用いてベイジアンネットワークを決

定する．

6.2.1 ネットワークの決定

まず，株価リターンだけをノードとしてネットワークを決定する．このとき，株価リター

ンの離散値数によって結果が異なるので，離散値総数 L = 2, 3, · · · , 10 についてベイジア

ンネットワークを決定し，AIC（式 (22)）が最も小さな値を示すものを用いる．異なる離

散値総数に対して決定されたネットワークの AICを表 8 に示す．これにより，離散値総数

L = 5のとき AICが最も小さいことが分かる．このときの具体的な離散値やクラスタのパ

ラメータを表 9 に示す．4 章のアルゴリズムにより，株価リターンのみで決定されたネット

ワークを図 10 に示す3)．この場合，株価リターン rt は 1日前の株価リターン rt−1，4日

前の株価リターン rt−4，6日前の株価リターン rt−6，8日前の株価リターン rt−8，9日前
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表 8 トヨタ自動車株価リターンにおける離散値数と AIC の関係
Table 8 Discrete number versus AIC on Toyota Motor Corp. stock return.

Discrete number L AIC

2 2.8452

3 2.5892

4 2.3913

5 2.3243

6 2.5309

7 2.7240

8 2.4935

9 2.5941

10 2.5994

表 9 トヨタ自動車株価リターンの離散値
Table 9 Discrete number set of Toyota Motor Corp. stock return.

Cluster (Cl)min, (Cl)max cl(r
l)

C1 [−21.146%, −3.900%) −5.55%

C2 [−3.900%, −1.285%) −2.10%

C3 [−1.285%, 0.000%] −0.47%

C4 (0.000%, 2.530%] 1.08%

C5 (2.530%, 16.264%] 4.12%

図 10 トヨタ自動車株価の株価リターンのみで決定されたベイジアンネットワーク
Fig. 10 Bayesian network determined with Toyota Motor Corp. stock return only.

の株価リターン rt−9 と関連づけられていることが分かる．

次に，株価リターンとその誤差の両方をノードとしてネットワークを決定する．株価リ

ターンの離散値総数を L = 5として固定したうえで，誤差の離散値総数を L = 2, 3, · · · , 10

としてベイジアンネットワークを決定し，AIC（式 (22)）を計算した結果を表 10 に示す．

これより，離散値総数 L = 3のとき AICが最も小さいことが分かる．このときの具体的な

離散値やクラスタのパラメータを表 11 に示す．次に，5 章のアルゴリズムにより，株価リ

ターンと予測誤差で決定されたネットワークを図 11 に示す．この場合，株価リターン rt

表 10 トヨタ自動車株価リターン予測誤差における離散値数と AIC の関係
Table 10 Discrete number versus AIC on forecast error of Toyota Motor Corp. stock return.

Discrete number L AIC

2 2.3225

3 2.0729

4 2.1618

5 2.4284

6 2.1506

7 2.3820

8 2.3823

9 2.6758

10 2.7555

表 11 トヨタ自動車株価リターン予測誤差の離散値
Table 11 Discrete number set of forecast error of Toyota Motor Corp. stock price return.

Cluster (Cl)min, (Cl)max cl(u
l)

C1 [−25.262%, −2.770%) −4.36%

C2 [−2.770%, 0.139%] −0.98%

C3 (0.139%, 19.980%] 1.66%

図 11 トヨタ自動車株価の株価リターンと予測誤差で決定されたベイジアンネットワーク
Fig. 11 Bayesian network determined with Toyota Motor Corp. stock return and error.

は 1日前の株価リターン rt−1，4日前の株価リターン rt−4，6日前の株価リターン rt−6，8

日前の株価リターン rt−8，9日前の株価リターン rt−9，3日前の誤差 ut−3，9日前の誤差

ut−9，10日前の誤差 ut−10 と関連づけられていることが分かる．予測誤差ノードを取り入

れると，異なるネットワークが導かれることが分かる．

6.2.2 予測精度の比較 (1)

提案手法による予測結果を時系列分析法や従来法と比較した結果を表 12 と図 12 に

示す．ここで，AR，MA，ARMA，ARCH は，それぞれの時系列分析法による結果を，

BN(Previous)は図 10 のネットワークによる予測結果を，BN(Present)は図 11 のネット
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表 12 予測値と実測値の比較（トヨタ自動車株価）
Table 12 Comparison of predicted and actual stock prices (Toyota Motor Corp.).

MaxE MinE CC RMSE

AR(9) 10.4027 0.0937 0.4708 4.0789

MA(6) 10.3414 0.2012 0.4699 4.0853

ARMA(9,6) 10.5354 0.0711 0.4454 4.1409

ARCH(9,9) 10.2655 0.0302 0.4706 4.0709

BN(Previous) 6.8142 0.0491 0.6469 3.1942

BN(Present) 5.2172 0.1327 0.7056 2.8178

図 12 予測値と実測値の比較（トヨタ自動車株価）
Fig. 12 Comparison of predicted and actual stock prices (Toyota Motor Corp.).

ワークによる予測結果を示す．それぞれの数値は相関係数（CC），平均二乗誤差（RMSE），

最大誤差（MaxE），最小誤差（MinE）を示す．

図 12 から，提案手法は最も大きな相関係数を示しており，平均二乗誤差と最大誤差も最小

となっていることをが分かる．また，最小誤差はどの方法でも同程度である．平均二乗誤差

をみると，提案手法は時系列分析法よりも 30%程度向上している．従来手法 BN(Previous)

と比べると，平均誤差は 12%程度，相関係数は 9%程度改善されている．

6.2.3 予測精度の比較 (2)

前項の実験結果では，予測期間は学習期間に含まれていた．そこで，学習期間に含まれな

い期間の株やリターンを予測することを考える．上記で示した手法を用いて，2009年 1月

1日から 3月 31日の取引日における株価リターン予測を行う．

提案手法を時系列分析法や従来法と比較した結果を表 13 と図 13 に示す．これらの中で

提案手法は最も大きな相関係数を示している．また，最小誤差はどの方法でも 0に近い値を

示し，平均二乗誤差と最大誤差は提案手法が最も小さい値を示している．提案手法の平均二

表 13 予測期間が異なる場合の予測値と実測値の比較（トヨタ自動車）
Table 13 Comparison of predicted and actual stock prices at different prediction period (Toyota

Motor Corp.).

MaxE MinE CC RMSE

AR(9) 7.5091 0.0615 0.7448 2.6657

MA(6) 7.6259 0.0319 0.7417 2.6859

ARMA(9,6) 7.1204 0.0401 0.7427 2.6739

ARCH(9,9) 8.0839 0.0597 0.7527 2.6992

BN(Previous) 7.8579 0.0415 0.7122 3.1494

BN(Present) 5.7047 0.0818 0.7984 2.6313

図 13 予測期間が異なる場合の予測値と実測値の比較（トヨタ自動車）
Fig. 13 Comparison of predicted and actual stock prices at different prediction period (Toyota

Motor Corp.).

乗誤差は時系列分析法よりも 2%程度，最大誤差は 20%程度改善されていることが分かる．

7. 結 論

本研究では，著者らがこれまでに提案しているベイジアンネットワークを用いた株価リ

ターンの予測法の精度改善手法について述べた．

従来法では，過去の株価リターンが特定の値をとるときに，次の時点の株価リターンが特

定の値をとる確率を推測するためのベイジアンネットワークを構築し，これを将来株価の予

測に用いる．これに対して，提案した方法では，最初に従来法で過去の既知の株価リターン

を予測し，予測精度を評価する．この予測精度を株価リターンとともに用いてノードを定義

してベイジアンネットワークを構築する．

例題として日経平均とトヨタ自動車の株価リターン予測を扱った．構成したネットワーク

を比較すると，いずれの場合においても，提案手法のネットワークには予測誤差ノードが含
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まれており，過去の予測精度が将来の予測に影響していることが分かった．

日経平均の株価リターンに適用した結果，平均誤差では，提案手法は時系列分析法よりも

30%程度，ベイジアンネットワークを用いた従来手法よりも 6%程度改善された．また，ト

ヨタ自動車の株価リターンに適用した場合，平均誤差をみると，提案手法は時系列分析法よ

りも 30%程度向上している．ベイジアンネットワークを用いた従来手法と比べても平均誤

差は 12%程度，相関係数は 9%程度改善された．これらのことより，提案手法に一定の有効

性があることが示された．

計算時間について従来法と比較したところ，株価リターン予測にかかる計算時間に比べて

ネットワーク決定にかかる計算時間の比重が大きいことが分かったので，今後はこの時間を

縮小する方法について検討を進めていく予定である．
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