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JITモデリングによる太陽光発電量予測とその信頼性評価

沈 浩 洋†1 日 野 英 逸†1

村 田 昇†1 若 尾 真 治†1

近年，エネルギー問題を解決するための新エネルギー技術が急速に発展している. そ
の一つである太陽光発電システム (PV システム) は, クリーンで限りないエネルギー
を利用できるという特徴から注目を集めており, 実用化も進んでいる. 一方，PVシス
テムは天候に左右されやすく，出力が不安定という問題点を有する. 急激な天気の変
化により，PV システムによる発電量は短時間に大きく変動し, その予測は困難であ
ることが知られている. 本研究では，Just-in-time (JIT)モデリングにより PVシス
テムの発電量予測モデルを構築し, その予測の信頼性尺度として Shannon 情報量を
利用することを提案する. 提案手法により，次の時刻の発電量予測値が信頼できるか
どうかを事前に判断することが可能となり, 急激な出力変化への対策を講じることが
可能となる. 本稿では, 実験システムを用いて取得した太陽光発電データを用い，提
案手法の有効性を検討した結果を報告する.

JIT modeling of solar power prediction
with a measure of credibility

Recently, remarkable developments of new energy technologies have been
achieved against various energy problems. Photovoltaic (PV) system, one of
such technologies, has an advantage of utilizing infinite and clean energy. On the
contrary, it also has a disadvantage of unreliable power supply mainly caused by
unstable weather. The fluctuation of the power supply of PV systems are con-
siderably large because of rapid insulation changes and rapid weather changes,
and in some cases, it seems impossible to realize high-accuracy prediction even
with sophisticated prediction models. In this study, using a recently proposed
estimator for the Shannon information content, a method to output a measure
of credibility for prediction is proposed. With the proposed method, it is possi-
ble to judge whether the energy supply at a certain future time is unpredictably
fluctuate compared to the current value or not, and it is possible to take mea-
sures against the rapid change of solar energy generation in advance. From an
experimental result using solar energy supply data, we see that the proposed

measure of credibility reflects the difficulty of the prediction solar energy supply.

1. は じ め に

太陽光発電システム (PVシステム)は環境問題やエネルギー問題を解決するために有効

な手段の一つとして期待されている．PVシステムの運用管理における技術的な問題点の一

つが, PVシステムから商用系統への逆潮流である. 逆潮流が生じると, 電力システム全体に

悪影響を及ぼし，経済的損失にもつながる．PVシステムのより安定した運用のためには発

電量の予測が不可欠である1)–3).

発電量のような時系列データに対する予測と回帰手法は古くからさかんに研究されてい

る. 線型回帰4) は最もシンプルで頻繁に利用される手法である. 線型回帰は, 非線型関数を

用いた変換により非線型回帰に拡張が可能である5). また,線型回帰の回帰係数に何らかの

制約を加える正則化回帰手法もさかんに研究されており, 多くの実問題で成果をあげている.

また，直接的に非線型モデルを用いて予測モデルを構築するアプローチも多く, 例えば PV

システムの発電の予測においてはニューラルネットワークの利用が検討されている2),6)．一

方, 機械学習の分野ではカーネル法による回帰手法が数多く開発されている．カーネルト

リックを用いた代表的な回帰手法として，サポートベクターマシンによる回帰 (SVR)と関

連ベクターマシンによる回帰 (RVM)がある7).

非線型, 非定常なデータに対する予測手法としては, 局所回帰モデル (Just-In-Time,JIT)

が有効である8)．JITモデリングは非線型な予測モデルを簡単に実現できるため，発電量の

予測にも用いられている9),10)．一方，太陽光発電を代表とする再生可能エネルギーは種々

の変動要因の影響を強く受けてしまうことが多く, 発電量の急激な変動を予測するのは, JIT

モデリングを用いたとしても困難である. 従って，発電量の実測値が計測される前に, 予測

値の信頼性について評価することが重要である．予測の信頼性を計算することができれば，

システムに悪影響を与えそうな変動を事前に検知することができ，必要な対策を講じること

ができる．

本研究では，予測値の信頼性の評価基準として Shannon情報量を用いた手法を提案する．
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この基準は JITモデリングにより局所モデルを作った後，モデルの予測値の Shannon情報

量を計算することで信頼性を評価するというものである. 提案手法には以下の長所がある：

( 1 ) JITモデリングによる局所モデルとして任意の予測モデルに適用することができる．

( 2 ) JITモデリング, 情報量計算は容易に実装可能であり, 特に情報量の計算は非常に効

率的に行うことが出来る.

本稿は以下のように構成される. 第 2節では時系列データに JITフレームワークを適用

する手法について説明する．第 3節では Shannon情報量の概念とその効率的な計算法を簡

単に説明し，情報量を JITモデリングで取得した近傍データセットから計算する方法を提

案する. 第 4節では我々の太陽光発電実験システムから得られたデータを用いて, 種々の回

帰手法による予測値の比較と予測値に信頼度を付加した結果を示す．

2. JITモデリングによる予測

本節では，JITモデリングの概念を紹介し，時系列データの予測問題における JITフレー

ムワークを定式化する．

通常の推定問題では，データ全体を単一のモデルで表現する. しかし，非線型性及び非定

常性が強いデータを単一のモデルで説明することは困難であり,サンプルの数が大きくなっ

た場合は計算コストがかかる. JITモデリングでは，過去のデータをデータベース (DB)に

格納し, 必要に応じて動的に DBからデータを抽出し，簡単な局所予測モデルを予測の直前

に構築する. 以下に, JIT モデリングによる回帰の具体的な手続きを示す. 時系列の時刻 t

の値 xt を予測するのに，時刻 (t− s)から時刻 (t− 1)までのデータを使い，部分ベクトル

を作る．

xt−s:t−1 = (xt−s, . . . , xt−2, xt−1). (1)

JITモデリングでは，過去のデータを格納した DBから部分ベクトル xt−s:t−1 に近いデー

タセットを取り出し，局所モデルを構築する．ここで, 近傍を定義するために, データ間に

距離基準を決め，DBから部分ベクトル xt′−s:t′−1 を探す．この xt′−s:t′−1 は, 予め定義し

た距離で測ったとき，xt−s:t−1 に近いものである．本研究では，大規模な DBに対しても

効率的に計算が可能であるManhattan距離を使い

d(xt−s:t−1, xt′−s:t′−1) =

s∑
k=1

|xt−k − xt′−k| (2)

で部分ベクトル間の距離を計算する．次に, 距離 d(xt−s:t−1, xt′−s:t′−1)に従い，DBから取

り出した部分ベクトル xt−s:t−1 に最も近いM 個の部分ベクトルの集合をデータセット Dp
t

とする．Dp
t はデータセットを表すが, 必要に応じて DBの添字集合を表すためにも同じ記

号を利用する. データセット Dp
t を使い，xt の予測モデルを構築する．JITフレームワーク

による局所予測モデルの選択は任意であるが, ここでは最も簡単な線型回帰モデルを使用す

るとして説明する:

x̂t = β>xt−s:t−1 + β0, β = (β1, . . . , βs),

ここで, βi, i = 0, . . . , sは予測値の二乗誤差が最も小さくなるように学習されたものである．

JITモデリングの概要を図 1に示す.
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Real Data(RD)
Sub−sequences in DB

(a) a sub-sequence before the point to be predicted (b) sub-sequences in DB
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Predicted Value

(c) find M similar sub-sequences (d) predict the next point

図 1 Procedure of Just-In-Time modeling for time series prediction.
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3. 情報量による信頼性指標

本節では，まず Shannon情報量の概念について簡単に説明し，観測データから Shannon

情報量を計算する方法を簡単に示す．次に，JITモデリングによって得られた予測値の信頼

性の尺度として Shannon情報量を使う手法を提案する．

3.1 Shannon情報量

ある注目している点 (検査点と呼ぶ)の Shannon情報量は以下のように定義される

Ip(x) = − log p(x). (3)

ここで, p(x) は確率変数 X の確率密度関数であり，x ∈ Rd はその実現値である．Ep[ · ]
は密度関数 p(x)に関する平均操作を表す. Shannon情報量は情報理論12)，統計学4)，機械

学習13) の分野で大きな役割を果たしている非常に基礎的な量である．また, Shannon情報

量 Ip(x)の平均 H(p) = Ep[Ip(X)] = −
∫
p(x) log p(x)dxは, Shannonエントロピーとし

て知られている量である.

直観的には，式 (3)で定義されている Shannon情報量は, 観測データ xが確率密度関数

p(x)からなるモデルから生成されていると仮定した場合の, 観測データ xの「珍しさ」を表

している．生じることが珍しいデータほどその予測が難しいと考えられるため, 本研究では

Shannon情報量を予測の難しさの尺度として利用する.

3.2 情報量の計算方法

観測データから Shannon 情報量を始めとする諸量を計算する問題は重要であり，多く

の手法が提案されている．最もよく用いられる手法の一つとして，k 近傍法 (k-NN) があ

る14)–16) ．本研究では17),18) に基づき情報量を計算する. 長さ sの部分ベクトル xt′−s:t′−1

が与えられた時，検査点 x̂t の Shannon情報量は次のように計算される
∆x̂t = x̂t − xt−1,

∆xt′ = xt′ − xt′−1,

Î(x̂t;xt′−s+1:t′) = log 2 + 1 +
1

s− 1

∑
xi∈xt′−s+1:t′

log |∆x̂t −∆xi|. (4)

ただし, xi ∈ xt′−s+1:t′ は, xt′−s+1 から xt′ までの要素から 1つずつ抜き出す操作を表す．

このデータに基づく情報量の計算では時系列データが定常であることを前提にしている．し

かし，実験で扱う電圧のデータは定常とはみなせない．この問題を軽減するために，時系列

の階差を取った後に Shannon情報量を計算する．この情報量の計算はいくつかの望ましい

性質を持っている (詳細は17) を参照)．中でも，従来の情報量推定よりも計算コストが少な

い点が重要である．多くの従来手法の計算量は O(s log s)であるのに対し，式 (4)による情

報量の推定に要する計算量は O(s)である．この性質から，全体プロセスを遅らせずに JIT

モデリングの予測値の信頼性評価を行うことができる．

3.3 予測の信頼性評価の手法

JITモデリング過程により得られた近傍データセット xt′−s:t′−1 ∈ Dp
t を用いると，時刻 t

における予測値 x̂tの情報量 Î(x̂t;xt′−s+1:t′)を式 (4)を用いて求めることが出来る. さらに,

DBから検査点 xt′ より先の時刻に対応する, 長さが sの部分ベクトル集合 xt′+1:t′+s ∈ Df
t

を用いて, xt における予測値の信頼度を次式で定義する:

c(t, t′) = Î(x̂t;xt′−s+1:t′) + Î(x̂t;xt′+1:t′+s). (5)

xt の予測モデルを学習する前に，近傍データセット Dp
t と Df

t の中の時刻 tに対応する値

c(t, t′)を計算し，これらの (近傍集合における)最大値を c(t)

c(t) = max
t′∈Dp

t

c(t, t′) (6)

とする．もし，次の時刻の値の予測が困難な場合，c(t)が大きくなる．この性質を用いて，

c(t)を JITフレームワークで計算された予測値の信頼性評価基準とする．Shannon情報量

に基づく信頼性尺度の計算の過程を図 2に示す.

4. 実 験 結 果

本節では, 提案する JITモデリングによる太陽光発電量の予測とその信頼性尺度の計算手

法を, 2005年に早稲田大学の本庄キャンパスの PVシステムから計測された 10秒おきの電

圧値データに適用した結果を示す. 図 3に発電量データの一例を示す．縦軸は電圧 (V), 横

軸は時間である (日照時間帯として 6:30から 16:30までを切り出した). 図 3から分かる

ように，晴天の場合は電圧値は滑らかに変動するが, 曇りの場合には太陽が雲に隠れたり現

れたりすることで電圧値の変動が激しくなる．

4.1 電圧値予測の難しさ

種々の回帰手法により発電量を予測した結果を示す.

まず, 線型回帰 (LR)5) により, 一日の全時刻を単一のモデルでフィッティングした. 次に,

非線型回帰としてよく用いられる 3層ニューラルネットワーク (NN)6) を適用した. また,

ν-SVR7), ν-RVM19) を使った予測を行った. 次に, JITモデリングにおいて選んだ近傍デー

タを用いて線型回帰 (JIT+LR)及び NN (JIT+NN)による局所予測モデルを学習する方法

を適用した. 最後に, 時刻 tの発電量 xt の予測値として 1ステップ前の値 xt1 を用いた結
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図 2 Procedure of calculation of credibility measure for time series prediction.

果も考察する.

本稿で用いた回帰手法の多くはチューニングパラメタを有する. 実験では，NNの隠れ層

の数を 30とし，SVRと RVMのパラメタ ν = 0.3，JITモデリングにおいて選択する近傍

のサイズを 50個で実験を行った. また, 時系列データを切り出すことでベクトルデータと

して扱う際のベクトルの長さも適切に定める必要がある. 今回の実験では，部分ベクトルの

長さについて 3 パターンを試した．それぞれ, 検査点から 1，3, 5 分前のデータを用いた．

なお, 全ての実験は R言語 (version 2.9.1)20) を使い実験を行った．

全ての実験において，予測値を評価するために 2つの指標を採用する. T を評価対象とな

図 3 Examples of voltage profile of photovoltaic generation system at Honjo-Campus, Waseda Uni-

versity. Left: fine day where the change of voltage is smooth. Right: cloudy day where the

change of voltage is unpredictable.

るサンプル点の数として, 平均絶対値誤差 (AE) を

AE =
1

T

T∑
t=1

|xt − x̂t| (7)

で定義する. 一方, PVシステムによる発電量が一定のしきい値を超えると, PVシステムか

ら商用系統へ逆潮流が生じる. 本研究ではその閾値を 222[V]と設定し, 予測の評価尺度と

して, 真の値がしきい値を超えているときに予測値もしきい値以上である, あるいは真の値

がしきい値未満であるときに予測値もしきい値未満である場合を「的中」として, 全データ

点に対する的中した点の割合を的中率と定義する. 表 1に, 種々の回帰手法による予測結果

をまとめる. 表 1より，PVシステムの電圧の予測問題において，JITモデリングに基づ

表 1 代表的な回帰法による予測結果．AE と HR はそれぞれ，絶対値誤差と的中率の 5 日分データの平均を表す．
括弧の中は 5 日分の標準偏差を表す．

s = 6 s = 18 s = 30

AE HR AE HR AE HR

LR 0.626(0.251) 0.977(0.015) 0.736(0.321) 0.972(0.018) 0.807(0.366) 0.969(0.020)

NN 5.052(1.933) 0.752(0.111) 5.193(2.001) 0.745(0.114) 5.216(2.025) 0.743(0.115)

RVM 15.190(9.559) 0.912(0.049) 23.491(15.433) 0.881(0.077) 27.053(17.767) 0.872(0.092)

SVR 0.835(0.354) 0.968(0.022) 1.041(0.503) 0.962(0.025) 1.148(0.553) 0.957(0.026)

JIT + LR 0.602(0.241) 0.977(0.015) 0.824(0.362) 0.970(0.018) 1.346(0.612) 0.956(0.029)

JIT + NN 0.601(0.253) 0.978(0.013) 1.172(0.422) 0.952(0.028) 1.167(0.422) 0.955(0.026)

Prev. Ref. 0.547(0.197) 0.979(0.013) 0.547(0.197) 0.979(0.013) 0.547(0.197) 0.979(0.013)
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く手法が優れた予測性能を有することが分かるが, 10 秒前のデータをそのまま予測値とし

て使った場合でも，他の手法と比べ高い精度で予測が出来ていることが分かる. これは, 太

陽光発電システムの発電量予測問題が非常に難しい問題であり，変動が激しい領域では回帰

手法により得られた予測値よりも 1ステップ前のデータをそのまま予測値として使ったほ

うが誤差は少ないということである. この結果は, 予測値の値そのものよりも，その予測値

の信頼性を評価することが重要であることを示唆している.

4.2 予測値の信頼性の計算

本節では，太陽光発電システムの予測問題において Shannon情報量を用い信頼性の尺度

を計算した結果を示す.

図 4は JITモデリングにより近傍の局所モデルを作り上げた後に計算された信頼性尺度

のグラフである．変動が激しい時間帯では，信頼性尺度の値も大きくなっていることが分か

る．つまり，予測値が信頼できないということになる．図 5は変動が激しい一部分の拡大図

である．図から分かるように，絶対値誤差 (AE)が急に大きくなる時刻において，信頼性尺

度の値も急に上がることが確認できる．特に，一番右の図を見ると，点線で引いた 3つの時

刻において，変動が大きいが，その変動は滑らかで予測区間5) が狭くなっている．つまり，

予測は容易であると見なされている．しかし，実際には絶対値誤差 (AE)が大きく，その予

測値は信頼できないと考えられる．提案手法による信頼性評価基準は，それらの時刻におい

て大きな値を示し，予測値の信頼性が低いことを意味している．
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図 4 The estimated credibility measures are high in the region that voltages are highly fluctuated.

5. 結 論

本研究では，従来の電力システムに自然エネルギーを導入するための重要な課題である

太陽光発電システムの発電量の予測問題を扱った. 太陽光発電のデータは非定常性な時系列

データであり，パラメトリックな予測モデルによる予測は困難である. こうした非定常時系

列の予測には, 過去に蓄積されたデータを用いた Just-In-Timeモデリングが有効であるこ

とが知られている. 一方，急激な変動が頻繁に起こる発電量の予測問題は, JITモデリング

を用いても困難である. そこで我々は，JITモデリングの予測結果に Shannon情報量を信

頼性の尺度として導入することを提案した. 提案手法により，複雑な予測モデルや事後分布

を使わずに過去のデータだけから予測値が信頼できるかどうかを評価できる. この手法は特

に予測が難しい領域で大きな役割を果たす．

JITモデリングと線型回帰を組み合わせた場合, 予測の信頼性を測る尺度として予測区間

を計算することが出来る. 一方，予測区間の計算は簡単な線型モデルに対しては理論的に容

易に計算できるが, 一般の回帰モデルに対しては導出が困難である. 予測精度を上げるため

に，JITモデリングと複雑な予測モデルを組み合わせた時にも, 提案する Shannon情報量

に基づく信頼度の評価は適用可能である. 本研究では太陽光発電の予測問題を扱ったが, こ

の信頼性を計算するフレームワークは他の時系列の予測問題にも適用可能である．今後の展

開として, 例えば，家庭のエネルギー消費量の予測に適用し, 本稿で扱った発電量予測と合

わせることで, 電力の需要・供給モデルを構築することが考えられる.

JITモデリングには莫大な DBからデータ間の距離を計算し，近傍データを抽出する必

要があるため, 計算量が大きいという問題点がある．本稿で扱う問題においては実用的な時

間で近傍の計算ができたが, より大規模な DBを用いた予測のために, 精度を落とすことな

く DBを圧縮する手法は今後の重要な研究課題である.
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