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CUDA環境下でのDGEMV関数の性能安定化・
自動チューニングに関する考察

今 村 俊 幸†1,†2

GPGPU のコア技術となる線形計算代数において BLAS の性能向上と安定化が重
要となる．DGEMMルーチンの性能チューニングによって LINPACKベンチマーク
の勝者が決まることからも，その事実は理解できる．本研究は NVIDIAの CUDA環
境を想定して CUBLAS や MAGMABLAS など主要な BLAS 実装における行列ベ
クトル積（DGEMV-Nと DGEMV-T）に対する自動もしくは半自動，手動チューニ
ングを報告する．既存の性能報告にあるように，CUBLAS と MAGMABLAS はノ
コギリ歯状の性能特性を示す．著者らは測定結果とハードウェアの物理的な制約からモ
デル化の試みをする．それらモデルを組み合わせて性能チューニングを施した CUDA

環境上でのMYBLASについて，GT200系と Fermi（GT100）系コアでの結果と今
後の課題について報告する．

Performance-stabilization and
Automatic Performance Tuning for
DGEMV Routines on a CUDA Environment

Toshiyuki Imamura†1,†2

Computational linear algebra is one of the core fields for GPGPU. To achieve
higher and stable performance on BLAS can be thought as the most impor-
tant issues, as the performance tuning for DGEMM routine leads to the LIN-
PACK benchmark winner. This paper reports a case study for automatic, semi-
automatic or manual performance tuning for the kernel function, DGEMV-N
and DGEMV-T of the CUDA BLAS library. As many reports reveal, the per-
formance on CUBLAS and MAGMABLAS shows a big saw figure. We build a
performance model from the observations and the hardware specification. By
using a simple modeling, we tune up the kernel function, namely AT-based MY-
BLAS on a CUDA environment. This study is examined on GT200 and Fermi
(GT100) core series, and a future direction for automatic tuning on GPGPU is
described.

1. は じ め に

GPGPUのコア技術となる線形計算代数において BLASの性能向上と安定化が重要とな

る．GPUクラスタ型のスパコンが top500ベンチマークの上位に登場することでDGEMM

ルーチンの性能が一躍脚光を浴びるようになっている．GPU上での DGEMMルーチンは

300 GFLOPSや 500 GFLOPSに達する性能を出すまでにチューニングがなされている1)．

また，GPUのマルチコア演算能力を利用して 4倍精度の BLASも開発が進んでいる2)．

本研究は NVIDIA の CUDA 環境を想定して CUBLAS や MAGMABLAS など主要な

BLAS実装における行列ベクトル積（DGEMV）に着目する．すでに示したようにDGEMM

は各種ベンチマークのため十分なチューニングがなされているが，PC用の BLAS同様に

Level 2 BLASに属する関数は GPU向け BLASもチューニングがなされているとはいい

難い．Level 2 BLASはメモリバンド幅がボトルネックとなり，単体の計算量が少量でも，

アプリケーションの性能を左右する場合がある．著者が手がける固有値計算でも，前処理段

階である対称行列の三重対格化や非対称行列のヘッセンベルグ行列化に Level 2 BLASの

DGEMV関数が利用されており，反復ごとに呼び出されている．結果的に，全体コストの

70%を占めるとの報告がある（たとえば文献 3)など）．メモリバンド幅に制限され理論ピー

ク性能には遠く及ばないが，それゆえに，性能チューニングや性能安定化の結果はアプリ

ケーション全体の性能に強く影響する．

また，過去の GPUの性能報告には，CUBLASとMAGMABLASがノコギリ歯状の性

能特性を示すものが見受けられる．特に，DGEMV 関数は変動幅が 10%以上に達する場

合もある．前段でも述べたように，DGEMV関数の 10%の変動幅はアプリケーションの性

能に大きく影響を与えるため，性能チューニングの観点から無視することはできない．ノ

コギリ歯状の性能特性の発生原理の究明には様々なアプローチが考えられるが，著者は測

定結果とハードウェアの物理的な制約からモデル化を試みる．それらモデルを組み合わせ

て，DGEMV関数の GPU上での自動もしくは半自動，手動チューニングにより性能安定

化の方法論を議論する．最終的に，性能チューニングを施したMYBLAS/CUDAについて，
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GT200 系と Fermi（GT100 系）コアでの結果を示すとともに今後の課題についても説明

する．

以下，本論文の構成を示す．2章で BLASならびに CUDA上での BLAS実装系の実測

データに基づく分析を行う．3章で GPUに特徴的な性能のモデル化ならびに実際のチュー

ニング方法と速度安定化のための手法について示す．4章で，チューニングの結果を示し，

最後 5章でまとめを行う．

2. BLAS and CUDA

CUDA 上で動作する BLAS として，NVIDIA 社が CUDA 環境とともに配布する

CUBLAS 4) が有名である．また，テネシー大学の MAGMA プロジェクト5) 内で開発し

ているMAGMABLASも高性能な BLASである．特に，MAGMAプロジェクトでは自動

チューニングにより一部の関数がチューニングされている6)．

本章の目的はこれら主要な BLAS 実装について DGEMV 関数の性能特性を調べること

にある．使用するGPUは NVIDIA社 GeForce GTX280（GTX280と略記する）と Tesla

C2050である．ホスト–デバイス間のデータ転送は行わず，ホスト側からカネール関数を呼

び出し，デバイス側が終了するまでの経過時間を測定する．すべての測定結果は 6回のうち

結果の悪い 1試行を捨て平均をとっている．また，nvccコンパイラのオプションは共通で

以下のとおりである．

--compiler-options -fno-strict-aliasing \

-DUNIX -O3 \

--ptxas-options=-v \

-gencode arch=compute_20,code=compute_20 \

-gencode arch=compute_13,code=compute_13

2.1 DGEMV-N

本節では DGEMV-N（dgemv の行列の転置オプションを指定しない通常版，つまり，

y := αAx + βy．）の性能を中心に議論する．測定に使用した BLAS実装は CUBLAS 3.1，

MAGMABLAS 1.0RC2（本論文執筆時の最新版）である．MAGMABLASのDGEMV-N

関数のコア部分を取り出したものが図 1 である．

2.1.1 GT200（GTX280）での性能特性

図 2 は，GTX280 での DGEMV-N の性能曲線である．横軸に行列の次元，縦軸に

GFLOPS 値をとっている．CPU で見られる性能とは明らかに異なるノコギリ歯状の特

__shared__ double buff[BLOCK_SIZE];

A += threadIdx.x+blockIdx.x*BLOCK_SIZE;

x += threadIdx.x;

for(int i=0; i<n_col; i += BLOCK_SIZE){

__syncthreads();

buff[threadIdx.x] = x[i];

__syncthreads();

#pragma unroll

for(int j=0; j<BLOCK_SIZE ; j++){

res += A[0]*buff[j];

A += lda;

}

}

図 1 MAGMABLAS DGEMV-N のコアループ抜粋（変数名など一部変更している）
Fig. 1 Schematics of the core-loop for MAGMABLAS DGEMV-N (some variable names are

changed).

性を示していることが分かる．性能の立ち上がりは直線的で，振動しながら 25 GFLOPSに

収束している．CUBLAS，MAGMABLASともに一定周期の振動をしているが，それぞれ

の周期は 1280，640と異なる．

MAGMABLAS の実際のコードでは定数 BLOCK SIZE は 64 であり，ノコギリ歯周期の

1/10である．BLOCK SIZEは，ブロック内でのスレッド数であるとともに 1重ループを 2重

ループに折畳む際の分割幅である．

各スレッドは対応する行要素の計算に割り当てられる．行列の次元が BLOCK SIZE増える

ごとに，スレッド・ブロックが増え，SM（Streaming Multiprocessor）に順々に割り当て

られていく．GTX280 では搭載される SM の数が 30 であるため，すべての SM にブロッ

クが割り当てられるのは，行列の次元が 30 ∗ BLOCK SIZE = 30 ∗ 64 = 1920 のときであ

る．仮に，1920次元の周期性を有する場合は，その理解は容易である．しかしながら，1920

は実際の DGEMV-N の性能特性上の周期よりも大きい．GT200 系コアは 3SM で TPC

（Texture Processor Cluster）を構成しており，TPC内で共有される資源（たとえばメモ

リコントローラなど）の競合が 30 / 3 ∗ BLOCK SIZE = 640次元周期で発生する．この周

期が MAGMABLASの DGEMV-Nのノコギリ歯周期に一致する．BLOCK SIZEを変化さ

せた場合を見ても，10∗BLOCK SIZE と一致する周期が確認できる（図 3）．

CUBLASはソースコードが公開されていないため周期的な振舞いの理由をはっきりと説明で

きない．しかしながら，両者の振舞いがきわめて類似していることから，もしMAGMABLAS

と同様の理由でノコギリ歯周期が起こっているのであれば，MAGMABLASの倍の周期で
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図 2 GTX280 での DGEMV-N の性能（CUBLAS 3.1 と MAGMABLAS 1.0RC2，MAGMABLAS は関
数 magmablas dgemv tesla() を使用）

Fig. 2 The performance of DGEMV-N on a GTX280 (CUBLAS 3.1 and MAGMABLAS 1.0RC2.

On MAGMA magmablas dgemv tesla() is used).

あるから BLOCK SIZE=128と推測される．

2.1.2 GF100（Tesla C2050）での性能特性

GF100（Fermiコア）の Tesla C2050は 14個の SMを持つ．また，TPCは廃止され各

SM内に複数のメモリコントローラが搭載されるため，前項で議論したGT200系コアのよう

な周期性はないと予想される．単純に，全 SMにブロックが割り当てられる 14∗BLOCK SIZE

（=14∗64=896）次元もしくはその倍数での周期性があると予想される．しかしながら，図 4

に示す性能特性にあるように，特段の短い周期性は見られない．MAGMABLASでは 7169

（=14∗64∗8+1）次元に性能の大きな落ち込みが確認できる（搭載メモリの制限があるため

これ以上の次元で実行して，周期性を確認することはできない）．一方で，CUBLASでは

図 3 ブロックサイズを変化させた DGEMV-N コアループの性能
Fig. 3 The performance of the core loop in DGEMV-N with varing the size of block.

7169次元に小さな落ち込みが見られるが，8193次元にMAGMABLASと同程度の性能の

落ち込みが確認できる．

ハードウェア構成から性能の落ち込みの要因に次のものが考えられる．

( 1 ) 共有メモリ容量

( 2 ) レジスタ数

( 3 ) SM上でキューイング可能なスレッド・ブロック数

( 4 ) SM上で動作可能なWarp数

DEGEMV-Nでの各スレッド・ブロックの共有メモリ使用量は BLOCK SIZE∗8（=512）バ

イトである．7169次元では 9スレッド・ブロックが必要であるから，4.5 Kバイトあれば

十分である．Tesla C2050は最大 48 Kバイトの共有メモリを持つため，要因 ( 1 )となる共
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図 4 TeslaC2050 での DGEMV-N の性能（CUBLAS 3.1 と MAGMABLAS 1.0RC2，MAGMABLAS

は関数 magmablas dgemv fermi() を使用）
Fig. 4 The performance of DGEMV-N on a TeslaC2050 (CUBLAS 3.1 and MAGMABLAS 1.0RC2.

On MAGMA magmablas dgemv fermi() is used).

有メモリを使いきることはない．

実際は，要因 ( 3 )であるキューイング可能なスレッド・ブロック数が 8に制限されて，8

スレッド・ブロック分しか同時実行されないことに起因すると考えられる．7169次元では

8スレッド・ブロック+1スレッド・ブロックに分けられて実行される．CUDAでは複数の

スレッド・ブロックを 1つの SMの中に共存させ，Warpの多重キューイングを促進させ性

能が向上する．当然，8スレッド・ブロックの実行状態と 1スレッド・ブロックの実行状態

では，前者の方が性能面で優れている．

8スレッド・ブロックと 1スレッド・ブロックでの性能のアンバランスが 7169次元での

急激な性能の落ち込みの原因と解釈できる．検証のため，共有メモリの使用が 48 K バイ

図 5 TeslaC2050 で共有メモリ利用を制御して，同時動作可能なスレッド・ブロック数を 8 以下にし測定した
MAGMABLAS DGEMV-N の性能

Fig. 5 The performance of MAGMABLAS DGEMV-N on a Tesla C2050 with the controll on the

shared memory usage, where the number of thread-blocks is fixed less than 8.

トを超えるように設定し，5 から 8 スレッド・ブロックまでしか動作できない状況にして

DGEMV-Nを測定した（図 5）．スレッド・ブロック数が 5から 8に変化する際の性能特

性が連続に変化していることが読み取れる．したがって，SMに割り振られるスレッド・ブ

ロック数のアンバランスが生じる際に性能の落ち込みが起こっているといえるだろう．この

現象は，8k スレッド・ブロック+1スレッド・ブロック（kは整数）が必要となった際に起

こるので周期性がある．

また，図 5 から読み取れるように，ブロックサイズを固定した場合にスレッド・ブロック

数を 8+1から 7+2，6+3，5+4と強制的にキューイングされるスレッド・ブロック数を制

御することで性能のアンバランスを解消してわずかではあるが性能劣化を改善することが
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// コアその 1

__shared__ double w[THREAD_SIZE];

A += BLOCK_ID; x += threadIdx.x;

for(int i=0; i<n1; i+= THREAD_SIZE)

r += A[i] * x[i];

sumup(&r,w);

// コアその 2

#define th_x threadIdx.x

#define th_y threadIdx.y

__shared__ double buff[32];

__shared__ double a[16][4][4];

A += START_COL*lda; x += THREAD_ID%32;

for(int i=0; i<n1; i+= 32 ){

buff[THREAD_ID] = x[i];

for(int itr=0; itr<2; itr++, A+=16){

for(int j=0; j<4; j++)

a[j][th_y][th_x]=A[j*4*lda];

__synchthreads();

for(int j=0; j<4; j++)

r += a[th_x][th_y][j]

* buff[j+16*itr+th_y*4];

}

}

sumup(&r,w);

図 6 MAGMABLAS DGEMV-T のコアループその 1 とその 2 抜粋（変数名などは変更している，主要部分の
みを掲載しており実際のコア 2 はループ展開がされている．関数 sumup(&r,w) は共有メモリ w を通じてレジ
スタ r の総和を計算する．Fermi コアでは行列の次元が 128 以下のときコアその 2 を使用する．GT200 で
はコアその 2 にブロックサイズが異なる関数も用意されている）

Fig. 6 Schematics of the core loops 1 and 2 for MAGMABLAS DGEMV-T (the variable names differ

from the original ones. In this list, main part is presented and actual code 2 is more advanced

with loop expansion. sumup(&r,w) is a function to sum up the value of r via the shared mem-

ory w. On a Fermi core, core loop 2 is used when the matrix dimension is less than 128. For

GT200 cores, other variation for core loop 2 is prepared).

できる．

2.2 DGEMV-T

本節では DGEMV-T（DGEMVの行列の転置オプションを指定するもの．つまり，y :=

αAT x + βy．）の性能を中心に議論する．性能測定に使用した環境は DGEMV-Nと同様の

CUBLAS 3.1とMAGMABLAS 1.0RC2（図 6）に加えて，今回独自に開発したもの（図 7，

#define UMAX 4

__shared__ double w[THREAD_SIZE];

col_m = (n_col/BLOCK_SIZE)*BLOCK_SIZE;

row = blockIdx.x * UMAX;

A += threadIdx.x; x += threadIdx.x;

ak = A + row*lda;

#pragma unroll 8

for(int i=0; i<col_m; i+=BLOCK_SIZE ){

s0 += ak[0]*x[i];

s1 += ak[lda]*x[i];

s2 += ak[lda*2]*x[i];

s3 += ak[lda*3]*x[i];

ak+=BLOCK_SIZE;

}

{ int i=col_m; if(i+threadIdx.x<n2){

s0 += ak[0]*x[i];

s1 += ak[lda]*x[i];

s2 += ak[lda*2]*x[i];

s3 += ak[lda*3]*x[i];

}}

sumup(&s0,w); sumup(&s1, w);

sumup(&s2,w); sumup(&s3, w);

図 7 MYBLAS DGEMV-T のコアループ抜粋（4 段展開を示した．他に 2，8 段展開がある．変数名などは変更
している．関数 sumup(&r,w) は共有メモリ w を通じて引数レジスタの総和を計算する）

Fig. 7 Schematics of MYBLAS DGEMV-T (4-fold version is shown. We also have 2- and 8-fold ver-

sions. The variable names differ from the original ones. sumup(&r,w) is a function to sum up

the value of r via the shared memory w).

本論文では以下MYBLASと呼ぶ．）を取り扱う．

3コアの特徴は次のようになる．

• MAGMABLASのコアその 1は行列ベクトル積を複数の内積計算に分け，各ブロック

の複数スレッドを 1内積計算に割り当てて計算している．Fermiコア（GT100）向け

に利用される．

• MAGMABLASのコアその 2は，スレッドを 2次元に配置し，行列データをできるだ

けコアレスにアクセスし，共有メモリ上で行列を転置してアクセスする．

• MYBLASコアはMAGMABLASのコアその 1が各ブロックに 1内積計算を割り当て

ている部分を，各ブロックに複数の内積計算を割り当てる形に修正している．ベクトル

x のデータを再利用できるためベクトル x のアクセスにおいて他の 2 コアに比べて有
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利となる．また実コードでは，2ないし 8段展開があり，パラメータ BLOCK SIZEを持

つ．さらに，xのアクセスにテクスチャメモリを使用する．

2.2.1 GT200系（GTX280）での性能特性

図 8 は GTX280での DGEMV-Tの性能曲線である．CUBLAS，MAGMABLASいず

れもノコギリ歯周期が確認できる．周期はそれぞれ 1024 次元と 960 次元である．一方，

MYBLASは周期性はあるものの CUBLASやMAGMABLASほどにはシャープな形状で

はない．高次元では周期が確認しにくいが，2000次元までの形状から 480次元周期と判断

できる．MAGMABLAS と MYBLAS はそれぞれ 16，8 行分の計算を 1 ブロックとして

図 8 GTX280 での DGEMV-T の性能（CUBLAS 3.1 と MAGMABLAS 1.0RC2，MAGMABLAS は
dgemvtを使用かつ 32の倍数次元のみ動作確認し測定した．MYBLASは 8段展開を使用し BLOCK SIZE=128）

Fig. 8 The performance of DGEMV-T on a GTX280 (CUBLAS 3.1 and MAGMABLAS 1.0RC2. On

MAGMABLAS dgemvt() is used, and it works with only the matrix dimension multiple of 32.

MYBLAS uses the 8-fold version and BLOCK SIZE=128).

SMにタスクを割り付けるので，この周期はちょうど 60ブロックを割り付けた直後のタイ

ミングである．SM上では 2スレッド・ブロックが動作する状況であり，スレッド・ブロッ

クや warp数の制約からの周期性ではない．MYBLASコアの nvccでのコンパイル結果か

らレジスタの消費が非常に多く（実際，ptxファイルでは 64ビット浮動小数点レジスタが

332個使われている），そのため 3ブロック目の割当てでレジスタスピルを起こした可能性

がある．

2.2.2 GF100（Tesla C2050）での性能特性

図 9 は Tesla C2050 での DGEMV-T の性能曲線である．CUBLAS，MAGMABLAS

図 9 TeslaC2050 での DGEMV-T の性能（CUBLAS 3.1 とMAGMABLAS 1.0RC2，MAGMABLAS は
dgemvtを使用かつ 64の倍数次元のみ動作確認し測定した．MYBLASは 2段展開を使用し BLOCK SIZE=128）

Fig. 9 The performance of DGEMV-T on a Tesla C2050 (CUBLAS 3.1 and MAGMABLAS 1.0RC2.

On MAGMABLAS dgemvt() is used, and it works with only the matrix dimension multiple

of 64. MYBLAS uses the 2-fold version and BLOCK SIZE=128).
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表 1 ノコギリ歯周期の原因となる可能性のあるハードウェア構成要素
Table 1 Hardware component which might cause the saw-figure performance property.

GTX280 Tesla C2050

TPC 3SM/TPC —
SM 上でキューイング可能な
スレッド・ブロック数 (8) 8

共有メモリ容量 (16KB) 16KB
or 48KB

レジスタ容量
（32 ビット長レジスタ数） 16K (32K)

いずれもノコギリ歯周期が確認できる．周期はそれぞれ 1024 次元と 2240 次元である．

MAGMABLASでは行列の次元数分のスレッド・ブロックが作成されるため，2240次元で

は 2240スレッド・ブロック，1SMあたり 160スレッド・ブロックである．Tesla C2050で

の DGEMV-Tの周期性の原因は，これまであげてきた各種物理的な制約にあてはまらない

数字であるが，GPU内部で何らかの資源競合が起こっており，周期的にそれが顕著に現れ

ると判断される．現時点では，資源競合の要因がはっきりとしないが詳細な解析によって明

らかにすることが今後の課題の 1つといえる．なお，MYBLASは周期的な振舞いは認めら

れるが，きわめて小さい．

2.3 CUDA BLASの性能特性まとめ

本章で示した DGEMV関数の測定結果から，CUDAで作成された関数でノコギリ歯状

の周期特性を持つものは，何らかの資源競合が原因となっていると推測される．多くは，有

限の資源を多数のタスクで均等に割り付けたり分配したりするときに起こる，分配のアンバ

ランスさやハードウェア上の制約に起因していると考えられる．

ここまでの議論で，周期性の要因となる可能性のあるものについて表 1 にまとめた．な

お，本論文中で直接周期性の要因となっていないものは括弧で示した．

3. 性能自動チューニング型BLAS/CUDA

3.1 性能特性から解析モデルの導出

性能特性の測定結果から，BLAS/CUDAの性能は各種の資源配分の周期性によって大き

な影響を受けることが分かっている．カーネルループの内部のコストが O(N)であると仮

定し，資源配分が均等に行われれば，それぞれのスレッドのコストはカーネルループ単体コ

ストに重複度分の係数が乗じられることになる．行列ベクトル積のコストは一般的に次のよ

うに書くことができる．

T (N) := o0 +

m∑
i=1

(oi + αiN)�N/βi� (1)

ここで，o∗ はループ立ち上がりなどのオーバヘッド，α∗ は速度係数である．また，β∗ は

周期を表す�1．DGEMV-Nのソースコードのようにカーネルループをさらに分割して多重

ループ化し，式 (1)をさらに複雑にすることもできる．

T (N) := o0 +

m∑
i=1

(o′i + σi�N/γi� + α′
iN)�N/βi� (2)

なお，N がとる値の範囲を限定すれば，式 (2)は区分的に式 (1)の形に帰着できるし，実

用上，多くで切り上げ演算を括弧で置き換えるので，本論文のモデル化では式 (1)を標準形

として用いる．

式 (1)より DGEMVの性能は

P =
2N2

T (N)
=

2N2

o0 +
∑m

i=1
(oi + αiN)�N/βi� (3)

となる．m = 1，o := o0 + o1�N/β1� � α1N�N/β1� とすると，1 次近似として次式を

得る．

P ∼ 2N

α1�N/β1�

(
1 − o

α1N�N/β1�

)
(4)

DGEMV-N on GTX280

上式 (4) で第 2 項を落とせば β1 周期のノコギリ歯関数となる．GTX280 上で実行し

た DGEMV-N では短周期の振動は微小で，特徴的な 1280 もしくは 640 の周期（それぞ

れ CUBLASとMAGMABLAS）が主要なモードとして見ることができるので，式 (4)で

β1 = 1280 or 640とすることで DGEMV-Nの性能をよく近似したモデル化ができる．

DGEMV-T on GTX280 and Tesla C2050

GTX280と Tesla C2050上で実行した DGEMV-Tでも 1024もしくは 960周期（それ

ぞれ CUBLASとMAGMABLAS）の主要モードとしてノコギリ歯周期が見えるので，式

(4)を利用するとうまく説明ができる．

�1 S(N) = �N/β� − N は周期 β と最大値 β − 1 のノコギリ歯状の特性を持つ関数である．S(N) を用いると，
�N/β� = N + S(N) であるので，式 (1) がベースとなる 2 次関数にノコギリ歯状の波を複数重ね合わせた性
質を表現することになる．
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MYBLASの性能特性の解釈は oが相対的に大きくなり，短周期，つまり β∗ が小さいと

きに対応できる．この場合は，整数切り上げ演算（�·�）を通常の括弧に書き換えても，良
い近似として扱うことができる．つまり，βi � αiN のときは，

P ∼ 2N2

o0 +
∑m

i=1
(oi + αiN)N/βi

(5)

=
2N2

o + aN + bN2
(6)

としてよい．

DGEMV-N on Tesla C2050

コスト式 (3)で αi が小さいとき，P をプロットしたグラフは巨視的には滑らかなグラフ

に近くなる．また，m > 1とすれば，複数の振動モードが性能曲線に乗ることになる．Tesla

C2050 での DGEMV-N の性能は，ほぼ滑らかな関数の上にノコギリ歯周期の関数が乗っ

ているので，β1 のみ大きな周期で，それ以外の短周期の項は前節のように近似してやれば

よい．

P ∼ 2N2

o + aN + bN2 + (o1 + α1N)�N/β1� (7)

本節で示したコストモデルは非常に単純なもので，文献 7)や 8)にあるように，定性的な

分析から詳細なコストモデルを組み上げる研究がいくつか存在する．本研究では，DGEMV

のコアソースに限定して実測データからモデル化の議論を進めるため，モデル構築のアプ

ローチが異なるといえる．

3.2 性能安定化・性能チューニング

前節までの実験観測や議論から，長周期のノコギリ歯状の性能特性と短周期の場合はコス

ト関数の近似が異なり，長周期は無視することは難しいが短周期は滑らかな関数の誤差とと

らえても問題ないといえる．

滑らかな性能を示す場合は一般的に巨視的なチューニング（大雑把なサンプリングで行う

チューニング）でも，ある程度の高性能が保証できる．しかしながら，ノコギリ歯状の特性

が残る場合は局所的に詳細なモデルを用いたチューニングを行わなくてはならない．最悪

の場合，すべての可能性のある問題サイズでチューニングが必要となる．そのような，最悪

のケースでのチューニングを前節でモデル化したコスト関数を用いて CUDA環境における

DGEMV関数のチューニングコストを削減するのが本節の目的である．したがって，ノコ

ギリ歯状の性能を示す GTX280上での DGEMV-Nを中心に議論を進めるが，他の関数に

ついても大域的にチューニングにおける CUDA特有の注意点やチューニングした結果を組

み合わせてさらなるチューニングを行うプロセスについても説明していく．

3.2.1 DGEMV-N on GTX280

GTX280 での DGEMV-N の性能はコアループから BLOCK SIZE を変化させることがで

きる．図 3 での測定結果から分かるように，行列の次元に応じて適切な BLOCK SIZEを選択

すれば，シャープなノコギリ歯周期はなくなる．今回の性能チューニングでは主モードのみ

をモデル化することで，コスト関数を単純化する（つまり式 (3)でm = 1とする）．

モデル化に必要なパラメータ o := o0 +o1, α1は，実測データ，ただしデータ数削減のため，

各 BLOCK SIZEで決まるノコギリ歯周期の頂点に限定し測定する．測定データをもとに，最小

自乗近似によってパラメータを推定する．実際には，gnuplotの fit機能を使用するが，一連

の測定・推定の流れは自動で行うことができる．各 BLOCK SIZEでのパラメータが定まれば，

式 (3)に従って，与えられた行列の次元に対して最も良い性能を与える BLOCK SIZEのコア

ループを選択し実行すればよい．つまり，図 3の曲線群の中から上限に位置する BLOCK SIZE

のみで動作する DGEMV-N関数を自動作成するというイメージである．

3.2.2 DGEMV-N on Tesla C2050

Tesla C2050での DGEMV-Nの性能特性は N=7169での大きな落ち込みは見られるが，

GTX280のように適切な BLOCK SIZEを選択することで改善が期待できる．前節でも推測

したように，CUBLASの BLOCK SIZEは 128と見られる．したがって，BLOCK SIZE= 128

として，レジスタの利用数が利用可能数を超えないように（レジスタスピルを起こさないよ

う）アンローリング段数（プラグマ unrollへのオプション）を決めればよい．通常は 16ま

ではレジスタスピルせずに十分な性能が得られる．

Fermiコアでは SM上で動作可能なWarp数が 48 warpであるため，SM上でキューイン

グ可能なスレッド・ブロック数との制約から BLOCK SIZEの上限は 196となる�1．したがっ

て，BLOCK SIZEとアンローリング段数についてそれぞれ 128から 196，16以下でレジスタ

スピルせず最高性能を出す組合せを選び出せばよい．BLOCK SIZEはスレッド数指定に使わ

れるので，32の倍数が望ましい．したがって，BLOCK SIZEの候補は，128，160，192の 3

候補に絞られる．また，アンローリング段数はできるだけ BLOCK SIZEを割り切り，かつ，

2のべきが望ましいので，候補はあまり多くならない．

�1 なぜなら，196 スレッドを 1 ブロックに割り当てることになるので 196/32=6 [warp/block]，最大キューイ
ング可能なスレッド・ブロック数を乗じると 8∗6=48 [warp/SM] となり上限値に達する．
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3.2.3 DGEMV-T on GTX280 or Tesla C2050

DGEMV-TはMYBLASが他の 2実装よりも高速で安定である．MYBLASのDGEMV-

Tは展開の段数と BLOCK SIZEの 2パラメータを有する．これらパラメータの決定にはTesla

C2050でのDGEMV-Nと同様に考えていけばよい．展開段数は最内コアループのアンロー

リング段数を適切に選びレジスタスピルを避けるようにすればよい．また，BLOCK SIZEは

スレッド数指定に使われるので，16または 32の倍数から探索する．

3.2.4 補 足

複数のパラメータ候補から探索する場合は，サンプリング点をあらかじめ決めておき，各

サンプリングポイントでの点数をつけその総和で順位をつけるポイント方式を採用する．総

合ポイント上位のパラメータについてコストモデルに基づく推定を行い，サンプリング点以

外の性能推定に基づき最良パラメータを決定する．アルゴリズムをまとめると以下のように

なる．項目 ( 1 )から ( 6 )まではプログラムの実行前（インストール時）に行うものである．

( 1 ) パラメータ候補を Λ = {λ1, . . . , λk}とおく．
( 2 ) サンプリング点集合 X = {x1, . . . , xm}を決める．
( 3 ) 各パラメータ候補値でのコアループを作成し，X でのサンプリングを行う．

( 4 ) 各サンプリング点 xiで順位をつけ，各パラメータ候補 λj のポイント pij を決定する．

( 5 ) パラメータ λj のポイント pj =
∑m

i=1
pij を算出．

( 6 ) ポイント上位M 個のパラメータ集合 Γ = {γ1, . . . , γM}に対して，最小自乗近似に
より式 (6)などにフィッティングし，コスト近似関数 Pj(x), j = 1, . . . , M を定める．

( 7 ) プログラム実行時には，コスト近似関数 Pj(x), j = 1 . . . , M を用いて，xに対して，

最良コスト（ここでは FLOPS値）を与えるパラメータ s = argmaxjPj(x)を定め，

パラメータ γs に対応するオブジェクトを選択し，実行する．

次章での実際のチューニングでは (1000, 3000, 5000, 7000, 9000)の 5点をサンプリング

点として使用した．

4. チューニング結果とその評価

本論文で扱った DGEMV-N，DGEMV-Tは実行環境 GT200系，GF100系それぞれに

おいてその性能特性が異なることはすでに説明してきた．MYBLAS を用いて性能が滑ら

かだと判断される DGEMV-N on Tesla，DGEMV-T on GTX280，DGEMV-T on Tesla

C2050についてはポイント方式に基づきチューニングを施したが，本論文で利用したカー

ネル関数の範囲では 3つの場合ですべて 1つのパラメータが最良の結果となった．すでに

図 8，9 に示した性能特性のグラフにあるものがチューニングの結果と一致している．グラ

フの再掲は行わないので，当該図を参照してほしい．

DGEMV-N on Teslaについては，ポイント方式で BLOCK SIZE=128（アンローリングは

8段）が滑らかで最良なカーネル関数と判定された．図 10 に，チューニングの結果を示す．

パラメータ選定の過程でコスト関数が滑らかと仮定してフィッティングをしたが，図 10 は

6832次元以降にノコギリ歯形状（性能の落ち込み）を示している．当初の滑らかであると

いう仮定が許容できるかは判断がつきにくいが，現データでは 1位，2位が逆転するわずか

な区間で最良パラメータを選択できていない．したがって，ポイント方式で上位を選択した

図 10 Tesla C2050 での DGEMV-Nのチューニング結果（赤がチューニングで選択されたもの BLOCK SIZE=128，
緑は BLOCK SIZE=160，青は BLOCK SIZE=192，アンローリング段数はいずれも 8 が選択されている）

Fig. 10 Tuned performance of DGEMV-N on a Tesla C2050 (red represents the one selected by

tuning with BLOCK SIZE=128, green and blue represents BLOCK SIZE=160 and BLOCK SIZE=192,

respectively. The factor for loop-unrolling is selected as 8).
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図 11 GTX280 と GTX285 での DGEMV-N のチューニング結果
Fig. 11 Tuned performance of DGEMV-T on a GTX280 and a GTX285.

後に，サンプリングを細かくしフーリエ解析などで周期性をチェックし，コスト関数の形状

の設定を行うなど改良すべきであることが分かる．

最後に，GT200系コア（GTX280と GTX285を使用）で DGEMV-Nをチューニング

した結果を図 11 に示す．ノコギリ歯の形状は残るものの変動幅は確実に小さくなっている．

図 2 では，最大 5 GFLOPS，全体の 20%にも及ぶ変動幅であったが，チューニングにより

変動幅は最大 1 GFLOPS程度に収まっている．これは，5%を性能ばらつきの許容範囲と考

える数値計算ライブラリ開発の分野では十分な改善といえる．

5. ま と め

本研究では，まず，GPGPUの 1環境である CUDAにおいて線形計算代数のコアとなる

BLAS（特に DGEMV関数）の性能特性を調査し，その中にノコギリ歯状の周期が現れる

ことを確認した．これらは，GPU 上の物理上の制約によるものであると知られているが，

本論文では DGEMVのコアループコードに限定してその周期性の原因要素を調査した．ま

た，ノコギリ歯状の性能特性を示すコアループのパラメータを制御することでノコギリ歯の

シャープな山の高さをできるだけ低くし，最良性能を選択できる自動チューニング手法を提

案した．また，荒いサンプリングからポイント方式でより良いパラメータを決定する方法の

適用によってほぼ半自動的に最良の性能チューニングが達成された．

周期性のほとんどは，多くのタスクが計算資源に均等に割り当てられる過程で発生する．

つまり，負荷アンバランスに起因すると解釈できる．本論文では，ハードウェアの仕様から

明らかになっている 2要素について周期性への寄与が示唆された．これら要素はGPUの世

代が変わるごとに仕様変更が加わるが，計算コアの構成は大きく変わらないので周期性の寄

与は将来にわたって関連し続けることが予想される．

GPU の世代が変わってもノコギリ歯状の性能特性を示すのであれば，本論文で示した

DGEMV-N on GTX280 の性能チューニング手法によって性能安定化することができる．

ハードウェアの機能拡張によってノコギリ歯のシャープさが緩和されても，資源の等分配割

当ての不均衡は必ず生じる．本論文では，滑らかな関数にノコギリ歯状関数が乗ったコスト

関数（本文中では式 (7)）を用いたチューニングの提案は行ってはいないが，今後は必要に

なると考える．実際，DGEMV-N on Teslaにおいて式 (7)を利用したほうが良いとの結果

も示されている．本研究では，周期性の判別に人間の判断を必要とした．つまり，半自動的

なチューニングにとどまっている．フーリエ解析などのデータ解析手法を利用して完全自

動化することが次のステップとして必要な項目である．今後は，DGEMV 以外の Level 2

BLAS関数を中心に（当然，Level 3 BLAS関数についても）調査を行い，より一般的・汎

用的な GPGPUでの自動チューニングの研究を進める予定である．

謝辞 GPGPUの性能特性モデルに関して有用な情報をいただいた須田礼仁先生ならびに

滝沢寛之先生に感謝いたします．また，本研究の一部には科学技術研究費補助金（21300013

ならびに 22104003）の支援を受けています．
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