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あらまし 本論文ではパーティクルフィルタによる適応的重み推定と Adaboostによる判定基準マイニングを用いた
シーン識別法を提案する．シーン識別には構図のような位置に依存した情報が有効である．しかしその一方で，画像
内の対象の位置は一定でないので位置に依存しない類似度も必要である．そこで，本論文ではこれら 2つを局所カー
ネル主成分分析 (KPCA)と大局KPCAにより表現し，それらをテストサンプルに応じて適応的に重みづけ統合する．
パーティクルフィルタを用いて各クラス毎に重みを選択した場合，正解のクラスが 1位になる重みを持つ割合がかな
り高い．しかし，複数のクラスが 1 位になる重みを持つ場合の明確な判定基準がないため，候補の絞りこみが高い精
度でできるにも関わらず，最終的に正しく識別できないことがある．そこで，適応的な重み推定により得られる情報
を基に Adaboostを用いて最終的な判定基準のマイニングを行った．適応的な重み推定と判定基準のマイニングを行
うことにより，局所または大局 KPCA だけを用いた場合と比べて識別率が 14%以上向上した．13 シーンのデータ
ベースを用いた実験では，従来法と比較して最も高い識別精度である 91.06%が得られた．
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1. は じ め に

もしシステムが入力画像のシーンを認識できれば，そ
の画像中に含まれる可能性が高い対象を推測できるかも
しれない．画像全体の情報だけから特定対象の位置や大
きさを推定する研究もある [1], [2]．しかし，それらの方
法は画像全体の情報を用いているだけであり，シーンカ
テゴリの情報を用いていない．シーンカテゴリとその中
に含まれる対象には強い相関関係があるので，シーンカ
テゴリの情報は単なる画像全体の情報よりも良い文脈情
報になり得る．従って，シーンカテゴリの情報は対象検
出の高速化や対象認識の高精度化に役立つだけでなく，
画像理解の第一段階としても重要である．
そうした背景からシーンカテゴリの識別法は盛んに

研究されている [3]～[11]. 最も有名な方法は局所領域と
bag-of-visual wordsを用いたものである [3], [4]. これら
の論文ではグリッドサンプリングを用いて局所特徴を抽
出することにより精度が向上することを報告している．
また，Lazebnikらも積極的に位置情報を用いることによ
り精度が向上することを示している [5]． これはシーン
識別には構図のような位置に依存した情報が有効である
ことを示している．しかし，画像内での対象の位置は変
化するので，シーン内に含まれる対象の位置に依存しな
い類似度も重要である．つまり，シーン識別では位置に
依存する類似性と位置に依存しない類似性という相反す
る 2つの類似性が重要となる．
位置に依存した大まかな構図情報を表現するために再

構成が可能である大局 KPCA を用い，位置に依存しな
い局所的な情報の表現として局所 KPCA を用いた．そ
して，相反する 2つの要求に答えるために各々の再構成
誤差を統合することを考えた [11]．しかし，各テストサ
ンプル毎に統合の際の最適な重みは異なるので，状況に
応じて適応的に重みを決める必要がある．そこで，本論
文ではパーティクルフィルタを用いて統合の際の重みを
適応的に決める [12]．各パーティクルを統合の際の重み
ベクトルに割り当て，再構成誤差を事後確率に関連づけ
れば，そのサンプルを識別するのに有効な重みベクトル
を得ることができる．シーン識別は多クラスの識別問題
であるので，パーティクルフィルタによる重み推定は各
クラス毎に独立に行い，そのクラスが 1位になるような
重みを選択する (もちろん，そのような重みが存在しな
い場合も多い)．13シーンのデータベース [13]を用いた
実験により，適応的な重み推定により正しいクラスが 1
位になる重みを持つ割合が 97%と高いことが分かった．
しかし，クラス毎に重み推定を行うので，サンプルに
よっては複数のクラスが 1 位になる重みを持つことがあ
る．その場合には再構成誤差を用いて判定することが 1
つの手であるが，重みがクラス毎に異なるので，この方
法により正しいクラスに識別される保証はない．そこで，
適応的重み推定を候補をしぼり込む方法と位置づけ，適
応的な重み推定の際に得られる重みベクトルの和や再構
成誤差等の情報を基に，複数クラスが 1 位になる重みを
持った場合に有効な判定基準をマイニングした．これに
は特徴選択 [14]に有効である Adaboost [15]を用いた．
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実験では従来法 [3]～[5], [7]～[11] で使われている 13
シーンのデータベース [13]を用いて評価した．まず，識
別基準のマイニング結果であるが，複数のクラスが 1位
になる重みを持つような場合には，構図のような大局情
報はあまり役に立たず，局所 KPCAの再構成誤差と識
別に関連する情報が重要であることが分かった．次に，
識別精度であるが，提案手法は局所もしくは大局KPCA
を単独で用いた場合よりも精度が 14%以上も向上した．
また，同じデータベースを用いた従来法と比べて最も高
い精度が得られた．これにより，テストサンプルに応じ
た適応的重み推定法及び判定が難しいサンプルに対する
識別基準のマイニングが有効であることが実証できた．
本論文の構成は以下の通りである．まず，2.節では提

案手法の概略を説明する．識別の基になる特徴量に関し
ては 3.節，局所 KPCAと大局 KPCAについては 4.節
で説明する．5. 節ではパーティクルフィルタを用いた適
応的重み推定について述べる．判定が難しいサンプルに
対する判定基準のマイニング法を 6.節で説明する．実験
結果を 7.節に示し，最後に 8.節で結論と今後の課題を
述べる．

2. 提案手法の概略

提案手法は以下の 4つのステップから構成される．第
一ステップはガボール特徴に基づく特徴量抽出 [8]であ
る．本論文では従来法 [3], [8]により有効性が報告されて
いるグリッドサンプリングと方向ヒストグラムを用いる．
画像から 3段階の大きさと 8方向のガボール特徴を抽出
した後，特徴量を 16×16のグリッドに分割し，各グリッ
ドで方向ヒストグラムを作成する [9]．
第二ステップは局所KPCAと大局KPCAである [11]．

シーンの大まかな構図情報をモデル化するために再構成
可能である大局 KPCAを利用し，シーン中の細かい対
象を表現するために局所KPCAを用いた．各KPCAに
より得られた再構成誤差を重みづけ統合することによ
り識別を行うが，テストサンプル毎に有効な重みは異な
る．そこで，本論文ではパーティクルフィルタを用いて
適応的に重みを選択する．この適応的重み推定が第三の
ステップである．
適応的な重み推定により正しいクラスが 1位になる重

みを持つ割合はかなり高い．1つのクラスだけが 1位に
なる重みを持つ場合にはそのクラスに識別すれば良いが，
複数のクラスが 1位になる重みを持つ場合には最終的な
判定基準がない．この際に再構成誤差を用いるのは 1つ
の手であるが，クラス毎に異なる重みベクトルを用いる
のであまりうまく働かないことが分かった．我々人間に
はどの基準が有効であるかは分からないので，適応的な
重み推定の際に得られる 10個の値の全クラス内での順
位を基に Adaboost により最終的な判定基準のマイニン
グを行う．これが第四のステップである．これらの 4つ
のステップを順を追って説明していく．

図 1 ガボール特徴から方向ヒストグラムを作成する方法

3. ガボール特徴の方向ヒストグラム

近年，方向ヒストグラムの有効性が報告されてい
る [5], [16]．従来手法では単純な方向微分のヒストグラム
が用いられることが多かったが，ここでは局所的な見え
の情報を抽出できるガボール特徴を基に方向ヒストグラ
ムを作成する [8]．
本論文では 3つの大きさパラメタと 8つの方向パラ
メタのガボールフィルタを用いる．ガボール特徴を抽出
した後， M × M のグリッドに分割し，各グリッドで方
向ヒストグラムを作成する．様々なパラメタのガボール
フィルタの出力値から方向ヒストグラムを作成する方法
について図 1を用いて説明する．図の例では分割数があ
いまいであるが，実験では 16 × 16の領域に分割する．
また，図中では１つの大きさパラメタのガボール特徴か
ら方向ヒストグラムを作成しているが，実際には 3つの
大きさパラメタのガボールフィルタを用いる．まず，8
方向の実数部と虚数部のガボールフィルタを画像に適用
し，各点毎に実数部と虚数部のノルムを計算する．次に，
グリッド内の各画素で抽出した 8方向のガボール特徴の
中で最大出力方向に投票していくことにより，8次元の
方向ヒストグラムを作成する．この処理を大きさパラメ
タ毎に行う．つまり，16 × 16に分割した各領域が 24次
元 (= 3 (大きさパラメタ) × 8 (方向パラメタ))の方向ヒ
ストグラムを持つ．
しかし，各グリッドで得られた 24次元の方向ヒスト
グラムよりも 2 × 2のような複数グリッド上の方向ヒス
トグラムを用いた方が高い精度が得られることが報告さ
れいている [10]．そこで，本論文では 2 × 2のグリッド
上の 4つの方向ヒストグラムを 1つの局所特徴として用
いる．つまり，各局所特徴の次元数は 96 (= 24× 2× 2)
となる．重なりがないように分割すれば，1枚の画像か
ら 64個 (= 8 × 8)の局所特徴が得られる．
局所KPCAでは位置情報を捨てた 96次元の局所特徴
が使われ， 大局 KPCAでは位置情報を持った全ての局
所情報が利用される．

4. 局所KPCAと大局KPCA

本節では局所 KPCAと大局 KPCAを説明する （注1）．
局所 KPCA は画像の細部を表現し，大局 KPCA は画

（注1）：誌面の都合により KPCAの説明を省略するので，文献 [17]を
参照して下さい．
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像の大まかな情報を表現することになる [11]．また，各
KPCAの再構成誤差の計算法についても本節で説明す
る．局所 KPCA の再構成誤差は位置不変な類似度とな
り，大局 KPCAの再構成誤差はそのシーンの構図情報
に関する類似度となる．

4. 1 局所KPCA

位置情報を捨てた局所特徴の集合は様々なパターンを
含むので，その分布は非線形となる．従って，それを表
現するためにはKPCAの非線形性が有効である [18]．本
論文では，位置情報を捨てた 2 × 2のグリッド上にある
4つの方向ヒストグラムの集合に KPCAを適用したも
のを「局所KPCA」と呼び，クラス毎に 1つの空間を作
成する．特徴のノルムの正規化は精度を向上させること
が報告されている [19]ので，ここでは各グリッド上の 24
次元の各方向ヒストグラムのノルムが 1になるように正
規化した．
局所 KPCAの概略を図 2に示す．まず，局所特徴 x

を非線形写像を用いて φ(x)に射影する．この空間で線
形主成分分析を行うことにより，固有ベクトル行列Vを
得ることができる．これを用いて KPCA空間内での特
徴量 yl = V T φ(x)を得ることができ，再構成した特徴
量は V V T φ(x)となる．つまり，局所 KPCAにおける
φ(x)の再構成誤差は

||φ(x) − V V T φ(x)||2 = φ(x)T φ(x) − φ(x)V V T φ(x)

= K(x,x) − ||V T φ(x)||2, (1)

のように計算できる．ここで，K(x, x)はカーネル関数
であり，vT φ(x) =

∑
i αiK(xi, x) (α は KPCA により

得られた固有ベクトル)である．本論文では正規化多項
式カーネル [20]を用いた．このカーネル関数の定義は

K(x, y) =
(1 + xT y)d√

(1 + xT x)d (1 + yT y)d
, (2)

である．このカーネルはRBFカーネルと比べてパラメタ
依存性が低い上，精度は RBFカーネルと同等であるこ
とが知られている [20]．実験では経験的に d = 5を用い
た．また，上の式から分かるようにK(x, x) = 1である．
従って，i番目の局所特徴xiの局所KPCAによる再構成
誤差 εli は K(xi, xi) − ||V T φ(xi)||2 = 1 − ||V T φ(xi)||2

となり，誤差の値は 0～1の値を取る．
局所KPCAだけを用いた識別では，各クラスのKPCA

を用いて画像内の全ての局所特徴の再構成誤差の和∑N
i εliを計算し，誤差の和が最小となるクラスに識別す

れば良い．

4. 2 局所カーネルの和統合を用いた大局KPCA

1節で述べたように，シーン識別には構図のような大
局的な類似度と位置に依存しない局所的な類似度の相反
する 2つの類似度が重要である．画像によっては大局的

図 2 局所 KPCA

な観点から類似度を測った方が識別しやすいものもあれ
ば，構図情報があまり役に立たない場合もあるだろう．
つまり，どちらを利用すべきかは事前には分からず，大
局的な構図情報のような観点および局所的な観点からの
同じ特徴量の誤差を計算し，適応的にどちらの類似度を
優先すべきかを決めるべきである．そのためには同じ特
徴量の誤差を 2つの異なる観点から測りたいが，もし特
別な工夫がない通常の KPCAを大局特徴の集合に適用
した場合，画像全体の再構成誤差 εgしか得ることができ
ない．つまり，各局所特徴 (2× 2グリッド上の 4つの方
向ヒストグラム)に対する大局的な観点からの再構成誤
差 εgi を得ることはできない．ここでは，局所特徴量の
再構成誤差を大局的な観点から得るために，局所カーネ
ルの和統合を利用する [11], [18]．
局所カーネルの和統合は以下のように定義される．

Ksum(x, y) =
N∑
i

φ(xi)T φ(yi) =
N∑
i

K(xi, yj)

= φg(x)T φg(y). (3)

こ こ で ，φg(x) = (φ(x1)T , . . . , φ(xN )T )T，x =
(xT

1 , . . . , xT
N )T である．つまり，各局所特徴 xiを非線形

写像により φ(xi)に射影し，それらを結合させることに
より大局特徴 φg(x)を作る．そして，大局特徴 φg(x) の
集合に線形主成分分析を適用すれば良い．この様子を図
3に示す．固有ベクトルWを用いて KPCA空間での新
しい特徴量 yg を得ることができ，再構成した特徴量を
WWT φg(x)のように計算できる．
もし局所特徴に適用するカーネル関数を 2次の正規
化多項式カーネルとすれば，非線形写像により射影し
た高次元空間での特徴量 φ(x)を明示的に記述すること
ができる．特に，ここでは局所カーネルの和統合を用
いているので，KPCAにより得られる固有ベクトルの
次元もそれほど高くならずに明示的に書くことができ
る [18]．従って，大局KPCAによる再構成誤差は，φg(x)
と ̂φg(x) = WWT φg(x) の差を計算すれば良いので簡単
である．再構成誤差 ||φg(x)− ̂φg(x)||2は全ての局所特徴
における再構成誤差の和

∑N
i ||φ(xi) − φ̂(xi)||2 となる．

i番目の局所特徴に対する再構成誤差を εgi と記述する．
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図 3 大局 KPCA

局所 KPCAでは位置情報を持たない局所特徴だけか
ら固有ベクトルを決定するのに対し，大局 KPCAでは
位置情報を持った画像全体から固有ベクトルが決まる．
上述のように大局 KPCAは φg(x)の線形主成分分析に
より得られるので，周辺領域との相対的な情報も入って
いる．これらが 2つの KPCAの違いであり，同じ局所
特徴の再構成誤差を局所的な観点と大局的な観点から測
り，それらを適応的に統合する．
大局 KPCAだけを用いて識別するには，クラス毎に

各局所特徴の再構成誤差を計算し，それらを
∑N

i εgi の
ように和統合する．そして，最も小さい再構成誤差を持
つクラスに識別すれば良い．

5. パーティクルフィルタを用いた適応的重み
推定

上述のように，同じ局所特徴の再構成誤差を局所的な
観点および大局的な観点から計算し，それらを適応的に
統合したい．本論文では，パーティクルフィルタを用い
て適応的に重みを推定する方法を提案する．まず，パー
ティクルフィルタについて 5. 1節で簡単に説明し，5. 2
節で適応的な重み推定について説明する．

5. 1 パーティクルフィルタ

時刻 tでの状態と観測をそれぞれ Xt，Zt とする．こ
の時，事後確率 p(Xt|Zt) はベイズの定理を用いて

p(Xt|Zt) ∝ p(Zt|Xt)

∫
p(Xt|Xt−1) p(Xt−1|Zt−1)dXt−1,

のように計算できる．
パーティクルフィルタでは，p(Xt|Zt)を N個のパー

ティクル {(sk
t , πk

t )|k = 1, . . . , N}を用いて推定する．こ
こで，sk

t，πk
t は k番目のパーティクルの状態とその重要

度である．確率分布は離散パーティクルにより表現され
るので，任意の非線形分布を表現することができる．
事後確率 p(Xt|Zt)は以下のように再帰的に求めるこ

とができる．
(1) パーティクルの状態 s′t−1を P (Xt−1|Zt−1)に応じ

て選択する．
(2) パーティクル st の状態を遷移確率 p(Xt|Xt−1 =

s′t−1)を用いて変化させる．
(3) 各パーティクルにおける尤度 p(Zt|Xt = sk

t )を計
算し，それを基に事後確率 p(Xt|Zt)を推定する．

5. 2 適応的な重み推定法

本論文では，局所および大局的な観点から得られた局
所特徴の再構成誤差を以下のように統合する．

E =
N∑

j=1

(γj εlj + (1 − γj) εgj) . (4)

ここで，γj は j番目の局所特徴に関する重みであり，0～
1の値をとる．また，εlj と εgj は局所および大局KPCA
による再構成誤差を表している．
当然，構図情報が有効なサンプルもあれば，そうでな
いサンプルもある．従って，識別に有効な重みベクトル
γ はテストサンプル毎に異なり，事前には分からない．
そこで，本論文ではパーティクルフィルタを用いてその
テストサンプルにとって有効な重みを決定する．識別に
有効な重みを得るために，パーティクルの状態を 2つの
KPCAにより得られた再構成誤差を統合する際の重み
st = {γt1, . . . , γtN}に割り当てる．重み空間での事後確
率分布をパーティクルフィルタを用いて推定し，その分
布から重みベクトルを選択すれば，そのサンプルを識別
するために有効な重みベクトルを得ることができる．
各パーティクルの p(Zt|Xt)の下での識別に関連した
スコアを以下のように定義する．

Scorec(sk
t ) =

mini |=c Ek
i − Ek

c∑N
i=1 Ek

i

. (5)

ここで，Ek
c は k番目のパーティクル (重みベクトル)に

より計算されたクラス cの再構成誤差であり，mini |=c Ek
i

はクラス cを除く全クラス中での最小の再構成誤差であ
る．他のクラスの最小距離と比較することにより，もし
クラス cが最小の再構成誤差を持てばスコアは正の値と
なり，クラス c以外が最小の誤差を持てばスコアは負の
値となる．また，パーティクルフィルタを各クラスに独
立に適用するので，重みベクトルの大きさがスコアに影
響を与えるかもしれない．そこで，全クラスの再構成誤
差の和で正規化したスコアを用いた．
次に，パーティクルの尤度と重要度について説明する．
クラス cにとって有効な重みを得るためにはクラス cと
他のクラスとの違いを強調すれば良い．従って，k番目
のパーティクルの尤度を先程のスコアを用いて以下のよ
うに定義する．

π̃k
t = p(Zt|Xt = sk

t ) ∝ exp(a × Scorec(sk
t )). (6)

指数関数を用いることにより，大きなスコアを持つパー
ティクルが選択されやすくなる．また，aは，式 (5)を
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∑N
i=1 Ek

i で正規化することにより，スコアが小さくなり
過ぎるのを補正するための定数である．実験では aの値
を

∑N
i=1 Ek

i の大まかな値である 300とした．この尤度 π̃

は正規化されていないが，実際には全パーティクルの重要
度の和が 1になるように正規化する πk

t = π̃k
t /

∑M
k=1 π̃k

t．
このパーティクルの重要度を用いることにより，各クラ
スにとってスコアが大きくなるようなパーティクル，即
ち重みベクトルを選択することができる．
適応的な重み推定アルゴリズムは以下のようになる．
(1) パーティクルの状態 s′t−1(重みベクトル)を前の
事後確率 P (Xt−1|Zt−1)に応じて選択する．t = 0では
P (X0|Z0)を一様分布と考え，s′0をランダムに選択した．
(2) パーティクルの状態 st を遷移確率 p(Xt|Xt−1 =

s′t−1)を用いて移動させる．本論文ではランダムウォーク
モデルXt = Xt−1 + ntを用いる．ここで，ntはガウシ
アンノイズである．実験ではガウシアンの分散として 3
つの分散値を用意し，そこから毎回ランダムに選択した．
(3) 式 (5)を用いて各パーティクルのスコアを計算し，
パーティクルの尤度 p(Zt|Xt = sk

t )を式 (6)により計算
する．パーティクルの重要度 πtを和が 1になるように正
規化する．
(4) (1)～(3)のステップを tが既定回数に達するまで
繰り返す．実験では tの上限を 20回とした．
このアルゴリズムにより各クラスのスコアが大きくな

るような重みベクトルを得ることができる．テストサン
プルがどのクラスに属するかは事前には分からないので，
このアルゴリズムを全クラスに適用し，クラス毎にスコ
アが大きくなる重みベクトルを推定する．この方法によ
り，かなり高い割合で正解のクラスが 1位になる重みを
持つことが分かった．しかし，当然，複数のクラスが 1
位になる重みを持つ場合も出てくる．この場合には最終
的に 1つのクラスを選択しなければならないが，クラス
毎に異なる重みベクトルが推定されるので，式 (5) のス
コアはあまり有効に働かないことが実験により分かった．
複数クラスが 1位になる重みを持つ場合に有効な判定基
準は人間には分からないので，適応的重み推定により得
られる 10個の情報から判定基準を自動的にマイニング
することにした．

6. Adaboostを用いた判定基準のマイニング

本節では適応的重み推定により複数クラスが 1位にな
る重みを持った場合に対する最終的な判定基準のマイニ
ングについて説明する．ここでは，特徴選択 [14] で有効
性が知られている Adaboost [15]を利用する．
マイニングに利用する情報および弱識別器について

6. 1節で説明する．Adaboostに関する説明は紙面の都合
により省略するので，適宜文献を参照されたい [15]．

6. 1 判定基準のマイニングに利用する情報

適応的な重み推定により再構成誤差や重みベクトル等

のいくつかの情報を得ることができる．しかし，我々人
間にはどの情報が複数クラスが 1位になる重みを持つ場
合の最終判定に有効であるのか分からない．そこで，重
み推定の際に得られる 10個の情報から Adaboostを用
いて最終判定に有効な基準を自動的に得る．ただし，重
み等の値そのものはサンプルに依存して変わってしまう
ため，全クラス内での順位を用いて弱識別器を構成する．
弱識別器の例を挙げれば，再構成誤差が小さい方から 4
位以内とか重みベクトルの和が小さい方から 3位以内の
ようになる．
以下に判定基準マイニングに利用する 10個の情報を
示す．ただし，以下は Adaboostをクラス c に適用する
ことを想定している．また，10個の情報をループ中の
いつ収集するかであるが，パーティクルフィルタの最終
ループの中で式 (5)に示すスコアが最大となるパーティ
クル (重みベクトル)の情報を用いた．
(1) 式 (4)に示すクラス cの再構成誤差．
(2) 上の値を全クラスの再構成誤差の総和

∑N
i=1 Ek

i

で正規化した値．これは重みベクトルの大きさに依存し
ない．
(3) クラス cの再構成誤差とクラス c以外の再構成誤
差の最小値との差 (mini |=c Ek

i − Ek
c ).

(4) 式 (5)に示すクラス cのスコア．これは重みベク
トルの大きさに依存しない
(5) 局所 KPCAのみを用いた場合のクラス cの再構

成誤差
N∑

i=1

εli.

(6) 大局 KPCAのみを用いた場合のクラス cの再構

成誤差
N∑

i=1

εgi.

(7) 全クラスの再構成誤差の和
∑N

i=1 Ei

(8) 重みベクトルの和
∑N

i=1 γi.
(9) 重みベクトルの各要素の 2乗和

∑N
i=1 γ2

i .
(10) パーティクルフィルタを用いた適応的重み推定の
最後ループで 1位になる重みが得られた回数．

Adaboostへの入力は上の 10個の値の全クラス内での
順位なので，上述のように弱識別器は情報毎に順位を閾
値としたものになる．
適応的な重み推定により 1つのクラスだけが 1位にな
る重みを持つ場合にはそのクラスに識別すれば良い．問
題は複数クラスが 1 位になるような場合である．全クラ
スの学習サンプルの中でそのような場合が起こった場合
のみサンプルを収集し，それを基に Adaboostを用いて
判定基準のマイニングを行う．複数クラスが 1位になる
重みを持つ場合の最終的な判定基準はクラス間でそれほ
ど違いがないと考えたことと，このような場合が少ない
クラスと多いクラスがあることから，クラス毎に基準を
変えずに全クラスで 1つの判定基準を作成した．この判
定基準は複数クラスが 1位になる重みを持つ場合のサン
プルから作成したので，そのような場合にのみ適用する．
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7. 評 価 実 験

本節では 13シーンデータベース [13]を用いた評価実
験の結果を示す．まず初めに実験で用いるデータベース
と評価方法を 7. 1節で説明する．次に，マイニングの結
果について 7. 2節で述べる．7. 3 節では識別結果を示す．
従来法との比較結果も併せて示す．

7. 1 画像データベースと評価方法

本論文では，最近提案されたシーン識別法 [3], [4], [7],
[8], [21]と比較をするために，それらの論文中で用いられ
ている 13種類のシーンカテゴリデータベース [13]を利用
する．13種類のシーンカテゴリの例を図 4に示す．デー
タベースに含まれる画像は濃淡画像であり，画像サイズ
は一定でない．各シーンカテゴリに含まれる画像枚数も
異なっている．室内から屋外シーンまで様々なカテゴリ
が含まれている．カメラアングル，画像内に含まれる対
象やその位置が変化するので，クラス内分散は大きい．
ここでは，各シーンカテゴリの画像を学習用とテスト用

の 2つの画像セットをランダムに選択する．具体的には，
各カテゴリでランダムに選択した 100枚の画像を学習用，
残りをテスト用とした．これは従来法 [3], [4], [7], [8], [21]
と同じやり方である．
ただし，提案手法では判定基準マイニングのためのサ

ンプルも必要となる．そこで，各カテゴリ 100枚の学習
用画像をさらに 2つのセットに分割した．最初のセットは
各カテゴリ 80枚の画像を含み，局所および大局 KPCA
に利用される．各カテゴリ 20枚を含む画像セットは判
定基準のマイニング用として利用する．つまり，KPCA
とAdaboost用に各クラス計 100枚の学習画像を用いる．
これは従来法と同じである．パーティクルフィルタを用
いた適応的重み推定法を各カテゴリ 20枚のセットに適
用し，不正解のクラスが 1位になる重みを持つ場合に正
と負のサンプルを収集する．この処理により，全クラス
で 150 枚以上の正のサンプルと 300枚以上の負のサンプ
ルが集まった．これらのサンプルから前節で説明した 10
個の情報の順位を抽出し，Adaboostにより判定基準を
作成する．
各カテゴリの学習以外の画像，即ち 100枚以外をテス

トに利用する．しかし，カテゴリ毎にテスト画像の枚数
が異なる (最小は 110枚，最大は 310枚のテスト画像)．
その影響を低減するために各カテゴリ毎の識別率の平均
値を評価値とした．この評価方法も従来法と同じである．
ここでは，乱数の初期値を変えながらこの評価を 3 回行
い，その平均値を最終的な評価値とした．

7. 2 判定基準のマイニング結果

本節ではマイニングの結果について述べる．前節で述
べたように，乱数の初期値を変えながら 3回の評価を行
うので，3つの判定基準が得られることになる．しかし，

(a) (b) (c) (d)

(e) (f) (g) (h) (i)

(j) (k) (l) (m)

図 4 13 シーンの例 (a) suburb (b) coast (c) forest (d)

highway (e) inside-city (f) mountain (g) open-country

(h) street (i) tall-building (j) office (k) bedroom (l)

kitchen (m) living-room

その中身を解析してみると Adaboostにより得られた最
初の弱識別器は 3回とも同じであった．最初の弱識別器
に利用された情報は 6. 1節の (7)に示した「全クラスの
再構成誤差の和」であり，弱識別器は全クラスの再構成
誤差の和が小さい方から 4位以内であった．クラス毎に
パーティクルフィルタを用いて重み推定を行っているの
で，クラス cに適用した時に得られる最大スコアに対応
する重みベクトルを用いた全クラスの再構成誤差の和と
他のクラスにパーティクルフィルタを適用して得られた
全クラスの誤差の和は異なる．これが全クラス中で小さ
い方から 4位以内という意味である．

2番目や 3番目の弱識別器で利用された情報は 3回の
評価で一定ではなかったが，6. 1節の (1)に示した「全
クラスの再構成誤差の総和

∑N
i=1 Ek

i で正規化したクラ
ス cの再構成誤差の値」が 3回中 2回の評価で 3番目ま
でに選択された．弱識別器はともに正規化した再構成誤
差が 1番小さいというものであった．その他に上位で選
択されてるのは，「最終ループの全パーティクルの中でそ
のクラスが 1位になる重みの数が多い」であった．
ここで，得られた判定基準の意味を考える．最初の弱
識別器では「全クラスの再構成誤差の和」が使われたが，
これは大局KPCAよりも局所KPCAを優先することを
意味している．なぜなら局所 KPCAによる再構成誤差
の方が大局 KPCAによる再構成誤差よりも小さいから
である．つまり，複数クラスが 1位になる重みを持つよ
うな判定が難しいサンプルの場合には大局的な構図のよ
うな情報があまり有効ではないことを意味している．
それとは逆に「正規化した再構成誤差の値が小さい」
は直接的に識別に関連したものである．つまり，まずは
局所 KPCAの誤差を重要視するが，それだけではうま
く識別ができないので，識別に関連した指標も利用する
と考えることができる．同様に，「全パーティクルの中で
1位になる重みの個数が多い」というのも識別に深く関
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連するものである．その他の下位の弱識別器は誤識別率
が大きく，あまり最終判定には影響を与えないことと，3
回のマイニングで統一の見解ができないことから説明を
省く．
この判定基準は複数クラスが 1位になる重みを持つよ

うな判定が難しいサンプルに対してだけ有効であり，全
てのサンプルに有効なわけではない．適応的重み推定の
時点で 1意にクラスが決まる場合にはこれを使う必要は
ない．

7. 3 評 価 結 果

本節では評価結果及び従来法との比較結果を示す．ま
ず，提案手法を局所KPCAのみもしくは大局 KPCAの
みを用いた場合と比較する．提案手法では全ての γiを 0
とすれば大局 KPCAのみを用いることに等しく，全て
の γi を 1とすれば局所 KPCAだけを用いた結果が得ら
れる．各手法の評価結果を表 1に示す．適応的重み推定
ではパーティクルの数を 5000とし，Adaboostによるマ
イニング結果を利用する提案手法では最大繰り返し回数
を 20とした．また，表中の識別率は乱数の初期値を変
えて 3回評価を行った際に得られる平均値である．
局所 KPCA もしくは大局 KPCA だけを用いた場合

には識別精度が 77%に達しないことが分かる．しかし，
パーティクルフィルタを用いて適応的に重みを推定する
ことにより識別精度が 81%以上となった．ただし，複
数クラスが 1 位となった場合には式 (5)に示したスコア
が最大となるクラスに識別した．この結果から適応的な
重み推定の有効性が確認できるのだが，適応的重み推
定により正解のクラスが 1位になる重みを持つ割合は
97.01%(3回の評価の平均値) である．これは適応的重み
推定により正解クラスが最終候補まで残るが最終的に正
しく識別される回数が少ないことを表している．つまり，
適応的な重み推定は識別を行う方法ではなく，候補を絞
り込む方法と位置づけると良い．
適応的な重み推定により候補を絞りこみ，Adaboost

により得られた最終判定基準を用いる方法の識別率は
91.06%となり，Adaboostによるマイニングの効果が確
認できる．各々の KPCA を単独で用いた場合よりも実
に 14%以上も識別精度が向上した．また，判定基準をマ
イニングしない場合と比べても 9%以上の精度が向上し
ている．これによりパーティクルフィルタを用いて適応
的に重みを推定し，判定が難しいサンプルに対してはマ
イニングにより得られた判定基準を利用することの有効
性が実証できた．
提案手法の有効性を示すために，シーン識別でよく利

用されている bag-of-visual words [22]と線形サポートベ
クターマシンを組み合せた場合の評価を行う．基準とな
る局所特徴量は提案手法と同じ 2 × 2 グリッド上の 4つ
の方向ヒストグラムである．この評価結果も表 1に示す．
bag-of-visual words法は 73%以下の識別率であり，シー

表 1 提案手法の評価結果

Method Classification rate

提案手法 91.06%

適応的重み推定のみ 81.33%

局所 KPCAのみ 76.62%

大局 KPCAのみ 74.71%

linear SVM of bag-of-words 72.66%

表 2 従来法との比較結果

Method Classification rate

提案手法 91.06%

[7] (PAMI2008) 85.9%

[10] (ICPR2010) 84.33%

[9] (Patt.Rec.2011) 82.86%

[4] (ECCV2006) 73.4%

[3] (CVPR2005) 65.2%

ン識別でよく利用される方法よりも提案手法の方が圧倒
的に高い精度であることが分かる．
最後に，提案法と従来法 [3], [4], [7], [9], [10] の比較を行
う．比較結果を表 2に示す．ただし，各手法の識別精度
は各論文から抜粋した数値である．2つの方法 [3], [4] は
bag-of-visual wordsを用いているので，ここで作成した
bag-of-visual words法の結果とあまり変わらない．この
ことは特徴量にそれほどの差がないことを表している．
提案手法は visual wordsの KPCA空間内での自己相
関特徴を用いた方法 [9]よりも圧倒的に勝っている．ま
た，局所共起特徴を用いた方法 [10]よりも精度が高い．
この方法は位置不変性と周辺との関係性を併せ持つ方法
であるが，提案手法も性質の異なる 2つの KPCAを組
み合わせることにより 2つの要求を満たしている．また，
従来法の中で最も識別精度が高かった spatial pyramid
probabilistic Latent Semantic Analysisを用いた Bosch
らの方法 [7] よりも高い精度が得られている．
識別精度は使用する特徴量と識別器に依存しているた
め，両方共に異なる方法とは直接的な比較が難しい．し
かし，標準的なシーン識別法である bag-of-visual words
法を提案手法と同じ特徴量を用いて識別したものに比べ，
提案手法は圧倒的に高い識別率であり，また同じデータ
ベースを用いて評価を行ったどの方法よりも高い精度が
得られていることから，適応的な重み推定により候補を
絞りこみ，判定が難しいサンプルには Adaboostにより
得られた判定基準を用いることが有効であったと言える．

8. お わ り に

シーン識別では位置に依存した大まかな構図情報と位
置不変な細かい類似性が重要である．そこで，提案手法
では位置不変な細かい対象を表現する方法として局所
KPCAを用い，大まかな構図情報を表現するために大局
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KPCAを用いた．そして，2つの KPCAにより得られ
た再構成誤差をテストサンプルに応じて適応的に統合す
る方法を提案した．しかし，パーティクルフィルタを用
いて各クラスが 1位になるような重み選択を行うと，複
数クラスが 1位になる重みを持つ場合がある．その際に
はクラス間で重みベクトルが異なるため，単純に再構成
誤差を用いてもあまり精度の良い識別はできない．そこ
で，このような場合の判定基準を Adaboost を用いてマ
イニングした．

13シーンのデータベースを用いた実験により，適応的
な重み推定を用いると局所もしくは大局 KPCAを単独
で用いるよりも 5%程度精度が向上することが分かった．
さらに，判定が難しいサンプルに対してマイニングの結
果を用いると 14%以上も識別精度が向上した．同じデー
タベースを用いて評価を行った最も精度の高い従来法 [7]
と比較しても提案手法は 5%以上高い識別精度が得られ，
適応的な重み推定と判定基準のマイニングを用いた提案
手法の有効性が実証できた．
本論文では提案手法をシーン識別に利用したが，提案

手法自体は汎用的な枠組であり，識別対象に依存しない．
例えば，対象カテゴリ識別では大局 KPCAが文脈情報
を表し，局所 KPCAが位置不変な対象の類似度を表す
ことになり，有効に働くと考えられる．また，同じよう
な枠組が行動認識等でも利用できると期待される．これ
らの問題への応用は今後の課題である．
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