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NMFを用いた表現学習に対する
コレスキー分解を用いた補正法

吉 田 哲 也†1 荻 野 広 樹†1

本稿では，NMF（Non-negative Matrix Factorization）を用いて表現学習を行う
際に学習される局所表現の非直交性に着目し，特徴空間における計量に対するコレス
キー分解を活用することで学習した表現を補正する手法を提案する．個々のデータを局
所表現の線形結合として表現する際，表現における非負性を保証する手法として NMF

が注目を集めている．しかし，学習した表現を活用する際には，局所表現の非直交性
に起因する問題は考慮されてこなかった．提案法では NMFがデータを局所表現の線
形結合に分解することに着目し，局所表現を用いることで特徴空間における計量を推
定し，計量に対するコレスキー分解から得られる上三角行列を活用して学習した表現
を補正する．提案法を文書クラスタリングに適用し，提案法の有効性を確認した．

Cholesky Decomposition Rectification
for Non-negative Matrix Factorization
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†1 and Hiroki Ogino
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We propose a method based on Cholesky decomposition for Non-negative
Matrix Factorization (NMF). NMF enables to learn local representation due
to its non-negative constraint. However, when utilizing NMF as a represen-
tation leaning method, the issues due to the non-orthogonality of the learned
representation has not been dealt with. Since NMF learns both feature vectors
and data vectors in the feature space, the proposed method 1) first estimates
the metric in the feature space based on the learned feature vectors, 2) applies
Cholesky decompsition on the metric and identifies the upper triangular ma-
trix, 3) and finally utilizes the upper triangular matrix as a linear mapping for
the data vectors. The proposed approach is evaluated over several real world
datasets. The results indicate that it is effective and improves performance.

1. は じ め に

カーネル法に代表される，与えられたデータの表現を処理の目的に適した表現に変換（写

像）し，写像先の空間で処理（分類やクラスタリングなど）を行う研究が活発に行われてい

る15)．分類問題に対する Support Vector Machine（SVM）15)，クラスタリング問題に対

するスペクトルクラスタリング17) など，様々な研究が行われている．本稿では，与えられ

たデータが表現される空間をデータ空間，写像先の空間を特徴空間と呼び，データ空間にお

けるデータの表現をデータ行列，特徴空間におけるデータの表現を表現行列と呼ぶ．また，

表現行列を学習することを表現学習と呼び，数ベクトル空間の標準基底を構成するベクトル

などのように非零の要素が少ない表現を局所表現と呼ぶ．

個々のデータを局所表現の線形結合として表現する際，表現における非負性を保証する手法

としてNon-negative Matrix Factorization（NMF）の研究が活発に行われている1),8),9),19)．

主成分分析（PCA）などの固有値解析に基づく手法と異なり直交性が強制されない局所表

現が得られ，視覚野などの研究や局所表現を活用した画像処理などでの有効性が報告されて

いる5),8)．また，文書クラスタリングに対する有効性も報告されている19)．

一般にスペクトル学習などの表現学習法においては，学習した表現（表現行列）を任意の

学習器に適用するとして，学習器の性質を考慮しないことが多かった7)．従来法では NMF

をクラスタリングに用いる際には特徴数をクラスタ数に設定する場合が多いが3),19)，NMF

を表現学習ととらえて特徴数を増加させた場合に，NMFで学習する局所表現の非直交性に

より，通常のユークリッド空間を（暗黙に）仮定する手法を適用した場合には特徴空間の性

質を反映した距離を活用できないという問題はこれまで考慮されてこなかった13)．

本稿では，非負の表現を得るために NMFを用いて表現学習を行う際，学習される局所表

現の非直交性に着目し，特徴空間における計量に対するコレスキー分解4) を用いて学習し

た表現を補正する手法を提案する．提案法では NMFがデータを局所表現の線形結合に分解

することに着目し，局所表現を用いて特徴空間における計量を推定し，計量に対するコレス

キー分解から得られる上三角行列を活用して表現行列を補正する．提案法を文書クラスタリ

ングに適用して評価し，提案法の有効性を示す．提案法を用いて表現行列を補正することに

より，NMFで学習した表現をクラスタリングなどに活用する際，適用するアルゴリズムを
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変更することなく局所表現の非直交性を補正した効果的な活用が可能になると期待される．

与えられたデータに基づいて適切な計量を学習する様々な手法が提案されてきた10),11),18)．

しかし，計量の学習には分類学習と同様にラベル付きデータを与える必要があった．また

半正定値問題として定式化されることが多く，学習に要する計算量が多かった18),18)．他方，

提案法ではラベル付きデータを与える必要はなく，与えられたデータのみから特徴空間にお

ける計量を推定して活用できる．さらに，コレスキー分解は高速に安定的に求めることがで

きる．また，高次元データに対して計量の導出と次元圧縮を同時に考える必要があることが

指摘されている11) が，NMFによる次元圧縮と，圧縮した表現に対する適切な計量を導出

（補正）するという意味で提案法は両者を同時に実現しているといえる．

2 章では関連研究を紹介し，3 章で提案法について説明し，4 章で評価実験の結果を報告

する．5 章で提案法の有効性に関して議論し，6 章でまとめと今後の展望を述べる．

2. 関 連 研 究

2.1 次 元 削 減

一般にカーネル法ではカーネルトリックを用いて高次元空間への非線形写像を利用するこ

とが多いが15)，探索的データ解析などでは文書データなどの高次元空間で表現されるデー

タを低次元空間に写像して見通しの良い低次元に圧縮した表現を活用することが多い．統計

学では，射影行列などの線形写像を用いた手法や，主成分分析（PCA）や多次元尺度構成

法などが研究されてきた4)．また，非線形写像を用いた様々な手法が提案されており，グラ

フラプラシアンを用いた手法16) や局所線形性を仮定した手法14) などがある．

2.2 クラスタリング

大別すると階層的クラスタリングと分割的クラスタリングのアプローチがあり，従来から

様々な研究が行われている6)．グラフ理論に基づいて分割的クラスタリング行う手法が近年

活発に研究されているが，このアプローチでは，類似度（あるいは非類似度）に基づきグラ

フの中から組合せ論的な構造を探索する．これまで，グラフ彩色に基づく手法12) やグラフ

カットに基づく手法（Ncut）17) などが提案されている．

2.3 計 量 学 習

これまで与えられたデータ集合を用いて適切な計量を学習して活用する手法が提案され

てきた10),11),18)．半教師ありクラスタリングにおいて指定されたデータ対の関係から計量

学習を半正定値問題として定式化する手法10),18)や，訓練データにおけるクラスタ情報を用

いて二次計画問題として定式化する手法11) などが提案されている．これらは，教師情報を

活用して計量学習を行う手法といえる．

3. NMFを用いた表現学習に対するコレスキー分解を用いた補正法

本稿では，行列は太字の大文字，ベクトルは太字のイタリック小文字で表記し，Xij で行

列Xの第 ij 要素を表す．trは行列のトレースを表し，XT でXの転置を表す．

3.1 Non-negative Matrix Factorization

Non-negative Matrix Factorization（NMF）9) とは，与えられた p 次元空間における n

個のデータに対する非負のデータ行列 X = [x1, · · · , xn] ∈ R
p×n
+ に対して�1，指定された

特徴数 q のもとで非負の行列U = [u1, · · · , uq] ∈ R
p×q
+ ，V = [v1, · · · , vn] ∈ R

q×n
+ の積に

より

X � UV (1)

と近似して分解する行列U，Vを求める手法である．各データ xi は u1, · · · , uq の線形結

合として近似して表現されることになる．このため，NMFは与えられたデータ行列 Xに

対し，行列Uの列ベクトルで張られる特徴空間における表現 Vを求める手法と見なせる．

U，Vは式 (1)での近似の良さに対応する以下の目的関数を最小化により求める．

J1 = ||X − UV||2 (2)

ここで || · ||は行列のノルムであり，フロベニウスノルムと KL情報量を用いる方法が提案

されているが9)，本稿ではフロベニウスノルムを用いる場合を扱う．各データは特徴空間に

おいて q 個のベクトル u1, · · · , uq の線形結合として近似的に表現されるため，次元削減法

と見なすことができる．PCAなどの固有値解析に基づく手法と比較して，NMFでは次元

削減後の各要素が非負であり，また，通常のユークリッド空間のもとでの各特徴ベクトルの

直交性は強制されないという特徴がある．

NMFのアルゴリズムを図 1 に示す9)．1行目で初期化し，3，4行目でU，Vを交互最

適化を行う．終了条件としては，繰返し数の上限や式 (2)の値が十分小さい場合とすること

が多い．一般に式 (1)を満たすU，Vは無数に存在するため，解の一意性の保証のために

2行目の繰返し中にUに対する正規化を用いる手法が提案されている19)．

3.2 NMFを用いたクラスタリング

NMFは視覚野などにおける局所特徴量に対する研究で提案されてきたが8)，高次元スパー

スな表現を持つ文書クラスタリングでの有効性も示されている3),19)．NMFを用いた文書ク

�1 本稿では，NMF における記法に従い，X ∈ R
p×n
+ の形式をデータ行列と呼ぶ．
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NMF(X, q)

Require: X ∈ R
p×n
+ : データ行列

Require: q ∈ N: 特徴数
1: U, V を初期化
2: while 終了条件が満たされない限り do

3: Uij := Uij
(XVT

)ij

(UVVT
)ij

4: Vij := Vij
(UT X)ij

(UT UV)ij

5: end while

6: return U,V

図 1 Non-negative Matrix Factorization（NMF）
Fig. 1 Non-negative Matrix Factorization (NMF).

ラスタリングでは，一般には特徴数 q をクラスタ数 k に設定し，各データ xごとに構築し

た表現 v において最大の値を持つクラスタ cに割り当てる．

c = argmax
c

vc (3)

ここで vc はデータ xに対する表現 v における第 c要素の値を表す．

3.3 NMFを用いた表現学習

2.1 節で述べた次元削減法は，与えられたデータ空間から扱う問題に適した空間における

表現を求めるという意味で表現学習と見なせる．カーネル法では高次元空間への非線形写像

を実現するカーネル関数を目的に合わせて事前に設計することが多く15)，グラフラプラシ

アンを用いてデータからカーネル行列を求め，カーネル行列の固有ベクトルを用いる手法も

提案されている7)．

NMFを用いた表現学習として，画像処理における局所表現を活用した画像検索での有効

性が示されている．また，NMFを用いて扱う対象領域に一般的な特徴をまず学習しておき，

後に様々な用途に活用する自己教示学習も提案されている13)．しかし，画像データに対し

ては効果的であるが，文書データに対しては効果が少ないことが報告されている13)．

NMFを次元削減を行う表現学習法ととらえた場合，学習した表現行列Vに対して SVMな

どの分類学習法や kmeansなどのクラスタリング法を適用することになる．一般には kmeans

法などのように特徴空間を構成する特徴どうしの直交性を（暗黙に）仮定する手法を適用す

ることが多いが7)，NMFにより学習した表現（表現行列）を活用する際には，NMFで学

習する局所表現の非直交性により特徴空間の性質を反映した距離を活用できないという問

題は考慮されてこなかった13)．

3.4 コレスキー分解を用いた補正法

上記の問題は，NMF で学習した表現行列 V を活用する際，特徴空間におけるデータ

対 (vi, vj) に対する二乗距離を特徴空間が通常の単純なユークリッド空間と仮定して

(vi − vj)
T (vi − vj) として扱うことに起因する．しかし，NMF では非負性の制約によ

り一般には u1, · · · , uq の直交性は成立しないため，学習した表現行列Vに対して上記のよ

うな二乗距離を使用することは適切ではない．特徴空間の非直交性を反映する計量Mが分

かっていれば，Mを用いてデータ対 (vi, vj)に対する二乗距離を

(vi − vj)
T M(vi − vj) (4)

として求めることができる．これは一般に画像などの分類問題でのマハラノビス距離である．

本稿では，NMFがデータ行列Xを特徴空間を構成する局所表現Uと，特徴空間におけ

る表現行列Vに分解することに着目し，1) Uを用いて特徴空間における計量Mを推定す

る，2) Mを用いて学習した表現Vを補正する，3)補正した表現をユークリッド空間など

の直交性を仮定するアルゴリズムを適用する，という手法を提案する．

上記 3)は，文献 7)と同様に補正後の表現に対して既存の手法を適用することに対応する

ため，以下では 1)，2)について述べる．なお，提案法により補正した表現を用いることに

より，上記 3)で適用するアルゴリズムを変更することなくデータ処理が可能となる．

3.4.1 NMFにおける計量の推定

データ行列 Xを q 個のベクトル u1, · · · , uq で張られる特徴空間で近似して表現する際，

NMFでは特徴空間を構成する各 u に対してもとのデータ空間における明示的な表現が与

えられていることに着目し，3.1 節の末尾に述べたように図 1 に示すアルゴリズム中で各 u

に対して uT u = 1という正規化を行い19)，Uのグラム行列 UT Uにより特徴空間におけ

る計量Mを推定する．

M = UT U, s.t. uT
l ul = 1, ∀l = 1, . . . , q (5)

これは，グラフラプラシアンを用いる手法においてデータ行列Xのグラム行列XT Xを

カーネルとして用いることに対応する．ただし，他の計量学習法と異なり，提案法ではNMF

の性質を用いることによりMの推定に教師情報を与える必要がないことに注意されたい．

また，式 (1)は各データを u1, · · · , uq で張られる特徴空間で近似して表現するという意味

で正規化したUのグラム行列を計量として用いることは自然であると考えられる．

3.4.2 コレスキー分解を用いた補正

式 (5)により計量Mを推定するため，推定したMは対称非負定値であることが保証さ
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CNMF(X, algNMF , q, parameters)

Require: X ∈ R
p×n
+ //data matrix

Require: q; //the number of features

Require: algNMF ; //the utilized NMF algorithm

Require: pars; //other parameters in lagNMF

1: U, V := run algNMF on X with q ( and pars) s.t. uT
l ul = 1, ∀l = 1, . . . , q

2: M := UT U

3: T := cholesky decomposition of M s.t. M = TT T

4: return U, TV

図 2 NMF に対するコレスキー分解を用いた補正法（CNMF）
Fig. 2 Cholesky Decomposition Rectification for NMF (CNMF).

れる．このため，コレスキー分解を用いることにより，Mを上三角行列 Tを用いて一意に

分解できることが保証される4)．

M = TT T (6)

式 (6)を式 (4)に代入することにより，コレスキー分解で求めた上三角行列 Tを用いて

V → TV (7)

と線形写像することにより，補正した表現 TVを構築する．提案法により補正した表現で

は任意のデータ対 (Tvi, Tvj)の二乗距離は

(Tvi − Tvj)
T (Tvi − Tvj) = (vi − vj)

T TT T(vi − vj) (8)

= (vi − vj)
T M(vi − vj) (9)

となり，式 (4)と同様に特徴空間の計量を反映した二乗距離となることが保証される．

なお，一般に対称非負定値行列AはA = PT Pの形に分解可能であるが4)，提案法では

分解の一意性，高速性，安定性のためにコレスキー分解を用いている．

3.5 アルゴリズム

提案するアルゴリズムを図 2 に示す．1行目で指定された NMFアルゴリズムを用いて行

列U，Vを求める．2行目で計量Mを構築し，3行目でMに対するコレスキー分解によ

り上三角行列 Tを求め，Uと補正した表現行列 TVを返す．

4. 評 価

4.1 実 験 設 定

4.1.1 対象データ

提案法を 20ニュースグループ（以下，20NGと表記）�1，TRECデータセット�2のクラ

表 1 20 Newsgroup に対するデータセット
Table 1 Datasets from 20 Newsgroup dataset.

データセット 含まれるグループ名
Multi5 comp.graphics，rec.motorcycles，rec.sport.baseball，sci.space，talk.politics.mideast

Multi10 alt.atheism，comp.sys.mac.hardware，misc.forsale，rec.autos，rec.sport.hockey，
sci.crypt，sci.med，sci.electronics，sci.space，talk.politics.guns

Multi15 alt.atheism，comp.graphics，comp.sys.mac.hardware，misc.forsale，rec.autos，
rec.motorcycles，rec.sport.baseball，rec.sport.hockey，sci.crypt，sci.electronics，
sci.med，sci.space，talk.politics.guns，talk.politics.mideast，talk.politics.misc

表 2 TREC データセット
Table 2 TREC datasets (original representation).

dataset # attr. #classes #data

hitech 126,372 6 2,301

reviews 126,372 5 4,069

sports 126,372 7 8,580

fbis 2,000 17 2,463

ohscal 11,465 10 11,162

k1b 21,839 6 2,340

スタリングに対して評価した．これらは単語の頻度に基づくベクトル空間モデルで表現され

た文書データである．一般に文書に含まれる単語数は膨大であり，高次元スパースなデータ

のクラスタリングに対応する．

20NGに対して 5クラスタ，10クラスタ，15クラスタからなる 3つの母集団を設定し，各

クラスタからそれぞれ 50個ずつの文書を非復元抽出してデータセットを作成した．各母集団

に含まれるニュースグループを表 1 に示す．各母集団に対して 10個ずつのサンプルを作成

した．各サンプルごとに porter stemmer �3を用いて stemmingを行い，MontyTagger �4を

用いて品詞に分解し，stop wordを除去して相互情報量で上位 2,000語の単語を選択した．

TRECデータセットに対しては表 2 に示す 6つのデータセットを使用した．20NGと同様

な処理により�5各データセットに対して 10個ずつのサンプルを作成したが，TRECデータ

�1 http://people.csail.mit.edu/˜jrennie/20Newsgroups/（本稿では 20news-18828 を使用した）
�2 http://glaros.dtc.umn.edu/gkhome/cluto/cluto/download

�3 http://www.tartarus.org/˜martin/PorterStemmer

�4 http://web.media.mit.edu/˜hugo/montytagger

�5 fbis のみ各クラスタごとに 35 個ずつ文書を非復元抽出した．
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セットはすでに前処理済みであるため個別の前処理などは行わなかった．

4.1.2 評 価 尺 度

上記のデータは，各データ（ここでは文書）ごとに真のクラスタが既知である．各データ

セットに対して，各データに対する真のクラスタと割り当てられたクラスタに基づいて正規

化相互情報量（NMI）を評価した．真のクラスタと割り当てられたクラスタに対応する確

率変数を C，Ĉ とすると，正規化相互情報量（NMI）は以下で定義される．

NMI =
I(Ĉ; C)

(H(Ĉ) + H(C))/2
(∈ [0, 1]) (10)

H(·)はシャノン情報量であり，I(·; ·)は相互情報量である．NMI が大きいほど真のクラス

タでのデータ割当てに合致することを示すため，クラスタ割当ての精度に対応する．

4.1.3 比 較 手 法

代表的な NMFの手法である，1) NMF 9)，2) WNMF 19)，3) GNMF 1) に対し，提案法

による補正の効果を確認した．比較手法はすべて分割的クラスタリングを行うものであるた

め，クラスタ数 k は与えられると仮定した．また，高次元スパースデータを扱う文書クラ

スタリングに対する標準的な手法として skmeans 2) をベースラインとして評価した．

Weighted NMF（WNMF）とは，Ncut法17) における重み付けを活用してデータ表現を

変換し，変換後の表現に対して NMFを適用する手法である19)．データ行列Xに対するグ

ラム行列XT Xを重み行列Wとするグラフを考え，Wに対する次数行列�1 Dの逆行列を

Γとしてデータ行列 Xを XΓ1/2 に変換し，変換した XΓ1/2 に対して図 1 に示した NMF

を適用して表現行列を求める．

Graph regularized NMF（GNMF）とは，データ空間におけるm-近傍グラフを用い，グ

ラフラプラシアンを正則化項として用いる手法である1)．m-近傍グラフの隣接行列Aに対

する次数行列Dを用いて，m-近傍グラフに対するグラフラプラシアン L = D−Aを用い

た以下の目的関数の最小化を行い，表現行列Vを求める．

J2 = ||X − UV||2 + λ tr(VLVT ) (11)

ここで λは第 2項に対する正則化パラメータである．

skmeansとは，各データを xT x = 1と正規化することにより超球面上に写像し，超球面

上でのコサイン類似度を用いる kmeans法である2)．

�1 行列W に対し，di =
∑

j(W)ij とするベクトルdに基づく対角行列 D = diag(d) を次数行列と呼ぶ．

4.1.4 実験パラメータ

図 1，図 2 に示すように，NMFにおける主要パラメータは特徴数 q である．このため，

q をクラスタ数 kの 1, . . . , 20倍まで変えて実験した．図 1 の 2行目での終了条件は繰返し

数 30とした．

データ空間における類似度としては，文書処理で標準的に用いられるコサイン類似度を用

いた．GNMFに対しては各データごとに類似度が上位 10個の近傍データを用いてm-近傍

グラフを構築し（m = 10），式 (11)での λは文献 1)で推奨された値（λ = 100）とした．

4.1.5 実 験 手 順

各手法で構築した表現行列V，および提案した式 (7)で変換した行列TVに対して，ユー

クリッド空間を仮定する標準的なクラスタリング法として kmeans法および skmeans法を

適用してクラスタリングを行った．

NMFは局所最適化を行う手法であるため，得られる結果（行列U，V）は初期値に依存

する．このため，同一のデータ行列に対して図 1 の 1行目の初期化をランダムに 10回変え

て実験した．また，kmeans法および skmeans法によるクラスタ割当ては初期割当ての影響

を受けるため，生成した表現に対して初期割当てをランダムに 10回変えて実行した．

4.2 実データに対する評価

本節での図は各データセットごとに対する 10サンプルの平均�2であり，横軸は特徴数 q，

縦軸は式 (10) の NMI に対応する．図中の凡例で実線は NMF，点線は WNMF，破線は

GNMFである．なお，+cは各手法による表現行列Vに式 (7)で提案した TVに対する結

果である．また，比較手法に対して従来法（3.2 節における式 (3)）による各手法の結果�3，

および skmeansの結果を表 3 に示す．以下で示すように，提案法を用いて補正した表現に

skmeansを適用した場合（特にWNMF+c）は表 3 に示す従来法と同等以上の性能を示した．

4.2.1 20ニュースグループ

表 1 に示した 20NG に対する結果を図 3 に示す．図 3 より，NMF により学習した表

現 Vに対して通常のユークリッド距離を用いる kmeans法およびコサイン類似度を用いる

skmeans法を適用する際，提案法を用いることで精度が向上していることが分かる．この結

果から提案法は効果的であるといえる．特に，skmeans法に対する向上率が高く（図 3 の

下段），表 3 と比較しても精度（NMI）は高かった．また，WNMFに対して提案法を用い

�2 サンプルごとに 100 回試行したため，各特徴数ごとに計 1,000 回の試行の平均値を示す．
�3 各データセットごと 10 サンプル作成したため，計 100 回の試行の平均値を示す．
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表 3 式 (3) を用いた場合および skmeans の結果（NMI）
Table 3 Results with Eq. (3) and skmeans (NMI ).

Multi5 Multi10 Multi15 hitech reviews sports fbis ohscal k1b

NMF 0.266 0.215 0.247 0.285 0.321 0.499 0.357 0.252 0.523

WNMF 0.310 0.295 0.299 0.307 0.341 0.554 0.505 0.276 0.588

GNMF 0.124 0.065 0.068 0.067 0.260 0.387 0.364 0.076 0.227

skmeans 0.371 0.335 0.330 0.270 0.468 0.575 0.562 0.261 0.602

図 3 20 Newsgroup に対する結果（NMI）（上段：kmeans，下段：skmeans）
Fig. 3 Results on 20 Newsgroup datasets (NMI ) (upper: kmeans，lower：skmeans).

た場合（青色点線のWNMF+c）は GNMFと比較しても同等か上回る精度を示した．

他方，GNMFには提案法は効果がないことが分かる（逆に悪化した）．この理由として，

GNMFの目的関数である式 (11)では，通常の NMFでの目的関数に対応する第 1項に加え

て第 2項を正則化項として追加し，文献 1)に従って大きな正則化係数（λ）を用いている．

式 (11)の値に対する第 2項からの影響が非常に大きいため，NMFにおける式 (1)の近似

関係が成り立たず，構築される表現Vはデータ行列XのUに基づく線形近似とはかけ離

れた表現になっていると考えられる．このため，3.4 節で述べた枠組みが成立しないために

図 4 TREC データセットに対する結果（NMI）
Fig. 4 Results on TREC datasets (NMI ).

提案法の効果がなかったと考えられる．GNMFは精度が高い手法であるため，GNMFで学

習される表現行列Vの補正は興味深いが，今後の課題である．

特徴数 q の増加にともない NMF，WNMFの精度は急激に悪化したが，提案法の補正を

用いた場合（NMF+c，WNMF+c）には非常にロバストであった．特に，WNMFは特徴数

qの増加にともない急激に精度が悪化したが，提案法を用いたWNMF+cは qの増加に対し

てロバストな結果を示し，精度も高かった．表現学習，特に自己教示学習では多くの局所表

現を学習して活用することが重要となるため13)，この観点からも提案法は効果的であると

考えられる．

4.2.2 TRECデータセット

表 2 に示した TRECデータセットに対する結果を図 4 に示す．NMFによる表現行列V

に対する結果としては，20NGと同様に skmeans法が kmeans法を大きく上回り，両者の

関係もほぼ同様な傾向を示したため，図 4 には skmeans法の結果のみを示す．

TRECデータセットでも，20NGに対する結果とほぼ同様な結果となった．提案法はク

ラスタリング手法としても（k1b を除いては）GNMF とほぼ同程度の性能を示し（特に
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WNMF+c），また特徴数 q に対して非常にロバストであった．他方，20NGの場合と比較

して，TRECデータセットでは NMF+cとWNMF+cとで精度の違いはそれほど大きくな

かった．

5. 議 論

5.1 提案法の有効性

本稿では，固有値解析を用いるスペクトル学習法7) などと異なり，NMF を用いた表現

学習における非直交性に起因する問題を指摘し，コレスキー分解を用いた補正法を提案し，

4 章の実験により提案法の有効性を確認した．これは，式 (9)で示したように提案法では特

徴空間の計量を反映した距離を活用できるためと考えられる．特に，NMFを用いた表現学

習においては特徴数 q が増えるほど非直交性に起因する問題が大きくなると考えられるが，

提案法は qに対して非常にロバストであることを確認した．また，高次元スパースな表現を

持つ文書クラスタリングに対しても GNMF 1) とほぼ同程度の性能を示したため，提案法は

クラスタリングに対しても有効であると考えられる．

他方，データ空間における m-近傍グラフを用いた正則化項を追加した GNMFに対して

は，正則化項の影響が非常に大きいために提案法の枠組みが成立せず，効果的ではなかった．

正則化項を活用する手法は近年活発に研究されているため5),13)，正則化項を追加した場合

の扱いは興味深い課題として残されている．

5.2 計量学習法としての有効性

適切な計量を学習して活用する様々な手法が提案されてきた10),11),18)．従来の手法では，

式 (4)に基づいて計量Mに対するM1/2 を線形写像として用いる変換を考え，M1/2 で写

像された空間（特徴空間）において，高い分散を抑え，低い分散を拡大するようなMの学

習を行うことが多い．しかし，適切な計量を学習するためには分類学習と同様にラベル付

きデータを与える必要があった．他方，提案法ではラベル付きデータを与える必要はなく，

与えられたデータのみから学習した表現に対する計量を推定し，推定した計量に基づいて表

現を補正して活用することが可能である．

従来法では半正定値問題や二次計画問題として定式化されることが多く，計量学習に要す

る計算量が大きかった．図 1 に示す交互最適化を行う NMFは行列演算のみであるため高速

であり，式 (5)による計量Mの推定も内積計算であるため高速に実行できる．さらに，p

次元のデータ空間を特徴数 q の特徴空間に次元縮約するため，提案法での特徴空間に対す

る計量Mのサイズはデータ空間に対する計量に比較して一般には非常に小さくなり，コレ

スキー分解により上三角行列 Tを高速に安定的に求めることが可能である．二次計画問題

として定式化した手法11) は半正定値問題として定式化する手法18) などに比べれば高速で

はあるが，skmeans のような超球面上での手法には意味のある計量を与えないことが報告

されている．他方，本稿での提案法では，skmeansを用いた場合にも効果があった．

また，高次元データに対して計量の導出と次元圧縮を同時に考える必要があることが指摘

されている11)．提案法は，NMFによる次元圧縮と，圧縮した表現に対する適切な計量を導

出（補正）するという意味で両者を同時に実現しているといえる．

6. お わ り に

本稿では，NMF（Non-negative Matrix Factorization）を用いて表現学習を行う際，学

習される局所表現の非直交性に着目し，特徴空間における計量に対するコレスキー分解4)を

用いて学習した表現を補正する手法を提案した．提案法では NMFがデータ行列を局所表現

とその表現行列に分解することに着目し，局所表現を用いて特徴空間における計量を推定

し，計量に対してコレスキー分解から得られる上三角行列を活用して表現行列を補正する．

提案法は非常にシンプルではあるが，提案する補正法を用いて表現行列を変換することによ

り，NMFで学習した表現をクラスタリングなどに活用する際，適用するアルゴリズムを変

更することなく局所表現の非直交性を補正した効果的な活用が可能になると期待される．

提案法を 20ニュースグループや TRECデータセットなどの高次元スパースな表現を持

つ実データに対して評価し，クラスタリングの際に NMFで学習した表現を補正して効果的

に活用できることを確認した．特に，NMFを用いた表現学習においては特徴数が増えるほ

ど非直交性に起因する問題が大きくなると考えられるが，提案法は特徴数に対して非常にロ

バストであることを確認した．今後は画像などの他の実データに対しても評価して，さらな

る改良を行うとともに，正則化項を追加した場合への拡張に取り組む予定である．
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