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感染症流行予測における
シミュレーションパラメータの影響分析

湯浅　友幸�� 白山　晋��

感染症伝播に対してネットワーク構造が与える影響のシミュレーションによる分析
例は多い．しかし，ネットワークの統計的指標と伝播体系との詳細な関連性は従来の
理論分析や定性的分析からはいまだ分かっていない．これは膨大なパラメータ数を有
するシミュレーション結果の分析手法が確立されていないためである．本稿では，多
数のパラメータ設定のもとで感染症流行シミュレーションを行い，その影響をデータ
マイニングにより明らかにする新たな手法を提案する．

�������� �� 	
���
�
�� �
�
������

�� ����
��
�� �� ��
���
� ������
��

�������� ��	
	�� ��� ��
��� ���
	�	�	��

�
���
�� �� 
������ ��������� �
 �������� ����������
 	�� ���
 ����
� �����
��� �	��������
 �
� 
�������
 ����� ��!��
�� ���� ��
����
� ������
 �	� �	���
����������� �� �	� ����������
 �
� ����������
 ���������� �� 
������� "���!��#
�	� �����
� �����
 !��
�� �	� ���
 �����
 �� �	� 
��� �� ���	���
��� �� �
�
�$�
�	� ����
����
 ����
�� ���� 
������� ���������� ������� �
 �	�� �����# � ���
�� ����
���� �������� ��������� �����
�� ���� !������ ���������� �� �
�
�$��
�� � 
�� ���	���
��� ����� �
 �����������
 ���� ��
�
� ��������
 

�� は じ め に

感染症の伝播現象を，背後に存在する人間の接触関係のネットワークに基づき解明しよ
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うとする試みが広くなされている��．こうした研究の多くでは，理論分析，あるいはネット

ワークモデルによって生成されたネットワーク上でのシミュレーションによって，ネット

ワークの統計的指標と伝播の関係を調べている．結果として単一の統計的指標がシミュレー

ションに対して及ぼす影響についての理解は深められてきたが，複数の統計的指標が伝播体

系に及ぼす影響は詳しく調べられていない．これは理論分析においては複数の統計的指標

の変動を加味した問題の定式化が困難なためである．また，シミュレーションでは，一つの

ネットワークモデルで変動できる統計的指標が限定されるためである（複数のモデルを用い

る場合はモデル間での統計的指標の関係が不明確な点が問題になる）．

このため，複数の統計的指標と伝播動向との関係を知るためには，複数の統計的指標を同

時に制御できるネットワークモデルを用い，多様なネットワーク上でのシミュレーション結

果を比較し，分析する必要がある．伝播の特性量を被説明変数とし，統計的指標を説明変数

とする場合，一組の被説明変数と説明変数を求めるためのシミュレーション計算を一つの試

行とすると，多くの試行が必要になる．さらに，確率過程を含むために試行数は多くなり，

膨大なデータを系統的に分析する方法が必要になる．しかしながら，重回帰分析を用いる方

法�� などを除き，例は少なく分析手法は確立されていない．

本稿では，著者らが提案した複数の統計的指標が制御できるネットワークモデル��を用

いてネットワークを生成し，感染症伝播のシミュレーションを行う．また，系統的にデータ

マイニングを用いてシミュレーションパラメータと結果の関連性を抽出するという分析手法

を提案する．そして，この提案手法を用いて，伝播の特性量と，ネットワークの複数の統計

的指標や感染症伝播モデルに対するパラメータとの関連性を明らかにする．

�� 提 案 手 法

��� 感染症伝播シミュレーション

本稿では多様なネットワーク構造を実現するために������らのコンフィギュレーショ

ンモデル�� を改良した手法を用いる．モデルの詳細については文献 ��を参照されたい．こ

のモデルでは，いくつかの生成ルール ��，ルールに含まれるパラメータ群 ���，総ノード

数� がパラメータになる．生成ルール ��を陽に表すことはできないが，制御方法が改良さ

れたコンフィギュレーションモデルに基づくことから，��は固定される．また，次数分散

の制御パラメータ �，次数相関の制御パラメータ �，クラスター係数の制御パラメータ �の

三つのパラメータを用いる．ネットワーク生成のパラメータ空間を改めて 	�� �� ����とす

る．なお，本稿では，生成されるネットワークはすべて無向，重みなしの単純グラフとする．
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次に，ネットワークの構造的な特徴を表す量として統計的指標を用い，中でも平均頂点

間距離，クラスター係数，次数相関，次数分散に注目する．平均頂点間距離は一般的な定

義のものを用いる．クラスター係数は，
����らの提案したもの�� を用いる．次数相関は，

������の提案した 
�������������� を用いる．次数分散の指標として，����������ら

の提案した標準化次数分散��を用いる．それぞれ，�，�，�，	�� と表記する．ネットワー

ク生成のパラメータ空間 	�� �� ����から統計的指標の組 	���� �� 	���が算出されることに

なる．

伝播モデルに関わるパラメータ群を ���，数値計算に関わるパラメータ群を ��� とし，生

成されたネットワーク上で感染症伝播シミュレーションを行う．感染症伝播のモデルとして

ネットワーク上で以下の ���モデルを扱う．
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ここで，�	��，�	��，�	��は時刻 �における感受性人口，感染人口，隔離人口の割合，
は

感染率，�は治癒率である．ネットワーク上のモデルは，ノードに対して �，�，�の３状態

を付与し，各ノードが周囲のノードの状態に依存して状態遷移を行っていくものになる��．

本稿では，��� は，��� � 	
� ��，��� は，��� � 	
��とする．また，分析対象となるいく

つかの特性量を総感染者数�� と感染収束時間 � とする．これらを �� � 	��� � �で示す．

ネットワークは，	������� ��を変化させて� 種類のものを生成する．各々のネットワー

クにおいて，��� と ��� を変化させて，それぞれのパラメータに対して � 回の試行を行

う．ネットワークモデルは確率過程を含むため，同一の 	������� �� であっても同じネッ

トワークが生成されるとは限らない．統計的指標の値はほぼ同じものになるが，試行毎に

	�� �� �� 	���を算出する．また，試行毎に伝播の特性量 ��を求める．ただし，本稿では統計

的指標については特性量を求めるシミュレーションとは別に統計的指標の算出のみを行った．

次節では，本稿で提案するデータ分析の手法について詳述する．

��� データ分析手法

分析対象となるいくつかの特性量 ��を被説明変数とし，	���� �� 	���，���，��� を説明

変数として，系統的にデータマイニングを行う．これにより，ネットワーク上の感染症伝播

とネットワークの生成パラメータと対応する各統計的指標との関係性を調べる．

以下に本稿で提案するデータマイニングによるシミュレーションデータの分析手法を示す．

����� 重回帰分析

はじめに，シミュレーションのパラメータと結果の間に線形の関係があると仮定し，重回

帰分析を行う．このとき，被説明変数を 	��� � �，説明変数を 	���� �� 	��� と感染率 
と

する．ネットワークと感染率の組み合わせを教師用データと検証用データに二分し，教師用

データから予測器を形成する．予測器の形成後に検証用データの説明変数からその被説明変

数を予測させ，予測器の精度を確かめる．予測器の精度が高ければ重回帰分析から導出され

た関数の係数に基づき，パラメータとシミュレーション結果の関係性を評価する．

����� ニューラルネットワークによる分析

重回帰分析の予測精度が低く，線形の関係が見出せなければ，非線形の関係を仮定する．

本稿では，被説明変数と説明変数の間の非線形の関係性を導出するデータマイニングの手法

としてニューラルネットワークを用いる．

重回帰分析と同様にネットワークと感染率の組み合わせを教師用データと検証用データ

に二分し，教師用データから被説明変数を 	��� � �，説明変数を 	���� �� 	��� と感染率 


とした予測器を形成する．予測器の形成後に重回帰分析と同様に検証用データの予測を行

う．予測器の精度が高ければ，被説明変数と説明変数の間に非線形の関係があるといえる

が，ニューラルネットワークでは陽に関係が表せる場合は限定される．このため，説明変数

が被説明変数に与える影響度の比較をすることは困難である．

そこで，説明変数として用いる統計的指標の種類を変え，それぞれの予測精度を比較する

ことで各指標がどの程度現象に影響を及ぼしているかを検討する．この時，予測精度の指

標として検証用データの実測値と予測値の二乗誤差の和を用い，説明変数として用いられ

なかった際に予測器の精度が下がった統計的指標ほど影響度が大きいと考える．本稿では，

中間層を１層とし，ユニット数を �から ��まで与え，それぞれ ��回ずつ学習させた中で

最も優秀なものを使用する予測器とした．

����	 自己組織化マップによる分析

前項で述べたニューラルネットワークを用いる方法では説明変数と被説明変数の間に非線

形の関係があること，また，どの説明変数の影響度が大きいかを検証することができる．し

かし，各説明変数が被説明変数に対してどのような形で影響を与えるかを知ることができな

い．そこで，自己組織化マップ（���）に基づく説明変数と被説明変数の関係抽出法を提

案する．

はじめに，各ネットワークをすべての感染率 
に対する ���� に基づき ��� により�

種類にカテゴリ分けする．次に，	���� �� 	���を説明変数として，決定木によって，このカ

テゴリの分類条件を導出する．そして，各カテゴリのネットワークにおける���� の 
に

対する平均的傾向とカテゴリ分類の条件を照らし合わせることで 	�� �� �� 	���と ���� の
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図 � 生成ネットワークの統計的指標の分布
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関係性を明らかにする．

�� 実験結果と分析・考察

	�� 実 験 概 要

ネットワークは，	�� �� ����に対して，各成分を以下のように変化させて生成したものを

用いる．ただし，ノード数は� � �����とし，平均次数を ��� � �，最低次数を ���� � �

とした．

� に関しては，�� � � � �� の範囲で �!� 刻みの計 " パラメータとする．�に関して

は，�� � � � �の範囲で �刻みに計 #パラメータとし，�には，� � �� ���� ��$� ��"の �パ

ラメータを与えた．これにより，計 � �個のネットワークが生成される．

各ネットワークの次数相関 �，クラスター係数 � を，次数分散 	�� ごとに分類すると図 �

となる．図 �から今回のネットワークモデルによって多様な構造のネットワークが生成され

ることが分かる．次数相関 � に関しては，次数分散 	�� が大きい場合（例えば，赤色の◆）

にはほとんど変動がない．�の算出において高次のノードの影響が大きいためである．平均

頂点間距離 �は，���# � � �  ��� の範囲で大きく変動することが分かった．

これらのネットワーク上で ���モデルを用いたシミュレーションを行う．初期条件とし

て状態 �のノードをネットワーク上にランダムに ��ノード配置し，状態 �のノードが系か

ら消滅するまでのシミュレーションを行う．終状態における状態 �のノード数を総感染者

数 �� とし，終状態に至るまでのステップ数を感染収束時間� とする．また，感染率 
の
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図 � シミュレーション結果の例
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� � �������� �� ���������	 
�����

値は ��� � 
 � �の範囲で �!� 刻みの計 �� パラメータを与える．各ネットワークごとの

試行数を ���回とし，その平均を結果とする．試行の総数は，� �� ��� ���の約  �万で

ある．なお，すべての実験において，治癒率を � � �とし，
� � ����とした．

図 � に 	�� �� ��が 	
�	�! �%����，	&�	�����!��，	'�	�! ����!"� のネットワークにおける

感染率 
と総感染者数 ��，感染収束時間 � の関係を示す．図から，ネットワークごとに

�� と � の傾向に大きな違いが生じることが分かる．本稿では，� � 個のネットワーク上

においてシミュレーション結果を得ており，これらの膨大なデータを単純な定性的結果比較

のみから分析するのは困難である．しかし，データマイニングの手法を導入することにより

これらの膨大なデータから感染症伝播と統計的指標間の関係性の抽出が可能になる．次節よ

りその詳細について示す．

	�� 実験結果に対する重回帰分析

感染率 
と四つの統計的指標 		��� �� �� ��を説明変数とし，�� と � を被説明変数とす

る予測器を，教師用データに対する重回帰分析から作成する．この予測器を用いて検証用

データの �� と � の予測を行った結果が図 �と �である．双方ともに赤の直線は予測値と

実測値が一致した場合を示している．

図 � から，�� の予測器は全体的に赤の直線を大きく外れるデータが多く，正確な予測

ができていないことが分かる．特に実測値が �� � ���� となるデータを全く予測できて

いない．また，予測値の値としてネットワーク内のノード数 ����� を超える値が算出され

るケースが存在している点からも予測精度は非常に低い．このため，	
� 	��� �� �� ��と ��
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図 � 重回帰分析による �� の予測結果
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図 � 重回帰分析による � の予測結果
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の間には線形の関係は存在しないといえる．一方，図 �においても，� � ��のデータを予

測できないなど予測器の精度が低いことが分かる．このため，	
� 	��� �� �� �� と � の間に

も線形の関係は存在しないといえる．

以上の結果から，	
� 	��� �� �� ��と ��，� の間に強い非線形性を考慮した分析が必要と

いえる．提案手法では，このような場合，ニューラルネットワークによる分析へと移行する．

	�	 ニューラルネットワークによる分析

重回帰分析の場合と同様に，教師用データから感染率 
と四つの統計的指標 		��� �� �� ��
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図 � ニューラルネットワークによる �� の予測結果
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� $ !
�������	 
����� �� �� "� 	��
�� 	����
�

を説明変数とし，�� と � を被説明変数とする予測器を作成する．この予測器を用いて検

証用データの �� と � の予測を行った結果がそれぞれ図  と $である．赤の直線は予測値

と実測値が一致した場合を示す．

二つの図から重回帰分析の場合とは異なり，���� ともにほぼすべてのデータが赤の直線

付近に分布し，正確な予測がなされていることが分かる．この結果は 	
� 	��� �� �� ��と��，

� の間に存在する関係がニューラルネットワークによって学習されたことを示している．

次に説明変数の影響度を分析する．図 �から感染率 
 の影響が大きいことが明らかなの

で，		��� �� �� ��に対する分析を行う．はじめに，
と 		��� �� �� ��の中の三つを用いて予測

器を作成する．例えば，	�� を除いた 	
� �� �� ��を説明変数とする．	
� 	��� �� �� ��によっ

て作られた予測器と予測精度を比較する．表 �に各説明変数に対する予測器の精度を示す．

表 �から �� の予測精度に関しては 	��，�，�，� の順に影響が大きく，� の予測精度

に関しては �，	��，�，� の順に影響が大きいことが分かる．また，双方ともに � の影響

は非常に小さい．

この分析手法により，説明変数の中でもネットワークの統計的指標に限れば，	�� と � の

影響度が大きく，� の影響がほとんどないことが明らかになった．

	�
 自己組織化マップによる分析

ニューラルネットワークによる分析手法から，どの説明変数が影響しているかは分かる

が，�� と � に対してどのように影響を与えているかを知ることは難しい．そこで，自己

組織化マップ（���）を用いて 		��� �� �� �� が �� と � に与える影響を調べる．

( �� %&�& �
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図 � ニューラルネットワークによる � の予測結果
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表 � 説明変数と予測精度（二乗誤差の和）の関係
��"�� � &������	 "�����	 �����	���
� ��
��"��� �	� ����
��� �� �
�������	

説明変数 �� �

�� ��
�
� �� ��� #	'$ � �'�  �(

�� �� ��� #	�( � �'� %((

�� ��
�
� �� � �	 $ � �'� )�(

�� ��
�
� �� � #	�# � �'�  � 

�� ��
�
� �� � (	 � � �'� #*�

はじめに，� �個のネットワークを � � 
 � �の ��通りの 
に対する �� と � に基づ

いて ���のアルゴリズムにより４種類にカテゴリ分けする．図 #に ���上の各カテゴリ

のネットワークにおける 
に対する �� と � の平均的な傾向を示す．カテゴリ �から �に

は，それぞれ ������� ��$� 個のネットワークが含まれている．

各カテゴリの �� の傾向を比較すると，第１の特徴的な傾向としてカテゴリ �と �では

感染率 
が �!� ��!�と小さな領域で �� の拡大がカテゴリ �と �に比べて小さいことが分

かる．また，第２の特徴的な傾向としてカテゴリ �と �では ��� � 
 � ��� の全ての領域

においてカテゴリ �と �の �� を上回っている．これらの傾向から図 #の ���において

� 軸は感染率 
が �!� 以上の場合の感染の拡大しやすさを，� 軸は 
 � ��� と感染率が

ごく小さな場合の感染の拡大しやすさを表すものと考えられる．

次に，各カテゴリの � の傾向を比較する．第１の特徴的な傾向としてカテゴリ �と１で

はピーク付近における � の値がカテゴリ �と �に比べて大きい．また，第２の特徴的な傾
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図 � 各カテゴリのネットワーク上での感染傾向
��
� ) +	������	 �
�	� �� 	����
�� �� ���� ����
�
�

向としてカテゴリ �と �では 
に対する � の傾向がカテゴリ �と �に比べて比較的急激に

変化している．これらの傾向から図 #の ���において � 軸は 
に対する � の変動のし

やすさを，� 軸は感染収束時間の早さを表すものと考えられる．

図 #の分析により � � 個のネットワークが ���によってどのように分類されたかが分

かった．さらに，この分類が四つの統計的指標 		��� �� �� ��に基づいてどのように行われる

かを調べるために，		��� �� �� ��に基づくカテゴリ分けの条件を決定木により分析する．

図 � は学習された決定木の結果である．図中の四角形の上部には区分に用いられる統計

的指標とその値が示されている．このとき，区分の条件が 	�� による場合は赤，� による場

合は緑，区分が打ち切られたターミナルノードでは灰色で色分けした．また，四角形の下

部には区分されたデータのカテゴリ構成が示されている．矢印はデータの再分類先を示し，

条件が合致する場合には実線矢印側へ，合致しない場合は点線矢印側にデータが再分類され

ることを示す．なお，図 �に示した以降の区分に �，�によるものが含まれるが，有意な

分類でないと判断し，割愛した．

図 �を見ると，はじめに	�� � �����のネットワークの大半がカテゴリ �と �へ，	�� � �����

のネットワークの大半がカテゴリ � と � に分類されていることが分かる．このため，図 #

における � 軸は 	�� の大小と近い意味を持つ軸であると考えられる．

次に，第２層を見ると，左側のノードでは � � �����# のネットワークが全てカテゴリ �

へ分類され，� � �����# のものはほぼカテゴリ �に属することが分かる．また，右側では

) �� %&�& �
��������
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図 � �,- の分類を示す決定木
��
� * .������	 �
�� �� �,- ����
�
�/����	

� � �����#"� のネットワークが全てカテゴリ �に分類され，� � �����#"� のものは大半

がカテゴリ �に属することが分かる．このため，図 #の� 軸は �の大小と近い意味を持つ

ものと考えられる．

以上の図 #と �の分析結果をまとめると以下のことがいえる．

� 	�� の大きなネットワークほど低感染率における総感染者数�� が多くなり，また，感

染収束時間 � が短くなる．

� �の大きなネットワークほど高感染率における総感染者数 �� が少なくなり，また，感

染率 
の変動に対する感染収束時間 � の変動が小さくなる．

また，前節のニューラルネットワークに基づく分析も踏まえると，決定木からも有意なも

のとして検出されなかった � と �は �� と � に大きな影響を与えないものと結論づけら

れる．

�� 結 言

本稿では，著者らが提案しているネットワークモデル��によって多様な構造を実現する

ネットワークを生成し，ネットワーク上で感染症伝播のシミュレーションを行った．

ネットワークの統計的指標と感染率によるパラメータ空間を形成し，その空間のいくつか

の点で伝播の特性量を求め，得られた特性量を説明変数としたデータマイニングを系統的に

進めることによってシミュレーションパラメータと結果の関連性を抽出するという手法を提

案した．

本稿では，� �個のネットワークを生成し，��通りの感染率において得られた  ���のシ

ミュレーション結果を用い，感染者数と感染収束時間を特性量として提案手法を適用した．

はじめに，重回帰分析により両者の間に線形の関係を見出すことを試みた．次に，線形の

関係が存在しない場合はニューラルネットワークにより非線形の関係の有無を調べた．さら

に，説明変数の個数を変える手法により説明変数の中での影響度の大小を比較した．最後

に，自己組織化マップを用いることによりシミュレーション結果を少数にカテゴライズし，

各説明変数が被説明変数に与える影響を調べた．

結果として，統計的指標，感染率と二つの特性量の間に重回帰分析で説明できない非線形

の関係があること，また，統計的指標の中でも次数分散と次数相関の影響が大きいことが分

かった．さらに，次数分散は低感染率での感染者数と感染収束時間の大小に，次数相関は高

感染率での感染者数の大小と感染率の変動に対する感染収束時間の変動しやすさに影響を

及ぼすことが明らかになった．

本稿で用いた手法が他のネットワーク上のシミュレーション，または，マルチエージェン

トシミュレーション一般に対して有効であることを示すことが今後の課題である．
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