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GPUを考慮したMapReduceの
タスクスケジューリング

白 幡 晃 一†1 佐 藤 仁†1 松 岡 聡†1,†2,†3

大規模データ処理のためのプログラミングモデルとして MapReduce モデルがス
ケーラブルな並列処理が可能となるため注目されている。一方、GPGPU と呼ばれ
る、GPU を汎用計算に応用する技術の研究・開発が進んでおり、GPU のスーパー
コンピュータやクラウドへの導入が進みつつある。しかし、MapReduce のタスクを
CPU・GPU に資源を割り振る方法は、GPU 特性の影響からアプリケーションごと
に性能は異なるため自明ではない。CPU と GPU が混在する不均質な大規模環境を
想定し、CPU 上と GPU 上で実行されている Map タスクの動的なプロファイルを
利用してジョブ実行時間を最小化するハイブリッドオンラインスケジューリングを提
案する。K-Means アプリケーションで実験を行った結果、CPU のみの使用に対し、
2GPU の使用とスケジューリングアルゴリズムの適用をした場合、CPU のみにスケ
ジュールした場合に比べ、ジョブ実行時間において 1.02-1.93倍の高速化を達成した。

Improving MapReduce Task Scheduling
for CPU-GPU Heterogeneous Environments

Koichi Shirahata,†1 Hitoshi Sato†1

and Satoshi Matsuoka†1,†2,†3

MapReduce is a programming model that enables efficient massive data pro-
cessing in a large-scale computing environment such as supercomputers and
clouds. On the other hand, recent such large-scale computers tend to em-
ploy GPUs to enjoy its good peak performance and high memory bandwidth.
However, scheduling MapReduce tasks onto CPUs and GPUs for efficient exe-
cution is difficult, since it depends on running application characteristics and
underlying computing environments. To address this problem, we propose a
hybrid online scheduling technique for GPU-based computing clusters, which
minimizes the execution time of a submitted job using dynamic profiles of map
tasks running on CPUs or GPUs. Our experimental results using a K-Means
application show that the proposed technique achieves 1.02-1.93 times faster
than simple techniques, such as ones that CPU only or GPU only schedulings.

1. は じ め に

近年は情報爆発時代と言われており、気象、生物学、天文学、物理学など様々な科学技術計

算において大規模データ処理の重要性が高まっている。大規模データ処理のためのプログラ

ミングモデルの研究・開発も進められており、その中でもGoogleが開発したMapReduce1)

プログラミングモデルはスケーラブルな並列処理が可能となるため注目を集めている。

一方、GPGPU2) と呼ばれる、GPUを汎用計算に応用する技術の研究・開発が進んでい

る。GPUは高いピーク性能とメモリバンド幅を持つことに加え、CUDA3) 等の開発環境の

整備も進んできたため、スーパーコンピュータやクラウドへの導入が進みつつある。東京

工業大学のスーパーコンピュータである TSUBAME2.0では計算ノードに 3台の GPUが

搭載され、本格的な CPUと GPUのハイブリッドスパコンとして構築されることになって

いる。

しかし、このような不均質な大規模計算環境上でMapReduceなどの大規模データ処理を

効率的に行うための CPU・GPUに資源を割り振る方法は自明ではない。これは、計算ノー

ド内の CPU・GPUの数、メモリ、ストレージへの I/Oバンド幅などの計算環境や、GPU

に向き・不向きなどのアプリケーション特性に依存するためである。しかし、CPU・GPU

いずれか一方しか利用しない場合や、単純にアイドルな CPU・GPUに資源を割り振って

しまうだけでは計算速度や消費電力などの効率が最適でない場合がある。そのため、CPU・

GPUそれぞれの長所を活用するためのハイブリッド実行スケジューリングが必要となる。

そこで、我々は、CPUとGPUが混在する不均質な環境を想定したMapフェーズのハイ

ブリッド実行とタスクスケジューリング手法を提案する。クライアントが CPU用と GPU

用のアプリケーションバイナリを投入すると、マスターノードはMapタスクの CPU・GPU

への割り振りを、スレーブノードは CPU・GPU上でのMapタスクの実行を行う。また、

このとき、Mapタスク実行時間のプロファイリングを動的に行い、ハイブリッド実行のタ

スクスケジューリングを行う (図 1)。

K-Means4),5)アプリケーションで実験を行った結果、ハイブリッド実行とタスクスケジュー

リングを改良することにより、高速化を実現した。Mapタスク実行時間において CPUに
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図 1 Hadoop 上での CPU・GPU ハイブリッド実行の概要
Fig. 1 The overview of CPU-GPU hybrid processing on Hadoop

対するGPUの加速倍率が 1.0-1.25倍となる高速化を達成した。またジョブ実行時間におい

て、CPUのみの使用に対し、2GPUの使用とスケジューリングアルゴリズムの適用を行っ

た場合、1.02-1.93倍の高速化を達成した。

2. MapReduceとGPGPU

この章ではMapReduceの概要と主な実装について述べた後、GPGPUの概要を CPUと

の比較を中心に述べる。

2.1 MapReduce

MapReduce は大規模データセンターでウェブのデータ解析を効率よく処理するために

Googleによって開発されたモデルである。データを複数のノードに分散させるため、耐故

障性や局所性に優れている。データ処理のプロセスにはMap、Shuffle、Reduceの 3つの

フェーズがあり、Mapフェーズで中間データとなる key-valueペアを生成し、Shuffleフェー

ズで同じ key に対して value のリストを生成し、Reduceフェーズで key-valueをまとめあ

げ、最終出力となる key-valueのペアを生成する。プログラマはMap関数と Reduce関数

のみを書けばよく、並列化は自動的に行われ、データは分散システムに格納される。ウェブ

のデータ解析の他にも様々な機械学習アルゴリズムへ MapReduce を適用し、有効である

という事例も報告されている。

MapReduceの主な実装としてHadoop6)、Phoenix7)、Mars8)などが挙げられる。Hadoop

は GFS(Google File System) や MapReduce などのオープンース実装を行っている Java

ソフトウェアフレームワークである。MapReduceの他に分散ファイルシステムに HDFS、

データベースシステムに HBaseなどのシステムが搭載されている。Phoenixはプログラミ

ング API とランタイムシステムを含む、共有メモリシステムのための実装である。Mars

は GPUのためのMapReduceフレームワークであり、データインテンシブなタスクやコン

ピューティングインテンシブなタスクを GPUで効率的に実装するためのフレームワークを

提供する。Hadoopは企業や研究機関での様々な導入事例があり、広く普及しているため、

今回は Hadoopを対象にした。

HadoopのMapReduceアプリケーションを実行する際の実行過程は次のようになる: (1)

クライアントが MapReduce ジョブを投入する。(2)JobTracker がジョブ全体の管理を行

う。(3)TaskTrackerがジョブを分割してできたタスクの実行を管理する。(4)分散ファイル

システムが上記 3 つのエンティティ間のジョブファイルの共有に用いられる。マスターで

ある JobTrackerはスレーブ上のジョブの構成要素のスケジューリングや進行状況の監視、

失敗したタスクの再実行の管理などを行う。スレーブである TaskTrackerは JobTrackerに

よって指示されたMapタスクと Reduceタスクを実行する。各Mapタスクは入力データ

をチャンクサイズ (通常は 64MB)の大きさに分割した入力ファイルを持つ。

2.2 GPGPU

近年 GPGPU (General-purpose computing on GPU)2) と呼ばれる、GPUを汎用的な

計算に応用する技術が進歩している。GPUはもともと画像処理などの演算をパイプライン

で実行していたが、GPUアーキテクチャの進化により、最近はパイプラインを制御するた

めにプログラマブルシェーダを使用することにより、柔軟性がもたらされている。これによ

り、グラフィックにかかわらず一般のアプリケーションにも GPUを自然に利用することが

できるようになった。

GPU は SIMD 型データ処理を行っているため単純な並列計算に向いている。また、ス

レッド数が非常に多いため、CPUに比べかなり高いピーク性能を発揮する。しかし、GPU

は計算を行う前に CPUからデータ転送を行われる必要があり、その際のオーバーヘッドは

無視できない時間となることが多い。また、条件分岐が入ってしまうとオーバーヘッドがか

さみ、極端に効率が悪くなってしまう。一方、CPUは多岐にわたる用途に使用できるよう

に進歩したため、大量のデータを複雑なロジックで処理することを得意としている。そのた

め、逐次計算や分岐の多い計算は GPUよりも向いている。また、GPUと協調して動作す

る場合、GPUは単純な計算しかできないのに対し、CPUは GPUに計算用のデータの送

受信や、前処理・後処理などの役割を担う。そのため、GPU は単独では動作できないが、

CPUは単独で動作可能である。このように、GPUと CPUにはそれぞれ特徴があるため、
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図 2 Hadoop Streaming と Hadoop Pipes

Fig. 2 Hadoop Straming and Hadoop Pipes

両者を使い分け、活用することにより、効率よく計算を行うことが可能となる。

GPGPU向けのプログラミング環境として、NVIDIAが提供する C言語の統合開発環境

である CUDAが挙げられる。CUDAは C言語の拡張であり、抽象度が高いため、容易に

プログラミングが可能である。化学計算や疎行列計算、ソート、検索、物理モデルなど、多

岐に渡る分野におけるアプリケーションに対してスケーラブルな並列計算を可能にした。こ

れらのアプリケーションでは数百個のコアと数千個のスレッドが並列にスケールする。

3. ハイブリッドタスクスケジューリング手法

CPUと GPUが混在する環境で、Mapタスクを CPUと GPUに割り振る際のタスクス

ケジューリングを行い、高速化する手法を提案する。この章では、まず Hadoopから GPU

を呼び出す方法について述べ、続いて CPU と GPU のハイブリッド実行の方法、ハイブ

リッド実行におけるタスクスケジューリング手法の順に述べる。

3.1 Hadoopから CUDAを呼び出す手法の比較

Hadoop上で CPUと GPUのハイブリッド実行を行うためには、まず GPUアプリケー

ションを Hadoop から呼び出せるようにする必要がある。Hadoop は Java で実装されて

おり、アプリケーションも通常 Javaで実装されるため、GPUを呼び出す手法が必要とな

る。Hadoopから GPUを呼び出す手法には、Hadoop Streaming、Hadoop Pipes、JNI、

jCUDA などが存在する。以下ではそれぞれの特徴について述べる。

• Hadoop Streaming

Hadoop Streamingは Hadoopとユーザプログラムの間のインターフェイスに Unix標

準ストリームを用いている (図 2)。そのため、MapReduceプログラムから標準入出力

に読み書きできる言語であれば任意のものを使用することができる。ユーザは任意の実

行可能バイナリやスクリプトをMapperや Reducerとして利用することができる。

• Hadoop Pipes

Hadoop Pipesは Hadoop MapReduceの C++インターフェイスである。標準入出力

を用いてMapと Reduceのコードと通信する Streamingとは異なり、Pipesはソケッ

ト接続を行い、TaskTrackerが C++のMap関数あるいは Reduce関数で実行されて

いる処理と通信を行うチャネルを作る。JNI（後述）は使用しない。

• JNI

JNI(Java Native Interface)はネイティブプログラミングインタフェースであり、これ

を使用することにより、JVMで実行される Javaコードが C、C++、アセンブリ言語

など他のプログラミング言語で書かれたアプリケーションやライブラリと相互運用でき

るようになる。JVMで動作させるには処理速度の面で不利とされる計算量の多いプロ

グラムを部分的にネイティブコードに置き換えて高速化したり、標準クラスライブラリ

からはアクセスできないオペレーティングシステムの機能を利用するプログラムを通常

の Javaクラスのように呼び出すことが可能となる。

• jCUDA

jCUDA(Java for CUDA)9) は CUDAのホスト APIの Javaバインディングを行うこ

とにより、Javaベースのアプリケーションから CUDAを呼び出し、GPUを利用する

ことができる。jCUDAは CUDAプログラミングのためのオブジェクトモデルである。

倍精度の計算が可能であり、CUDA2.1ドライバ APIと CUDA2.1ランタイム APIに

対応している。また、CUFFTルーチンをサポートやOpenGLとの相互運用性があり、

CUBLASルーチンのサポートも行われる予定である。

以上のように、Hadoop から CUDA を呼び出すにはいくつかの方法がある。Hadoop

Streamingでは任意の言語で書かれたバイナリを利用できるが、標準入出力を解析してデー

タをやり取りを行う必要がある。一方、Hadoop Pipesでは Hadoopランタイムはオブジェ

クトや key などの抽象と通信することができるため、標準入出力を解析する必要がない。

JNIでは、メソッドやフィールドのような Javaデータ構造は JNIインターフェースを通じ

た間接的な関数呼び出しを必要とするため、メソッドが Javaオブジェクトフィールドを扱

う必要がある場合、複数の関数呼び出しのためにかなりのオーバーヘッドを被ってしまう。

また、プログラムを動かすためには実行環境に依存したライブラリを用意しなければならず、
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Javaの利点である可搬性が失われてしまう。jCUDAでは CUDA2.1までしかサポートさ

れていないため、CUDA2.2以上で実行できるかは明らかではない。さらに、jCUDAはホ

スト関数しかラップしていないため、コンパイルされた CUDAバイナリファイルをロード

するためのモジュール関数を使用する必要がある。以上のことから、今回は Hadoop Pipes

を対象にした。

3.2 CPUとGPUによるMapRecuceのハイブリッド実行

MapReduceにGPUを適用するため、各Mapタスクを CPUとGPUに割り振り、ハイ

ブリッド実行を行う手法を提案する。アプリケーションバイナリは CPU用のものと GPU

用のものをそれぞれ用意し、双方をジョブに投入する。各Mapタスクは CPU・GPUどち

らで実行されたか、また GPUで実行された場合のデバイス番号を識別することができ、ス

ケジューラは各スレーブノードから CPU・GPU 上での Map タスクの使用状況を確認す

ることによって管理する。タスクスケジューラが適宜 CPUバイナリと GPUバイナリを各

Mapタスクに振り分ける。この際、CPUバイナリを渡されたMapタスクは CPU上で実

行し、GPUバイナリの場合は GPU上で実行する。その後、Reduceフェーズでは通常通

りに各Mapタスクの出力結果をもとに Reduceを行う。双方でのMapタスクの出力の形

式は同じであるため、GPU上でMapタスクを実行しても Reduceタスクには影響を与え

ない。

3.3 スケジューリングの方法

CPUと GPUの混在する不均質環境におけるハイブリッドタスクスケジューリング手法

を提案する。基本的な考え方は、CPUと GPUの性能比に比例させて Mapタスクを割り

当てることにより、ジョブ実行時間の短縮を図るというものである。

スケジューリング手法には大きく分けて、静的なスケジューリングと動的なスケジューリ

ングがある。静的なスケジューリングは CPUと GPUの性能比があらかじめ把握できてい

れば可能であり、実行時にプロファイリングをする必要がない。しかし、アプリケーション

によって CPUと GPUの相対性能は大きく異なることがわかっている10) ため、静的な方

法は典型的にはこのような不均質な環境には適していない。一方、動的なスケジューリング

では、各 Mapタスクが終了する度に CPUと GPUそれぞれの、実行が終わった Mapタ

スク全体の平均実行時間を繰り返し計算してプロファイルを取得することにより、不均質な

環境に適応することが可能となる。CPUと GPUの性能は計算ノード内の CPU・GPUの

種類や数などの計算環境や、アプリケーションの性質に依存するため、CPUと GPUを同

時実行し、実行時のプロファイルを動的に取得することにより、より速いほうにより多くの

資源を割り当てるようにする。

3.4 スケジューリングのアルゴリズム

上記の方法で得たプロファイルからMapタスクを CPUと GPUに割り振るスケジュー

リングについて述べる。CPUと GPUの混在環境でのジョブ実行時間の最小化のためのモ

デルを導入する。パラメータは Map タスク数を N、CPU コア数を n、GPU 台数を m、

CPUと GPUの性能比を a、1つの GPU上で実行されたMapタスクの実行時間を tとす

る。以上のパラメータに基づき、ジョブの実行時間の最小化を行うための定式化を行う。な

お、各Mapタスクは 1つの CPUコアまたは 1つの GPU上で実行される。CPUと GPU

の性能比 a(以下加速倍率と呼ぶ)は以下の式で算出する。

a =
mean map task time run on CPU

mean map task time run on GPU

1つの GPU上でのMapタスクの実行時間を tとする。CPUの実行時間は加速倍率によ

り atとなる。xを CPU上で実行するMapタスク数、y を CPU上で実行するMapタス

ク数とする。以上のパラメータに基づき、ジョブ全体、すなわち全Mapタスクの実行にか

かる時間を目的関数として定式化すると、以下のようになる。

minimize f(x, y)

subject to f(x, y) = max{x

n
at,

y

m
t}

x + y = N

x, y ≥ 0

• 目的関数: CPU上で x個、GPU上で y個のMapタスク実行が共に終了するまでにか

かる時間

• 制約式: N 個のMapタスクを CPUと GPUに割り振るための条件式

上式の解に対応する x, yが CPUと GPUにそれぞれ割り振るMapタスク数となる。こ

の計算をスケジューラがスレーブからの一定時間おきに送られるハートビートを受ける度に

繰り返すことにより、常に最新の計算結果を保持できるようにする。計算結果により xが 0

となった場合には残りのMapタスクはすべて GPUに割り振り、y が 0となった場合には

すべて CPUに割り振るようにする。このアルゴリズムを適用することにより、性能の高い

プロセッサが性能の低いプロセッサの実行が終わるのを待つアイドルな時間を最小化する。
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図 3 Hadoop のタスクスケジューリングの構造
Fig. 3 The structure of task scheduling on Hadoop

4. 設計と実装

提案手法を実現するため、Hadoop から CUDA を呼び出し、CPU と GPU に Map タ

スクを割り振る実装を行う。この章では、Hadoop から CUDAバイナリを呼び出す方法、

JobTrackerと TaskTrackerが協調して複数 GPUにMapタスクを割り当てる方法、Map

タスクのスケジューリング手法について述べる (図 3)。

4.1 HadoopからのGPUの呼び出し

前章で述べたように、Hadoopから他の言語を呼び出すにはいくつかの方法があり、それ

ぞれに異なる特徴を持つ。今回はCUDAの呼び出しを対象としている。CUDAは Cまたは

C++の拡張であるため、C++との親和性を考慮して Hadoop Pipesを使用する。Hadoop

Pipesはソケット上で C++プロセスに対しその環境のポート番号を渡すことにより、C++

プロセスが親の Java Pipesタスクに対して永続的なソケット接続を確立する。タスクの実

行中、Javaプロセスは入力の key-valueペアを外部のプロセスに渡し、外部のプロセスは

ユーザが定義した Map 関数または Reduce 関数を起動し、出力の key-value ペアを Java

プロセスに渡す。TaskTracker側からみると、TaskTrackerの子プロセス自身がMapまた

は Reduceコードを走らせているように見える。Hadoopにおけるタスクの呼び出しは次の

ように行われる: (1)MapReduceプログラムがジョブを立ち上げ、JobClientを起動する。

(2)JobClientは JobTrackerに対してジョブを投入する。(3)JobTrackerが TaskTrackerに

対してMapタスクないし Reduceタスクを割り当てる。(4)TaskTrackerは Child JVMを

立ち上げ、その中でMapタスクないし Reduceタスクを実行する。Pipesを使用する場合

は、Child JVMが実行するMapタスクや Reduceタスクが、C++で書かれたMapクラ

スや Reduce クラスと互いに key-value の入出力を行うことによって通信を行う（図 2）。

CPUと GPUを同時に呼び出す必要があるため、C++の Mapタスクに CPU用と GPU

用のものをそれぞれ用意し、Child JVMが双方とも通信できるようにした。ジョブの実行

時に GPUプログラムとプログラムをそれぞれ引数として指定し、Pipesのマスターが双方

を読み込むことによって実現した。タスクスケジューラは、CPUでMapタスクを実行し

たい場合は CPUバイナリを Mapタスクに割り当て、GPUで実行したい場合は GPUバ

イナリを割り当てるようにコントロールする。

ジョブの実行時にユーザが CPU・GPUのバイナリを指定すると CPUと GPUにMap

タスクを割り振る機能を追加した。これには CPU・GPUのバイナリの指定、CPU・GPU

へのMapタスクの割り振りの二つのステップがある。CPU・GPUのバイナリの指定につ

いて述べる。まず、ユーザは CPU・GPUのアプリケーションバイナリをそれぞれ指定し

てジョブを投入する。続いてクライアントは JobTrackerにジョブを渡す。TaskTrackerは

JobTrackerに対して一定時間ごとにハートビートを送ることにより、行うべきMapタスク

がないか尋ねる。この際、TaskTrackerは CPU・GPUが空いているかを知らせる変数を

持ち、これも合わせて JobTrackerに伝える。またスケジューリングを行うためのパラメー

タとして、終了したMapタスクの実行時間や TaskTrackerが管理する DataNodeの CPU

と GPUの数などの情報を合わせて伝える。続いて、JobTrackerは TaskTrackerによって

渡されたMapタスクの情報を受け取る。CPU・GPUのどちらで実行したか、既に実行を

終えたMapタスクの実行時間などの情報などから次のMapタスクを CPU・GPUのどち

らで実行するかを前章で扱ったスケジューリングアルゴリズムによって計算する。計算結果

に基づき、CPU・GPUのどちらで実行させるかを判断し、その情報を TaskTrackerに伝

える。TaskTrackerは JobTrackerから CPU上でMapタスクを実行するよう指示された

場合は CPU上で、GPU上で実行するよう指示された場合は GPU上でそれぞれ実行する。

複数 GPUを使用する場合には、アプリケーションに GPUデバイスの識別番号を伝える

必要がある。各Mapタスクは GPUデバイスの識別番号の配列を保持し、デバイスの使用

状況の情報を格納する。TaskTracker はハートビートの際に GPU デバイスの情報を伝え

る。JobTrackerは空いている番号から順にMapタスクを割り当て、Mapタスクに割り当

てた番号のデバイスが使用中である旨の情報を保持させる。
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4.2 Hadoop上でのGPUとのMapタスクの割り振り

JobTrackerは CPUスロットまたは GPUスロットに空きがないかを調べ、空きがある

場合には TaskTrackerにMapタスクを割り振る。TaskTrackerはノード内のタスクの管理

をしており、タスクの状態が実行中であるか、実行が完了しているか、実行に失敗してい

るかなどの情報を持っている。JobTrackerと TaskTrackerは一定時間ごとに互いにハート

ビートによる通信を行い、ジョブとタスクの情報を交換する。

これら JobTracker、TaskTrackerに対し、提案スケジューリング手法を導入する。Task-

Trackerはノード内の Mapタスクの実行が終了するごとに新しい Mapタスクの要求、各

Mapタスクの実行時間のデータの管理を行う。JobTrackerは TaskTrackerの要求に対し、

スケジューリングの計算を行い、計算結果に従って各 TaskTrackerにMapタスクを割り当

てる。スケジューリングの計算を行うため、Mapタスクから渡された情報をもとに、CPU・

GPUそれぞれの平均実行時間、CPUに対する GPUの加速倍率を算出する。実行の始め

は性能比が未知であるため、空いているすべての CPUコアと GPUにMapタスクを割り

振る。各Mapタスクの実行が終了するごとに、CPU・GPUの平均実行時間、加速倍率を

再計算し、CPU・GPUのスロット数と残りのMapタスクから先述のアルゴリズムにより

割り振りを計算し、計算結果に従ってスケジューリングを行う。この際、JobTrackerのス

ケジューラが TaskTrackerのMapタスク実行状況を確認し、CPU・GPUに空きがあるか

どうか確認する。空きがない場合は空きができるまで待ってから割り振るようにする。これ

により、性能の高いプロセッサが性能の低いプロセッサの実行を待つアイドルな時間を最小

化する。

5. 実 験

CPUと GPUのハイブリッド実装、およびタスクスケジューリングアルゴリズムの改良

による性能の変化を調べるため、実際のアプリケーションをハイブリッド実行することによ

り、ジョブ実行時間、およびMapタスク実行時間の比較を行った。

5.1 概 要

CPUと GPUのハイブリッドスケジューリングの必要性を示すため、CPUと GPUのハ

イブリッド実行およびタスクスケジューリングアルゴリズムの適用による効果を測定する。

実アプリケーションを用いてハイブリッド実行時のジョブ実行時間およびMapタスク実行

時間の測定を行う。

アプリケーションにはK-Meansを用いる。MapフェーズのGPUの活用による効果を見

表 1 実験環境
CPU GPU

デバイス AMD Opteron(Dual Core) Tesla S1070

周波数 2.4GHz 1.296-1.44GHzGHz

メモリ 1.0GB 16GB

るため、各アプリケーションの計算はMapフェーズでは各データセットに対してK-Means

の計算を行い、Reduceフェーズで各Mapタスクの計算結果を集約する。K-Meansはクラ

スタリングの計算手法として最もよく利用されるアプローチの一つである。K-Meansでは

以下の計算を行う：(1)k個のランダムなクラスタを選ぶ。(2)各データ（点）に対し、最も

近いクラスタを見つけ、この点を対応するクラスタに割り当てる。(3)各クラスタに割り当

てられたデータの平均を取ることによって新しい k個のクラスタを再計算する。(4)クラス

タの位置が固定されるまで以上の操作を繰り返す。1セットのクラスタの数 kは 128、デー

タの数は 2次元の点を 262144個とし、これを 4000セット集めた 20GBのファイルを使用

した。

実験は、東京工業大学のスーパーコンピュータである TSUBAME上で、GPUを搭載し

たノードを 1～64 ノードと変化させて行った。分散ファイルシステムには Lustre を用い

た。ストライプ数は 4とした。I/O性能は 32MB のサイズのファイルを対象にした場合で、

writeで 180MB/s、readで 610MB/sであった。各ノードの CPU・GPUは図 1のように

なっている。1ノードの CPUのコア数は 16個、GPUの台数は 2台である。GPU上で実

行するMapタスクは計算部分は GPUで実行するが、それ以外の部分は CPU上で実行す

る必要があるため、各 GPUは 1CPUコアを占有する。そのため、1GPUを使用する場合

は各ノードは 15個の CPUコアと 1台の GPUで同時に Mapタスクを実行でき、2GPU

を使用する場合は 14個の CPUコアと 2台のGPUで同時実行できる。各Mapタスクのサ

イズは 32MBとした。また Reduceの数は 1ノードにつき 16個とした。ただし、64ノー

ドの場合はヒープサイズの上限を考慮し、1ノードにつき 15個とした。

5.2 実 験 結 果

実験結果は図 4 のようになった。Mapタスク実行時間において CPUに対するGPUの加

速倍率が 1.0-1.25倍となる高速化を達成した。またジョブ実行時間において、CPUのみの

使用に対し、2GPUの使用とスケジューリングアルゴリズムの適用をした場合に 1.02-1.93

倍の高速化を達成した。複数GPUの利用による効果として、15CPUと 1GPUの場合の実

行時間を 14CPUと 2GPUの場合の実行時間で割った値が、スケジューリングアルゴリズ

6 c© 2010 Information Processing Society of Japan

Vol.2010-HPC-126 No.5
2010/8/3



情報処理学会研究報告
IPSJ SIG Technical Report

ムを適用した場合に平均 1.29倍、適用しない場合に平均 1.02倍となった。

ノード数の増加によってスケールしていることを確認した。しかし、64ノードのときは

32ノードのときよりも実行時間が増加している。これは、Mapタスク数が入力データサイ

ズ 20GBをチャンクサイズの 32MBで割った数である 619個であるのに対し、スロット数

であるノード数 64に 1ノードのスロット数 16をかけた値の方が大きくなるため、始めに

すべてのMapタスクを割り振ってもアイドルなスロットが存在するため、I/Oや通信など

によるオーバーヘッドの分だけ実行時間が増加したと考えられる。

上記の結果から、GPUの利用、およびタスクスケジューリングアルゴリズムの改良によ

るMapReduceアプリケーションの性能向上を確認した。また、複数 GPUの利用により、

1GPUの場合と比べ更なる性能向上を達成したことを確認した。タスクスケジューリング

アルゴリズムの改良による性能向上の要因には以下が挙げられる。スケジューリングを改

良しない場合は、空いている CPU・GPUスロットがあれば必ずMapタスクを割り振るた

め、性能が高いプロセッサが性能の低いプロセッサの実行の終了を待つアイドルな時間が生

じる。一方、提案手法では CPU・GPU に割り振るタスク数を先述のアルゴリズムによっ

てコントロールし、アイドルな時間を最小化している。性能向上はこのアイドルな時間を無

くしたことにより達成されている。

6. 関 連 研 究

CPU と GPU の混在する不均質環境でリダクション計算を同時実行するシステムがあ

る10)。各 CPUとGPUに割り振るチャンクサイズを変化させることによる実行時間の変化

を調べているが、チャンクサイズは各ジョブごとに固定されており、動的に CPUと GPU

に割り振るタスクの割合をスケジューリングすることは考慮していない。また複数ノードに

おける実行についても考慮していない。

学習メカニズムによって CPUと GPUが混在する不均質環境でのデータの割り振りを最

適化する研究がある11)。これは CPUとGPUに対しチャンクをバランス良く割り当てる方

法という点では類似しているが、事前情報なしに実行時にプロファイルを取りながらスケ

ジューリングするわけではない。我々の研究では動的なスケジューリングを行うため学習を

行う必要がない。

別のタスクスケジューリングの方法として、タスクを投機的に複数のノードで実行するこ

とによって不均質環境での計算効率を向上させる手法がある12)。しかし、CPUと GPUが

混在する不均質な環境を想定しており、このような環境では、データ転送時のオーバーヘッ

図 4 TSUBAME 上での K-Means アプリケーションのジョブ実行時間
Fig. 4 Total Job Time of K-Means on TSUBAME

ドや、ノード間の通信遅延などの問題が発生しうるため、一般にスケジューリング手法は異

なる。また、この研究では異常タスクに対し投機実行を行うというものであるが、我々は異

常タスクに対処するというよりはむしろ CPUと GPUのパフォーマンスを比較して高速化

を図ろうとしている。

不均質な計算環境のためのタスクスケジューリング手法に関する研究は古くから行われて

いる13)。現状では従来手法と類似しているが、よりタスクの詳細な挙動の分析を行うこと

により、メモリバンド幅、ディスクアクセス時間を考慮したスケジューリングを行う予定で

ある。

7. お わ り に

CPUと GPUの混在環境を考慮し、MapReduce実装の Hadoop環境において、Mapタ

スクをGPUから呼び出す機能、および CPUとGPUによるMapフェーズのハイブリッド

実行を実現した。また CPUと GPUの混在環境を考慮したタスクスケジューリングモデル

を構築し、ジョブ実行時間の最小化のモデル化、およびその実装を行った。K-Meansアプ

リケーションで実験を行った結果、Mapタスク実行時間において CPUに対するGPUの加
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速倍率が 1.0-1.25倍となる高速化を達成した。またジョブ実行時間において、CPUのみの

使用に対し、2GPUの使用とスケジューリングアルゴリズムの適用をした場合、1.02-1.93

倍の高速化を達成した。

今後の課題としては、メモリ容量、バンド幅、ディスクアクセス時間、マスター・スレー

ブ間の通信時間などのモニタリングによる詳細なプロファイルやMapタスクの実行時間の

内訳の取得を行い、これらを考慮してスケジューリングモデルの改良を行う予定である。
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