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適応的な多変量正規分布による
自然画像の事前確率モデル

山内 啓大朗†1 田 中 正 行†2 奥 富 正 敏†2

ディジタル画像をマルコフ確率場 (MRF) ととらえて事前確率分布をモデル化する
方法が提案されている．多くの研究では，ポテンシャル関数のパラメータが固定され
た「均質マルコフ確率場」によってモデル化されている．本論文は，ポテンシャル関
数のパラメータが適応的に推定される「非均質マルコフ確率場」を利用した自然画像
の事前確率モデルを提案する．提案手法では，画像を低周波成分と高周波成分に分解
し，高周波成分を非均質マルコフ確率場によってモデル化する．その際，ポテンシャ
ル関数のパラメータは低周波成分をもとに適応的に推定される．本論文では，マルコ
フ確率場のポテンシャル関数として多変量正規分布を利用する．そのモデルを利用し
た最大事後確率推定によりデノイジングを行った．

Natural Image prior model
using adaptive multi-variate Gaussian distribution

Keitaro Yamauchi ,†1 Masayuki Tanaka †2

and Masatoshi Okutomi†2

Many prior models are proposed which model a digital image by a Markov
Random Field (MRF). However, in many applications, only homogeneous MRF
which has the potential function with fixed parameters is discussed. This paper
proposes a natural image prior model which uses non-homogeneous MRF whose
parameters are adaptively designed. In the proposed model, an image is de-
composed into low- and high-frequency components. Then the high-frequency
component is modeled by the non-homogeneous MRF. The parameters of the
potential function are adaptively designed based on the low-frequency com-
ponent associated to the high frequency component. In this paper, we use a
multivariate Gaussian function for the potential function on the MRF. Finally,
we use the proposed model for denoising by Maximum a-Posteriori estimation.

1. は じ め に

マルコフ確率場 (MRF)は，ディジタル画像の事前確率分布のモデル化に利用されている．

ディジタル画像をマルコフ確率場ととらえて画像処理に応用する試みは古くから行われて

いる．マルコフ確率場では，クリーク内のノード (画素)の関係はポテンシャル関数によっ

て表現される．マルコフ確率場は，デノイジング6)–8),10)，超解像4)，画像のセグメンテー

ションや合成12)，文字画像復元1) など幅広く応用されている．

古くからの研究では隣接する 2画素間の関係がモデル化されたが，近年は画像の局所的

な領域であるパッチをモデル化する方法が提案されている．そのようなモデルを本論文では

パッチベースマルコフ確率場モデルと呼ぶ．

マルコフ確率場のポテンシャル関数として，従来は正規分布が利用されてきた．しかし，

多くの画像の特徴量は正規分布よりも裾の重たい分布をとるため，処理結果が過度に滑らか

になってしまうことが知られている8)．したがって，正規分布を単純にモデル化に利用する

ことは好ましくない．

高性能なパッチベースマルコフ確率場モデルとして，Roth らによる Fields of Experts

(FOE) モデルが挙げられる6)．FOE モデルでは，パッチに関する事前確率分布はエキス

パート関数の積として表現される．エキスパート関数はパッチとフィルタとの内積の関数と

して定義されている．Roth らはエキスパート関数として Student-t 関数を利用している．

Student-t関数はフィルタの応答の確率分布をよく表現するとされているが11) ，それ自身

が複雑な分布であるため，パラメータの学習に非常に大きな計算コストがかかってしまう

という問題がある．Weissらは，エキスパート関数に混合正規分布を利用した FOEモデル

を提案しており，より効率的な学習アルゴリズムを提案している10)．これらの FOEモデル

は，ポテンシャル関数のパラメータが空間的に一様であるという特徴がある．そのようなモ

デルを本論文では，「均質マルコフ確率場」と呼ぶことにする．

また，ポテンシャル関数として正規分布を利用しながら，良好な結果を得ている報告もあ

る．Tappenらは，エッジ検出フィルタの応答によって正規分布の重みを適応的に変化させ

ることで，過度に滑らかになる現象を防ぐことができると報告している8)．Tanakaらの手
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法は，参照画像の周囲のパッチをあたかも学習データであるかのように用い，正規分布をそ

のデータに基づいて学習している7)．これらのモデルをデノイジングに応用した結果，先の

FOEよりも高い性能を持つことが確認されている．この二つの報告に共通するのは，空間

的にパラメータの異なる正規分布を利用している点である．これらのようにポテンシャル関

数のパラメータが空間的に一様でないマルコフ確率場を，「非均質マルコフ確率場」と呼ぶ

ことにする．

本論文では，非均質マルコフ確率場を利用した自然画像の事前確率分布モデルを提案す

る．提案モデルでは，画像を低周波成分と高周波成分に分解し，高周波成分を非均質マルコ

フ確率場でモデル化する．その際，ポテンシャル関数のパラメータを，対応する低周波成分

の情報に基づき推定する．低周波成分をさらに低周波成分と高周波成分に分解して同様のモ

デル化を行うことにより，階層的に画像をモデル化する．本論文では，ポテンシャル関数と

して多変量正規分布を用い，その平均ベクトルと共分散行列を低周波成分の勾配に基づいて

推定する．最後に，提案モデルを応用した最大事後確率 (Maximum A Posteriori : MAP)

推定によりデノイジングを行った．高度な既存手法に比べて性能が劣るものの，デノイジン

グに関して十分な効果が確認された．

本論文の構成は次のようになっている．まず第 2章ではパッチベースマルコフ確率場につ

いて一般的な内容を述べ，均質マルコフ確率場と非均質マルコフ確率場の違いを明確にす

る．第 3章では，提案する事前確率モデルについて詳細に説明し，学習方法や階層化につ

いて述べる．第 4章では，提案モデルを利用したMAP法によるデノイジングについて述

べる．

2. パッチベースマルコフ確率場

パッチベースマルコフ確率場は，画像中の局所領域 (パッチ) をクリークとしてとらえた

マルコフ確率場である．クリークの事前確率分布は，それに対応するポテンシャル関数に

よって表現される．

均質マルコフ確率場による画像 F の事前確率分布は式 (1)で表せる2)．

p(F ; θ) =
1

Z

all cliques∏
i

φ(fi; θ)

=
1

Z
exp

[
−

all cliques∑
i

λ(fi; θ)

] (1)

ここで，F は画像のベクトル表現を，fi は画像中の i番目のパッチのベクトル表現を，φ(·)
はポテンシャル関数を，λ(·)はポテンシャル関数に対応するパッチのエネルギー関数を，θ

はポテンシャル関数のパラメータベクトルを，Z は分配関数と呼ばれる規格化定数を，それ

ぞれ表す．この様なモデルの代表的な例として，先述の FOEモデルがある．

一方，非均質マルコフ確率場による事前確率分布は式 (2)のようになる．

p(F ;Θ) =
1

Z

all cliques∏
i

φ(fi; θi)

=
1

Z
exp

[
−

all cliques∑
i

λ(fi; θi)

] (2)

ここで，θi はパッチ iに対するポテンシャル関数のパラメータベクトルを，Θ = {θi}は全
てのパッチのポテンシャル関数のパラメータの集合を，それぞれ表す．均質マルコフ確率場

との大きな違いは，ポテンシャル関数のパラメータ θi がパッチごとに異なることである．

3. 非均質マルコフ確率場を利用した提案モデル

3.1 低周波成分を条件とした非均質マルコフ確率場

式 (3)のように画像 F を低周波成分 F L と高周波成分 F H とに分解することを考える．

F =F L + F HF L = L ∗ F

F H = F − F L

(3)

ここで Lはローパスフィルタのカーネル，∗は畳み込み演算子である．
一般に，自然画像の低周波成分のスペクトルの方が高周波成分のものに比べて大きいこと

が知られている．そのため画像 F に白色ノイズが加わった場合，高周波成分の SN比は低

周波成分の SN比よりも小さく，高周波成分はノイズの影響を受けやすい．また，人間の注

目を集める画像顕著領域 (image saliency) は，エッジやコーナーといった高周波成分が大

きく含まれる精細な部分に集中することが指摘されている9)．このような理由から，画像の

高周波成分は低周波成分に比べ，重要であると考えられる．

そこで提案モデルでは，式 (4)のように，高周波成分を非均質マルコフ確率場ととらえ，
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低周波成分を条件とする条件付き事前確率分布によりモデル化を行う．

p(F H |F L) =
1

Z

all cliques∏
i

φ
(
fH

i ; θ(fL
i )

)
(4)

ここで fH
i , fL

i はそれぞれ高周波成分と低周波成分の中の i番目のパッチのベクトル表現で

ある．本モデルの特徴は，高周波成分のパッチ fH
i をクリークとし，そのポテンシャル関数

φのパラメータ θ(fL
i )が低周波成分のパッチ fL

i に対して適応的に変化することである．

3.2 低周波成分の勾配に基づく適応的多変量正規分布モデル

式 (4)で表される提案モデルに対して，本論文ではポテンシャル関数に多変量正規分布を

利用し，そのパラメータが低周波成分の勾配に応じて変化するモデルを考える．この場合，

ポテンシャル関数は式 (5)のようになる．

φ
(
fH

i |θ(fL
i )

)
= N

(
fH

i ; µ(∇fL
i ),Σ(∇fL

i )
)

(5)

ここで N
(
fH

i ; µ,Σ
)
は，fH

i を変量とした平均 µ・共分散行列 Σの多変量正規分布を

表す．また ∇fL
i は，パッチ fH

i の中心画素と同じ位置における低周波成分の x 方向微分

∇xfL
i と y方向微分∇yfL

i とを要素に持つ二次元ベクトルである．以後この∇fL
i のことを

低周波成分の勾配と呼ぶ．なお，低周波成分の勾配は，低周波成分のパッチ fL
i から容易に

計算することができる．

3.3 提案モデルの学習方法

提案モデルを利用するためには，低周波成分の勾配∇fL とポテンシャル関数のパラメー

タ θとの関係を事前に学習しておかなければならない．しかし，低周波成分の勾配∇fL は

一般に連続値であり，パラメータを ∇fL の関数として直接学習することは困難である．そ

こで本論文では，図 1のように，横軸に低周波成分の x方向微分，縦軸に y方向微分をとっ

た空間を四角形の領域（セル）に分割し，離散化する．この二次元空間のことを勾配空間と

呼ぶことにする．この勾配空間の各セルごとにパラメータを学習することにした．また本論

文では学習の方法として，もっとも一般的な最尤推定による方法を考える．

まず学習用画像から，各画素ごとに低周波成分と高周波成分のパッチ対 {(fL, fH)}を生
成する．次に低周波成分のパッチからその勾配を計算し，低周波成分の勾配と高周波成分の

パッチとのデータ対 {(∇fL, fH)}を作る．低周波成分の勾配をもとにデータ対 {(∇fL, fH)}
を勾配空間の各セルに分類していく．すると，セル (k, `)に対する高周波成分のパッチの集

合 Dk,` が得られる．ここで k と `は，勾配空間中のセルの番号を表す整数である．

図 1 勾配空間を四角形のセルに分割して離散化する．学習用画像から抽出した高周波成分のパッチをセルに分類し，
セルごとにパラメータを学習する．

セル (k, `)に対するパラメータ θk,` の最尤推定 θ̂k,` は次のようになる．

θ̂k,` = arg max
θ

∏
v∈Dk,`

φ(v; θ) (6)

本論文ではポテンシャル関数に多変量正規分布を用いているので，パラメータ θ は次の

ように平均と共分散行列である．

θk,` = (µk,`,Σk,`) (7)

平均 µk,` と共分散行列 Σk,` の最尤推定はパッチの集合 Dk,` の平均，共分散行列なので，

次の式のように閉じた形で学習することができる．

µ̂k,` =
1

|Dk,`|
∑

v∈Dk,`

v (8)

Σ̂k,` =
1

|Dk,`|
∑

v∈Dk,`

(v − µ̂k,`)
T (v − µ̂k,`)

=
1

|Dk,`|
∑

v∈Dk,`

vTv − µ̂T
k,`µ̂k,`

(9)

ここで |Dk,`|は，パッチの集合 Dk,` の要素数である．これと同様の学習をすべてのセルに

ついて行うことで，離散化された勾配空間におけるパラメータ θ̂k,` が推定できる．

実際にこのモデルを利用する際には，与えられた連続値∇fL に対する平均 µk,`・共分散

行列 Σk,` を求めなければならない．この場合も連続値 ∇fL が勾配空間上のどのセルに属
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図 2 提案モデル化手法の流れ．自然画像を階層に分解し，各階層の高周波成分を非均質マルコフ確率場によってモ
デル化する．

するかを考え，そのセルにおける平均 µk,`・共分散行列Σk,` を近似的に用いることにする．

3.4 モデルの階層化

提案モデルでは，画像の高周波成分にのみ着目してモデル化を行っている．しかし，低周

波成分にもモデル化すべき情報が含まれている可能性がある．例えば，デノイズへの応用

を考えた場合，低周波成分の SN比が十分に大きくなるようにすべきである．そこで，低周

波成分をさらに高周波成分と低周波成分に分解し，式 (4)と同様のモデル化を行うことを考

える．

F L = F LL + F LH (10)

本論文では，画像の組 {F L, F H}を「第 1階層」，{F LL, F LH}を「第 2階層」，· · ·，
「第K 階層」などと呼ぶことにする．階層数K は，計算コストとモデル化精度のトレード

オフにより，自由に決定することができる．

提案するモデル化手法の流れを図 2に示す．

4. デノイジングへの応用

3.2節で提案した多変量正規分布によるモデルをMAP推定に利用することで，さまざま

な画像復元を行うことができる．本章では，提案モデルをデノイジングに応用し，その有効

性を検証した．

4.1 デノイジング手法

提案モデルを利用したデノイジングの大まかな流れについて述べる．まず，ノイズを含ん

だ画像 Gを，第 K 階層まで分解する．階層数 K は，第 K 階層の低周波成分の SN比が

十分に大きくなるようにとるものとする．そして第K 階層の高周波成分から第 1階層の高

周波成分へと順番に，式 (5)の事前確率を用いたMAP推定を行い，ノイズを除去する．あ

る階層での高周波成分 F H の事後確率は式 (11)のように近似できる．

p(F H |GH , GL) ' 1

Z
p(GH |F H)p(F H |F̂ L) (11)

ここでGH , GL はノイズを含んだ画像Gの高周波成分と低周波成分を，右辺第一因数は正

規分布で表わされる尤度を，第二因数は式 (4),(5)で表される条件付き事前確率をそれぞれ

表す．Z は F H によらない規格化定数であり，F̂ L は 1階層下の低周波成分 F̂ LL と高周波

成分 F̂ LH とを足し合わせたものである．

F̂ L = F̂ LL + F̂ LH (12)

なお，式 (11)での近似については，4.2節で述べる．

高周波成分 F H に関する最大事後確率推定 F̂ H は次のように定式化することができる．

F̂ H = arg max
F H

p(GH |F H)p(F H |F̂ L) (13)

式 (13)の負の対数をとることにより，最大事後確率推定は次のようなコスト関数の最小化

問題として定式化できる．

F̂ H = arg min
F H

all cliques∑
i

[
1

σ2
N

(gH
i −fH

i )2+
(
fH

i − µ(∇fL
i )

)T
Σ(∇fL

i )−1
(
fH

i − µ(∇fL
i )

)]
(14)

ここで，gH
i , fH

i は画像GH , F H の i番目の画素の値を表す．このコスト関数を最小化する

画像 F̂ H は線形一次方程式として解析的に求めることができるが，画素数次元の大規模な

問題であり，直接計算は非現実的である．そこで本論文では，共役勾配法を利用して式 (14)
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図 3 提案法によるデノイジングの流れ．

を解くことにした．

最後に第 1階層の低周波画像と高周波画像を足し合わせることでデノイジングされた画

像を得る．

提案法によるデノイジングの流れを図 3に示す．

4.2 事後確率の近似法の導出

本節では式 (11)に示す事後確率の近似を導出する．

事後確率 p(F H |GH , GL)は，ベイズの定理から，式 (15)のようになる．

p(F H |GH , GL) =
p(GH |F H , GL)p(F H , GL)

p(GL, GH)
(15)

確率密度関数の性質から以下の式が成り立つ．

p(F H , GL) = p(F H |GL)p(GL) (16)

p(F H |GL) =

∫
p(F H |F L)p(F L|GL)dF L (17)

また真の高周波成分 F H を条件としたとき，観測低周波成分GL と観測高周波成分GH と

は確率的に独立であると考えられるので，以下が成り立つ．

p(GH |F H , GL) = p(GH |F H) (18)

式 (16)，(17)，(18)を式 (15)に代入すると，

p(F H |GH , GL) =
p(GL)

p(GL, GH)
p(GH |F H)

∫
p(F H |F L)p(F L|GL)dF L (19)

となる．

式 (19)に基づいて厳密に事後確率を計算しようとすると，F L についての積分を計算し

なければならない．画素数次元空間を積分範囲とした積分であり，解析的に計算することが

できないため，事後確率の厳密な計算は非現実的である．そこで，式 (19)の被積分関数の

第二因数の事後確率 p(F L|GL)を，式 (20)のようなデルタ関数で近似する．

p(F L|GL) ' δ(F L − F̂ L) (20)

F̂ L = F̂ LL + F̂ LH (21)

式 (20)を式 (19)に代入すると，式 (23)が得られる．

p(F H |GH , GL) =
p(GL)

p(GL, GH)
p(GH |F H)

∫
p(F H |F L)δ(F L − F̂ L)dF L (22)

' 1

Z
p(GH |F H)p(F H |F̂ L) (23)

以上で式 (11)を導出した．

式 (21)の F̂ L の計算では，一階層下の低周波成分 F̂ LL と高周波成分 F̂ LH が必要であ

る．これらはそれぞれ，式 (12)，式 (13)と同じ形式で，次のように逐次的に求めることが

できる．

F̂ LL = F̂ LLL + F̂ LLH (24)

F̂ LH = arg max
F LH

p(GLH |F LH)p(F LH |F̂ LL) (25)
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4.3 デノイジング実験

テスト画像に対して標準偏差 20のガウシアンノイズを人工的に付加し，デノイジングを

行った．パッチを 3x3 の矩形領域としてモデル化を行い，階層数 K は 1 階層と 5 階層で

実験を行った．ここで階層数を K = 5に選んだのは，経験的に低周波成分のノイズ成分が

十分に小さくなるという理由からである．画像の分解に用いるローパスフィルタ Lとして，

標準偏差が 0.6のガウシアンフィルタを用いた．実験に用いる画像として，図 4に示す画像

を利用した．これらは画像処理のベンチマークとして頻繁に用いられる画像である．

処理結果と原画像との類似度の指標として，Peak Signal Noise Ratio (PSNR)を用いる

ことにした．PSNRは，処理結果と原画像の間の Root Mean Square Error (RMSE)を σE

とすると，次の式により計算できる．

PSNR = 20 log10

255

σE
(26)

PSNRが大きいほど，原画像との類似度が高くデノイジング性能が優れている．

第 1階層だけを利用した場合と第 5階層まで利用した場合の処理結果の比較を，図 5に示

す．また，FOEモデルをMAP推定に用いたデノイジング6)，Portillaらの手法5)，BM3D

法3) との PSNRによる比較を，表 1に示す．

処理結果をみると，第 1階層だけを利用した場合はノイズの低周波成分が残留しているが，

第 5 階層まで利用した場合はノイズがほとんど取り除かれていることが分かる．barbara

を除いた 4つの画像では，第 5階層まで利用した方が PSNRが高い．

しかし，提案法によるデノイジングでは，階層数を多く利用するほどテクスチャがぼけて

しまうことが確認された．テクスチャが豊富な barbaraでは，第 1階層よりも第 5階層の

処理結果の方が服の縞模様が失われているため，結果として PSNRが低い．

また，Portillaらの手法や BM3D法のようなデノイジングに特化した高性能な手法に比

べると，提案モデルを利用したデノイジングでは，PSNRが低い．しかし，提案モデルを単

純に応用したにも関わらず，FOEモデルによるデノイジングに近い性能を有している．こ

れらの結果は提案モデルの事前確率分布モデルとしての有効性を示していると考える．

5. む す び

本論文では，画像の高周波成分を非均質マルコフ確率場によってモデル化する方法を提案

した．提案モデルでは，非均質マルコフ確率場のパラメータは対応する低周波成分に応じて

変化する．本論文では，ポテンシャル関数が多変量正規分布であるものを考えた．提案モデ

lena barbara house boat peppers

図 4 デノイジング実験に用いた画像

表 1 各手法によるデノイジング結果の PSNR[dB] による比較

lena barbara house boat peppers

提案法 (K = 1 階層) 27.54 26.04 27.57 27.19 27.30

提案法 (K = 5 階層) 31.04 24.86 31.16 28.71 29.28

FoE6) 31.92 28.32 32.17 29.85 30.58

Portilla5) et al 32.66 30.32 32.39 30.38 30.31

BM3D3) 33.05 31.78 33.77 30.88 31.83

ルをMAP推定に応用しデノイジングを行った．テクスチャがぼけてしまうことや，高度な

既存手法に比べ PSNRが劣っているという課題があるものの，デノイジングに関して十分

な効果が得られた．これらの結果により，提案モデルの事前確率分布モデルとしての有効性

を確認した．
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