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Random Forestを用いた音楽ジャンル分類

新 妻 雅 弘†1,∗1 斎 藤 博 昭†1

本論文は Random Forest を分類器とし，高次元の特徴量を用いた音楽ジャンル分
類について述べる．従来の研究は，特定の音楽ジャンルに限られた特徴量，単旋律に
関わる特徴量のみを用いており，広範な音楽ジャンル分類には対応できない．また，
特徴量すべてについてチューニングを行うことで高い精度を得ている研究も多いが，
ある音楽ジャンル分類に最適化したチューニングは過学習の問題からそのほかの音楽
ジャンル分類にはそのまま適用できない．そこで本研究では，広範なジャンルを考慮し
た 1,022次元の特徴量を用い，高次元，低サンプル数の問題に強いとされる Random

Forestを分類器とすることでチューニングをすることなく幅広い音楽ジャンルの分類
に対応する手法を提案する．また，Out-Of-Bag データを用いることで分類の際に重
要な役割を果たしている特徴量を分析し，音楽ジャンル分類というタスクのメカニズ
ムの解明に足がかりを与える．実験の結果，提案手法による分類精度は Root データ
セットに対して 97%，Leaf データセットに対して 84%となり，チューニングを行っ
ている先行研究と同等以上となった．また，訓練データに用いるサンプル数と精度の
関係を検証した結果，提案手法がサンプル数の減少に対して優れた性能を持つことが
示された．さらに，Out-Of-Bag データを用いた変数の重要性推定に基づいた特徴量
選択により，Rootデータセットおよび Leafデータセットの各々のジャンル分類に固
有な特徴量を分析できることを示した．

Music Genre Classification Using Random Forest

Masahiro Niitsuma†1,∗1 and Hiroaki Saito†1

This paper proposes a music genre classification method using high-
dimensional features and Random Forest. Most of the previous work uses
features designed to be adapted to only a limited range of music genres be-
cause of the data sparseness problem and tunes parameters in order to achieve
high accuracy. However, feature selection often leads to over fitting and tuning
parameters each time is not practical. In this paper, we propose music genre
classification method using 1,022-dimensional features designed to be adapted
to a wide range of music genres and Random Forest that easily handles high-
dimensional features. Moreover, variable importance is estimated using out-of-
bag data to clarify the mechanism of music genre classification. The proposed

method has achieved 97% accuracy in root genre classification and 84% in leaf
genre classification, which are favorable compared to other methods especially
when the number of training samples is small. Moreover, variable importance
estimation using out-of-bag data sheds new light on mechanism of music genre
classification.

1. は じ め に

近年のインターネットの発展および，mp3などの音楽圧縮技術の発達にともない，ネット

ワーク上に存在する音楽データの数が急増している．また，iPodなどのポータブルミュー

ジックプレイヤの普及にともない，個人レベルで所有する音楽データの数も増加している．

このような背景から，大量の音楽データを組織的に管理する必要性や大量の音楽データを

対象に柔軟な検索を行いたいという需要が高まっている．そのような需要を受け，音楽情報

検索（Music Information Retrieval）の研究は急速に発展している．古典的なコンピュー

タベースの音楽分析は文法ベースのテクニックかストリングマッチングのように非常に限ら

れた手法で行われていたが，音楽情報検索研究団体の研究者は現代のパターン認識の技術

を応用することで，高い成果をあげている1)–6)．なかでも音楽ジャンル分類の研究は近年非

常にさかんになっており，Music Information Retrieval Evaluation eXchange（MIREX）

のようなコンテストも毎年行われている．

しかし，従来の音楽ジャンル分類に関わる研究では，対象となるデータセットに依存した

特徴量を用いたり，特徴量やその抽出区間の組合せをパラメータとし，訓練データにフィッ

トさせたりすることで高い精度を達成しているものが多かった．これらの手法は，限られた

音楽ジャンルを分類するには適しているが，より広い音楽ジャンルや未知の音楽ジャンルを

対象とする場合，そのつどパラメータのチューニングを行わなければならず実用的でない．

そこで本論文では，広範なジャンルを考慮した 1,022次元の特徴量を用い，高次元，低サ

ンプル数の問題に強いとされる Random Forestを分類器とすることでチューニングをする

ことなく幅広い音楽ジャンルの分類に対応する手法を提案する．さらに，Out-Of-Bagデー

タを用いることで分類の際に重要な役割を果たしている特徴量を分析し，音楽ジャンル分類
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のメカニズムに対する分析手法を提案する．

以下 2 章で関連研究について，3 章で提案手法について，4 章で実験および実験結果の考

察について述べ，最後に 5 章でまとめを述べる．

2. 関 連 研 究

音楽ジャンル分類の研究は，MIDI 7) などの記号データを対象とするものとWAVなどの

音響データを対象とするものに大別される．これまでの音楽ジャンル分類の研究には，音響

データを対象としたものが多い．確かに音響データの研究は，CDなどの音源に対して直接

適応できるという点で価値が高い．しかし，音響データからの音楽的特徴量の抽出は現在の

技術では困難である．音楽的特徴量を用いることができるという点で，記号データを用いた

研究にも多くのメリットがある．また，音響データを対象とした際に用いられる特徴量と，

記号データを対象とした際に用いられる特徴量は異なっているが，そのほかの手法は一致し

ており，この特徴量の差異は近年の音響信号処理技術の発達にともない減少している．した

がって，記号データを対象とした分類研究は音響データを対象とした研究に援用できる．

分類手法としては，主に教師なし学習と教師あり学習の 2つがある．教師なし学習は，類

似性を測定することにほかならず，音楽ジャンル分類以外の様々なアプリケーションに応用

できる．たとえば，ユーザが特定のジャンルの音楽を探しているのではなく，特定の曲と近

い音楽を探しているという場合には，教師なし学習を用いたシステムは大量の音楽データを

ナビゲートするために有用であると考えられる．しかしながら実際には，そのような研究は

非常に限られた音楽ジャンルにしか適用されておらず，より大きなデータのより複雑な音楽

ジャンル分類の場合には，教師なし学習による分類と人間による分類が一致する可能性は低

い．そのため，ここでは主に教師あり学習を用いた研究を取り上げる．以下に分類対象とす

るデータごとに先行研究の概要を述べる．

まず，音響データを対象とした関連研究について述べる．Tzanetakisら8) は，音色とリ

ズムに関わる特徴量を用いガウス過程に対する最尤推定（ガウス分類器）により 6つの音

楽ジャンル分類に取り組み，62%の精度を報告している．Girmaldi ら9) は離散ウェーブ

レット変換を用いて時間，周波数に関わる 143次元の特徴量を抽出し，分類器としては，k

近傍法のアンサンブルを用いて 73.3%の精度を報告している．Deshpande ら10) は，k 近

傍法を用いて Rock，Classical，Jazz の音楽ジャンル分類を行い，75%の精度を報告して

いる．McKinney ら11) は，4 つの異なる特徴量セットを用い，ガウス分類器により Jazz

Folk，Electronica，R&B，Rock，Reggae，Vocalの音楽ジャンル分類に取り組み，61%か

ら 74%の精度を報告している．Xu ら12) は，サポートベクターマシン（SVM）を用いて

Pops，Classical，Jazz，Rockの分類に取り組み，93%の精度を報告している．また，混合

ガウスモデルや隠れマルコフモデルと比較して，SVMを用いた分類が高い精度となること

を報告している．Xinら13) は，決定木をベース分類器とした Random Forestを用いて，そ

れぞれ Countryと Folk，Hip hopと Jazz，Bluesと Jazz，Metalと Punkの分類を行い，

RBF network，SVM，k近傍法の各性能の比較をしている．また，特徴量の次元圧縮のた

めに，主成分分析（PCA）だけでなく自己組織化マップ（SOM）を用いている．Leiら14)

は，Random Forestと多層パーセプトロンの組合せを用い，Classical，Electronic，Jazz，

Blues，Metalの分類を報告しており，精度としては最良で 83.7%となっている．特徴量と

して，MFCCおよびMPEG-7記述子が用いられ，PCAにより次元圧縮がなされている．

次に，記号データを対象とした関連研究について述べる．Chai ら15) は，単旋律の動き

に関わる情報を特徴量とし，隠れマルコフモデルを用いて民謡の分類に取り組み，63%の精

度を得ている．Pedroら16) は単旋律の情報から旋律の動き，和音，リズムの情報を抽出し，

SOMを用いて Jazzと Classicalの分類に取り組み，77%の精度を得ている．また，最近で

は，単旋律における音高の幅や音価の平均値などの情報を用い，k近傍法，SOM，ベイズ分

類器をそれぞれ用いて Jazz，Popsを分類している17)．Conklin 18)は，単旋律を分析するこ

とで得られる特徴量を用い，ベイズ分類器によりバッハのコラールと民謡の分類を行ってい

る．Random Forestを用いた記号データに関わる研究としては，Rizoら19) が，CARTを

ベースとした Random Forestを用いた主旋律分類について報告している．Classical，Jazz，

Popularの 3つのジャンルのデータセットを用いて実験を行い，すべてのジャンルのデータ

を用いて訓練を行った結果，すべてのジャンルで 80%以上，Jazzにおいては 98%の精度を報

告している．使われている特徴量は旋律およびリズムに関わる 34の特徴量に限られている．

以上のように，それぞれの研究で使用されている特徴量や分類手法は多岐にわたっており，

その分類精度にも大きな幅がある．評価手法に一貫性がないため，単純に精度を比較するこ

とはできないが，多くの研究は特定の音楽ジャンルに限られた特徴量，特に単旋律に関わる

特徴量のみを用いており，広範な音楽ジャンル分類には対応できない．また，どの特徴量が

音楽ジャンル分類に寄与しているかは分からないため，用いる特徴量すべてについてチュー

ニングを行うことで高い精度を得ている研究も多いが，ある音楽ジャンル分類に最適化した

チューニングは過学習の問題からそのほかの音楽ジャンル分類にそのまま適用できない．ま

た，様々な音楽ジャンルの分類を行う際にそのつどチューニングを行うことも実用的でない．

そこで本研究では，分類対象である音楽ジャンルが変化しても，特徴量の変更や新たな
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チューニングの必要がない，幅広い音楽ジャンルに対応できる分類手法を提案する．そのた

めには，広範な音楽ジャンルを視野に入れた特徴量を用いる必要があるがそのような特徴

量は一般に高次元になりがちであり，高次元の特徴量を用いる際に問題となるのが，デー

タスパースネスの問題である．たとえば本研究で用いるMcKayら20),21) の提案する特徴量

をすべて用いると，次元数は 1,022にものぼり，特に細かい音楽ジャンル分類をする際には

十分なサンプル数を得ることが困難である．そこで，本研究では，高次元，低サンプル数

の問題に強いとされる Random Forestを用いることで，1,022次元すべての特徴量を用い，

チューニングをすることなく幅広い音楽ジャンルを適切に分類できることを示す．特に高次

元，低サンプルの状況においても高い精度で音楽ジャンル分類が達成できることを他の分類

手法と比較して示す．

Random Forestを用いた音楽ジャンル研究は従来いくつか報告されているが，いずれも

分類前に次元圧縮を行うか，旋律やリズムに限られた低次元の特徴量のみを用いている．次

元圧縮は多くの場合有効な手法であるが，分類に必要な情報が失われてしまう可能性もある．

本研究ではRandom Forestを分類器とし，次元圧縮を行わずに音色などを含む高次元の特徴

量をすべて用いることで，どれだけ高い精度が得られるかを検証する．さらに，Out-Of-Bag

データを用いることで分類の際に重要な役割を果たしている特徴量を分析し，音楽ジャンル

分類に固有な特徴量を考察する．

3. 提 案 手 法

本章では，高次元の特徴量を用い，Random Forestを分類器とした音楽ジャンル分類手

法について述べる．以下，提案手法が用いる特徴量および分類手法を詳説する．

3.1 特 徴 量

音楽ジャンル分類に用いられる特徴量としては，音響信号から直接的に導出されるスペク

トル情報や時間領域の情報などの低レベルの特徴量と，音楽的な訓練を受けた人間にとって

意味を持つ音楽的な情報である高レベルの特徴量の 2つがある．従来の音楽ジャンル分類

研究においては，低レベルの特徴量を用いたものが多かったが，分類する粒度が細かくなれ

ばなるほど，より高レベルな特徴量が必要となる．

高レベルな特徴量の理論的な分析としてはいくつもの研究がなされている．Tzanetakis

ら8) と LaRue 22) は基本的な理論分析のサーベイに触れている．Cooperら23) はリズムや

メロディの分析について言及している．Reti 24) は音楽における動機要素の分析について触

れている．Tarasti 25) は記号言語を用いた音楽分析について触れている．Temperley 26) な

どの研究者によって開発された，高レベルな特徴量の分析システムも多く存在する．

しかしながら，これらの分析結果を特徴量として用いるためには多くの難点がある．第 1

に，これらの分析には，主観的な判断が介入する可能性が高い．たとえば，シェンカ分析や

GTTMなどの分析においては 2人の専門家がいれば，2つの異なった結果が出る可能性が

ある．第 2に，計算量が膨大なものとなる．第 3に，これらの特徴量は特定の音楽ジャンル

のために用いられるものであり，広範な音楽ジャンルには適用できない．たとえば，和声分

析の結果を主な特徴量として用いれば，和声を基礎とした音楽を分類することはできるが，

和声を基礎としない民族音楽には適用できない．

一方で，民族音楽学者による既存の研究27)–29) は，特定の音楽ジャンルや分析手法に偏っ

ていないという点で特徴量を設計する際に役立つ可能性が高い．そのような特徴量として，

計算機への実装を考えて拡張されたMcKayら20),21) の提案する特徴量がある．これらの特

徴量は網羅的であり冗長さを持つ．McKayらによれば，これらすべての特徴量を用いるこ

とはデータスパースネスを引き起こすため，特徴量の選択が必要である．しかし，本研究の

目的は広範な音楽ジャンルをチューニングなしに分類することであり，できるだけ漏れのな

い特徴量を用いる必要がある．そこで，本研究ではこの特徴量をすべて用い，3.2 節で述べ

る分類手法によりデータスパースネスの問題を解決する．以下に特徴量の概要を示す．

Instrumentation:

この特徴量は，General MIDIにおける 128の音高を持つ楽器と 47の打楽器のパッチ情

報に基づく特徴量である．このパッチ情報をもとに，どのような楽器が使われているか，各

時間にどのような楽器が発音しているか，打楽器の分布などが計算される．

Texture:

MIDIにおけるチャネルやトラックの情報に基づく特徴量である．これらをもとに，いく

つ独立した声部があるか，声部ごとの重要性の違いなどが計算される．

Rhythm:

ビートヒストグラムに基づく特徴量である．リズムに関わる特徴量を計算するためには，

単純なビートトラッキングシステムを使う方法もある．しかしながら，ビートトラッキン

グシステムが提供する情報だけでは不十分なため，ここでは，McKayらによって修正され

た Tzanetakisらによるビートヒストグラム30) が用いられ，このビートヒストグラムをも

とに，最も音量の大きい拍や，1秒あたりの音価の平均などが計算される．

Dynamics:

音量に基づく特徴量であり，ベロシティをもとに計算される．
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Pitch-Statistics:

音高の統計情報に基づく特徴量である．ここでは，ピッチヒストグラム8) を基礎とし，そ

れをもとに音域や，最も頻繁に現れた音高などが計算される．後述のMelodyや Chordsと

は，音符の一時的な位置を考慮せず，曲全体での情報を用いる点が異なる．

Melody:

これは音高が現れる順序に基づく特徴量であり，連続する 2音の音程のヒストグラムをも

とに計算される．

Chords:

同時に発音する音程に基づく特徴量である．垂直音高のヒストグラムや，和音の種類のヒ

ストグラムなどからなる．

特徴量の詳細については，McKayら21) を参照されたい．

なお，提案手法では，1つの曲を 1つの区間としてこれらの特徴量を抽出する．従来の音

響ファイルを用いた研究では，特徴量の抽出区間も 1つのパラメータとして，このパラメー

タと分類精度の関係を報告しているものもある31)．記号ファイルを用いた研究でも，抽出

区間の長さやオーバラップの区間をパラメータとし，分類精度がどう変化するかについて多

くの研究がなされてきたが17),32)，そのほとんどにおいて曲全体を抽出区間とすることの有

効性が論じられている．そこで本研究では曲全体を特徴量の抽出区間とする．

3.2 分 類 手 法

特徴量の抽出後，分類器による分類が行われる．本研究では 3.1節で述べたように高次元の

データを特徴量とするため，従来用いられていた分類器を用いても高い精度は期待できない．

そこで，本研究では分類手法として，強力な集団学習の一種であり近年多くの応用研究が

報告されている Random Forestを用いる．集団学習は精度の高くない弱分類器を複数組み

合わせることで精度を上げる手法であり，Random Forestは Breiman 33) が発展させた集

団学習法である．これまでの研究で，Random Forestは高次元，低サンプルのデータに強

いとの報告がある．

Random Forestは以下の式で表される．

{h(x, Θk), k = 1, . . . , K} (1)

ここでΘkはそれぞれが独立かつ理想的に分布するブートストラップサンプルであり，xが入

力を表す．また，h(x, Θk)は入力 xから抽出されたブートストラップサンプルΘk から導か

れた分類器（以下ベース分類器と呼ぶ）を表し，この各々の分類器の出力の平均が Random

Forest全体の出力となる．

Forestを構成する，各々のベース分類器の作成にどのようなアルゴリズムを用いるかに

ついては様々な手法が提案されているが，ここでは，古典的分類木である CART 34) を用

いる．ベース分類器として CARTを用いる際に，従来の CARTと異なる点として，木の

剪定を行わない点と，木の分岐の際にランダムに選ばれた変数の中から最適なものを選ぶ

点があげられる．この手法の有効性は統計的学習理論の見地から動機づけられる．バイア

ス–分散分解によって，この分類器の誤り率はそのバイアス要素と分散要素によって決定さ

れるため，これらを小さくすることが分類精度の向上につながる．xを入力ベクトル，T を

訓練データ，集団学習器を構成する k 番目のベース分類器を，fk(x, T ) = f(x, T, Θk)で表

す．なお，Θk は k, 1, . . . , K 回目にランダムに抽出された入力ベクトルであり，理想かつ独

立に分布していると仮定する．集団学習器 F (x, T ) =

∑
k

f(x,T,Θk)

K
の分散 V ar(F )とバイ

アス Bias(F )について，

V ar(F ) = EX,Θ,Θ′ [ρT (f(x, T, Θ), f(x, T, Θ′))] × V arT (f(X, T, Θ)). (2)

Bias2(F ) ≤ EΘBias2(f(X, T, Θ)) + E(ε2). (3)

が成り立つ．なお，ρT は，2つの異なる分類器の相関の平均値，εは入力のノイズであり

不可避である．式 (2)から，分散要素を下げるためには各々のベース分類器ごとの相関を小

さくする必要があることが分かる．式 (3)から，全体のバイアスは，1つの分類木のバイア

ス要素の 2乗の期待値と入力のノイズの 2乗の平均値の和であるから，各々の分類木のバ

イアスを下げることで小さくできることが分かる．CART を用いた Random Forest にお

いては，各々の分類木を最大まで成長させることで各々の分類木のバイアスを小さくしてい

る．さらに，ブートストラップサンプルを用いかつ木の分岐の際にランダムに選ばれた変数

を用いることで，各々の分類木ごとの相関を小さくしている．

ベース分類器として CARTを用いた場合の Random Forestの分類アルゴリズムは以下

のようになる．

ステップ（1）：

与えられたデータセットから ntree組のブートストラップサンプル B1, B2, . . . , Bk, . . . ,

Bntree を作成する．その際，用いるデータセットの約 3分の 1はテスト用として取り除き，

残りを学習用とする．テスト用として取り除いたデータを Out-Of-Bag（OOB）データと

呼ぶ．

ステップ（2）：

各々のブートストラップサンプルBi を用いて分類木 Ti を生成し，木の生成に用いていな
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2914 Random Forest を用いた音楽ジャンル分類

いOOBデータを用いてテストを行う．その誤り率をOOB推定値（OOB error rate）と呼

ぶ．Ti の構築を行う際の各分岐ノードは，異なる木を多数生成するため，ランダムにmtry

個の変数をサンプリングし，その中から最も分岐が良い変数を用いる．

ステップ（3）：

分類器は，すべてのブートストラップサンプル Bi の OOB 推定値に基づいて多数決を

とる．

Random Forestにおいて調整可能なパラメータは，組み合わせるベース分類器の数であ

る ntreeと木の分岐の際に用いる変数の数である mtry の 2つだけである．これらの変数

を最適化するアルゴリズムも提案されているが，Random Forestの挙動はこの 2つの変数

にそれほど敏感ではない．提案手法においては，チューニングをしないことを前提としてい

るため，Breimanの推奨する ntree = 500，変数の総数を N としてmtry =
√

N とした．

3.3 変数の重要性の推定

本論文では，OOBデータを用いた音楽ジャンル分類のメカニズムの分析についても言及

する．

OOBデータは本来，Random Forestの内部で誤り率を予測するために用いられるが，こ

れを用いることで変数の重要性を推定することができる．具体的には，ある変数のすべての

値を OOBデータ内でランダムに順序変更することで，次元数を保ったままその変数と目的

変数の関係をなくす．その結果 OOB推定値がどれだけ増加するかを測定し，それにより変

数の重要性を推定する．この手法は近年注目を集め，その有効性も検証されている35)．ア

ルゴリズムは以下のようになる．

ステップ（1）：

k 番目の分類木の OOB推定値Mk を計算する．

ステップ（2）：

k番目の分類木に対応するOOBデータの，m番目の変数のすべての値をOOBデータ内

でランダムに順序変更する．

ステップ（3）：

ステップ（2）で順序変更した OOBデータに k 番目の分類木を適用し，新たな OOB推

定値M ′
k を計算する．

ステップ（4）：

これをすべての 1, . . . , k, . . . , ntree に対して行い，|Mk
′ − Mk| の平均値を m 番目の変

数の重要性とする．

4. 実 験

本章では，提案手法の妥当性を検証するための実験について述べる．第 1の実験では，提

案手法により従来手法と比較して高い分類精度を得ることができるかを検証する．第 2の

実験では，訓練データのサンプル数が精度に及ぼす影響を他の分類手法と比較して検証す

る．第 3の実験では，OOBデータを用いた変数の重要性の推定について述べる．

実験においては，現在広く用いられているMcKayらによるデータセットを用いた．最近

では Cataltepeら36) がこのデータセットを用いて音楽ジャンル分類に取り組み，精度を報

告しているため，単純に精度を比較することができる．表 1 にその概要を示す．Rootは従

来からよく用いられている，Western Classical，Jazz，Popularの 3つの音楽ジャンルか

らなるデータセットであり，Leafはこの Rootをさらに細かく，Rap，Country，Baroque，

Bebop，Jazz Soul，Modern Classical，Punk，Romantic，Swingの 9つの音楽ジャンル

に分類したデータセットである．

以下の実験はいずれも，Debian GNU/Linux，Intel（R）Xeon（R）CPU X5450，

3.00 GHz，メモリ 48 GBのマシンで行った．すべての分類アルゴリズムの実装には R ver-

sion2.7.0およびそのパッケージを用い，特に記さない限り，デフォルトパラメータを用い

た．特徴量の抽出には jSymbolicFE 12.0.0 21) を用いた．

4.1 分類精度検証実験

第 1の実験は，提案手法により，従来手法と比較して高い分類精度が得られるかを検証す

る実験である．ここでは 10-fold-cross-validationを用いて精度を計算した．

提案手法である 1,022次元の特徴量および Random Forest（RF）を用いた手法に対する

比較対象として，1,022次元の特徴量と SVMを用いた場合，PCAを用いて次元圧縮を行っ

た 34次元の特徴量と Random Forestを用いた場合，同様の 34次元の特徴量と SVMを用

いた場合の 4通りの手法を用意した．

PCAは相関係数行列を対象とし，固有値が 1以上の主成分を選択した．SVMにおいて

表 1 実験に用いたデータセット概要
Table 1 Dataset used for the experiment.

データセット名 Root Leaf

総クラス数 3 9

サンプル数 250 250

1 曲の長さの平均（sec） 207.84 s 207.84 s
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表 3 Leaf データセットに対する分類結果の混同表
Table 3 Confusion matrix of leaf genre classification.

Leaf Rap Country Baroque Bebop Soul Modern Punk Romantic Swing class.error

Rap 49 0 0 0 1 0 0 0 0 0.02

Country 0 25 0 0 0 0 0 0 0 0.00

Baroque 0 0 25 0 0 0 0 0 0 0.00

Bebop 0 0 0 23 1 0 0 0 1 0.08

Soul 7 0 0 8 8 0 0 1 1 0.68

Modern 1 0 2 0 0 15 0 7 0 0.40

Punk 1 0 0 0 0 0 24 0 0 0.04

Romantic 0 0 2 0 0 4 0 19 0 0.24

Swing 0 0 0 0 1 0 0 0 24 0.04

表 2 Root データセットに対する分類結果の混同表
Table 2 Confusion matrix of root genre classification.

Root Jazz Popular Western Classical class.error

Jazz 67 7 1 0.1066

Popular 1 99 0 0.0100

Western Classical 0 0 75 0.0000

は，特徴量の正規化を行い，カーネル関数は実験外データを用いた予備実験の結果をふま

え，Gaussian RBF Kernelを用い，σ の自動推定を行った．

表 2 および，表 3 は提案手法の OOBデータを用いたテストによる分類結果の混同表で

ある．Rootデータセットに対しては，Jazzの Popularへの誤分類が目立つがそれ以外の

音楽ジャンルはほとんど正しく分類できている．Leafデータセットに対しては，Jazz Soul

（Soul）の誤分類およびModern Classic（Modern）の Romanticに対する誤分類が目立つ．

Modern Classicと Romanticの分類は，同じ Classical Musicの分類であり，人間におい

ても誤分類が多いと考えられ興味深い．

図 1 および図 2 は，それぞれ Rootおよび Leafのデータセットに対する，分類に用いる

ベース分類器の数と誤り率の関係を示している．ベース分類器の数が増加することで精度が

高くなっているが，一方で，この精度の上昇は一定のラインで収束しており，いずれのデー

タセットに対しても ntree = 500で十分であることが分かる．

次に，従来手法との比較について述べる．表 4 に 10-fold-cross-validationの結果を示す．

まず，Rootデータセットに対する音楽ジャンル分類結果について述べる．Cataltepeら36)

の報告している精度 98%に対して提案手法では 97%の精度が得られている．Cataltepeらの

表 4 提案手法と SVM による分類精度の比較
Table 4 Classification accuracy of the proposed method compared to SVM with the same feature

set.

特徴量（分類手法） Root Leaf

1,022 次元の全特徴量（RF） 0.97 0.84

1,022 次元の全特徴量（SVM） 0.84 0.54

PCA による 34 次元の特徴量（RF） 0.86 0.64

PCA による 34 次元の特徴量（SVM） 0.93 0.74

精度は特徴量の重み付けなどを最適化した結果であるのに対し，提案手法ではすべて自動で

決定し，チューニングしていないことも考えれば優れた結果である．次に，Leafデータセッ

トに対する音楽ジャンル分類結果について述べる．Cataltepeら36) の報告している精度は

70%程度である．これは，用いた特徴量が粗い音楽ジャンル分類である Rootデータセット

だけにしか対応できていないことを意味している．一方で，提案手法においては 84%と非

常に高い精度が得られており，用いる特徴量の次元を拡大することで，粒度の異なるデータ

セットであってもチューニングなしに高い精度での分類が可能となることを示している．他

の研究ではデータセットが異なることから単純な比較はできないが，従来の研究で報告され

ている精度と同等かそれ以上の結果が得られている．Pedroら17) においては，Jazz，Pops，

Classicalの Rootと同じ粒度のデータセットに対して抽出区間や特徴量に関するチューニ

ングを行った結果，最良で 92%の分類精度を得ている．本研究では手動でのチューニングを

していないにもかかわらず，97%の精度を達成している．細かい音楽ジャンルに関しては，

Cataltepeら36) がMIDIのみを用いた分類で最大 62%の結果を報告しているが，本研究で

は 84%と細かい音楽ジャンル分類に対しても同様に高い精度を保持していることが分かる．
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図 1 ベース分類器の数と誤り率の関係（Root）
Fig. 1 Tree size versus error rate (root genre classification).

SVMを用いた分類はいずれも提案手法より精度が劣っており，特に細かい音楽ジャンル

である Leafデータセットについては劣っている．PCAにより圧縮された 34次元の特徴量

を用いた場合，SVM では精度が向上しているが，Random Forest を用いた場合は精度が

下がっており，全体として，提案手法である 1,022次元の特徴量および Random Forestを

用いた分類が最良の精度となっている．この結果は，次元圧縮にともなう情報喪失により分

類精度が劣化する可能性を裏付けている．

図 3 および図 4 は，それぞれ Rootデータセットおよび Leafデータセットに対する，分

類に用いる特徴量の数と誤り率の関係を示している．なお，標準誤差を SE として点線が

図 2 ベース分類器の数と誤り率の関係（Leaf）
Fig. 2 Tree size versus error rate (leaf genre classification).

±2SE を表す．これらの図から，実際に精度の向上に寄与している特徴量は 100程度であ

ることが分かる．この研究では，これらの選択を行わずに精度を向上させることを意図して

いるためチューニングは行わないが，OOB推定値をもとに特徴量をしぼることで精度をさ

らに向上させることが可能であると考えられる．

4.2 訓練に用いるサンプル数が精度に与える影響を検証する実験

第 2の実験は，訓練に用いるサンプル数が精度に与える影響を検証する実験である．ここ

では，第 1の実験で用いたデータセットを用い，訓練に用いるサンプル数と分類精度の関
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図 3 分類に用いる特徴量の数と誤り率の関係（Root）
Fig. 3 Variable size versus error rate (root genre classification).

係を検証する．各々のクラスのサンプル数は不均一であるため，均等にサンプル数を減らす

とサンプル数が 0になってしまう．そこで，これを防ぐために，1, 2, . . . , i, . . . , 9に対して

以下を行う．分類対象であるクラスを 1, 2, . . . , k, . . . , K として，各々のクラスの総サンプ

ル数を Nk と記す．k 番目のクラスのデータから Nk × i/10 個のサンプルをランダムで抽

出する．これをすべてのクラスに対して行い，それらの和を訓練データとする．すなわち，

学習データの全サンプル数を N とすれば，i 番目の訓練データ数は N × i/10 となる（以

下，この iをサンプル比率（sample rate）と呼ぶ）．正確さのためこれらを 100回繰り返し，

図 4 分類に用いる特徴量の数と誤り率の関係（Leaf）
Fig. 4 Variable size versus error rate (leaf genre classification).

各々の分類結果の F 値のマクロ平均を評価の基準とした．本研究では Random Forest の

ほかに，比較対象として，SVM，k近傍法，単純ベイズ分類器（Bayes），LVQ，Boosting，

Baggingを用いる．SVMは，第 1の実験と同様に特徴量の正規化を行い，カーネル関数は

Gaussian RBF Kernelを用い，σ の自動推定を行った．k近傍法においては同様に実験外

データによる予備実験の結果をふまえ，k = 10とした．LVQにおいては OLVQ1を用いて

コードブックを作成し，LVQ1アルゴリズムで学習を行った．Boostingは CARTをベース

分類器とし，250回反復した．なお，多クラス分類への拡張である Adaboost.M1を用いた．
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表 5 提案手法による分類結果の F 値のマクロ平均
Table 5 Macro-averaged F-measure of the proposed method.

データセット名 Root Leaf

サンプル比率（%） 標準誤差 平均値 標準誤差 平均値
10 0.003031 0.8746 0.006357 0.6529

20 0.002428 0.9089 0.004217 0.7695

30 0.002326 0.9220 0.004095 0.7927

40 0.002455 0.9349 0.003062 0.8064

50 0.002269 0.9454 0.003834 0.8182

60 0.002652 0.9497 0.003950 0.8276

70 0.002330 0.9575 0.005181 0.8368

80 0.002796 0.9541 0.007512 0.8315

90 0.004077 0.9594 0.008269 0.8347

表 6 分類手法ごとの F 値の標準誤差および平均値の全サンプル数に対する平均値（Root）
Table 6 F-measure and its standard deviation of root genre classification averaged for the size of

training samples.

分類手法 標準誤差 F 値
RF 0.002707 0.9341

Bagging 0.003560 0.9115

Boosting 0.002927 0.9311

SVM 0.003963 0.8009

K-NN 0.004212 0.7528

LVQ 0.004391 0.7514

Bayes 0.003583 0.8204

Baggingは CARTをベース分類器とし，ブートストラップサンプルの数は 500とした．

表 5 に提案手法に対するサンプル数ごとの F 値の標準誤差および平均値を示す．Root

データセットに対しては，訓練データのサンプル比率が 20%以上で 90%以上の F値となっ

ており，Leafデータセットに対しては，サンプル比率が 40%以上で 80%以上の F値となっ

ている．表 6 および表 7 に，それぞれ Root データセットおよび Leaf データセットに対

する各分類手法の F値の標準誤差および平均値の全サンプル数に対する平均値を示す．ど

ちらのデータセットにおいてもすべての分類手法の中で，Random Forestを用いたものが

最良の F 値となっている．また，どちらのデータセットにおいても Random Forest が最

も標準誤差が小さく，安定した精度となっていることが分かる．図 5 および図 6 は，それ

ぞれ Rootデータセットおよび Leafデータセットに対する訓練データのサンプル比率と分

類結果の F値の関係を分類手法ごとに示している（なお，エラーバーは 95%信頼区間を表

表 7 分類手法ごとの F 値の標準誤差および平均値の全サンプル数に対する平均値（Leaf）
Table 7 F-measure and its standard deviation of leaf genre classification averaged for the size of

training samples.

分類手法 標準誤差 F 値
RF 0.005164 0.7967

Bagging 0.006606 0.7197

Boosting 0.005979 0.7537

SVM 0.007669 0.4295

K-NN 0.006497 0.4338

LVQ 0.009151 0.3615

Bayes 0.006619 0.5978

す）．全体として，Random Forest，Boosting，Baggingの集団学習の分類手法が優れた精

度となっており，Random Forestが最も高い精度を出している．特に，訓練データに用い

るサンプル数の減少に対する精度の減少が Random Forestにおいて最も少なく，低サンプ

ルデータに強いという特徴が現れている．

図 5 においては，サンプル数の非常に少ない状態（サンプル比率が 10%）では Random

Forestの方が精度が高いが，それ以外では Boostingの精度が高い．Boostingは Random

Forestと異なり特徴量すべてを用いるため，データ量が十分に存在する場合には，Random

Forestより高い精度が得られたものと考えられる．図 6 においては，全体を通してRandom

Forestが最良の精度となっている．これは，細かい音楽ジャンルである Leafデータセット

は，Rootデータセットよりも特徴量の分散が大きく，分類精度が訓練データのサンプル比

率に対してより敏感になっているためである．このことから，より詳細な音楽ジャンル分類

には Random Forestが適していると考えられる．

4.3 変数の重要性推定を検証する実験

第 3の実験は，OOBデータを用いた変数の重要性に基づき，音楽ジャンル分類のメカニ

ズムを分析する実験である．ここでは 3.3 節で述べた OOBデータを用いた変数の重要性

推定手法をもとに，Rootデータセット，Leafデータセットという 2つの異なる音楽ジャン

ル分類に固有な特徴量を分析する．

まず，1,022次元の特徴量の中で特に各々のジャンル分類に寄与しているものだけを選択

する．ここでの目的は，分類精度を実質的に変えずに特徴量の数を減らすことであり，その

ためにはある程度の誤差を許容する必要がある．そこで，1-SE Rule 34),37) にならい，標準

誤差を基準とし，最良の分類精度の標準誤差の範囲内で，最も特徴量の数が少ない組合せを

選択する．アルゴリズムは以下のようになる．
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図 5 訓練データのサンプル比率と分類結果の F 値の関係（Root）
Fig. 5 Number of training samples versus macro-averaged F-measure of root genre classification.

ステップ（1）：

現在の特徴量をすべて用いて Random Forestを構成し，OOB推定値 err およびその標

準誤差 seを計算する．

ステップ（2）：

現在の特徴量の組合せ，err および seを記録し，特徴量の総数が 2以上ならば 3.3 節で

提案した変数の重要性が最も低い特徴量を削除し，ステップ（1）を繰り返す．

図 6 訓練データのサンプル比率と分類結果の F 値の関係（Leaf）
Fig. 6 Number of training samples versus macro-averaged F-measure of leaf genre classification.

ステップ（3）：

ステップ（2）のすべての特徴量の組合せの中で，最良の OOB推定値およびその標準誤

差を err′ および se′ とし，OOB推定値が err′ ± se′ の範囲に収まる特徴量の組合せの中で

最も特徴量の数が少ないものを選択する．

このアルゴリズムにより，Root データセットに対しては 29，Leafデータセットに対し

ては 36の特徴量が選択された．これらが分類に有効な特徴量であれば，データスパースネ

スにより精度が優れなかった SVMの精度は，これらの特徴量のみを使うことで向上するは
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表 8 推定された変数の重要性に基づく特徴量選択による精度向上を示す表
Table 8 Improved accuracy of SVM with the selected features compared to that with all features.

データセット名 Root Leaf

全特徴量（SVM） 0.84 0.54

選択された特徴量のみ（SVM） 0.97 0.81

表 9 Root データセットの分類を特徴づける特徴量
Table 9 Unique features of root genre classification.

番号 特徴量の説明
A-1 ビートヒストグラム
A-2 ビートヒストグラムにおける周波数の最も高い 2 つの Beat Bin の周波数の和
A-3 三全音の旋律進行の割合
A-4 最も頻度の高い音高の割合
A-5 音高の平均値
A-6 ビートヒストグラムにおける 2 番目に周波数の高い Beat Bin の周波数
A-7 Note on イベント間の長さの標準偏差

ずである．表 8 は OOB推定値を指標とした変数の重要性の推定アルゴリズムに基づいて，

特徴量の数を減らした際の SVMの精度を表す．分類精度は，Rootデータセットにおいて

13%，Leafデータセットにおいては 27%向上しており，この結果は PCAを用いて次元圧

縮を行った場合よりも優れている．OOBデータを用いた特徴量の選択は，PCAと異なり

分類精度そのものを基準としているためこのような結果となったと考えられる．この結果か

ら，提案手法によって，各音楽ジャンル分類に特に有効な特徴量が選択されていることが分

かる．特にデータの分散が大きく，データスパースネスが発生していると考えられる Leaf

データセットに対しては非常に大きな効果を発揮している．

提案手法によって選択された特徴量は各々の音楽ジャンル分類に有効な特徴量である．し

かし，互いに重複する特徴量は音楽ジャンル分類一般に用いられる特徴量であり，各々に固

有の特徴量ではないと考えられる．そこで，これらの差分を調べれば，Rootと Leafとい

う 2つの音楽ジャンル分類において，それぞれに固有の特徴量が分かると考えられる．こ

の結果を表 9 および表 10 に示す．Leafデータセットの分類に固有の特徴量のうち，B-1，

B-3，B-5，B-6はすべてある楽器に属する音の割合であり，楽器に関わる特徴である．一

方で，Rootデータセットに対しては，ビートヒストグラムや音高の平均値など，音高やリ

ズムに関わるものが多いことが分かる．これらの特徴量が，実際に人間が各音楽ジャンル分

類を行っている際に注目している特徴量と同一であるかを評価することは難しいが，この結

表 10 Leaf データセットの分類を特徴づける特徴量
Table 10 Unique features of leaf genre classification.

番号 特徴量の説明
B-1 アコースティックギターパッチに属する Note on イベントの割合
B-2 Note on イベント間の長さの平均値のチャネルごとの平均値
B-3 ブラスパッチに属する Note on イベントの割合
B-4 曲の長さ
B-5 エレキギターパッチに属する Note on イベントの割合
B-6 サキソフォンパッチに属する Note on イベントの割合

果は音楽ジャンル分類のメカニズム解明に 1つの足がかりを与えたといえる．

5. お わ り に

本論文では，高次元の特徴量を用いた分類手法として CARTをベース分類器とする Ran-

dom Forestを用いた音楽ジャンル分類手法を提案し，その有効性を示すため 3種類の実験

を行った．

第 1の実験では，Western Classical，Jazz，Popularの 3つの音楽ジャンルからなるRoot

データセットおよび，この Root データセットをさらに細かく分類した，Rap，Country，

Baroque，Bebop，Jazz Soul，Modern Classical，Punk，Romantic，Swingからなる Leaf

データセットを用いて，チューニングをすることなく分類を行い，Rootデータセットで 97%，

Leafデータセットで 84%の精度を達成した．これは，チューニングをともなう従来研究と

同等以上の精度である．第 2の実験では，訓練データのサンプル数が精度に及ぼす影響を検

証し，CART をベース分類器とする Random Forest が他の分類手法よりも訓練データの

サンプル数の減少に対して優れていることを示した．第 3の実験では，OOBデータを用い

ることで，音楽ジャンル分類においてどの特徴量が重要であるかを推定できることを確認

し，これをもとに 2つの異なる音楽ジャンル分類においてそれぞれに固有な特徴量を分析

できることを示した．

OOBデータを用いた特徴量の重要性推定は音楽学などへの応用が期待できるが，その音

楽学的意義については音楽学者との議論をともなったさらなる実証研究が必要である．ま

た，より細かい音楽ジャンル分類や音響ファイルに対する提案手法の有効性の検証も今後の

課題である．
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