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多目的最適化問題における個体群構造の違い
による解性能の評価

野 田 徹†1 廣 安 知 之†2 三 木 光 範†3

吉 見 真 聡†3 横 内 久 猛†2

遺伝的アルゴリズム (Genetic Algorithm:GA) の並列モデルの一つとしてセルラー
GA があり，解の多様性を維持しながら解探索を行うことが可能であることが知られ
ている．本研究では，単一目的最適的化手法のセルラー GA を多目的遺伝的アルゴリ
ズムに拡張し適用した．提案手法の解探索能力を検討するために，多目的遺伝的アル
ゴリズムの代表的な手法の一つである NSGA-II との比較を行った．その結果，解探
索が比較的容易な問題においては，ネットワーク構造を有するセルラー GA が解探索
能力に優れ，解探索が困難な問題においては，NSGA-II が解探索に優れることが明
らかとなった．
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Cellular GA is one of parallel models of Genetic Algorithms (GAs). Cellular
GA can search an optimization point with high diversity of solutions. In this
paper, cellular model is applied into multi-objective GA and the results of cellu-
lar GA model are compared with those of NSGA-II. According to the results, it
was described that cellular GA has a high searching ability for functions whose
optimal point relatively easy to be found. On the other hand, for functions
whose optimal points are rather difficult founds, NSGA-II has higher searching
ability compared to cellular GA.

1. は じ め に

遺伝的アルゴリズム (Genetic Algorithm:GA) の並列モデルの一つとして，セルラーGA

がある．セルラーGAは 2次元に個体を配置することで近傍を定義し，その近傍関係に従っ

た個体群を持つ．選択は個体毎に近傍の個体の間で実行され，交叉においても近傍の個体間

で行なわれる．なお，突然変異においては単純 GAと同じである．セルラー GAにおける

グリッドモデルを図 1に示す．

図 1 Cellular GA のグリッドモデル
Fig. 1 Grid structure of Celluar GA

セルラー GAは選択が局所的にしか行われないため，選択圧が単純 GA に比べて低くな

る．その結果，広い空間を探索していることが報告されている．1) 本稿では，多目的最適化

問題において，広い空間を探索すると探索結果にどのような影響があるかについて知るため

に，セルラー GA の概念を多目的遺伝的アルゴリズムに取り入れて検証を行った．

2. 多目的最適化

2.1 多目的最適化問題

多目的最適化問題とは，複数の評価基準が存在する中で同時にこれらの評価基準を考慮し
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ながら最適化を行う問題であり，「複数個の互いに競合する目的関数を与えられた制約条件

の中で，何らかの意味で最小化（最大化）する問題」と定義されている．2) つまり，決定変

数 x についての p 個の目的関数 fk(x)(k = 1, 2, ..., p) を X ∈ F の範囲でなるべく小さく

（大きく）する問題として以下のように定式化することが可能である．3)
min fi(x1, x2...xn) (i = 1, 2, ..., k)

subject to

gi(x1, x2...xn) < 0

(1)

ここでは制約条件 X を満たす F の集合で，可能領域と呼ばれる．一般に目的関数にはト

レードオフの関係が存在することが多いため，一意に解を求められないことが多い．そこで

多目的最適化問題では，以下に示すパレート最適化集合（Pareto-optimal solution）の概念

が使用されている．

( 1 ) 優越関係

x1, x2 ∈ F に対して，fk(x1) < fk(x2)(∀k = 1, ..., p) かつ fk(x1) < fk(x2)(∃k =

1, ..., p)となるとき，x1 は x2 に「優越する」という．4)

( 2 ) 最適パレート解

ある x0 に優越する x ∈ F が存在しないとき，x0 は「パレート最適解」（または「非

劣解 (noninferior solution)」）である．4)

一般にパレート最適解は複数存在することが多く，多目的最適化問題では得られた解集合

がパレート最適化集合にどれだけ近いかを表す精度，解集合が特定の領域に偏ることなく，

均一に分布しているかどうかを表す均一性，解集合がどれだけ広い領域に分布しているかを

表す幅広さの 3つの要素に優れていることが望ましい．

2.2 多目的遺伝的アルゴリズム

多目的最適化の分野では，様々な進化計算手法が用いられているが，中でも最も多く研究

されているのは GAを多目的最適化に適応した多目的 GAである．5)–10) 現在代表的な多目

的 GAの手法として，Deb らの NSGA-II8) や Zitzler らの SPEA29) が挙げられる．これ

らの手法では，探索を行う探索母集団と優良個体を保存するためのアーカイブ母集団を入れ

替えや，多様性に優れた解の選択など，多目的最適化において重要なメカニズムを組み込む

ことで，優れた探索性能を実現している．

3. 多目的GAにおけるセルラーGAモデルの提案

セルラー GAは，母集団の各個体に近傍個体を定義した個体群構造を有し，交叉処理は

近傍個体間に制限される．このように交叉の相手を制限することで解の多様性が維持され，

大域探索を行うことが報告されている．1) 提案手法のアルゴリズムについて以下に示す．

Step1: 個体群を初期化し，各個体について近傍個体を定義する．

Step2: 全ての個体で近傍の個体と交叉を行い，子個体を生成する．

Step3: 子個体に対して突然変異を行う．

Step4: 子個体の適応度値を計算する．

Step5: 次世代の個体の選択を行う．選択は交叉・突然変異によって生成した子個体と親

個体の比較によって行い，子個体が親個体を優越している場合は子個体を，優越しない

場合はそのまま親個体を次世代に残す．なお，個体群構造については親個体のものを維

持する．

Step6: Step2～Step5を終了世代まで繰り返す．

本稿では，提案アルゴリズムの個体群構造のトポロジとして以下の 2つを適用した．

• グリッド構造
多目的GAにおける個体群構造を 2次元のグリッド構造とした．グリッド構造では，個

体毎のエッジ数が一意に決まる．

• ランダムネットワーク構造
多目的 GAにおける個体群構造をランダムネットワーク構造とした．ランダムネット

ワーク構造では，個体毎のエッジ数をパラメータとして与える．

4. 数 値 実 験

4.1 実 験 概 要

提案した 2つの個体群構造の解性能への影響を検証する為に，数値実験を行う．また，探

索結果の性能比較を行う為に，多目的 GA の一般的な手法である NSGA-II との比較も行

う．対象問題として，ZDT2，ZDT4，KURを用いる．ZDT2は単峰性で非凸型のパレー

トフロントを有する問題，ZDT4は多峰性で凸型のパレートフロントを有する問題，KUR

は多峰性を有する問題である．なお個体群構造にランダムネットワーク構造を用いた場合

は，グリッド構造を用いた場合と同じ条件にするために近傍個体数を 4とした．それぞれの

個体群構造で実験を行った際に使用したパラメータを表 1に示す．
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表 1 実験で用いたパラメータ
Table 1 the parameter used in the experiment

個体数 100

設計変数長 20

交叉手法 2 点交叉
交叉率 1.0

突然変異率 1/染色体長
終了世代数 200

選択手法⋆1 混雑度トーナメント選択
トーナメントサイズ⋆1 2

探索結果の評価は，精度，均一性，幅広さで行った．精度は得られた非劣解のパレート

最適フロントに対する誤差のユークリッド距離の平均であるGD（Generational Distance）

で表した．均一性と幅広さは，各目的関数に対する最大値と最小値の間を任意に分割し，分

割された領域をどれだけカバーできているかを表す被覆率によって表した．

4.2 実 験 結 果

グリッド構造とランダムネットワーク構造で ZDT2，ZDT4 及び KUR を解いた際の探

索結果の違いについて検証する．テスト関数 ZDT2，ZDT4，KURにおいて，2種類の個

体群構造と NSGA-IIで行った際の解集合を図 2，図 3，図 4に示す．なお，ここでは探索

によって得た解集合の特徴を示す為に，各手法での代表的な探索結果についてのみ示して

いる．

次にテスト関数 ZDT2，ZDT4，KURにおいて，各手法を用いた 30回試行の探索結果

の被覆率と GDの中央値・平均値・偏差を表 2，表 3，表 4に示す．KURは探索が非常に

難しい問題であり，最適パレート解が分からない問題である．そのため，SPEA29) を 1万

世代実行した結果を疑似最適パレート解として利用し，GDを求めている．

表 2より ZDT2では個体群をグリッド構造に配置しても，ランダムネットワーク構造に

配置しても被覆率，精度が変わらないことが分かる．しかし，表 3よりテスト関数 ZDT4

ではグリッド構造を用いた場合とランダムネットワーク構造を用いた場合で，精度に差が見

られることがわかる．これは図 3からも視覚的に違いが見て取れる．しかし，被覆率につ

いては，両者に違いは見られなかった．また，表 2，表 3からテスト関数 ZDT2と ZDT4

においては，NSGA-IIが 3手法の中で被覆率が最も良いことが分かった．セルラー GAの

⋆1 NSGA-II のみで用いたパラメータ．

(a) 個体群構造にグリッド構造を用いた場合の解集合 (b) 個体群構造にランダムネットワーク構造を用いた場
合の解集合

(c) NSGA-II を用いた場合の解集合

図 2 ZDT2 において各手法を用いた場合の解集合
Fig. 2 Solution set of optimization in ZDT2.

表 2 ZDT2 における被覆率と GD

Table 2 Cover rate and GD of solution set in ZDT2

グリッド構造 ランダムネットワーク構造 NSGA-II

被覆率 (median) 0.5050000 0.5300000 0.7600000

被覆率 (average) 0.5143333 0.526 0.7596666

被覆率 (deviation) 0.0363715 0.0337737 0.0179784

GD(median) 0.2156485 0.2110868 0.2262566

GD(average) 0.2161680 0.2133894 0.226661

GD(deviation) 0.0159284 0.0150512 0.0040425
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(a) 個体群構造にグリッド構造を用いた場合の解集合 (b) 個体群構造にランダムネットワーク構造を用いた場
合の解集合

(c) NSGA-II を用いた場合の解集合

図 3 ZDT4 において各手法を用いた場合の解集合
Fig. 3 Solution set of optimization in ZDT4.

表 3 ZDT4 における被覆率と GD

Table 3 Cover rate and GD of solution set in ZDT4

グリッド構造 ランダムネットワーク構造 NSGA-II

被覆率 (median) 0.5350000 0.5400000 0.7500000

被覆率 (average) 0.5361666 0.5458333 0.7443333

被覆率 (deviation) 0.0304325 0.0280501 0.0554637

GD(median) 0.5394111 0.3313906 1.6076250

GD(average) 0.5799164 0.4087193 1.7082764

GD(deviation) 0.2289556 0.2488419 0.7272945

(a) 個体群構造にグリッド構造を用いた場合の解集合 (b) 個体群構造にランダムネットワーク構造を用いた場
合の解集合

(c) NSGA-II を用いた場合の解集合

図 4 KUR において各手法を用いた場合の解集合
Fig. 4 Solution set of optimization in KUR.

表 4 KUR における被覆率と GD

Table 4 Cover rate and GD of solution set in KUR

グリッド構造 ランダムネットワーク構造 NSGA-II

被覆率 (median) 0.5600000 0.5400000 0.5550000

被覆率 (average) 0.5543333 0.5433333 0.5615000

被覆率 (deviation) 0.0283941 0.04015249 0.0341113

GD(median) 158.5990123 132.138788552 82.9726105

GD(average) 157.4368678 132.7924696 85.3532912

GD(deviation) 9.0633732 8.9678926556 8.3030350
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概念を利用した手法では，被覆率を上げるためのメカニズムが入っていないため，被覆率が

NSGA-IIに劣ったと考えられる．

表 4から，ZDT4よりも探索が難しい KURにおいて個体群構造がグリッド構造の場合

とランダムネットワーク構造の場合では，個体群にランダムネットワーク構造を用いた方が

GDの値が小さく，精度が良いことが分かる．また，NSGA-IIを用いた場合，被覆率が最

も大きく GDの値が最も小さいので，NSGA-IIが精度，均一性，幅広さ全てで優れている

ことが分かる．図 4においても視覚的に NSGA-IIが最も良い探索結果が得られていること

が分かる．つまり KURのように最適パレート解を探索することが非常に難しい問題では，

NSGA-IIが優れていることが分かる．

5. 終 わ り に

本稿では，多目的最適化問題の個体群構造にセルラー GAのようなグリッド構造やラン

ダムネットワーク構造を用い，遺伝的操作に制約をつけることで解性能にどのような影響が

あるかについての評価を行った．その結果，個体群構造にグリッド構造を用いた場合と，ラ

ンダムネットワーク構造を用いた場合では，ランダムネットワーク構造した場合の方が優れ

た性能を示していることが分かった．また NSGA-IIとの比較によって ZDT2や ZDT4な

どの比較的最適パレート解が探索しやすい問題では，ランダムネットワーク構造の方が良い

結果が得らることが分かった．しかしKURのように，最適パレート解が探索しやすい問題

では NSGA-IIが優れた性能を示すことが分かった．
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