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っくり返すと，手書き数字のデータベース I P T P

CDROM1☆1というものがあることが分かった．これで

95%くらいの認識率が出れば全国大会では発表できて，

何とか修論にはなりそうだ．

実験のために，まずデータを用意した．卒業した先

輩のディレクトリをあさるとIPTP CDROM1の整理され

たデータと取り扱うためのプログラムが見つかった．

文字認識のアルゴリズムは，文字画像の大きさや位

置を揃え，ごま塩ノイズ等の雑音除去を行う前処理部，

文字画像に対してさまざまな画像処理を施して特徴ベ

クトルと呼ばれる数値に変換する特徴抽出部，特徴ベ

クトルがどの文字かを判定する識別部などからなる．

先輩のディレクトリにはすべてのソースが揃っていた．

次は，研究のアイディアである．できるだけ簡単に

実験できるものがいい．そこで，問題の先輩の修論を

見ると，メッシュ特徴，方向線素特徴などいろいろな

特徴抽出系について評価を行い，新しい特徴を提案し

ている．しかし，経験のないS君にはどうしてその新し

い特徴が有効なのかは分からなかった．

このとき，S君の頭にアイディアが閃いた．先輩が評

価している個々の特徴を並べて，性能が向上すれば新

しい文字認識方法といえるじゃないか！　これならう

まくいきそうだし，実験も先輩の作ったプログラムを

走らせるだけだから簡単だ．S君は早速実験にとりかか

った．

まず，データを用意する．S君は IPTP CDROM1から

各字種あたり200個を取り出し，小さなデータセットを

作った．IPTP CDROM1には1字種あたり3,000個以上

S君は焦っていた．修論発表会が来月に迫っているの

に，実験も何もできていないのである．何とかして今

月中に新しいアイディアを思いついて，実験を済ませ

て論文まではともかくプレゼンの準備まではしなくて

はならない．

S君のテーマは手書き文字の認識．なんといってもよ

く分からない情報理論なんかの研究より結果が目で見

て分かる文字認識の研究を選んだわけだ．研究室では，

他にはデータマイニングとかバイオインフォマティッ

クスの研究をやっているらしいが，S君にはなぜ同じ研

究室でこんな研究をやっているかは分からない．あま

り，学問には熱心ではないのだ．

だから，というわけでもないのだろうがM1の時は遊

びまくった．S君の所属する研究室の基本方針は放任主

義であったので，3カ月に論文の1本も読んでおけば誰

にも何も言われずに済んでいたのだ．

企業に就職した先輩たちからも人生で一番遊べるの

はM1の時でM2になったら修士論文を仕上げるために

頑張らなくてはいけないと聞いていたので気合を入れ

て遊びまくった．勉強はM2になってからすればいいと

思っていた．

しかし，M2になると，就職活動とかで意外と時間が

とられることになった．

そんなわけで，今は1カ月で1年分を取り返さなくて

はならない．とにかく，手っ取り早く実験を終了させ

たい．

まず，認識の対象は手書き数字に限定することにす

る．漢字は字種数が多いので避ける．先輩の修論をひ
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☆1 IPTP CDROM1は，郵政研究所が提供する手書き数字データベース．
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のデータがあるが実験を早くまわすためにはサンプル

は少ない方がいい．それに以前に読んだ手書き漢字認

識の論文では学習データ，テストデータとして字種あ

たり100個のデータを使っていたから，数字でもそれで

よかろうと考えた．

さて，実験である．手始めに簡単な特徴としてメッ

シュ特徴（ -1（a））と周辺分布（ -1（b））を試した．

最初に64次元のメッシュ特徴と，16次元の周辺分布

での認識率を個々に調べ，次に統合して80次元にした

場合の認識率を計測する．識別部には字種ごとの特徴

ベクトルを平均したベクトルからサンプルまでのユー

クリッド距離が，最も近かった字種を認識結果とする

アルゴリズムを用いることにした．

実験は簡単にできた．メッシュ特徴は値のレンジが

0から64，周辺分布特徴は0～1,024なので周辺分布特徴

の値を16で割るという工夫も凝らした．メッシュ特徴，

周辺分布特徴ではそれぞれ学習データでは70％，テス

トデータでは60％程度だった認識率が統合して80次元

にしたことによってテストデータで80％程度に改善し

た．凄い改善である．実験の準備に1週間ほどかかった

が，無駄ではなかった．どうせプレゼン用のスライド

は前の晩に作るのだから，あと3週間のうちにありった

けの特徴を統合していけば目標の精度は達成できるに

違いない．

次の1週間はいろいろな特徴抽出系についての個別の

認識率を出していくことで過ぎた．文字認識の世界に

は実にいろいろな特徴があるものだ．全体の特徴は

1,000次元を超える勢いであった．

さて，ついに目標の実験開始だ．これまでに試した

周辺分布，メッシュ特徴，モーメント特徴，方向性特

徴など，合わせて1,000次元を超える特徴のそれぞれの

レンジを0から64に合わせ，認識率を出す．1,000次元

もあるので多少時間がかかる．まず学習データでの認

識率を出した．92.34％!! 今までの最高値だ．S君は俄

然自信を持った．自分の考えは正しかった．これで修

論発表会は乗り切れる．

いよいよテストデータの実験である．これも少し時

間がかかって，さて，認識率が出た．82％？　確かに

大半の特徴単独の場合より高くなっているが，方向性

特徴（ -1（c））単独の場合の86％より低い．どうして

だ？

S君は悩んだ．修論発表会まで，あと2週間しかない

のだ．S君は研究室の後輩に相談した．後輩はS君と違

って勉強熱心な奴なのだ．

その後輩によると，手書き文字認識にはニューラル

ネットが有効ということらしい．ニューラルネットは

人間の脳を真似たアルゴリズムで，代表的なものは入

力層，中間層，出力層の3つの層を持ち，入力層のユニ
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（a）メッシュ特徴．文字画像を荒いメッシュで区切りメッシュの中の黒画素数を特徴値として使う．文字線の位置変動に強いといわれている．
（b）周辺分布．4方向から射影したヒストグラムを特徴値として用いる．文字線の方向性を反映する．
（c）方向性特徴．いろいろなバリエーションがあるが，文字線の方向を直接計測し，何らかの表現で特徴値とする．文字認識においては最も効果がある特徴
抽出系である．
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トベクトルマシン（Support Vector Machine, 以下SVM）

というものが強力なパターン認識技術として使われて

いるらしい3）．流行の方法なら，うまくいくに違いない．

S君は最後の希望をサポートベクトルマシンにかけるこ

とにした．

解説論文の前半を読んで大体のやり方を理解したと

思ったS君はWWWでSVMのソースを探した．すると

http://www.kernel-machines.orgというサイト

にたくさんのソースがあった．どれがいいのか分から

ないから，適当にいくつかダウンロードして，makeが

通ったやつで実験を始めた．

ところが，いつまでたっても学習が終わらない．最

新型のPCでないにしても，ちょっと時間がかかりすぎ

る．結局学習が済むのに2日かかった．

これだけ時間がかかったのだから，大丈夫だろうと

考えてテストデータの認識率を算出した．しかし，

82％程度である．S君はもう一度解説を読み直した．注

意深く読むと，SVMにはカーネルパラメータとソフト

マージンパラメータという2つのパラメータがあり，こ

れを調整しないとうまくいかないということであった．

S君の目の前は真っ暗になった．あと，5日しかない

のに学習に2日かかるアルゴリズムをまわしつづけなく

てはならないのか!!

どうすればいいのだろう？　途方にくれるS君の脳裏

に「M3」の2文字が明滅した．就職だって苦労して決め

たのに．．．．．．．．

（なお，このお話はほとんど著者らの創作であり，実在

の人物，研究室，大学，企業とはほとんど関係があり

ません）

S君の研究はなぜうまくいかなかったのだろう？

M1の時も遊んでいてはいけない，というしごくまっと

うなご意見はとりあえずおいておくとして，S君のアプ

ローチ自体は，そんなに違和感なく受け入れられる方

が多いのではないだろうか？

こうした認識の問題を考える場合に，処理が重けれ

ば精度が高いアルゴリズムが使えるとか，情報が多け

れば多いほど性能が高くなるといった感覚は，普通に

持たれる方が多い．しかし，識別問題を考える場合に

はこうした「感覚」は通用しない．処理量の低い識別方

法や情報が少ない場合の方が識別精度が高い場合はあ

まり珍しくはない．

この，やや直感から外れた現実はなぜ現れるのだろ

うか？　パターン認識問題に限らず，データマイニン

ット数が特徴の次元数，出力層のユニット数が字種の

数で構成される．なんでも，中間層のユニット数を増

やすほど複雑な識別境界を実現できる識別器なのだそ

うだ．S君は早速ソースをもらい，試してみることに

した．

調整するパラメータは主として中間層のユニット数

だが，とりあえず思い切り多くすることにして1,000個

にしてみた．なんといっても多い方が複雑な識別面を

作ってくれるということなのだから多少学習に時間が

かかることになるが，後からパラメータを振ってみた

りすることを考えると，この方が得に思えた．

数時間後，学習が終了した．学習データでの認識率

は100％!! 今までの最高だ，さすがはニューラルネッ

トである．じゃあ，テストデータでの実験をやってみ

よう．多少の計算のあと，計算機が認識率を出してき

た．68％？　なんだこれは，ずいぶんと性能が悪いじ

ゃないか．S君は何か間違いがあるはずだと思い，ニュ

ーラルネットの解説を探し始めた．

まず，電子情報通信学会誌に5回連載の解説 1）を見つ

けたが，長いのでやめておく．次々に文献をさかのぼ

っていくと 90年代前半にたくさん解説が見つかった．

パソコン雑誌みたいな雑誌にもたくさんでている．S君

はできるだけやさしそうな解説を選び，その中でも式

の少なそうなものを読み始めた．

S君の関心を引いたのは過学習という現象だった．な

んでも学習データについて 100％になるまで学習する

と，テストデータでの認識率が落ちていくということ

らしい 2）．なるほど！とS君は思った．うまくいかない

のはこれが原因だったのか！

S君は新たな実験に入った．学習データの認識率が

90％くらいのところで止めてみることにする．しかし，

認識率は 72％くらい．しかし，少しは上がったのだ．

希望はある．S君は実験を繰り返した．解説には学習を

途中で止めるとよいとは書いてあったが，どこで止め

るとよいかは書かれていなかった．実験を繰り返すし

かないのだ．

実験を繰り返すうちに 1週間が経過してしまった．

S君はかなり焦っていた．いくら実験を繰り返してもニ

ューラルネットは80％以上の認識率を出してこないの

だ．このままではM3になってしまう．

思い余ったS君はニューラルネット以外に何かないか

探し始めた．ふと，「情報処理」を見ると最近はサポー
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グやバイオインフォマティックスで現れる識別問題に

は，共通する特徴がある．それは，数十から数百，時

には数千次元という多変数のデータを扱わなくてはな

らないということである．すなわち，識別問題を解く

べき舞台は日常感覚では考えられない高次元の空間で

あり，そもそも，日常的な直感による理解は不可能な

のである．

こうした高次元性から現れる独特の問題は「次元の呪

い」と呼ばれている．次元の呪いは，具体的には学習機

械の過適応，サンプル数の問題として現れる．

この問題を理解するために，ヒストグラムによる密

度関数推定を考えてみよう．正規乱数から発生させた

1変数のデータが100個あり，これを区関数10のヒスト

グラムで表現する．すると， -2（a）に示すように多少

雑音の乗ったガウス分布が得られる．では同じ100個の

データについて，2次元のヒストグラムを書いてみると，

-2（b）のようになる．この図からはガウス分布である

ことは分からない．データが少なすぎて確率密度関数

を再現できないのである．

なんで，こんなことになってしまうのだろう？　答

えはヒストグラムの分割数にある．1次元から2次元で

は次元数は2倍になっただけだが，ヒストグラムの分割

数でみると10×10で100になっている．つまり，100個

のデータでは分布の表現が困難になってくる．これが

3次元では103個，一般化してN次元では10N個の箱を

埋めるのに十分なだけのサンプルが必要なことになる．

つまり，特徴の次元数を増やせば増やすほど，必要な

サンプルの数が指数関数的に増大する．S君が試したカ

テゴリあたり100個というサンプル数がいかに少ないも

のになっているか分かるだろう．数百次元の空間で識

別問題を考えるときには，100個とか1,000個とかの学

習サンプルを用意しても，1，2次元で数個のサンプル

を用意したのと変わらないと考えていいのである．こ

れが次元の呪いの恐怖である．

すなわち，パターン認識などに現れる識別問題の本

当の定義は，

高次元の空間で少数のサンプルを用いて，最適な識

別機械を設計すること．

なのである．

前置きがずいぶん長くなったが，これからS君の研究

がなぜうまくいかなかったかを振り返りながら，この

ことを踏まえた，識別問題を解くための検討過程の一

例を説明する．

たとえば文字認識などの従来から存在する問題の改

良を考える場合や突然与えられた新しい識別問題に関

して研究を始める場合について考える．

識別問題を解くにあたっては通常，

データ収集→前処理→特徴抽出→次元削減→識別→

評価

の順番で検討を行う．これらの手順はこの通りにいく

ことは少なく，次の検討に入った段階で前の段階の問

題が明らかになることがあるが，とりあえず頭に入れ

ておくとよい順番に挙げた．

以下，順次説明していく．なお，本稿で扱う特徴ベク

トルは数値を要素として持つものに限定する．いわゆる

質的データの取扱いについては文献4）を参照されたい．

検討を開始するにあたっては，まずデータを集めな

くてはならない．このとき，取り組むべき問題の性質

により，どのようなデータを集めるのかを考えること

がきわめて重要である．たとえば，「姿勢変動に頑健な

(a) 1次元の場合 (b) 2次元の場合 
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類では本質的な問題になるが，数値がダイレクトに与

えられるデータマイニングなどでは不必要な過程であ

る．特徴抽出は問題の性質に大きく依存するために，

一般論を語ることは難しい．あえて一般的な注意を語

るとすると，

1．対象の性質を深く研究すること

2．過去の研究を広くサーベイし，従来用いられている

特徴抽出器の性質をきちんと理解しておくこと

の2点である．たとえば，文字認識などの画像認識の問

題では，画素値をそのまま入力すると非常に大きな次

元数になるが，対象に性質に基づいた特徴を用いれば，

非常に少ない次元数の特徴で対象をうまく表現するこ

とができる．逆に，無思慮に特徴を増やしても，冗長

な特徴が増えるばかりで，むやみに特徴次元数を増や

し，自ら次元の呪いを呼び込むことになる．

S君の失敗の原因の1つはこの点にある．実は周辺分

布と方向線素特徴は双方とも文字線の方向を表現する

特徴であって，この2つを組み合わせてもさほど情報は

増えていない．S君は特徴の組合せがお手軽研究だと思

って始めたわけだが実はそれほどお手軽な研究ではな

かったわけである．

入力された特徴ベクトルの次元数を削減するプロセ

スである．主として，行列を用いて特徴ベクトルを変

換する次元圧縮技術5）と，テーブルを用いて特徴を選択

する特徴選択の技術に分類される．現時点では次元の

呪いに対抗するほとんど唯一の技術であり，真剣に検

討することをお勧めする．

性能向上を要求するのであれば，主成分分析や判別

分析のような次元圧縮技術の方が優れているが，デー

タマイニングの場合のように現象を説明する規則を発

見するという意味合いでは，変数を単純に減少させる

特徴選択の技術がより本質的である．

次元圧縮技術では主成分分析と判別分析が重要な技

術である．主成分分析は，高次元の特徴空間での分布

形状を線形の範囲内で最適に近似する方法であり，単

純に変数の減少を狙うためには最も素直な方法である．

この方法は単に分布を近似して低次元に写像する方法

であるため，理論的には識別精度の向上は起こり得な

い．しかし，次元の呪いが緩和されるため，現実には

識別精度の向上がみられることは珍しくない．

一方，判別分析は積極的に識別に有効な空間に写像

する方法であるために，理論的にも実験的にも識別精

度は向上する．しかし，セキュリティのための顔識別

顔認識アルゴリズム」の研究のために正面顔の画像ばか

りを集めても研究が始まらないことは明らかであろう．

また，現実の現象を網羅できるだけの十分な量のデ

ータを集めることも重要である．データ収集には必ず

コストがかかるものではあるが，自分のリソースの許

す限り，できるだけ多量のデータを用意することをお

勧めする．

新しい問題に取り組むのではなければ既存のデータ

ベースを利用するのもお勧めである．このときには前

の2つの条件を満たすデータを選ぶとともに，そのデー

タを使った過去の研究と実験条件を合わせることも大

事なことである．そうしなくては，手法の公平な比較

はできないし，一方で条件を合わせておけば比較実験

を省くことができるというメリットもある．

S君の失敗の第1歩がここにあった．IPTP CDROM1

を用いた実験では学習，テストデータとも1,000個単位

で評価が行われている．このことに気づいていれば，

実は彼は失敗を避けられたかもしれない．

前処理は，データから雑音等の本質的ではない情報

を除去する作業であるが，文字認識やテキスト分類の

ように特徴ベクトルが顕に与えられない問題の場合と

データマイニングのような数値が直接に与えられる問

題では意味合いが異なってくる．

S君の研究テーマである文字認識の問題では，文字の

位置や大きさの正規化，ごま塩雑音の除去などが主要

な前処理技術として用いられている．

一方，多変量解析やデータマイニングの問題では欠

損値，異常値を除去するプロセスであったり，数値の

正規化を行うところであったりする．多くの場合，こ

の過程は人手で行われ，多大な時間を必要とする．た

とえば，CRM（Customer Relationship Management）と

呼ばれる顧客データからの戦略決定の業務では，顧客

から得たデータからの欠損値，異常値除去だけで解析

時間の過半を消費するという．

どちらの場合でも，ここで手を抜くと後段の検討過

程でとんでもない現象を引き起こす可能性があるので

決して手を抜かないことを強くお勧めする．

特徴抽出はデータを数値（特徴ベクトル）に変換する

過程である．当然のことながら画像認識やテキスト分
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問題などのように，学習していないカテゴリの信号が

入力されることが想定される場合には，予測不能な挙

動を起こすことがあるので注意が必要である．

特徴選択の技術には，基本的には総当たり以外には

よい方法がないことが知られている6）．識別問題との関

連では判別分析に基づく変数選択法 7）が提案されてお

り，簡単なわりには有効であるので試してみることを

お勧めする．この場合にも，識別性能が向上すること

は珍しくない8）．

S君の失敗の原因のもう1つは，そもそも次元削減を

検討しなかったことである．大量の特徴をくっつける

ことが彼のアイディアであったわけだが，主成分分析

や判別分析の方法で冗長な次元を削減できれば彼のア

イディアは活きたかもしれない．

識別器の選択，設計は識別問題の中核部分であり，

よりよい識別器を求めて，世界中の研究者が激しい争

いを展開している．理論的にも実験的にも興味のある

謎がたくさんあり，挑戦すべき課題には枚挙の暇のな

い領域でもある．

研究的な検討では，（1）新たな識別器の提案，（2）最

適な識別器の選択，の2つの方向の検討が考えられるが，

ここでは初心者の検討で多くみられる（2）について指針

を示すことにしよう．

識別器の選定をするときに絶対にやってはいけない

ことはS君がやったように，「流行の識別器を選択する」

ということである．この世界では，新しい方法を使っ

ていないと新しい論文にみえないというような，悪し

き習慣があるが，こと識別問題に関しては，こうした

態度は致命的な問題を引き起こすことがある．

たとえば，いわゆるニューラルネットやSVMはパタ

ーン認識のみならず機械学習の世界でも応用され，こ

れを使えば，簡単に高い性能が得られると期待されが

ちであるが，これらのように処理量が多く，多数のパ

ラメータを含む識別器を初期段階で用いるのは本質的

に誤っている．

少なくとも検討初期には，識別の前処理の正当性の

検討も必要となるため，試行錯誤的な実験の繰り返し

になる可能性が高い．したがって，処理が軽く，パラ

メータが少なく，挙動の理解しやすい識別器を使うの

が正しい．

著者らの推薦する検討の進め方は，前段の処理の正

当性が保証されるまでは，k-最近傍法（以下k-NN法）

を用いることである．k-NN法は，学習データのすべて

を記憶し，入力データから，すべての学習データまで

の距離を計算し，上位k個の中に最も多かったカテゴリ

を正解とするものである．

この方法は簡単であるため，コーディングが楽で，

パラメータも少なく，さらに，データに予期しない非

線形性があった場合でも，それなりに性能を出して

くる．

前段の処理の正当性が保証されている場合には，分

布の正規性を仮定した判別分析や二次識別器のような

識別器を簡単な順に用いていく．これらの挙動により

データの分布に対して，ある程度の感触がつかめる場

合がある．

もしも，これらの方法により目標が達成できないこ

とがあれば，そのときがニューラルネットやSVMに関

する検討を開始する段階である．このときも，分布の

非線形性について何らかの知見が得られない場合には

用いない方がよい．苦労しても性能が向上しないこと

が珍しくないからである．非線形性の根拠が得られな

い場合には，前段の処理に戻って検討を繰り返す方が

着実な成果につながることが多い．

もし，これらを採用する場合には，少なくとも「なぜ

ニューラルネットやSVMを使ったのか？」という質問

には答えられるようにしていただきたいものである．

S君の間違いは，識別器の性質に関する考察なしに，

人の噂を信じて識別器を採用したことである．彼の誤

解は，ニューラルネットでは複雑な識別面を作ること

ができるから，高い識別性能を達成できると考えたと

ころにある．現実の問題では，学習に利用できるサン

プル数にも限りがあり，不必要な複雑さはかえって識

別性能を低下させる．

ここまで書いたところで紙数が尽きた．後編では，

識別器の選択法について，もう少し語った上で，識別

器の評価の仕方と注意すべき点を解説し，その上で人

工データと実データを用いた実験で実例を示していく

ことにしよう．
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