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センサのピーク値を用いた状況認識手法とその評価

村 尾 和 哉†1 Kristof Van Laerhoven†2

寺 田 努†3 西尾 章治郎†1

近年，計算機の小型化・軽量化によりコンピュータを装着するウェアラブルコン
ピューティングに注目が集まっている．特にコンテキストアウェアの分野では，装着
者のコンテキストを取得する際に，センサの値に対して特徴量抽出と呼ばれる前処理
が行われる．この特徴量抽出ではこれまで，その判別性能の高さから平均や分散，FFT
係数などが多くの研究で採用されてきた．一方，これらの特徴量計算にかかるコスト
が高く，特徴量のデータサイズが元の生データのサイズよりも大きくなるといった問
題点が存在し，非力な低消費電力ハードウェア上にとって負担となるものであった．
本研究では従来から用いられてきた Cluster Precisionおよび認識器として最も性能の
いいものされているサポートベクタマシン用いて複数の特徴量の判別性能を評価し，
使用するデータサイズを計測する．また，従来の特徴量と同様の性能を示しつつ使用
するデータサイズは小さい新たな特徴量を提案する．

A Method for Context Awareness using Peak Values of Sensors
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In wearable computing environments, various applications are assumed to get a richer
sense of context via a set of wearable sensors. When obtaining the wearer’s context, raw
sensor values typically have to be pre-processed before recognition can take place. This pro-
cess of feature-extraction in wearable sensing has thus far favored combinations of mean,
variance, and Fourier coefficients over a sliding window as highly-discriminative features
and have been used extensively so far in the literature. However, the computational cost
of these features can be relatively high and the size of the features tends to become larger
than that of the raw data itself, conflicting with the often low-power hardware in wearable
computing. In this research we evaluate several features on their distinctive qualities via tra-
ditional cluster precision and support vector machine, as well as their cost of implementing
them in wearable computing hardware. In addition, we suggest features that perform in the
range of conventional features but that have lower costs to embed in hardware with limited
resources.

1. は じ め に

近年，マイクロエレクトロニクス技術の発展によるコンピュータの小型化や軽量化により，

コンピュータを常時身に着けて生活するウェアラブルコンピューティングに注目が集まっ

ている．さまざまなセンサやコンピュータを身に着けるウェアラブルコンピューティング

は，従来のコンピュータの利用形態と比較して次の 3つの特徴をもつ1)．(1)ハンズフリー：

コンピュータを身体に装着しているため，両手を使用せずに情報を参照できる．(2)常時電

源 ON：コンピュータは常に電源が入っており，使いたいときにすぐに使える．(3)個人適

応：センサなどの利用によりユーザの詳細情報を得て，きめ細やかなサービスが提供でき

る．ウェアラブルコンピューティングの発展に伴い，加速度センサやジャイロセンサ，筋電

計2)や心電計3)，GSR (皮膚電気反射)4)といったさまざまなセンサを用いてユーザの状態を

認識し，状態に依存した適切なサービスを提供するシステム (コンテキストアウェアシステ

ム)が提案されている．

例として，LifeMinder4)は日常生活での行動を温度センサ，GSR(Galvanic Skin Reflex:皮

膚電気反射)センサ，加速度センサ，光電脈波センサ，地磁気センサ，ジャイロセンサを用

いて認識し，生活習慣の改善などのアドバイスを行う．具体的には，腕時計型センサを用い

て装着者の行動（食事，歩行，仕事など）を認識し，運動不足や過労を警告する．看護師の

行動認識システム5)は，加速度センサと赤外線 ID 受信器を用いることで，位置情報や手の

動きから点滴や車椅子の補助といった看護師の行動を認識・記録する．

また，ウェアラブルセンサの省電力化についてはこれまでにGroggy Wakeup6)をはじめと

するフレームワークや Porcupine7) などのセンサデバイスが提案されており，それらはセン

シングデータに応じてセンサの構成や電力消費モードを変更する機能をもつ．これらの先行

研究は，センシングデータを処理するアルゴリズムをセンサ側に近づける，つまりセンサ

ハードウェア内部に組み込むことでセンシングデータの分類精度を維持しながら消費電力の

大幅な削減を実現している．
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図 1 コンテキストアウェアシステム

センシングデータを用いた認識を行う場合，早く正確な認識を行うために生データから

特徴量への変換を行う必要がある．特徴量として，従来までは一定サンプルの平均や分散，

フーリエ係数などが用いられており，高い判別能力をもつことが示されている．しかしなが

ら，従来研究では，限られた CPUやメモリしかもたないマイクロコントローラを基盤とす

るウェアラブルデバイス上でこれらの特徴量計算を行う場合のコストについては考慮されて

いなかった．たとえば，生成された特徴量のデータサイズが生データのデータサイズを上回

ることでストレージや通信のオーバヘッドを生み出し，低消費電力なハードウェアには大き

な負担となる場合があった．

そこで，本研究では行動認識システムにおける特徴量をコンテキストの判別性能および

データサイズの観点から評価する．また，従来の特徴量と比較して判別性能は同等かつデー

タ量を大幅に削減した新たな特徴量を提案する．

2. コンテキストアウェアシステム

コンテキストアウェアシステムにおける処理の流れを図 1に示す．本研究では腕，腰，足

に加速度センサを装着し，装着者の動きや体の向きを取得する環境を想定する．コンテキス

トアウェアシステムでは，はじめにセンサから取得した生データを特徴量に変換する．その

後，認識器は特徴量を用いて装着者が行っている行動を推測する．このようなシステムの利

用環境として 2種類が想定される．1つ目はリアルタイムに装着者の行動を取得して作業者

をサポートするシステム5),8)やユーザの状態に応じた情報提示システム9)などのリアルタイ

ムアプリケーションである．2つ目は運動支援システム10),11)などの活動中の装着者のセン

図 2 本研究で使用するセンサ：Porcupine

シングデータを蓄積しておき，後からデータを解析するオフラインシステムである．

オンラインアプリケーションは認識部はメインコンピュータ上に実装されセンサと常に通

信をする必要がある．一方，オフラインアプリケーションでは認識処理はデータ収集後に高

性能なコンピュータで行うが，データはセンサのメモリに蓄積しておく必要がある．このよ

うにセンサデバイス上で生データをデータサイズの小さな特徴量に変換しておくことは両

者のシステムに対して有効である．

本研究で使用するセンサは図 2に示す小型記録プラットフォーム7)に搭載された 3軸加速

度センサである．この小型記録プラットフォームは小型の 2次電池を採用している．また，

mini USBポートを搭載し，バッテリの充電と同時にセンサの設定および蓄積したセンシン

グデータの読み出しを行うことができる．本研究ではセンサのサンプリング周期を 150Hzと

し，採取したデータは特徴量に変換されたのちにセンサ上のmicro SDカードに記録される．

3. 特 徴 量

本章では従来のコンテキストアウェアシステムで用いられている特徴量について述べる．
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3.1 平 均 値

平均値はコンテキストアウェアの分野で最も用いられている特徴量の 1つである．平均値

は現在から一定時間遡った時点までのウィンドウ内のセンシングデータの平均から求める．

「座る」や「寝る」などの静止した状態において，平均値は動きに関する情報はもたないた

め高い判別性能を示す．平均値計算アルゴリズムはウィンドウ内の末尾の値を新しく取得し

た値で更新するだけでよく，時間やメモリ消費は小さく一定であるためマイクロコントロー

ラ上での処理に適している．

3.2 分 散 値

分散値は平均値と併用して用いられる特徴量である．平均値同様に一定ウィンドウ内の分

散を計算することで得られる．加速度データにおいて，分散はどれだけ激しく動いているか

を表現し，「立つ」「歩く」「走る」などの平均的な体の位置は同じであるが動きの大きさが異な

る行動に対して高い分類性能を示す．分散値は計算機用の式 V ar(X) = E(X2)− (E(X))2

を用いて効率的に計算可能である．ただし，Eは平均値である．また，Knuth12)によって 1

回のループで実行可能な平均および分散計算方法が提案されている．このアルゴリズムでは

ループ内に追加の変数や乗算除算が出現するが低消費電力なマイクロコントローラ上でも

問題なく動作する．

3.3 最大値および最少値

最大値および最小値は一定ウィンドウ内の最大および最少である．加速度データにおいて

これらは「軽く触れる」や「ドンと叩く」「ノックする」といった衝撃の大きさを効果的に

抽出する．アルゴリズムは値を比較するだけの非常に単純なものであり，限られたリソース

のプラットフォームでもとりわけ適切である．

3.4 ピ ー ク 値

ピーク値はセンサ信号に見られる基本的な情報であり，観測値と移動平均との交点で挟ま

れた領域内の極値のもつ値である．加速度波形において，ピークが保持する情報は装着者

の動きを正確にとらえ，見た目には同じ姿勢や動きの波形でも違いは明確であり，同じ行動

を行った場合の再現性も高い．図 3にピーク値の例を示す．本研究ではあるウィンドウ内

のピークのうち振幅最大のものから連続 5つのピークを採用した．ピーク抽出アルゴリズ

ムでは平均のみを計算し，生データとの差分を計算するだけであるので，平均および分散

両方を計算するアルゴリズムよりも使用するリソースは少ない．また，ノイズなどによる

微小なピーク検出を防ぐために Epsilon tubeと呼ばれる領域を平均 ±εに設け，Epsilon tube

内の小さな変動はピークとして扱わないため，加速度波形に大きな変動がない場合は本アル

t

ウィンドウ

第1ピーク

第2ピーク

第3ピーク
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第5ピーク

幅

高さ

図 3 ピーク値

ゴリズムは平均を計算するだけのアイドル状態となる．

4. 解 析 手 法

本節では特徴量の性能を評価するための 2つの手法について述べる．一方はクラスタリ

ングの精度からデータの判別性能を評価する手法であり，純粋にデータの距離によって分類

するため認識器に依存しない結果が得られる．もう一方は，実際に認識器を用いて認識した

際の精度を評価する手法である．

4.1 クラスタリング精度

クラスタリングはあるデータセット内のデータを距離の近いもの同士でグループ化するこ

とでデータ構造を明らかにする手法である．Cluster Precision13)はデータの属するクラスお

よびクラス内に属するデータの割合からデータセットの判別性能を測る手法である．Cluster

Precisionを用いることでクラスタリング後のデータの分散度の観点から特徴量を順位付け

することができる．本研究ではクラスタリング手法として k-meansを用いた．

理想的に完全な判別性能を有する場合，1つのクラスタに属するデータは全て同じ行動と

なる．これは特徴量を各行動ごとに完全に分離可能で認識器の入力として適していることを

意味する．最悪の場合，それぞれのクラスタに属するデータの各行動ラベルの割合がデータ
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全体に対する各行動ラベルのデータの割合と一致する．これは特徴量を各行動ごとに全く分

類できておらず認識器の入力として適していないことを意味する．

Cluster Precisionでは，はじめに各クラスタ iにおける各ラベル j のデータ分布

pi,j =
|Ci,j |∑
j
|Ci,j |

を調べる．ここで，Ci,j はクラスタ iに属するデータのうち行動ラベルが j であるデータの

集合である．続いて次式に従いこれらの重みづけ和をとることで各行動 j の cluster precision

pj を得る．

pj =
|∑

i
pi,jCi,j |∑
i
|Ci,j |

上式において，cluster precisionが 1に近い値となる行動が属するクラスタのデータの大部

分はその行動のデータであり，他の行動との判別性能が高いことを意味する．また，各クラ

スタのデータサンプル数を重みとして用いることで，小さなクラスタの影響を小さくして

いる．

4.2 サポートベクタマシン

サポートベクタマシンは現存する認識器の中で最も性能が良いとされるものの一つであ

る14)．学習データセット (x1, y1), (x2, y2), · · · , (xJ , yJ)を 2クラスに分類すると想定する．

ここで，xi ∈ RN および yi ∈ {−1,+1}は特徴量ベクトルおよびクラスラベルである．こ
の 2クラスを超平面 f(xi) = w · xi + bで分割可能であると仮定し，データの分散に関し

て事前知識が得られていないものとする．この 2クラスを分割する超平面と超平面に最も

近いデータとの距離をマージンと呼び，マージンが最大になるときに識別超平面は最適とな

る．最適超平面の w および bは次式で表される最小化問題を解くことで得られる．

min
1

2
||w||2 subject to yi(w · xi + b) ≥ 1, ∀i = 1, · · · , n.

上式に対し Lagrangeの未定乗数法を用いると次式の識別関数が得られる．

f(x) = sign

(
n∑
i=1

λiyix
T
i · x+ b

)

ここで，学習データの大部分の Lagrange未定乗数 λi が 0となり，λi > 0 となる xi のみ

で識別関数が決定され，このような xi をサポートベクトルと呼ぶ．また，分離不可能な場

合，Lagrange未定乗数を 0 ≤ λi ≤ C(i = 1, · · · , n)に修正する．ここで C は誤識別に対す

るペナルティである．この処理をソフトマージンと呼び，サポートベクタマシンの性能が良

い理由の一つである.

非線形識別および線形識別におけるいくつかの方式を実装し予備実験を行ったところ，

C = 50000の線形 SVMが最も良い性能を示したため評価は線形 SVMで行った．本来 SVM

は 2クラス分類器であるが，1クラスとそれ以外のクラスを認識する SVMを全てのクラス

に対して構築することで Nクラスを分類する SVMが実現した．

5. 評 価

5.1 ピークを用いた特徴量

1つの繰り返し行動に存在する加速度波形のピークは動作開始時の動作，主要な動作，動

作終了時の動作から成る．主要な動作にその行動の情報が最も多く含まれており，その前後

の部分は開始前の動作および終了後の動作に関する情報が含まれているためノイズが多い．

そこで，主要な動作は最も大きな動作であることに着目し，ある区間における最大のピーク

を第一ピークとした連続 5ピークを抽出することで開始前および終了後の動作を除いた．

ピーク抽出アルゴリズムにおいて，移動平均を幅 εの 2本の境界線で囲み，この囲まれた

領域を epsilon tubeと呼ぶ．epsilon tube内での微小な変位によって生成されるピークを考慮

しないことで，ノイズを除去できる．本研究ではピークの高さと幅に加えて，ピークの形状

が認識に有効かを確かめるためにピークの勾配および尖度も評価した．勾配はピークの頂上

周辺の変化量で，本研究では頂上を含む 5点（頂上および両側 2点）を採用し，次式で定

義する．

Gradient(t) = |xt − xt−2|+ |xt − xt+2|
尖度は正確にはピークの裾の重さであるが，ピークの鋭さともいえる．尖度は次式で与え

られる．

kurtosis(t) =
n(n+ 1)

(n− 1)(n− 2)(n− 3)

t+2∑
i=t−2

(
xi − x
s

4

)− 3(3n− 5)

(n− 2)(n− 3)

ただし，n = 5, s =
√

n
n−1

m2 および m2 = 1
n

∑n

i=1
(xi − x)2 である．また，正規分布の

ピークの尖度は 3になることが知られている．

これまでに紹介した特徴量に加えて，フーリエ係数も用いられることが多い．フーリエ係

数は計算機上では高速フーリエ変換（FFT）を用いて求められ，そのスペクトルの最大値な

どが特徴量として用いられるが，FFTは前述の特徴量と比較して計算量が多くなる．本研究
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ではセンサがメモリを搭載しており特徴量への変換および記録あるいは生データの記録を

マイクロコントローラ上で行う．しかし，マイクロコントローラの処理能力および消費電力

の観点から FFTは困難であると考える．

ここで，これらの特徴量はスケールが異なり等価に扱うことが出来ないため，次式に従い

標準化し，特徴ベクトル Z(T )(平均 0，分散 1)を得る．ここでM および S は標準化前の

データX の各成分の平均および標準偏差である．

Z(T ) =
X(T )−M

S

ただし，リアルタイムアプリケーションでは未来のデータは取得できないため，全データ

の平均および分散を用いて標準化を行うことは不可能である．本研究では採取したデータ

の 10%の平均および分散を用いて，残り 90%のデータを標準化して評価用データセットと

した．

5.2 データセット

評価では手首，腰，足首の 3ヶ所に加速度センサを装着した被験者から採取したデータを

用い，オフラインで解析した．サンプリング周波数は 150Hzである．採取した行動は歩く，

ゆっくり歩く，自転車を押しながら歩く，階段を昇る，エレベータで昇る，立つ，バスの中

で立つ，バスの中で座る，座る，座って食事をする，座って仕事をする，走る，膝立ち，会

談を降りる，エレベータで降りる，自転車に乗るの 16種類である．採取したデータサンプ

ル数は 965380で，107分に相当する．収集したデータには手動でラベル付けした．

評価実験で用いる特徴量を以下に示す．

• F1:平均，分散

データフォーマットは [mx, vx,my, vy,mz, vz]，ただしmx および vx は x軸のデータ

の平均および分散である．

• F2:ピークの幅，高さ，移動平均

データフォーマットは [L1x, H1x, ·· ·, L5x, H5x, mx, L1y, H1y, ···, L5y,H5y,my, L1z,

H1z, · · ·, L5z, H5z,mz]，ただし L1x および H1x は第一ピークの幅および高さであ

る．ただし，F2の次元数が高いため，主成分分析によって次元数を削減した．主成

分分析とは統計手法の一つで，複数の変数間の共分散を主成分と呼ばれる少数の合

成変数で説明する手法である．n種類の変数がある場合，主成分も n個存在する．第

一主成分は元のデータの散らばりを最もよく表現し，第二，第三となるにつれ，もつ

情報が小さくなる．元の F2は各軸に対して 10個のピーク特徴量と 1つの平均もっ

ている．本研究では第 5主成分までを採用し，次元数削減後のデータフォーマットは

[s1x, · · ·, s1x,mc, s1y, · · ·, s1y,my, s1z, · · ·, s1z,mz] となる．ただし，s1x は x 軸の

ピーク特徴量の第一主成分である．また，前述の標準化と同様に主成分分析においても

リアルタイムアプリケーションではすべてのデータを用いて主成分を計算できないた

め，採取したデータの 10%の分散共分散行列を用いて残り 90%のデータの主成分を計

算した．

• F3:ピークの勾配，平均

データフォーマットは [G1x, · · ·, G5x,mx, G1z, · · ·, G5z,mz, G1z, · · ·, G5z,mz]，ただ

し G1x は第一ピークの勾配である．

• F4:ピークの尖度，平均

データフォーマットは [K1x, · · ·,K5x,mx,K1z, · · ·,K5z,mz,K1z, · · ·,K5z,mz]，た

だし K1x は第一ピークの尖度である．

• F5:平均，分散，最大，最小

データフォーマットは [mx, vx,max,mix,my, vy,may,miy,mz, vz,maz,miz]，ただ

しmax およびmix は x軸のデータの最大値および最小値である．

ここで，各ピーク特徴量に平均を含めているのは，ピークだけでは位置に関する情報をもた

ないためである．また，F2，F3，および F4に関して，1軸につきピーク特徴量は 5次元で

ある一方，平均は 1次元であるため，平均の違いによるデータ間の差異が表れにくくなる．

そこで，予備実験の結果から各平均値を 5倍することでピークによる影響と平均値による

影響を同等にした．

5.3 結 果

5.3.1 クラスタリング精度

4.3節で説明したCluster Precisionを用いた評価結果について述べる．評価で用いた k-means

は予備実験の結果からクラス数を 50とした．結果を表 1に示す．表中の各行は各コンテキ

ストの cluster precisionを，各列は各特徴量および各装着箇所の cluster precisionを示す．あ

るコンテキスト yの Cluster precisionが 1であることは，コンテキスト yのデータが属する

どのクラスタにおいてもコンテキスト y以外のデータは属さない，つまり，コンテキスト y

のデータは他のコンテキストのデータと完全に分離できていることを意味する．

各特徴量の Cluster precisionの平均を比較すると，従来手法である F1，F5および提案手

法のひとつ F2が高い値を示している．一方，F3はやや劣り，F4は大幅に劣ることが分か

る．F２，F3および F4を比較すると，ピークの幅と高さは勾配や尖度よりも豊富な情報
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表 1 Cluster precisionの結果
コンテキスト F1 F2 F3 F4 F5

自転車 0.941 0.961 0.906 0.891 0.943

エレベータ下降 0.507 0.474 0.449 0.341 0.508

階段下り 0.929 0.954 0.742 0.387 0.976

膝立ち 0.974 0.990 0.973 0.985 0.972

走る 0.995 0.996 0.979 0.948 0.997

座る（バス） 1.000 0.808 0.998 0.956 0.990

座る（仕事中） 0.901 0.746 0.916 0.853 0.911

座る（食事中） 0.910 0.944 0.938 0.861 0.937

座る 0.947 0.945 0.924 0.918 0.955

立つ（バス） 1.000 1.000 0.995 0.716 1.000

立つ 0.986 0.981 0.892 0.441 0.987

エレベータ上昇 0.562 0.531 0.453 0.327 0.547

階段昇り 0.930 0.954 0.792 0.435 0.973

歩く（自転車を押す） 0.985 0.991 0.956 0.887 0.985

歩く（ゆっくり） 0.974 0.972 0.951 0.632 0.969

歩く 1.000 1.000 0.960 0.404 1.000

平均 0.909 0.890 0.864 0.686 0.916

を保持し判別性能が高いことがわかる．F1と F2を比較するとほぼ同等の値を示しており，

ピークの幅および高さは分散と同等の判別性能を示すことが分かる．また，平均や分散を特

徴量として用いている場合，最大値と最小値を付加することでわずかながら判別性能が向上

していることが分かる．

5.3.2 サポートベクタマシン

Cluster precisionと同様にサポートベクタマシンを用いた評価結果について述べる．サポー

トベクタマシンは Cluster precisionと異なり，事前に学習が必要である．本研究では 5-fold

　 cross validationで評価した．結果を表 2に示す．前節の Cluster precisionの結果と同様の

結果となり，提案するピーク特徴量は従来の平均と分散を用いた特徴量と同等の性能である

ことがわかる．

5.3.3 データサイズ

最後に各特徴量をデータサイズの観点から評価する．ただし，5.3.1節および 5.3.2節の結

果から提案するピーク特徴量の中ではピークの幅および高さを用いたのものが最高の性能

を示していたため，本評価においては F1，F2および F5についてのみ議論する．

まずはじめに，ピーク数によって提案する特徴量のデータサイズが決定するため，加速度

波形に現れるピークの数について述べる．加速度波形およびピークを図 4に示す．図中の上

表 2 SVM の結果
コンテキスト F1 F2 F3 F4 F5

自転車 0.887 0.852 0.602 0.894 0.775

エレベータ下降 0.471 1.000 1.000 0.968 1.000

階段下り 0.998 0.976 0.887 0.934 0.992

膝立ち 0.954 0.778 0.867 0.701 0.953

走る 0.995 0.940 0.812 0.937 0.998

座る（バス） 1.000 1.000 1.000 0.958 1.000

座る（仕事中） 0.889 0.896 0.916 0.853 0.882

座る（食事中） 0.910 0.817 0.813 0.743 0.876

座る 0.818 0.651 0.675 0.810 0.715

立つ（バス） 0.993 0.995 1.000 0.859 1.000

立つ 0.929 0.988 0.988 0.988 0.975

エレベータ上昇 0.596 0.740 0.774 0.860 0.977

階段昇り 0.991 0.859 0.859 0.737 0.978

歩く（自転車を押す） 0.931 0.768 0.698 0.797 0.964

歩く（ゆっくり） 0.967 0.912 0.858 0.738 0.944

歩く 1.000 0.989 0.969 0.943 1.000

平均 0.896 0.885 0.857 0.857 0.939

の波形は「歩く」データ，下の波形は「座る」データであり，行動によって出現するピーク

数が異なることがわかる．特に静止しているコンテキストでは，加速度波形が epsilon tube

外に出ないためピークとして検出されないためピーク数が少ない．また，表 3に 10000デー

タサンプルあたりの出現ピーク数を示す．表中のピーク数は 3軸の合計である．表よりコン

テキストによって出現ピーク数が大きく異なることが分かる．分散値と同様に行動の激しさ

とピーク数に相関がある．たとえば，「走る」データは 8374個のピークが出現しているのに

対し，「歩く」データは 6322個のピーク，「ゆっくり歩く」データでは 1150個のピーク，「立

つ」データでは 30個のピークが出現しており，これは行動の激しさと一致する．

データ数の列は各特徴量のデータ数であり，1つの数字を 1つと数えたものである．生

データのデータ数が 90000となっているのは，1軸あたり 10000データサンプルで，3軸の

センサが 3個あるためである．F1は各軸に対して平均と分散を計算するため，生データの

2倍の 180000データとなる．F2の「自転車」のピーク数は 8480であり，F2はピークの高

さ，幅，平均，時刻を保持しているため 4倍の 33920データとなる．同様に F5は 4つの特

徴量を用いているため生データの 4倍の 360000データとなる．

さらに，データサイズの列は出力された特徴量のデータサイズを表している．評価では各

データは csvフォーマットで保存した．10000サンプルの生データは 350kbとなり，従来の
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図 4 加速度波形とピーク：歩く (上)，座る (下)

特徴量である F1および F5は 1261kbおよび 1939kbとなった．ここで，生データと F1を

比較するとデータ数では 2倍であるが，データサイズがそれに従わない理由は，生データは

整数値であるが，F1の特徴量である平均および分散は少数でありデータサイズが増えるた

めである．

結果より，提案手法であるピーク特徴量は「自転車」が最大のデータサイズで 147kb，平均

で 52kbであり，データサイズを従来手法と比較して約 96%，生データと比較しても 85%削

減できていることが分かる．

これらの結果より，ピーク特徴量は従来の平均および分散と同等の判別性能を有しなが

ら，そのデータサイズは大幅に小さいものであることが分かる．

6. ま と め

本研究ではウェアラブルコンピューティング環境における行動認識システムにおいて用い

られるいくつかの特徴量を判別能力と使用データサイズの観点から評価した．特徴量として，

平均，分散，最大，最小，波形のピークを比較し，ピークの幅と高さを用いた特徴量が従来

の平均や分散と同等の性能を示しつつ，データサイズを大幅に削減できることを確認した．

表 3 10000サンプル（約 67秒）あたりのデータサイズ

コンテキスト
ピーク数

データ数 データサイズ (kb)
手首 腰 足首 計

生データ - - 90000 350

F1 - - 180000 1261

F2

自転車 4451 1460 2569 8480 33920 147

エレベータ下降 14 2 9 25 100 2

階段下り 1419 2598 3241 7258 29032 125

膝立ち 97 45 42 184 736 3

走る 1374 3333 3667 8374 33496 145

座る（バス） 85 48 120 252 1008 5

座る（仕事中） 76 7 9 92 368 2

座る（食事中） 344 26 42 412 1648 7

座る 51 18 49 118 472 2

立つ（バス） 107 91 237 435 1740 27

立つ 19 2 10 30 120 1

エレベータ上昇 15 2 4 21 84 2

階段昇り 1031 1668 2569 5268 21072 91

歩く（自転車を押す） 3307 2029 2735 8071 32284 142

歩く（ゆっくり） 221 245 684 1150 4600 20

歩く 1093 2227 3002 6322 25288 109

平均 856 863 1187 2906 11624 52

F5 - - 360000 1939

今後は，実生活において採取した長時間にわたるデータセットを用いた評価を行う予定で

ある．現在の評価ではすべてのコンテキストが平等に発生するとして，評価結果の平均値で

議論を行ったが，実生活では静止している時間が活動している時間よりも長くなり，提案手

法によるデータ削減率が高くなることが予想されるため，実際に削減できるデータ量および

データ採取の継続時間について評価する．
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