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Webマイニングにおける語義曖昧性解消のための
擬似負例を用いた能動学習

高 山 泰 博†1 今 村 誠†1 鍜 治 伸 裕†2

豊 田 正 史†2 喜 連 川 優†2

この論文では，多義語を含むWebの全文検索結果から，Webマイニングに用いる
分析対象のデータ集合を高精度に抽出するための語義曖昧性解消（WSD）の研究に
ついて述べる．Web マイニングにおけるWSD では，学習に用いるラベル付き事例
のうち，分析対象である正例は作成が容易であるが，分析対象以外の負例は予期せぬ
意味が含まれるため作成が困難であるという課題があった．この論文では，負例の作
成を容易にするために，正例のみで開始する能動学習の手法を提案する．提案手法の
特長は，能動学習のプロセスにおいて，高い確信度で負例と予測されたラベルなし事
例である “擬似負例” を負例として学習している点である．我々は，正例のみで負例
のないWeb データに対する実験により，擬似負例を推定する提案手法が，人手によ
り負例を作成した場合と比べて大差のないWSD 精度を得ることを示す．
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This paper studies a word sense disambiguation (WSD) to extract high ac-
curacy dataset from a full text Web search result which contains polysemous
words for web mining applications. The motivation of this study is the difficulty
in the creation of the negative examples for learning, which include unexpected
word senses especially in Web. In this paper, we present a method of active
learning starting with only positive examples for WSD in order to facilitate the
creation of the negative examples. The key feature is to learn with “pseudo
negative” examples which have reliable confidence score as negative for the un-
labeled examples during the active learning process. We show experimentally
in the several Web data only with positive examples that our proposed method

achieves close enough WSD accuracy to the method with the manually prepared
negative examples.

1. は じ め に

World Wide Webから有用な情報を発見することを目的としたWebマイニングでは，膨

大なWeb アーカイブからある検索要求に関連する文書を抽出する必要がある．たとえば，

意見分析や評判分析1)–3) において信頼できる解析を行うためには，ある特定の製品，店舗，

人物等に関する大量のテキストを抽出することが重要である．

Webアーカイブからテキストを検索する場合に，検索結果の中から分析対象として用い

るテキストのみを取り出すことが必要になる．たとえば，雑貨店チェーンの “ロフト”の評

判を分析する場合に，単純な全文検索の結果の中には，屋根裏部屋，ゴルフのクラブ面の角

度，映画のタイトル，音楽のライブハウス等の，分析対象とは異なる意味の “ロフト”を含

む無関係なテキストが含まれてしまう．このような意味の区別を扱うため，従来から自然言

語処理において語義曖昧性解消（Word Sense Disambiguation，WSD）システムが用いら

れてきた．

WSD システムの構築には，あらかじめ作成された大量の正例と負例のラベル付き訓練

データを用いる．実際の応用では，検索要求に用いる検索語ごとに訓練データが準備されて

いないため，この訓練データをいかに作成するかが問題となる．

訓練データのうち，分析対象とするテキストの事例である正例の作成は容易である．たと

えば，“ロフト AND店”あるいは “ロフト AND文房具”のように，上位語あるいは意味的

に関連した語を用いて人手で検索要求を補強することによって，Webアーカイブから高適

合率で（しかし，低再現率で）正例を検索できる．

一方，分析対象以外のテキストの事例である負例の作成は困難である．なぜなら，Web

マイニングでは対象とする語の多くが固有名詞であり，人手で作成された辞書にはそれら

の語の大部分の意味は載っていないからである．さらに，Webには不均一で多様な領域の

文書が含まれるため，予期せぬ意味も見つかる．たとえば，この論文の共著者は誰も “ロフ
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ト”にライブハウス，テレビの製品名に使われる “ベガ”にアトリエ，シャンプーの製品名

に使われる “ツバキ”に競馬レースという意味があることを知らなかった．結果として，ラ

ベルなし事例から負例を作成する際に，このような予期せぬ意味を見つけるのに時間を費や

してしまう．

この論文において，我々は，Webマイニングに適用するWSDシステムを構築するため

に，正例とラベルなし事例だけから訓練データを作成する問題を扱う．ラベルなし事例から

効率良く訓練データを作成する手法に能動学習がある．典型的な能動学習の手法では，正例

と負例のラベル付き事例からラベルなし事例の確信度を計算し，最も確信度が低い事例に

対して人の注釈者がラベルを割り当てる．そして，満足する分類結果が得られるまで，ラ

ベルなし事例へのラベルの割当てを繰り返す．この論文の問題設定では，負例がない状態か

ら学習を始めるため，正例と負例を必要とするこのような手法を用いることは困難である．

我々は，この問題に取り組むために，正例とラベルなし事例で訓練した学習器による確信度

により，ラベルなし事例の一部を負例であると見なした “擬似負例”を用いた能動学習の手

法を提案する．

この論文の構成は下記のとおりである．2 章では，関連研究について述べる．3 章では，

正例とラベルなし事例だけから開始する，WSDのための能動学習の手法を提案する．4章

では，提案手法を評価するための実験の設定について述べる．5章では，実際にWebをク

ロールして収集した複数のデータに対する実験結果を示す．6章では，この論文の結論を述

べる．

2. 関 連 研 究

この論文では，最初の段階で負例がない場合に大量の負例の収集にコストがかかるWeb

マイニングのためのWSDシステムの構築における能動学習の問題を扱い，効率的な能動学

習のために正例とラベルなし事例から推定した疑似負例を訓練データに用いる手法を提案す

る．この論文の関連研究には，WSDに関する研究と，訓練データ作成に関する研究がある．

曖昧な語の特定の文脈における意味を決定するためのWSD のアプローチは，分類器の

訓練の仕方に対応して，教師付き，教師なし，辞書ベースの 3つの手法に分類される4).

教師付きWSD手法は，ラベル付き訓練データ集合を基にして行われる．典型的な教師付

きWSD手法には，Bayes分類器による Galeら5) の手法，情報理論に基づく Brownら6)

による手法，および日本語単語の多義性解消に種々の教師付き学習手法を比較した村田ら7)

の研究がある．これらは，いずれもラベルなし事例を訓練データとして用いる手法を扱って

いない．

教師なしWSD手法には，Schütze 8) による Bayes確率モデルに基づく EMアルゴリズ

ムにより，与えられた個数のクラスタを構築する手法，Linら9)，Pantelら10) のテキスト

からの概念発見の研究，新納ら11) による EMアルゴリズムのループ回数の予測を用いた語

義判別規則の学習の研究がある．これらの研究は，ラベル付き事例を訓練データに付け加え

ることにより精度を改善する機能はない．しかし，教師なしWSDは，ラベルなし事例だけ

で動作するので，ラベルなし事例を用いる我々の提案手法に対するベースラインアプローチ

と見なすことができる．

辞書ベースのWSD手法は，白井ら12)，Shiraiら13) の研究のように辞書やシソーラス等

の語彙的なリソースを用いる．Webマイニングでは対象とする語はほとんど固有名詞であ

り，それらの意味は人手で作成した辞書には記載されていないので，辞書ベースのWSD手

法はこの論文が対象としている，負例に予期せぬ意味がある場合には適合しない．

訓練データ作成に関する研究には，能動学習を用いるアプローチ，正例とラベルなし事例

を用いた学習に関するアプローチがある．

訓練データ作成に能動学習を用いるアプローチには，Chanら14) による意味の事前確率

の推定を含む領域適応化に関する研究と，Chenら15) や Zhuら16) による正例と負例がバ

ランスしていない場合に能動学習を用いるテキスト分類の研究がある．これらは，いずれも

最初の段階で負例がない場合を扱ってはいない．

正例とラベルなし事例を用いた学習に関するアプローチには，Liuら17)，Liら18)，Liら19)，

Zhu 20) の研究がある．これらは，正例とラベルなし事例から負例を推定して訓練データを

作成する手法を述べているが，能動学習を扱っていない．我々の知る限りでは，最初にまっ

たく負例がない場合に正例とラベルなし事例から擬似負例を推定し，擬似負例を用いて分類

器を訓練する能動学習に関する研究は行われていない．

3. 擬似負例を用いた能動学習

この章では我々の能動学習アルゴリズムを提案する．提案手法の大部分は，不確定性（un-

certainty）サンプリングを用いた標準的な能動学習に従っている．すなわち，能動学習の

各反復ステップにおいて，システムはラベルなし事例に対して確信度スコアを計算し，最も

小さいスコアを持つ事例に対して人の注釈者が正あるいは負のラベルを割り当てる．提案ア

プローチの新規性は，負例を持たない状態から能動学習を始める点と，各反復において擬似

負例を用いる点である．
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3.1 分 類 器

この論文の実験では，教師付き曖昧性解消において典型的な naive Bayes 分類器を学習

アルゴリズムとして用いる4)．naive Bayes分類器を用いたWSDの実行では，素性 f1, f2,

. . ., fnを持つ事例 dに対して，次の式を最大化する意味 sを割り当てる．

arg max
s

p(s|d) = p(s)

n∏

j=1

p(fj |s) (1)

意味 sは，Webマイニングの応用において対象とする意味であるときに正であり，そう

でないときに負である．そこで，この論文では 2値分類で語の曖昧性を解消する．ここで，

正例は全文検索によって検索したものであり，負例は上述の擬似的なものである．なお，こ

の論文では名詞のみを曖昧性解消の対象語として扱う．

この論文では，naive Bayes分類器の訓練とテストにおいて，以下の素性を用いる．

(a)文内の単語素性

対象語の周辺の ±n文内に出現する内容語である．ここでは，n = 1，すなわち，曖昧性解

消の対象語が出現する文を含んだ 3文を用いる．この値は，実験により経験的に決定した．

(b)文節内の先行単語素性

文節内において対象語の前に出現する内容語である．

(c)文節内の後続単語素性

文節内において対象語の後に出現する内容語である．

(d)係り文節素性

対象語が出現する文節に係る文節である．

(e)受け文節素性

対象語が出現する文節を受ける文節である．

ここで，(a)，(b)，(c)の各単語素性は，その単語の基本形と品詞からなり，(d)，(e)の

各文節素性は，文節内の単語と格マーカの対からなるものとする．naive Bayes分類器の使

用において，確信度スコア c(d, s)は，データ dの意味が sであると推定するものである．

すなわち，データ dが素性 f1, f2, . . ., fnを持つとき，c(d, s)を以下の式によって計算する．

c(d, s) = log p(s)

n∑

j=1

log p(fj |s) (2)

01 # 定義

02 Γ (P, N):

03 正例 P，負例 N上で訓練したWSDシステム

04 # 入力

05 T ←ラベルなしデータを含む訓練データ集合
06 # 初期化

07 P ← T上の全文検索による正の訓練データ集合

08 N ← φ (初期の負の訓練データ集合)

09 repeat

10 擬似負例 PNを生成する (図 2 参照)

11 Γ← Γ (P, PN + N)：新しいWSDシステム

12 # 能動学習による訓練データ集合の構築

13 cmin ←∞
14 foreach d ∈ ( T - P - N ) do

15 WSDシステム Γにより dを分類する

16 s(d)← Γによる dに対する語の意味の予測

17 c(d, s(d)) ← dの確信度の予測

18 if c(d, s(d)) < cmin then

19 cmin ← c(d), dmin ← d

20 end

21 end

22 人により dmin に正しい意味 sを与える

23 if sが正 then dmin を Pに加える

24 else dmin を Nに加える

25 until ラベル付き事例が所定の個数に到達

図 1 擬似負例を用いた能動学習
Fig. 1 Active learning with pseudo negative examples.

3.2 アルゴリズム

図 1 に提案アルゴリズムを示す．提案アルゴリズムの初期段階において，システムには，

正例とラベルなし事例が与えられる．正例は，上位語あるいは意味的に関連した語を用いて
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人手で検索要求を補強することにより全文検索で集める．

提案手法では，能動学習の各反復において，最初に擬似負例を生成する（図 1 行 10）．図 2

に示すように，擬似負例の生成は，すべてのラベルなし事例を負例として naive Bayes分類

器を訓練し，その分類器によって各ラベルなし事例の語の意味を予測する．もし次の式 (3)

により予測する確信度スコアが閾値 τ より大きければ，その事例は負である場合が多いた

め，その事例を擬似負例と見なすことにする（図 2 行 09～11）．

c(d, psdNeg) = c(d, neg)− c(d, pos) (3)

次に，与えられた正例と負例（擬似負例を含む）を用いて，再び各ラベルなし事例に対す

る確信度を計算する（図 1 行 12）．このとき，確信度の計算には naive Bayes分類器に基

づいた同じスコア関数を用いる．

能動学習による訓練データの構築において，Chanらの研究14) と同様な不確定性サンプ

リング（図 1 行 13～21）を用いる．このステップは，システム Γによって一番確信度が低

いと予測された最も不確か（uncertain）な事例 dmin を選択する．このとき，最も不確か

な事例 dmin に対して，人が割り当てた正しい意味に従って，データ dを正のデータ集合 P

あるいは負のデータ集合 Nに付け加える（図 1 行 22～24）．

Chenらの研究15) と同様に，あらかじめ決めた個数の事例がラベル付けされるまで学習

01 foreach d ∈ ( T - P - N ) do

02 WSDシステム Γ (P, T-P)により dを分類する

03 c(d, pos) ←式 (2)の定義により dが正

04 と予測される確信度スコア

05 c(d, neg) ←式 (2)の定義により dが負

06 と予測される確信度スコア

07 c(d, psdNeg) = c(d, neg) - c(d, pos)

08 (dが擬似負例として予測される確信度)

09 PN ← d ∈ { ( T - P - N ) | s(d) = neg ∧
10 c(d, psdNeg) >= τ }
11 (PNは擬似負例のデータ集合)

12 end

図 2 擬似負例の生成
Fig. 2 Generation of pseudo negative examples.

を繰り返す．

4. 実験の設定

この章では，提案手法を評価するための実験の設定について述べる．

4.1 実験データ

Web からクロールして収集した 4 種類の日本語の blog データを実験用のデータ集合と

して選択した．表 1 に，実験に用いたデータの曖昧性を持つ語とそれぞれの曖昧な意味を

示す．

表 2 に，曖昧な語，その語の意味の数，データ集合の数，データ集合における素性の数，

正の意味を持つデータの割合を示す．

なお，データに対する正しいラベルの割当ては 1人が行い，すべてのラベルの 48.5%に

ついては別の 1 人がチェックした．割り当てられたラベルの 2 人の間の一致度は 99.0%で

表 1 実験データ
Table 1 Experimental data.

語 正の意味 他の曖昧な意味
ラスベガス，サッカーチーム名，

ベガ 製品名 愛称，星，馬，バカラのグラス，
（TV） アトリエ，ワイン，ゲーム，

音楽関連会社名
ロフト 店舗名 屋根裏部屋，ゴルフクラブ面の

（雑貨店チェーン） 角度，音楽ライブハウス，映画
本田 人名 人名（女優，音楽アーティスト，

（サッカー選手） 他のサッカー選手），
ハードウェア店，自動車会社名

ツバキ 製品名 花の名前，着物，競馬レース，
（シャンプー） 花のツバキの成分，店の名前

表 2 評価のために選択したデータ
Table 2 Selected examples of data for evaluation.

語 意味の数 データ集合の数 素性の数 正の意味の割合
ベガ 11 5,372 164,617 31.1%

ロフト 5 1,582 38,491 39.4%

本田 25 2,100 65,687 21.2%

ツバキ 6 2,022 47,629 40.2%
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あった．また，ラベルの割当てには，100件あたり平均約 35分の時間を要した．

4.2 実 験 条 件

評価のために選択したデータの事例集合は，10%のテストデータ集合と 90%の訓練デー

タ集合とにランダムに分割した．各々の曖昧な語に対する初期の正例は精度が 100%になる

ような厳密な検索要求で訓練データ集合から全文検索して構築した．初期状態では，訓練

データ集合中の残りのデータはラベルなしである．表 3 に，各全文検索要求の検索式，初

期の正例の数，訓練データ集合における初期の正例の割合を示す．

実験は，負例なしの状態から開始する．能動学習プロセスの各反復において，事例データ

を 1つずつ選択し，正例データ集合と負例データ集合に追加する．なお，評価のため，実験

ではこのプロセスを初期の正例以外のすべての訓練データ集合中の事例が追加されるまで

継続する．実験ごとに曖昧な語のデータ集合の数が異なるので，追加した事例の百分率に

よって，0から 100%の 10%刻みで種々の図をプロットする．WSDの精度は，すべて負例

の意味が必ずしも既知ではないというこの論文のWSD の設定に従って，各テストデータ

の推定結果が正か負であるかを計算することによって求める．

標準的な教師なしWSDである，EMアルゴリズムで学習した naive Bayes 分類器によ

るクラスタリングを学習アルゴリズムのベースラインとして提案手法と比較する．この実

験では，クラスタリングの際のクラスタ数は，各データ集合に対して 2（正，負），および

表 2 に示した意味の数の 2種類を設定する．クラスタリングにはラベル付き事例は必要な

いので，クラスタリングの対象データには訓練データとテストデータ両方のすべてのデータ

を使用する．

また，初期に負例がなくても提案手法による疑似負例を用いた適当な反復回数の能動学習

により良い精度が得られることを示すために，人手で負例を用意した場合の実験を行う．具

体的には，訓練データをサンプリングして人手で読み，表 3 の初期の正例と同数の負例を

作成して初期の訓練データに用い，以降，追加する事例をすべて人手で読んだ訓練データを

表 3 評価のために選択したデータ
Table 3 Selected examples of data for evaluation.

語 初期の正例のための 正例データ集合の数　
全文検索要求 （訓練データ集合中の割合）

ベガ ベガ AND TV 316（6.5%）
ロフト ロフト AND（雑貨 OR 文房具） 64（4.5%）
本田 本田 AND 圭祐 86（4.6%）
ツバキ ツバキ AND 資生堂 380（20.9%）

用いた naive Bayes学習器によるWSDの精度を求める．この精度をWSDの精度のほぼ

上限と見なすことができる．

さらに，擬似負例の生成手法の良さを評価するために，正例以外をすべて負例にするとい

う単純な方法で疑似負例を生成した場合，および学習プロセスの反復の際に乱数でランダム

に事例を選択した場合をベースラインとして実験を行う．

5. 実 験 結 果

この章では，実験の結果について議論する．

5.1 擬似負例の有効性

図 3 に，実験データ集合に対する各アプローチの WSD の精度の平均を示す．曲線

b-clustering，m-clustering は，それぞれクラスタ数として 2 および意味の数を指定した，

クラスタリングを用いた教師なしWSDによるベースラインの学習アプローチの精度を表

す．曲線 tentativeは，正例以外をすべて負例にするという単純な方法で疑似負例を生成し

た場合のベースラインアプローチの精度を表す．曲線 random は，ランダムに事例を選択

する場合のベースラインアプローチの精度を表す．曲線 uncertainは，図 1 で述べた不確

定性サンプリングによる提案手法の精度を表す．また，曲線 humanは，追加する事例をす

図 3 能動学習プロセスの平均
Fig. 3 Average active learning process.
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べて人手で読んで負例を作成した場合の精度である．

提案アプローチの精度は，人手でラベル付けした事例を付け加える割合に従って徐々に増

加する．たとえば，事例を 50%追加した時点における精度 uncertainはベースラインの学

習アプローチm-clusteringよりも 14.6ポイント高くなっている．これは，応用上の要求に

合致して，ラベル付けがなされるほど精度が高くなることを示している．なお，クラスタリ

ングの際のクラスタ数として 2を設定した場合の精度の曲線 b-clusteringは，クラスタ数と

して意味の数を設定した場合の曲線m-clusteringより 19.2ポイントも低いため，以下の議

論では，クラスタリングによるベースラインの学習アプローチについては曲線m-clustering

についてのみ言及する．

また，提案手法の曲線 uncertainは，すべてのベースラインよりも早く，精度の上限と見

なした曲線 humanに追いついている．これは，提案する擬似負例生成手法が他のベースラ

インよりも優れていることを示している．なお，曲線 uncertainは，曲線 humanの初期の

精度と同等な精度に追いつくのに約 20%の能動学習を要し，最終精度に近い 91%の精度に

到達するのに約 50%（曲線 humanでは約 30%）の能動学習を要しているが，曲線 human

では，初期の負例を作成するために，あらかじめ初期の正例以外の訓練データ中から平均

14.4%（ツバキの場合には，34.9%）のデータをサンプリングする必要がある．

図 3 の訓練データ追加のすべての割合で曲線 uncertainの精度は，曲線 randomの精度

よりも高くなっている．これは，提案する能動学習の不確定性サンプリングがランダムサン

プリングよりも効率的であることを示している．同様に，図 3 の訓練データ追加のすべての

割合で曲線 uncertainの精度は，曲線 tentativeの精度よりも高くなっている．これは，提

案手法による擬似負例の作成が，単純な方法による擬似負例の作成よりも効率的であること

を示している．この結果は，能動学習プロセスにおいて，訓練データ集合にラベル付き事例

として付け加えるべき事例を選択する際に「ラベルなし事例に対する信頼性の高い確信度ス

コアを得るために “擬似負例”の推定が有効である」という我々の主要な主張を立証してい

る．また，応用上の観点から，この結果は，提案アプローチが「正しいラベルを割り当てる

ための作業コストを削減し，Webマイニングの現実の要求に対処するために，分析用の信

頼性の高い基礎データを収集する時間を短くすることができる」ことを表している．

擬似負例だけを用いた提案手法のアプローチ，すなわち，訓練データに人手でラベル付け

された事例を何も付け加えない場合の精度は 78.8%である．一方，ベースライン学習アプ

ローチ m-clustering の精度は，77.2%である．提案アプローチの初期の精度は，最初の正

例を構築するための全文検索の検索要求に依存している．4つのデータ集合に対する正例の

図 4 擬似負例の精度の平均
Fig. 4 Average accuracy of pseudo negative examples.

検索要求が簡単に作りやすいように，多くの現実のアプリケーションにおいて，擬似負例だ

けを用いた提案アプローチの初期の精度は，ベースライン学習アプローチ m-clusteringの

精度とほとんど同じと見なすことができる．

5.2 擬似負例の精度とWSD精度との関係

擬似負例の精度の学習プロセスへの影響を調べるために，各反復における擬似負例の平均

精度を図 4 に示す．図 3 と同様に，反復数は追加した事例の百分率で表す．図 4 において，

曲線 random′，uncertain′ および tentative′ は，それぞれ，ランダムに事例を選択した場

合，不確定サンプリングで事例を選択した場合，正例以外をすべて負例にする単純な方法の

場合における擬似負例の精度の平均を表す．図 4 において，提案手法による擬似負例の曲線

uncertain′ の精度が安定して上昇するのに対し，ランダムに事例を選択した場合の擬似負例

の精度は不安定である．また，単純な方法による擬似負例の精度の曲線 tentative′ は，学習

プロセスの後半に至るまでは他の 2つの曲線 uncertain′，random′ と比べ低くなっている．

図 3の学習プロセスの前半におけるWSDの精度は，曲線 uncertain，random，tentative

の順であり，図 4 における擬似負例の精度の uncertain′，random′，tentative′ の順とほぼ

対応する．これは，提案手法により作成した擬似負例の精度の良さが，WSDの精度に寄与

していることを示している．なお，学習プロセスの途中から，必ずしも擬似負例の精度の順

がWSD の精度の順と対応しないのは，訓練データの追加が進むにつれ人手判定により追
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図 5 それぞれのデータ集合に対する能動学習プロセス
Fig. 5 Active learning process for each datasets.

加した負例の数が増えて，擬似負例の精度の影響が小さくなるためと考えられる．

5.3 データ集合への依存性

各データ集合に対する能動学習プロセスを図 5 に示す．グラフ (a)，(b)，(c)，および (d)

は，それぞれ表 2の “ベガ”，“ロフト”，“本田”，および “ツバキ”のデータ集合に対する学習

プロセスの精度を示している．図 5 の各グラフにおいて，曲線 b-clustering，m-clustering，

tentative，random，uncertainおよび humanが表すものはそれぞれ 5.1節と同様である．

各実験データにおいて，曲線 uncertainの形は互いに類似しており，ラベル付き訓練デー

タの追加に対し安定して精度が向上している．ラベル付き事例をあまり追加していない初

図 6 閾値 τ への依存性
Fig. 6 Dependency of threshold value τ．

期段階における曲線 uncertainの各精度は，それぞれ曲線 randomおよび tentativeの精度

よりも高く，ラベル付き事例を追加するに従って，曲線 uncertainは他の 2つの曲線より早

い段階で曲線 humanに追いついている．また，能動学習プロセスにおいて，提案手法の曲

線 uncertainの精度は，ベースラインの曲線 m-clusteringの精度よりもかなり高くなって

いる．この結果により，提案アプローチは多くの場合に適用可能なことが期待できる．さら

に，人のラベル付けの作業コストを調整することによって，対象データの適合率と再現率の

要求に対応できる．

グラフ (a)の “ベガ”とグラフ (b)の “ロフト”の学習プロセスで，曲線 uncertainと曲

線 randomの間にかなり違いがあるのに対して，グラフ (c)の “本田”に対する学習プロセ

スでは，曲線 uncertainと曲線 randomの間に明確な違いがない．この理由は，“本田”の

いくつかの負の意味の文脈が正の意味の文脈と類似しているからであると考えられる．具体

的には，この実験において “本田”の正の意味はサッカー選手の名前であるが，負の意味に

も何人かのサッカー選手の名前が含まれている．この振舞いの詳細な検討は将来の課題で

ある．

5.4 閾値 τ への依存性

3.2 節で述べたように，我々は擬似負例を選択するための閾値として τ = 1.0 を用いた．
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この節では，τ の値を決定するための根拠となった実験について述べる．

図 6 は，擬似負例を選択するためのいくつかの閾値 τ によるWSDの精度の平均を示し

たものである．図 6 において，曲線 m-clusteringと randomが表すものは 5.1節と同じで

ある．また，括弧付の曲線 uncertainは，括弧内の閾値 τ における提案アプローチの精度を

表している．

図 6 では，τ = 1.0の場合が最も良い精度を示している．しかし，閾値 τ の間の精度の違

いは提案アプローチとベースラインアプローチ m-clusteringとの違いに比べてとても小さ

い．これは，我々の提案アプローチが閾値 τ の選択には大きく依存していないことを示し

ている．

6. お わ り に

正例だけから開始する能動学習は，WebマイニングにおけるWSDにとって重要である．

この論文では，“擬似負例”を用いた能動学習の手法を提案した．提案手法の特長は，能動

学習プロセスにおいて訓練データとして追加する事例を選択する際に，ラベルなし事例に対

する信頼性の高い確信度を得るための擬似負例を推定することである．我々は，負例を持た

ない複数の日本語の blogのデータ集合に対して，標準的な教師なし曖昧性解消手法，ラン

ダムに事例を選択した場合の能動学習による手法，正例以外のすべてを負例にするという単

純な方法により擬似負例を作成した場合の能動学習による手法，および，追加する事例を

すべて人手で読んできっちりとした負例を作成した場合と比較することによって，提案した

WSD手法の有効性を示した．
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