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近年、自然言語処理の分野において、既存の手法の問題を解決するとして期待されているCondi- 

tional Random Fields (CRFs)と蛋白質機能予測の分野において、注目されているSupport Vector 

Machineを適用して、シグナルペプチド開列部分の予測を行った。本稿では、2つの機械学習法に

対して先行研究と同様の実験方法を用いて、既存手法のNeural Network (NN)との予測性能の比

較およびCRFsがSVMの予測性能が高いことについて論じる。 
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In recent year, Conditional Random Fields is expected to resolve existent methods show high 
performance in field of Natural Language Processing. Support Vector Machine used in field of 
prediction of protein function. We predicted cleavage sites of signal peptides with their two 
methods. This paper presents that we compared to comparison of Neural Network prediction 
performance in the experiment method of precedence research and show that the performance 
of CRFs is higher than SVM. 
 
１. はじめに 
 
 真核生物および原核生物の分泌タンパク質

や膜タンパク質の多くは，N 末端に 15～30 残

基からなる疎水性アミノ酸残基を多く含むシ

グナルペプチドとよばれる配列をもっている。

シグナルペプチドの役割は、分泌型のタンパク

質が膜を通過することを指令することである。

シグナルペプチドを見つけることは細胞生物

学やタンパク質の研究においてとても重要な

ことである。例えばシグナルペプチドを知るこ

とは、遺伝病を分子レベルで解明することや新

薬開発、医薬品の服用による副作用発現抑制を

期待することができる。  
Bendtsen [1]らは Hidden Markov Model 

(HMM)とNeural Network (NN)を用いてシグ
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ナルペプチドの開裂部分の予測を行った。

Bendtsen らは、真核生物、グラム陽性細菌、

およびグラム陰性細菌のシグナルペプチドの

予測を行っている。彼らは注目しているアミノ

酸の前後のアミノ酸 n 個(n は自然数)を機械学

習の素性とし、また最適な n が生物種で異な

ることを示した。 

本研究ではバイオインフォマティクスや自

然言語処理の分野で注目されている Support 
Vector Machine (SVM) と Conditional 
Random Fields(CRFs)を用いてシグナルペプ

チドの開裂部分を予測する。またその結果を先

行研究で用いられてきた HMM および NN の

結果と比較、検討を行う。 
 

 
図 1 Bendtsen らのシグナルペプチド、細胞質タンパク質および 

核タンパク質のデータセットの例 
 
 
２. 方法 
 
２.１ シグナルペプチドのデータセット 
 シグナルペプチドの予測のために、

Neilsen[3]ら1によって提供されたデータセッ

ト を 使 用 し た 。 こ の デ ー タ セ ッ ト は

SWISS-PROT version 29 [2] から作成された。

このデータは真核生物 (eukaryote) と原核生

物 (prokaryote) に分けられており、また原核

生物はさらにグラム陽性細菌 (gram positive) 
とグラム陰性細菌 (gram negative) に分けら

れている。 
 データセットでは、シグナルペプチドと、シ

グナルペプチドの開裂部分から下流 30 個のア

                                                  
1 http://www.cbs.dtu.dk/ftp/signalp/ 

ミノ酸配列が含まれている。また細胞質内のタ

ンパク質（真核生物のみ）と核タンパク質の最

初の 70 残基のアミノ酸配列も含まれている。

図１にデータデットの例を示す。ここではシグ

ナルペプチドと、細胞質タンパク質・核タンパ

ク質を分けて示す。シグナルペプチドでは、１

行目に配列の長さ (54)、SWISS-PROT の

ID(41BB_MOUSE)、シグナルペプチドの長さ

(24)、および SWISS-PROTDE (description) 
の情報(T CELL …..)が記されている。２行目

にはアミノ酸配列が記されている。３行目では

２行目のアミノ酸配列に対応させて、シグナル

ペプチド”S”、開裂部分”C”および開裂部分の下

流”M”が記されている。細胞質内タンパク質お

よび核タンパク質では、これらのタンパク質は

シグナルペプチドを含まないので３列目

・シグナルペプチド 
   54 41BB_MOUSE     24 T CELL ANTIGEN 4-1BB PRECURSOR. 

MGNNCYNVVVIVLLLVGCEKVGAVQNSCDNCQPGTFCRKYNPVCKSCPPSTFSS 

SSSSSSSSSSSSSSSSSSSSSSSSCMMMMMMMMMMMMMMMMMMMMMMMMMMMMM 

・細胞質内タンパク質, 核タンパク質 
   70 ACTM_HALRO    ACTIN, MUSCLE. 

MSDGEEDTTAIVCDNGSGLVKSGFAGDDAPRAVFPSIVGRPRHQGVMVGMGQKDSYV….. 

MMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMMM……. 
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は”M”のみである。 
さらにこのデータセットでは Nielsen[3]ら

の方法を使って相同性のある配列は取り除か

れている。相同性のある配列が含まれていると

システムの予測性能を過大評価するためであ

る。この手続きによって 13%から 56%の配列

が取り除かれた。最終的に取り出された配列の

数を表 1 に示す。 
 

表 1 Bendtsen らのデータセット 
 
 Signal 

peptides 
Non-secretory 
proteins 

Eukaryote 1011 820 
Gram‐ 266 186 
Gram+ 141 64 
 
２.２ 機械学習法 
 
２.２.１ SVM 

SVM[4]は、2000年にChristianiniと 
Shawe-Taylorが提唱したカーネルトリックと

呼ばれる方法を用いて、非線形の識別関数を構

成できるように拡張した機械学習法である。現

在知られている多くの手法の中でも最も認識

性能の優れた学習モデルの一つであると考え

られている。式(1)の正負によって、２つのど

ちらのクラスにあるかを判別する２クラス分

類のためのパターン認識手法である。 

 
       ( ) ( )bxwsignxf ii +⋅=

rrr
        (1) 

 

この式は、重みベクトル w および係数 b に

よって分離超平面が規定されることを意味し

ている。この超平面は、それぞれのクラス境界

付近の特徴ベクトル xi 同士の距離（マージン）

を最大化するように選択され、結果的に、クラ

ス間境界上の特徴ベクトル(この特徴ベクトル

をサポートベクトル(SV)と呼ぶ)のみによって

定義される。したがって、従来の機械学習法で

みられた、データの次元数が増えることにより

計算量や記憶容量が急増するようなことがな

く、非常に高次元なベクトルを扱うことも容易

である。本研究ではSVMを用いた汎用テキスト

チャンカーであるYamCha2を用いる。 

また高次元の特徴空間に写像し、図 2 に示す

ような非線形クラス分類が可能となる。 
 

small margin large margin

 

 
図 2 SVM におけるソフトマージンの概念 
 
２.２.２ CRF 

CRFは,系列ラベリング問題のために設計さ

れた識別モデル (discriminative model) であり、 

正しい系列ラベリングを他の全ラベリング候

補と弁別するような学習を行う。通常の識別モ

デルとの違いは、出力が出力集合Y の部分集合

ではなく、系列となる点にある。 CRFは、品

詞付与、 テキストチャンキング、 固有表現抽

出、HTML からの情報抽出、書誌データから

の情報抽出といった系列ラベリング問題に適

用され、いずれにおいても高い性能を示してい

る。[5] 
x = (x1, x2, . . . , xT ), xt 2∈Σx を観測変数の集

合とし、y = (y1, y2, . . . , yT ), yt 2∈Σy を目的変

                                                  
2http://chasen.org/~taku/software/yamcha/ 
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数の集合とする。ただし、Σx とΣy はそれぞ

れ観測変数と目的変数が取りうる値の集合と

する。ラベルを付与する構造データは、変数間

の依存関係を示すグラフ構造で表現されてい

るものと仮定する。グラフ構造の例を前節のシ

グナルペプチド、細胞質タンパク質および核タ

ンパク質のデータセットの例を使って示す。図

3は前節のアミノ酸配列に対するラベル付与の

例である。 

 

・・・・・・・・

X1=M X2=G X3=N Xγ= o

y1=? y2=? y3=? yγ=?

 
図3 アミノ酸残基列 

 
CRF は条件付確率を直接表現する多クラスの

ロジスティック回帰の形をとる。 

 

∑ >ΦΘ<

>ΦΘ<
=

y
yx

yxxyf
)),(,exp(

)),(,exp()|( ~ , 

 

ただし、Θ はモデルのパラメータ、Φ(x, y) は 

 (x, y) に対する素性ベクトルで、Φ(x, y) の要

素φi の値はi 番目の素性が(x, y) に現れた回

数とする。図3 に示すように、素性は通常、連

続する変数の組として定義される。図4(a) の

形の素性は観測素性、図4(b) の形の素性は遷

移素性と呼ばれる。ラベル付与は x に対する

y
maxarg f (y|x) による予測で行う。[6] この研

究ではツールとしてCRF++3を用いる。 

lab

Res

(a) (b)

ResRes

 

図 4 CRF で使用されている素性：Res はアミ

ノ酸残基、lab はラベルを表す。 

 

２.３ 評価方法 
 
 評価方法として各生物種に対して five-fold 
cross validation(5CV)4を採用した。採用した

データセットをほぼ同じデータ量になるよう

に 5 分割し、CRF と SVM 共にこれらのデー

タのうち４つをトレーニングデータ、残った１

つをテストデータとして予測した。この過程は

分割した 5 つのデータが 1 回ずつテストデー

タなるように繰り返し行った。 
 更にシステムの予測性能比較には Accuracy
を用いた。以下にその定義を示す。 
 

 tnfn   fp  tp
 tn tp Accuracy 

+++
+

=       (3) 

 
ここで tpは true positive、fpは false positive、
fn は false negative、tn は true negative を表

す。 
 
 

                                                  
3http://www.chasen.org/~taku/software/CRF
++/ 
45CV は先行研究と実験条件を合わせるために

採用した。 
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３. 実験結果 
 

表 2 に実験結果を示す。Euk は真核生物、

gram+はグラム陽性細菌、gram-はグラム陰性

細菌を表す。学習の素性として予測するアミノ

酸と、その前後のアミノ酸配列を採用した。採

用する前後の長さを window size と呼ぶ。本

研究では window size として予測するアミノ

酸残基を中心に±1 から 25 とした。 
 

表 2 先行研究との Accuracy の比較 
 

Method Cleavage site (Accuracy %) 

 Euk Gram－ Gram+

SignalP 1 NN 70.2 79.3 67.9 

SignalP 2 NN 72.4 83.4 67.4 

SignalP 2 HMM 69.5 81.4 64.5 

SignalP 3 NN 79.0 92.5 85.0 

SignalP 3 HMM 75.7 90.2 81.6 

SVM 71.9 68.6 54.6 

CRF 79.1 79.2 67.8 

 
各生物種に対する CRF と SVM の window 

size の最適化を図 5 から図 7 に示す。先行研

究での最適な window size は真核生物で－20
から+4、グラム陰性細菌で－11 から+3、グラ

ム陽性細菌で－11 から+2 である。 
図 7 Window size の最適化 (gram negative) 
これに対し、SVM での最適な window size は、

eukaryote では±18、gram positive では±21、
gram negative では±24 であった。また、CRF
での最適な window size は、eukaryote では±

6、gram positive、gram negative 共に±3 で

あった。最適な window size での性能を表 2
に示す。これらの結果から我々が適用した機械

学 習 法 は 先 行 研 究 の 結 果
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図 5 Window size の最適化 (eukaryote) 
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図 6 Window size の最適化 (gram positive) 
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と比べ、グラム陽性菌とグラム陰性菌は予測性

能が及ばなかったが、真核生物の場合に限って

性能がほぼ同等であることが分かった。 
また、CRF は SVM よりシグナルペプチド

開裂部分の予測に対して window size が小さ

い場合、性能が大きく上回っており、全体を見
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ても CRF の方が性能を上回っていることが分

かった。 
 
 
 ４. 考察とまとめ 
 
実験結果より CRF を適用したシグナルペプ

チドの開裂部分予測において、真核生物が一番

良い値となったのに対し、先行研究ではグラム

陽性細菌の予測が一番良い値となっている。 
先行研究と傾向が異なることから、生物種に

よって適切な機械学習法が異なることを示唆

されていると思われる。また CRF は SVM に

比べ、対称の window size の幅を小さくして

も比較的高いシグナルペプチドの開裂部分予

測ができると考えられる。 
また今回の研究は Neilsen[3]らが提供した

version 1 のデータセットを使用した。表 2 に

おいて、グラム陰性細菌とグラム陽性細菌にお

いて最高値を示した Bendtsen[1]らは version 
3 のデータセットを用いている。Bendtsen ら

[1]が文献中で述べているように、version 3 以

前のデータセットにはアノテーションの間違

いなど、多くの誤ったデータが含まれている

version 3 はまだ公開されていないので今回は

version 1 を用いたが、version 3 のデータセッ

トを使うと今回の CRF, SVM の性能はさらに

向上することが期待される。 
 
 

 ５. おわりに 
 
本稿では、CRFs と SVM ともに素性にアミ

ノ酸配列のみを採用した。更に適当な素性を検

索し、採用することで予測性能が向上するか確

認する必要がある。また今回は window size
として対称の window size を用いたが、先行

研究では非対称の window size が最適とされ

ている。非対称の window size を用いた CRF
および SVM の予測も今後の検討課題である。 
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