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概要 音声入力に対応した質問応答システムのための言語モデルを作成する手法について述べる。検索対象となる新

聞記事から作成した N-gramをベースに、人手で与えた質問文定型表現を用いて適応化する 2つの手法を提案する。一つ

は、ベースとなる新聞記事 N-gramモデル中の質問文定型表現に対応する N-gram頻度を、部分的な N-gram頻度で強調

する手法である。もう一つは、定型表現を記述文法で表し、新聞記事 N-gram と統合する手法である。認識実験を行い、

N-gram 頻度を重み付きで混合する従来法とくらべ、どちらの手法も単語誤り率を減少させることが示された。特に、前

者の手法が認識率と頑健性の面でより良い結果を示した。
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Abstract Aiming at speech-driven question answering, we propose two methods to produce statistical language

models for recognizing spoken questions with a high accuracy. Both methods use a target collection (i.e., a document

set from which answers are derived) to extract N-grams, and adapt them to the question answering task by way of

frozen patterns typically used in interrogative questions. The first method magnifies N-gram counts corresponding

to the frozen patterns in the original N-gram. The second method combines N-grams extracted from the collection

and grammars associated with frozen patterns, to produce a single N-gram model. Our experiments showed that the

two proposed methods outperformed a conventional language model adaptation method in terms of the recognition

accuracy, and that the first method was more accurate and robust than the second method.

1 はじめに

質問応答 (QA)は、1999年の TREC-8[8]にタスク
として採択されて以来、次世代の情報検索技術を目指

した評価タスクとして注目されている。従来の情報検

索タスクも音声入力に対応するように拡張されてきた

が [4, 12]、質問応答では入力が質問文という話し言葉
に近い表現が使用されることから、より音声入力に適

したタスクであると考えられる。我々はこのような、

音声入力を前提とした質問応答システムを開発中であ

る。本稿では、音声認識部で利用する、質問文に対応

した言語モデルを構築する手法について述べる。

質問応答システムへの入力は、検索のトピックに関

する表現、質問文の文末に現れる定型的な表現、の 2
つの部分から構成される言語表現となる。例えば、次

のような質問文が想定される。

「1976年に火星に軟着陸した探査機は何と
いう名前でしたか」

前半の「1976年に火星に軟着陸した探査機は」の
部分は、検索のトピックに関する部分で、新聞記事・

辞典など質問応答の検索対象となる文書からそのまま

学習した言語モデルで対応できる。本稿では、新聞記

事を対象とした質問応答 [1]を想定し、以降新聞記事
モデルと呼ぶことにする。一方、後半の「何という名

前でしたか」の部分は質問文に典型的に現れるパター

ンであり、新聞記事では稀な表現となるので、新聞記

事モデルだけで扱うのでは不十分である。

言語モデルのタスク適応については、一般的な大量

の学習データと、対象タスク用の比較的少量の学習

データから、対象タスク用の言語モデルを作成する

方法が一般的である。この枠組みに従えば、QA質問
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文用の言語モデル作成には、新聞記事モデルをベース

に、定型表現で構成された学習データを用いてタスク

適応する方法が考えられる。しかし、本稿で対象とす

るQA質問文は、以下にあげる特徴を持つと仮定する
ことで、単に漠然と 2つのモデルを混合するよりは、
より適切な手法が適用できると考えられる。(1)前半部
分だけなら、適応なしの新聞記事モデルで扱える。(2)
後半部分の語彙は新聞記事モデルでカバーできる程度

の一般性を持つ。すなわち「語彙」ではなく「言い回

し」を獲得したい。(3)後半部分は「定型的」で、人手
で列挙可能な程度の多様度を持つ。(4) 一文は性質の
異なる前半と後半の 2つの部分から構成される。よっ
て、両者の接続部分のモデル化が重要となる。特に、

2つの部分を独立したテキストから学習し、混合した
のでは接続部分をうまく学習できないと考えられる。

本稿では、このような特徴を持つQA質問文を扱う
2種類の言語モデル適応手法を提案する。一つは、定
型表現の部分に対応する部分的なN-gram頻度情報を
割増しする手法である (3節)。もう一つは、人手で記
述した文法で表される制約をN-gram言語モデルに導
入する手法である (4 節)。

2 N-gram頻度の混合によるタスク

適応

言語モデルのタスク適応については、一般的な大量

の学習テキストデータと、対象タスク用の比較的少量

の学習データから、対象タスク用の言語モデルを獲得

する方法が知られている。多くの適応化手法では少量

の学習データが利用可能であることを仮定している。

しかし、少量のテキストデータでも獲得のコストは決

して小さくない。代替手法として、対象タスクの文法

を記述してテキストデータを自動生成する方法 [5]、対
象タスクの典型的な例文を用いる方法 [11]が提案され
ている。提案法では、1節で述べた適応タスクの特徴
(3)「人手で列挙可能な程度の多様度を持つ」を考慮
して、定型表現部の言語表現を人手で (例文か文法で)
与えることにする。

適応化手法としては、学習データのN-gram頻度を
重み付きで足し合わせる方法が知られている [3, 9]。こ
の手法の概念図を図 1に示す。ここで混合するN-gram
頻度は、共にテキストデータから直接獲得した頻度で

ある。そのため、それぞれの N-gram頻度、および混
合後の N-gram頻度は、次のような性質を持つ。

長さに関する整合性 任意の長さのN-gram頻度は、よ
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図 1: N-gram頻度の混合によるタスク適応

り長い N-gram頻度から一意に計算できる。

(例) tri-gram頻度 C(3) が与えられているとする。こ

の時、bi-gram wpwq の頻度は、以下のいずれかの方

法で求められる。

C(2)(wpwq) =
∑
wi

C(3)(wiwpwq) =
∑
wi

C(3)(wpwqwi)

同様に、1-gram頻度 C(1) は次のように求められる。

C(1)(wp) =
∑
wi

C(2)(wiwp) =
∑
wi

C(2)(wpwi)

この性質は、単語の連続としてのテキストの性質が反

映された結果である。

このN-gram頻度の混合による適応化手法を、本稿
のQA質問文タスクに適用することを考える。前半を
新聞記事から、後半を定型表現を記した例文から学習

できる。しかし、タスクの特徴 (4)「一文は性質の異
なる前半と後半の 2つの部分から構成される」を考慮
すると、新聞記事と定型表現のどちらの学習データに

も接続部分に対するテキストを含んでいない。そのた

め、接続部分をうまく学習できないと考えられる。

3 部分N-gram頻度情報を用いた

タスク適応

タスクの特徴 (2)「後半部分の語彙は新聞記事モデ
ルでカバーできる程度の一般性を持つ」を考慮すると、

定型表現に対応する語彙はすでに新聞記事モデルに含

まれていると仮定できる。また、定型表現に対応する

単語の連接情報 (N-gram頻度)もある程度含まれてい
ると考えられる。そこで、新聞記事モデルに含まれる

定型表現に関するN-gram頻度をそのまま活用してタ
スク適応することを考える。

提案する手法の概念図を図 2に示す。新聞記事から
作成したベースとなるN-gram頻度情報に対し、部分
的なN-gram頻度情報を与える。ここで「部分的」と

は、テキストデータから作成した整合的な N-gram頻
度ではないことを意味する。何らかの知識源によって、

任意のN-gram頻度を直接与える。その結果、N-gram
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図 2: 部分 N-gram頻度を用いたタスク適応

頻度は、2節で述べた「長さに関する整合性」が成り
立たない。

3.1 部分N-gram頻度情報を用いた確率計
算

整合性のないN-gram頻度を扱う場合、次に述べる
ような注意が必要となる。まず、より短い N-gram頻
度は、より長いN-gram頻度から計算することができ
ない。したがって、N-gram頻度情報は、長さ n毎に

保持する必要がある。以下では、長さ n毎に N-gram
頻度をCn と記す。

スムージング・モデルの計算式にも注意が必要であ

る。バックオフ・スムージングの一般式は次のように

表される。

P (wi|wi−1
i−n+1) =





dwi
i−n+1

PML(wi|wi−1
i−n+1)

· · ·C(wi
i−n+1) > 0

α(wi−1
i−n+1)P (wi|wi−1

i−n+2)
· · ·C(wi

i−n+1) = 0
(1)

ここで d, PML, α は、それぞれ、ディスカウント係

数、最尤推定による N-gram確率、確率の総和を 1と
するための正規化係数である。このうち、αは他の値

から自動的に求まるので、dと PML について計算式

を再検討する。

最尤推定によるN-gram確率は、通常次の式で求め
ることができる。

PML(wi
i−n+1) =

C(wi
i−n+1)

C(wi−1
i−n+1)

しかし、部分的な N-gram頻度を用いる場合、Cn と

Cn−1の不整合から、両者を同時に用いることはでき

ず、Cn だけから次のように計算する必要がある。

PML(wi
i−n+1) =

Cn(wi
i−n+1)∑

wi
Cn(wi

i−n+1)

同様に、ディスカウント係数 dの計算にも注意が必

要である。例えば、Witten-Bell法 [7]では、次の式を

Wp-2 Wp-1 Wp Wp+1 Wp+2 Wq
^ ^ ^ ^

Wq+1

 frozen pattern 

� C(Wp-2 Wp-1 Wp)
� C(Wp-1Wp)

� C(Wp)

^
^
^

� C(Wp-1 Wp Wp+1)
� C(WpWp+1)

C(Wp+1)

^ ^
^^

� C(Wi-2 Wi-1 Wi)
 C(Wi-1 Wi)

C(Wi)

^ ^ ^

Wp-3

^
^
^

図 3: 部分 N-gram頻度による定型表現の強調

用いる。

dWB,wi
i−n+1

=
C(wi−1

i−n+1)

C(wi−1
i−n+1) + r(wi−1

i−n+1)

ここで r(wi−1
i−n+1)は、文脈 wi−1

i−n+1の次に出現する異

なり単語数である。部分的なN-gram頻度を用いる場
合は、長さ毎に rの情報源を特定する必要がある。

dWB,wi
i−n+1

=

∑
wi

Cn(wi
i−n+1)

{∑wi
Cn(wi

i−n+1)}+ rn(wi−1
i−n+1)

ここで rn(wi−1
i−n+1)は、N-gram頻度情報Cn(wi

i−n+1)
から求めた、文脈 wi−1

i−n+1の次に出現する異なり単語

数である。

以上のように、長さ nの確率値は、Cnだけを使っ

て計算するように注意する。

3.2 部分N-gram頻度情報による定型表現
の強調

前節に述べた確率値計算に注意すれば、任意の部分

的なN-gram頻度を導入できる。特に、頻度情報は長
さ毎に与えることができる。このことを利用して、定

型表現を含む文だけが相対的に確率値が高くなるよう

に、部分的な N-gram頻度を与える。
定型表現を表す単語列 ŵq

p = ŵpŵp+1 · · · ŵq−1ŵqと、

その左文脈となる単語列 wp−1
p−N+1 = wp−N+1 · · ·wp−1

を考える。この単語列 ŵq
p を含む文集合が共通して持

つ、以下の N-gram頻度を γ 倍して強調する (図 3)。

1. 定型表現内部の単語列に対して、最も長いN-gram
頻度だけを強調する。

CN (ŵi
i−N+1) = γC(ŵi

i−N+1) (2)

例えば tri-gramモデルを構築する場合、tri-gram
頻度だけを γ 倍する。

C3(ŵi−2ŵi−1ŵi) = γC(ŵi−2ŵi−1ŵi)

3
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2. 定型表現の接頭単語列に対して、接頭単語列長以
上の長さのN-gram頻度を強調する。接頭単語帳
を kとすると、すべての文脈単語列wp−1

p−n+kにつ

いて、

Cn(wp−1
p−n+kŵp+k−1

p ) = γC(wp−1
p−n+kŵp+k−1

p )
(3)

tri-gram モデルの場合、すべての文脈単語列

wp−2wp−1について、次のように各長さの頻度を

強調する。

C3(wp−1ŵpŵp+1) = γC(wp−1ŵpŵp+1)

C2(ŵpŵp+1) = γC(ŵpŵp+1)

C3(wp−2wp−1ŵp) = γC(wp−2wp−1ŵp)

C2(wp−1ŵp) = γC(wp−1ŵp)

C1(ŵp) = γC(ŵp)

3. それ以外のN-gram頻度情報は、元のN-gram頻
度と同じとする。n = 1 · · ·N について、

Cn(wi
i−n+1) = C(wi

i−n+1) (4)

4 N-gramモデルへの文法的制約の

導入

QA質問文への言語モデル適応のもう一つの手法を
示す。定型表現を記述文法で表し、新聞記事などから

学習した N-gramモデル (以降、ベース N-gramと呼
ぶ)と統合する手法である [2, 10]。

N-gramでモデル化される単語列は、全ての単語が
互いに連接可能な単語ネットワークとして表現するこ

とができる。一方、記述文法 (正規言語1) で表される
単語列は、文法によって部分的な単語連接だけを許し

た単語ネットワークで表現される。ベース N-gramの
任意の位置から記述文法の先頭単語へ、記述文法の末

尾単語からベースN-gramの任意の位置へ、両ネット
ワークを結合することによって、両モデルを統合し、

一つの単語ネットワークで表すことができる (図 4)。

統合した単語ネットワークにおいて、連接しない (弧
の存在しない)単語列に対し確率値が 0となるように、

1本手法で扱える記述文法は、(N-gramの表現力の制約の故に)
正規言語までである。自然言語の記述として広く用いられている文
脈自由言語は、そのまま埋め込むことはできない。しかし、有限長
の文は必ず正規言語で表現できること、文脈自由文法を正規文法に
近似するアルゴリズムが知られている [6]こと、などから実用上ほ
とんど問題はない。

W1

W2

Wn

W1

W2

Wn

W1

W2

Wn

W1

W2

Wn

W1

W2

Wn

W1

W2

Wn

@Ws1

@Ws2
@Wi5

@Wi3

@Wi4

@Wi8
@We10

@We11
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Base N-gram

Grammar-based Word Network

図 4: 単語ネットワークの統合
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図 5: 単語ネットワーク

N-gram確率を割り当てれば、汎用 N-gramと記述文
法の両方の性質を同時に保持するモデルを獲得できる。

4.1 単語ネットワーク

正規言語を、単語を頂点とし可能な単語連接を有効

弧で表した単語ネットワークで表現することを考える。

このような単語ネットワークは、例文の集合から簡単

に獲得可能である。例えば、年月日を尋ねる発話を表

した以下の例文から文法を獲得することを考える。

何/年/です/か 何/年/何/月/です/か

何/月/何/日/です/か

この 3文から獲得できる連接可能な単語対は以下の
通りである。

A = { (何,年) (何,月) (何,日) (年,何) (月,何) (年,
です) (月,です) (日,です) (です,か) }
この単語対だけが連接可能であると考えると、文法

(G1)は 4 つ組 (Wa,Ws,Wf , A)で表現できる。ここ
で、Wa,Ws,Wf は、それぞれ、全単語集合、先頭単語

集合、末尾単語集合であり、

Wa = { 何 年 月 日 です か },
Ws = {何 }, Wf = {か }
となる。G1 のグラフ表現を図 5左に示す。
文法G1は「何年何年ですか」「何月何年ですか」「何

年何日ですか」のような、意図されない言語表現まで

4
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受理してしまう。そこで、文法作成者の持つ言語知識

を利用して、好ましくない表現を排除し、図 5右のよ
うな文法G2に修正することを考える。新たに導入し

たノード (文脈)毎に、新たな単語記号を導入して、次
のような文法 (W ′

a, Ws,Wf , A′)として表現する。

W ′
a = Wa ∪ {何 1何 2}

A′ = {(何,年) (何,月) (何,日) (年,何 1) (何 1,月)
(月,何 2) (何 2,日) (年,です) (月,です) (日,です) (で
す,か) }
文法 G2 は、「何年何月ですか」「何月何日ですか」

のような、作成者の意図する表現だけを受理し、それ

以外を排除する。このように、単語ネットワーク (正
規言語)では、人の持つ言語知識を利用して、N-gram
では獲得不可能な、単語間の長距離の依存関係も表現

することが可能である。

ここで、ベースN-gramと統合するために、単語ネッ
トワークで表された文法は以下の 2つの条件を満たす
必要がある。第 1 に、ベース N-gram と文法の語彙
は区別されている必要がある。これは、文法の語彙に

特別な単語記号を割り当てれば良い。本稿では、単語

記号の先頭に “@”をつけて表すことにする。ベース
N-gramの語彙をWU、文法の語彙をWA とすると、

WU ∩WA = φである。第 2に、文法の先頭単語は、先
頭以外の個所に現れてはいけない。同様に、文法の末

尾単語は、末尾以外に現れてはいけない。すなわち、文

法の語彙WAは、互いに共通部分のない、先頭単語集

合WB、中間単語集合WI、末尾単語集合WE から構

成されるとする (WA = WB∪WI∪WE ∧ WB∩WI =
φ ∧ WI ∩WE = φ ∧ WB ∩WE = φ)。

4.2 文法部へのN-gram頻度割り当て

文法部の単語ネットワークにも確率値を割り当てる

ために、頻度情報を与える。ここで与える頻度も「部

分的」であるため、3節で述べた計算方法に従うこと
に注意する。頻度の与え方は様々な方法が考えられる。

例えば、最も簡単な方法として、全ての分岐で等しい

頻度を与える方法が考えられる。ここでは、タスクの

特徴 (2)から、ベース N-gramの頻度情報を利用する
方法を採用した。文法の語彙をベースN-gramと同じ
単位で構成すれば、文法内部の単語列 @wi

i−n+1 に対

して、対応するベース N-gramの単語列 wi
i−n+1 が必

ず存在することを利用する方法である。

文法内部の単語列 @wi
i−n+1 に対する N-gram 頻

度 Cn(@wi
i−n+1) を、ベース N-gram での単語頻度

Cn(wi
i−n+1)を利用し、そのまま値をコピーして与え

Wb WeW-1 W+1

Base N-gram

Wi Wj

C(W-1,Wb) C(We,W+1)C(Wi,Wj)

C(W-1,Wb)� C(We,W+1)

@Wb @We

Word Network

@Wi @Wj
C(Wi,Wj)

図 6: 頻度情報のコピー (bi-gramの場合)

Base N-gram

@Wb @We

Word Network

no uni-gram
back-off model

backoff model

図 7: Selective Back-off Smoothing

る。また、ベースN-gramから文法へ遷移する部分の頻
度 Cn(wi−k

i−n+1@wi
i−k+1)と、文法からベース N-gram

へ遷移する部分の頻度Cn(@wi−k
i−n+1w

i
i−k+1)も、対応

するベースN-gramでの頻度Cn(wi−k
i−n+1w

i
i−k+1)を利

用する。このうち前者については、頻度を γ倍して強

調する。これは、文法でモデル化する定型表現を優先

的に扱うためである (図 6)。

4.3 選択的なバックオフ・スムージング

獲得した単語ネットワークと頻度情報から、N-gram
確率を計算する。この時問題となるのは、スムージン

グ手法と文法的制約は、両立できないということであ

る。バックオフ・スムージングでは、高次のN-gramが
存在しない場合、低次の N-gramで補間する。ネット
ワーク全体を等しくスムージングすると、文法によっ

て記述された二値的な単語連接の制約が uni-gramで
補間され、結局全ての単語間の連接を許すモデルと

なってしまう。一方、全くスムージングを行わないモ

デルを作成することも出来るが、その場合文法部の二

値的制約は獲得されるが、N-gram部にゼロ頻度問題
が生じ、精度が落ちてしまう。
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そこで、ネットワークの部分によってスムージング

手法を切り替える選択的なバックオフ・スムージング

を用いる (図 7)。ベース N-gram の単語と文法の先頭
単語 (wi ∈ WU ∪ WB) を予測する確率値は、式 (1)
で表される通常のバックオフ・スムージングで計算す

る。ただし、uni-gram確率値はWU ∪WB を全単語

集合とみなして計算する (これは、次に述べるように、
WI ∪WE について uni-gram確率を 0とするからであ
る)。残りの単語、すなわち文法の中間単語と末尾単語
(wi ∈ WI∪WE)を予測する確率値は、uni-gramへバッ
クオフしないように計算する。すなわち、長さ n > 2
については、式 (1)をそのまま使用するが、n = 2に
ついては次の計算式を用いる。

P (wi|wi−1) =

{
d′

wi
i−1

PML(wi|wi−1) C2(wi
i−1) > 0

0 C2(wi
i−1) = 0

(5)
この計算によって、次の関係が常に成立する。

P (wi) = 0 if wi ∈ WI ∪WE (6)

α1(wi−1) = 0 if wi−1 ∈ WB ∪WI (7)

選択的なバックオフスムージングで獲得したN-gram
モデル P (wi|wi−1

i−N+1)は、以下のような性質を示す。

• 文法部の中間単語および末尾単語 (WI∪WE)を予
測する確率値 P (wi|wi−1

i−N+1)は、単語列 wi
i−N+1

が文法により許されていない場合、必ず 0となる。

文法で許されない単語列には頻度情報が与えられな

い。よって、n > 1の N-gram頻度 Cn(wi
i−n+1)は 0

となり、P (wi|wi−1
i−N+1)は、uni-gramまでバックオフ

される。また、wi ∈ WI ∪ WE なので、式 (6) より
P (wi) = 0。よって、

P (wi|wi−1
i−N+1) = αN−1 · · ·α2 · α1(wi−1)P (wi)

= 0

特に、ベース N-gram の単語 w ∈ WU から wi ∈
WI ∪WE を予測する確率は必ず 0となり、ベース N-
gramから文法の途中への単語への遷移は生じないこ
とがわかる。

• 文法部の開始単語および中間単語 (WB∪WI)から
べース N-gramの単語 (WU )を予測する確率は、
必ず 0となる。

文法の途中からベース N-gramの単語への N-gram
頻度は与えられていない。よって、この場合も n > 1

の N-gram 頻度 Cn(wi
i−n+1) は 0 となり、確率値計

算は uni-gramまでバックオフする。この時、wi−1 ∈
WB ∪WI なので、式 (7)より α(wi−1) = 0。よって、

P (wi|wi−1
i−N+1) = αN−1 · · ·α2 · α1(wi−1)P (wi)

= 0

以上により、獲得したモデルは文法の二値的な性質

とN-gramの汎用性を兼ね備えていることが分る。ま
た、文法で記述した言語表現に対し、uni-gramへバッ
クオフしないで (discountなしで)計算すること、γで

重み付けすること、から相対的に高い確率値を与える。

これにより、文法で表現した表現を強調して扱うタス

クに適応した言語モデルを得ることができる。また、

従来のバックオフ言語モデルと互換性があり、言語モ

デルを置換えるだけで既存の音声認識デコーダでその

まま利用可能という、既存のシステムとの互換性の面

でも優れた特徴を持つ。

5 実験

新聞記事 111か月分から 2万語のN-gram頻度情報
を抽出した。これをベースに、本稿で述べた種々の適

応化手法の比較を行った。スムージング手法は、すべ

てWitten-Bell法 [7]を用いた。適応タスクの学習デー
タとして、QA質問文の定型表現を受理する文法 (単
語ネットワーク) (図 8)を作成した。また、この単語
ネットワークから全文生成を行い、定型表現のパター

ンの集合を作成した。表記違いの単語を含めると、172
パターンが得られた。

まず、新聞記事だけから bi-gramおよび tri-gramを
作成した (BASEと記す)。従来法として、N-gram頻
度の混合による手法 (2節)で適応モデルを作成した。
定型表現のパターン集合を適応化テキストデータとみ

なしてN-gram頻度を抽出し、重みwをかけて新聞記

事N-gram頻度と混合、bi-gramおよび tri-gramを作
成した (MIXと記す)。提案法の 1として、3節で述べ
た手法でモデルを作成した。定型表現のパターン集合

を用い、新聞記事モデルのN-gram頻度中の定型表現
を (重み γ で)強調し、bi-gramおよび tri-gramを作
成した (EMPと記す)。提案法の 2として、作成した
文法を、4節で述べた手法を用いて新聞記事 N-gram
と (重み γ で)統合、bi-gramおよび tri-gramを作成
した (NETと記す)。
評価データには、新聞記事 100文 (NP)とQAタス

ク用質問文 50 文 [13](QA) を、男性 2人女性 2 人に
よって読み上げた音声データを用いた。作成したネッ
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図 8: QAタスク定型表現の文法

トワーク文法は、29単語と比較的小規模のものであ
るが、質問文のうち 72%の 36文 (QA’)が、この文法
のモデル化する表現を含んでいた。

デコーダには大語彙音声認識デコーダ julius[14]の
バージョン 3.2を使用し2、音響モデルには 2000状態
16混合性別非依存 triphoneを、言語モデル重みは新
聞記事N-gram(BASE)での最適値を用いた。bi-gram
の比較には第一パスの結果を、tri-gramの比較には第
一パスと第二パスの結果を用いた。

実験結果を表 1、図 9、図 10 に示す。
表 1は、各手法で重みパラメータを調節して最も良

い結果を示したものである。どの適応化手法もベース

ラインの新聞記事モデル (BASE)に比べて、単語誤り
率 (WER)を改善している。また、従来法 (MIX)と比
べ、提案法 (EMP,NET)は、おおむねより良い結果を
示していることがわかる。

図 9、図 10に、各手法における重みパラメータと単
語誤り率との関係を示す。NETモデルは、文法で扱
える表現だけの発話 (QA’)に対しては、重み γの影響

なくWERを引き下げるが、文法から少しはずれた発
話を含む場合 (QA)、重みを上げることでWERが悪
化する。文法の表現とは大きく異なる発話 (NP)の場
合は、この傾向は認められない。これは、類似した発

話を無理矢理文法で扱える表現で誤認識しまうことに

よる弊害と思われる3本手法を用いる場合、漏れのな
2提案法で用いた部分的な N-gram 頻度から計算した N-gram

確率表は、LR モデルと RL モデルで不整合が生じる (一方には存
在するが他方には存在しない N-gram エントリが生じる)。そのた
め、両者を同一のデータ構造で管理する julius ではそのまま扱う
ことができない。この点を修正し、LRモデル RLモデルを個別の
データ構造に保持するように変更を行った。

3特に、実験に使用したデコーダ (julius)では、第一パスで認識

表 1: 認識実験結果
target language WER WER
(# of sent.) model (2-gram) (3-gram)

NP (100) BASE 18.0 10.7
MIX 18.0 10.6
EMP 18.0 10.3
NET 18.8 10.4

QA (50) BASE 26.3 16.9
MIX 21.2 15.4
EMP 19.6 13.8
NET 23.4 14.7

QA’ (36) BASE 28.1 17.2
MIX 21.8 15.2
EMP 20.4 13.3
NET 20.8 13.6

い文法記述が必要となることを示唆している。一方、

EMPモデルではこのような傾向は認められず、より
頑健な手法と考えられる。また認識率の面でも、NET
よりも良い結果を示した。

6 まとめ

音声入力に対応した質問応答システムの言語モデル

を獲得するため、検索対象となる新聞記事から作成し

たN-gramをベースに、人手で与えた質問文定型表現
を用いて適応化する 2つの手法を提案した。認識実験
の結果、N-gram頻度を重み付きで混合する従来法と
くらべ、どちらの手法も単語誤り率を減少させること

が示された。特に、前者の手法が認識率と頑健性の面

でより良い結果を示した。提案法は、既存の N-gram
言語モデルを、比較的多様度が小さい (人手で記述で
きる程度の多様性を持つ)表現に対応するための適応
化手法として、他の分野にも適用可能であろう。
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