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音声認識の頑健性向上の手法のひとつとして，口唇動画像の情報を利用するマルチモーダル音声

認識の研究が進められている．実環境でのマルチモーダル音声認識の性能向上には，モデルとし

て用いるマルチストリーム HMMについて，少量の適応データでも実行できるストリーム重み
係数の自動最適化手法が必要不可欠である．本論文では，我々の従来手法（尤度比最大化法）を

参考に，各HMMの出力尤度平均を正規化するよう，尤度平均化基準による新たなストリーム重
み最適化手法を提案する．車載カメラで収録した実環境データを用いた認識実験で，教師なし条

件で提案法を評価したところ，音響特徴のみの結果と比べ，約 16%の正解精度が改善した．さら
にMLLR適応と提案手法を組み合わることで，約 23%の正解精度の改善に成功した．
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Multimodal speech recognition which jointly uses acoustic and visual information has been
actively investigated for increasing robustness of ASR. In order to improve performance of
multimodal ASR in real environments, it is crucial to automatically optimize stream weights
for multi-stream HMMs using a small size of data. This paper proposes a new stream-weight
optimization method based on an output likelihood normalization (OLN) criterion; the stream
weights are adjusted to equalize mean log likelihood values for all HMMs. Experiments were
conducted using audio-visual data recorded in a driving car. A 16% improvement of recognition
accuracy was achieved over an audio-only baseline by applying the unsupervised OLN stream-
weight optimization. By additionally applying the MLLR adaptation, a 23% improvement was
obtained.

1. はじめに
来るべきユビキタスコンピューティング時代に向

け，特にカーナビや携帯電話などのユーザフレンド
リーインターフェースとして，音声認識はいま最も
注目されている技術のひとつである．加えて，情報
化社会の発展にともない，大規模コンテンツの構築・

活用といった分野においてインデキシングツール・書
き起こし作成ツールとして，音声認識への期待が高
まっている．しかし，現在の音声認識技術には，実
環境など雑音が大きい状況の下では認識性能が著し
く低下してしまうという問題があり，音声認識の実
用化に向けての大きな課題となっている．
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雑音下でも頑健に音声認識を行う手法のひとつと
して，音響雑音の影響を受けない発声時の口唇の動
画像から得られる情報を，音声情報とともに利用す
るマルチモーダル音声認識が注目され，近年研究が
進められている [1, 2, 3]．我々はこれまでに，口の
動き情報を利用したマルチモーダル音声認識 [4]や，
画像特徴量として口唇の幅・高さや歯の情報を用い
たマルチモーダル音声認識システム [5]を構築して
いる．さらに，モデルとして用いているマルチスト
リームHMMにおける，ストリーム重み係数の自動
最適化法として，尤度比最大基準による手法を提案
しており，実環境データによる実験を行い，認識性
能の改善を確認している [5]．しかし尤度比最大化法
には，少量の最適化用データではストリーム重みを
正しく推定できないという問題があった．

そこで，本論文ではこの改善手法として，尤度平
均化基準によるストリーム重み最適化手法の提案を
行い，実環境データを用いた認識実験により，提案
手法と従来手法との性能比較と評価を行う．さらに，
提案手法と MLLRによる雑音適応を組み合わせた
実験の結果について報告する．

2. ストリーム重み最適化手法

2.1. マルチストリームHMM

本研究では音声認識のためのモデルとして，音響ス
トリームと画像ストリームより成るマルチストリー
ムHMMを用いている．このマルチストリームHMM
において，単語 w に対する音響–画像特徴量 Ot の
対数尤度 bw(Ot)は，式 (1)のように表される．

bw(Ot) = λAwbAw(OAt) + λV wbV w(OV t) (1)

ただし tは時刻，bAw(OAt)，bV w(OV t)はそれぞれ
音響特徴量 OAt，画像特徴量 OV t に対する単語 w

の対数尤度，λAw，λV w は単語 w の HMMにおけ
る音響，画像ストリーム重みで，本研究では以下の
制約を設けている．

λAw + λV w = 1 , 0 ≤ λAw, λV w ≤ 1 (2)

認識性能の向上には，各ストリームの雑音状況や信頼
度に応じてストリーム重みを適切に設定することが
有効である．しかし，ストリーム重み係数は，HMM
学習時には最尤推定法により最適化できないという
問題がある．そのため，新たなストリーム重みの自
動決定手法が必要である．

　

2.2. 尤度比最大基準による最適化手法

いま，デコーダが単語系列 wt（1 ≤ t ≤ T , wt ∈
W , W は認識辞書）を出力したとする．wtが正解単
語と異なる認識誤りは，モデルと入力特徴量のミス
マッチにより，本来は正解でない単語wtの尤度が一
番大きくなることに起因する．そこで適応データと
そのラベルが与えられたとき，ラベルがある程度以
上正しければ，第一仮説単語の対数尤度とそれ以外
の単語の対数尤度の差が最大となるようにストリー
ム重みを調整することで，認識誤りを抑制できると
考えられる．すなわち，

L(Λ) =
T∑

t=1

∑
w∈W

{
bwt(Ot) − bw(Ot)

}2

(3)

として，L(Λ) を最大にするストリーム重み Λ =
{λAw} を推定する．式 (3)より，r ∈ W に対する
ストリーム重み λAr の変化分∆λAr は，次のように
求められる．

∆λAr =
N

D
(4)

N =
T∑

t=1

[
δwt=r

{
Nbr(Ot) −

∑
w∈W

bw(Ot)
}

δwt �=r

{
br(Ot) − bwt(Ot)

}]

D =
T∑

t=1

[
δwt=r · Ndr(Ot) + δwt �=r · dr(Ot)

]

dw(Ot) = bAw(OAt) − dV w(OV t)

ただし，δxは xが真のとき 1，偽のとき 0を返す関
数である．式 (4)により，全ての λw ∈ Λについて
∆λAw を計算し，その後 λAw の値を更新する．こ
の更新サイクルを繰り返すことにより，最適な Λを
推定することができる．この尤度比最大 (Likelihood
Ratio Maximization)基準による方法は，十分に最
適化用データが得られる状況では，従来用いられて
きた MCE-GPDによる方法と比べて，高い性能を
得ることができ，実用性・頑健性の点において有利
である [6]．

2.3. 尤度平均化基準による最適化手法

前節で述べた尤度比最大化法では，重み推定に際
しては多量の適応データが必要である．しかし，実
際のアプリケーションでは，リアルタイム・オンラ
インでの重み最適化が必要不可欠であり，それゆえ
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図 1: マルチモーダル音声認識システム

少量の最適化用データでも適用可能なアルゴリズム
が望まれる．そこで本論文では，尤度比最大化法を
もとに，重み最適化手法の再検討を行った．
まず，尤度比最大化法によって得られたストリー

ム重みを用い，各モデルが出力する音響–画像対数尤
度の評価と解析を行った．その結果，モデルごとの
音響–画像対数尤度の平均がほぼ同じになることが
判明した．このことから本論文では，尤度比最大化
法に代わる簡便な方法として，新たに各モデルの出
力尤度の平均が等しくなるように重み係数を推定す
る手法を提案する．具体的には，次式により単語 r

に対する音響ストリーム重み λAr を推定する．

λAr =

1
NT

T∑
t=1

∑
w∈W

bAw(OAt)

1
T

T∑
t=1

bAr(OAt)

(5)

ただしN = |W |である．式 (5)において，分母は観
測系列OAtを単語 rのモデルにあてはめたときの対
数尤度の平均，分子は全ての単語のモデルから得ら
れる対数尤度の平均である．得られた音響重みは，

Video signal

time
current frame

Preprocessing

Features for
mouth detection

HSI conversion

Equalization

Training

HMMs for
mouth detection

Horizontal center
location of a mouth

Contour extraction

Modeling

Integral computation

Viterbi scoring
One-path DP matching

Viterbi alignment

Binarization filter

Visual features

Concatenation

The height
of a mouth h

The width
of a mouth w

The teeth
information t

図 2: 画像特徴量抽出

0 ≤ λAr ≤ 1となるよう λAMAX = maxw λAw によ
り正規化し，次いで画像ストリーム重みを式 (2)に
より計算する．この尤度正規化 (Output Likelihood
Normalization)基準による手法は，従来の尤度比最
大化法と比べて，繰り返し演算が不要で計算量・演
算時間が削減できるという利点がある．

3. マルチモーダル音声認識システム
図 1に，本研究で用いたマルチモーダル音声認識

システムを示す [5]．

3.1. 特徴量抽出

音響特徴量には，CMN-MFCC 12次元とこれらの
∆，∆∆成分，および正規化対数パワーの ∆，∆∆
係数の計 38次元を用いる．次に画像特徴量抽出の
流れを図 2に示す．各フレーム画像から計算した口
の幅 w，高さ h，および歯の情報 tの 3次元と，こ
れらの∆，∆∆成分の計 9次元を抽出し，3次元ス
プライン関数で時間方向に補間して，画像特徴量と
する．そして認識に用いる音響–画像特徴量を，音響
特徴量と画像特徴量をフレーム毎に連結することに
より生成する．
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図 3: テストデータ（顔の一部に日光が射している例）

3.2. モデリング

音声認識のモデルには，状態数 3，混合数 2の left-
to-right型 triphone HMMを用いる．HMMは音響
と画像それぞれ別に学習する [7]．初期モデル生成・
連結学習によって音響HMMを作成した後，Viterbi
アルゴリズムで時間情報つきラベルを生成し，これ
により画像 HMMのラベルつき学習を行う．得られ
た音響 HMMと画像 HMMを融合し，音響–画像マ
ルチストリーム HMMを生成する．

3.3. ストリーム重み最適化・認識

音響–画像特徴量とマルチストリーム HMMによ
り，デコーディングを行い認識仮説を生成する．これ
を用いて，ストリーム重み係数の最適化を行う．得
られた重みをマルチストリーム HMMに反映し，再
度デコーディングを行うことで，最終的な認識結果
を得ることができる．

4. 認識実験
従来の尤度比最大基準によるストリーム重み最適

化と，今回新たに提案した尤度平均化基準による最
適化手法の比較を行うため，実環境データによる認
識実験を行った．

4.1. データベース

学習データ，テストデータはともに，連続数字読
み上げタスクである [8]．学習には音響・画像ともに
クリーン環境で収録した男性話者 11名によるデー
タを，テストには高速道路走行中の車内で収録した，
学習セットには含まれない男性話者 6名によるデー
タを使用した．各話者は 2～6桁の数字を，学習デー
タでは 250個，テストデータでは 115個発声してい
る．テストデータ中の音響雑音としてはエンジン音，
風切り音やウィンカー音などが観測され，SNRはお
よそ 10～15dBであった．画像外乱としては，陸橋
や標識の影による瞬間的な明度の変化，走行振動に
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図 4: 実験条件

よる顔のブレ，カーブ通過時には日射角度の移動に
ともなう陰影の変化などが観測された．このテスト
データの画像の例を，図 3に示す．

4.2. 実験条件

尤度比最大基準，尤度平均化基準について，教師
なし重み最適化による認識実験を行った．尤度比最
大化法における繰り返し演算回数は 50回とした．ま
た，雑音適応（MLLR[9]）と組み合わせる実験につい
てもあわせて行った．MLLRを行う場合には，スト
リーム重み最適化よりも先に適用し，音響ストリー
ム中の正規分布の平均と共分散行列を適応化した．
テストセットは，各話者ごとにデータを 6つに分け，
合計 36個のデータセットに分割した．そして，図 4
で示すような 3種類の条件で，ストリーム重み最適
化およびMLLR適応を行った．

(i) 各話者ごとのデータでMLLRを，全テストデー
タで重み最適化を行い，得られたモデルで各
話者ごとにテストデータを認識する

(ii) MLLR，重み最適化ともに各話者ごとのデー
タを用いて行い，認識も各話者ごとに行う

(iii) MLLR，重み最適化ともに 36個のデータセッ
トごとに行い，認識も各セットごとに行う
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表 1: 各種条件における数字正解精度（MLLRなし）

尤度比 尤度
最大化 平均化

音響のみ 62.0%

音響–画像 全モデル 64.2%
同じ重み
(i)最適化 75.6% 76.4%
(iii)最適化 59.4% 77.8%

Spkr.No.1

Spkr.No.2

Spkr.No.6

......

optimizing stream weights using
n utterances in each data set

(1)

recognizing the data set using
the obtained stream weights 

(2)

図 5: 重み最適化と用いる発話数による性能変化を調べる

実験

40

45

50

55

60

65

70

75

80

0 10 20 30 40 whole set

D
ig

it 
ac

cu
ra

cy
 [%

]

# digits for optimization

audio-only
audio-visual (the common weights for all HMMs)
audio-visual (LRM stream-weight optimization)
audio-visual (OLN stream-weight optimization)

図 6: 重み最適化用データ数の違いによる認識率の変化

また，最適化で使用する認識仮説の生成や，尤度比
最大化法における繰り返し演算の初期値に用いるマ
ルチストリームHMMの初期重みは，全モデル共通
に λAw = 1，λV w = 0とした．

4.3. 実験結果

はじめに，条件 (i)および (iii)における，ストリー
ム重み最適化のみを行ったときの数字正解精度を示
す．表 1は，音響特徴量のみを用いた場合の認識率
（ベースライン），全ての単語モデルに同じ重みをマ
ニュアルで設定した場合の最も高い認識率，および
尤度比最大化法と尤度平均化法それぞれの認識率で

表 2: 各種条件における数字正解精度（MLLRあり）

MLLR 尤度比 尤度
のみ 最大化 平均化

音響– (i) 85.1% 91.1% 90.2%
画像 (ii) 88.7% 90.4%

(iii) 78.1% 76.2% 84.5%

ある．全モデル同一重みの場合と (i)を比較すると，
尤度比最大化および尤度平均化による自動ストリー
ム重み最適化法により，それぞれ 11%，12%認識率
が改善し，これらの手法の有効性が確かめられた．
一方 (iii)の結果から，尤度平均化法は (i)のときよ
りも高い性能を示し約 16%の改善がみられたのに対
し，尤度比最大化法はベースラインよりも性能が劣
化していることが判明した．

次に，最適化に用いるデータ数と認識性能との関
係について調べた．図 5に示すように，36個のデー
タセットそれぞれについて，はじめの n個の数字発
声のみを用いてストリーム重み最適化を行い，得ら
れた重みを用いて各データセットの音声認識を行っ
た．図 6に，尤度比最大化法 (LRM)，尤度平均化法
(OLN)それぞれについて，各セット中で重み最適化
に用いた数字発声数に対する認識性能の変化を示す．
グラフの横軸は数字発声数 n，縦軸は数字正解精度
である．横軸の「whole set」は各セット中の全発声
（セットにより 47～126個の数字発声）を用いた場合
の性能を示しており，表 1の (iii)の結果と同等であ
る．グラフから，尤度比最大化法はデータ数が少な
いと性能が著しく低下してしまうのに対し，尤度平
均化法では少量のデータでも認識率が改善し，デー
タ量が増えるほど認識性能も向上することが確かめ
られた．

最後に，MLLR適応とストリーム重み最適化を併
用した場合の，各条件での認識性能を表 2に示す．
表 1および表 2より，まずMLLR適応によって認識
性能が向上し，ストリーム重み最適化を行うことで
さらに認識率が改善することが示された．条件 (iii)
においては，MLLR適応のみの結果からみて，尤度
比最大化法では性能向上がみられなかったが，尤度
平均化法ではさらに約 6%正解精度が改善した．

4.4. 考察

以上の結果から，従来の尤度比最大化法では，少
量の最適化データでは，適切なストリーム重みを決
定することができず認識率が低下してしまうのに対
し，本論文で提案する尤度平均化法は，少量データ
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でも頑健に重み係数を推定し性能が大きく改善する
ことが確認された．このことから，尤度平均化によ
るストリーム重み最適化法は，逐次的に入力データ
セットの雑音状況に応じて重み係数を最適化するこ
とにより，認識性能を改善できると考えられる．ま
た図 6より，例えば尤度平均化法は 10個の数字発
声を用いただけでも，最適化を行わない結果と比較
して約 10%認識率が向上した．10個の数字発声は，
約 10秒の発声に相当し，このことからも本最適化
手法はオンラインでのストリーム重み最適化が可能
であるといえる．最後に表 2より，尤度平均化によ
るストリーム重み最適化と MLLR適応を用いるこ
とで，条件 (iii)でベースラインと比べて約 23%と大
幅に数字正解精度が改善し，MLLRのみの結果から
も約 6%向上した．以上から，MLLRによって音響
モデルの適応を行った場合であっても，尤度平均化
法によりストリーム重みを最適化することで，さら
に認識精度を向上できることが確かめられた．

5. まとめ

本論文では，マルチストリームHMMにおけるス
トリーム重みの最適化手法として，新たに尤度平均
化基準による手法の提案を行った．車載カメラで収
録した実環境データによる認識実験を行ったところ，
尤度平均化法は，従来の尤度比最大化法よりも高い
性能を示し，特に最適化用データが少量のときに有
効に機能することが確認された．さらにMLLR雑音
適応と組み合わせることで，音響のみのベースライ
ンに比べ，約 23%正解精度の改善に成功した．

今後の課題としては，(1)発話情報をより多く含
んだ画像特徴量および特徴量抽出アルゴリズムの計
算量削減，(2)大語彙連続音声認識や情報検索システ
ムなどへのマルチモーダル音声認識の適用，(3)よ
りよい音響と画像の同期手法と融合アルゴリズムの
検討，などが挙げられる．
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