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あらまし 本研究では，パーティクルフィルタを用いた非定常雑音の逐次推定法及び抑圧法を提案し，従来法と比較して非定常雑音下
での音声認識性能改善に効果的である事を示す．提案手法において，非定常雑音は再サンプリング法を含むパーティクルフィル
タ及びマルコフ連鎖モンテカルロ法を通じて逐次推定され，クリーン音声は推定された非定常雑音をMMSE推定に基づく雑音
抑圧法に適用することにより得られる．また，パーティクルフィルタで用いる状態空間モデルに Polyak averagingと feedback
を導入することにより音声認識性能を大幅に改善できることを示す．
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Abstract This paper addresses a speech recognition problem in non-stationary noise environments, especially, the estimation
of noise sequences. To solve this problem, we present a particle filter-based sequential noise estimation method for front-
end processing of speech recognition in noise. In the proposed method, a noise sequence is estimated by three steps,
a sequential importance sampling step, a residual resampling step, and finally a Markov chain Monte Carlo step with
Metropolis-Hastings sampling. The estimated noise sequence is used in the MMSE-based clean speech estimation. We
also introduce a Polyak averaging and feedback into state transition process used for particle filtering. In the evaluation
results, we observed that the proposed method improves speech recognition accuracy in non-stationary noise environments
results by the noise compensation method with stationary noise assumptions.
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1 はじめに
雑音下での音声認識性能の改善は，音声認識技術に課せ

られた重要な問題の一つである．この問題において，時間

的に定常的な性質を持つ雑音に限定した環境下では，様々

な研究成果が報告されており，高い技術水準に達して成功

を納めたと言える [1]-[4]．しかし，実環境で観測される雑
音の多くは，時間的に変動する非定常的な性質を持ってお

り，実環境下における頑健な音声認識技術を確立するため

には，このような非定常雑音への対処が必要不可欠となる．

一般に，非定常雑音下での音声認識性能を改善するため

には，雑音の時間変動を正確に逐次推定する必要がある．

しかし，音声認識を行う際に観測できる信号は通常，雑音

が重畳した音声のみであり，クリーン音声のみならず雑音

もが非定常的な性質を持つ場合，各信号がそれぞれどのよ

うな時間推移を行うかを推定することは困難な問題である．

この問題に関して，逐次 EMアルゴリズムを用いた非定常
雑音の逐次推定法が提案され，その有効性が報告されてい

る [6]-[8]．しかし逐次 EMアルゴリズムでは，1フレーム
毎に EMアルゴリズムの繰り返し推定を行ってパラメータ
を収束させる必要があるため，計算量が膨大なものとなり

実時間処理に向かないという問題がある．よって実用面の
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観点から，高速かつ高精度な逐次推定法が望まれる．

この問題に関して，近年，ベイズ推定法の一種であるパー

ティクルフィルタ [9, 10]に基づく逐次推定法が注目されて
おり，様々な研究分野で応用されている．パーティクルフィ

ルタは逐次モンテカルロ法に基づく手法であり，逐次 EM
アルゴリズムのような繰り返し推定法を必要としないので

計算量が少なく，実時間向け処理に適した手法であるとい

う利点がある．以上の点を踏まえて，本研究では，パーティ

クルフィルタによる非定常雑音の逐次推定について検討す

る．また，パーティクルフィルタ推定された雑音をMMSE
(Minimum Mean Square Error)推定に基づく雑音抑圧法
[3, 4]に適用し，非定常雑音下での音声認識精度の改善に
効果があることを示す．

パーティクルフィルタを適用する際には，状態空間モデ

ル（動的モデル）と呼ばれる信号モデルを定義する必要が

ある．一般に，状態空間モデルは目的信号の時間（状態）

遷移過程を表現した状態方程式と，観測信号の生成過程を

表現した観測方程式から構成されている．我々は以前，状

態方程式に Random walk過程を用いた非定常雑音の逐次
推定法 [11]を提案したが，Random walk過程は信号の時
間遷移をランダム雑音により規定するので，推定結果が不

安定なものになるという問題があった．この問題に関して

は，状態方程式に Polyak averagingと feedback [8, 12, 13]
を導入することにより，安定した推定結果を得ることがで

き，音声認識性能の大幅な改善効果があることを示す．

本研究と同様の研究はYaoらによっても行われているが，
Yaoらの手法は音声認識時の音響モデルに対する雑音処理
であり，推定された雑音と HMM合成法を用いて音響モデ
ルを逐次更新し，非定常雑音が重畳した音声を認識してい

る [10]．一方，本研究は音声認識の前処理部（特徴抽出）に
対する雑音処理であるため，雑音抑圧後のデータを用いた

音響モデル適応など，複合処理が可能という利点がある．

2 パーティクルフィルタによる非定常

雑音の抑圧
図 1は，提案する非定常雑音の抑圧法の概要を示してお

り，パーティクルフィルタに基づく非定常雑音の推定部 [11]
と MMSE推定に基づく雑音抑圧部 [3, 4]の二つに大きく
分かれている．

非定常雑音の推定部において，本研究で用いるパーティ

クルフィルタは，

(1) 拡張カルマンフィルタによるパラメータ更新
(2) サンプル重みの計算
(3) 再サンプリング
(4) マルコフ連鎖モンテカルロ（Metropolis-Hastings 法

[14]）によるサンプリング

の 4つの要素技術により構成されている．以下，各部の詳
細について述べる．

Minimum mean square error

estimation of clean speech

Extended Kalman filter-based

parameter updating

Sample weight computation

Residual resampling

Metropolis-Hastings sampling

Particle filter-based parameter estimation

Speech recognition

Observed signal

Clean speech GMMEstimated parameters

Estimated clean speech signal

t = t + 1

Clean speech GMM

図 1: 提案手法の概要

2.1 状態空間モデルの定義
まずパーティクルフィルタを適用する際に必要となる，

状態空間モデル（動的モデル）を定義する．一般に，状態

空間モデルは目的信号の時間（状態）遷移過程を表現した

状態方程式と，観測信号の生成過程を表現した観測方程式

から構成されている．

t番目の短時間フレームにおいて，雑音重畳音声，クリー

ン音声，雑音の対数メルスペクトルを要素に持つベクトル

をそれぞれXt，St，Ntと定義する．次に，クリーン音声

St の背後に確率モデルとして，GMM (Gaussian Mixture
Model) が存在し，時刻 t において，GMM 内のある要素
分布 kt (平均 µS,kt，分散 ΣS,kt) から，パラメータ Skt,t

が出力されると仮定する．また，Nt を用いて Xt が誤差

Vt ∼ N (0,ΣS,kt)を伴い，次式のように表現されるとする．

Xt = Skt,t + log (I + exp (Nt − Skt,t)) + Vt

= f (Skt,t,Nt) + Vt (1)

一方，Nt の時間推移が以下のような，ランダムガウス

雑音Wt (平均 0, 分散 ΣW) を伴う Random walk過程に
より表現できるものと仮定する．

Nt+1 = Nt + Wt (2)

本研究では，式 (1)を観測方程式，式 (2)を状態方程式
として状態空間モデルを構成する．
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2.2 パーティクルフィルタの定義 (Sequential

Important Sampling)

式 (1)，(2)で定義された状態空間モデルが与えられ，N0:t =
{N0, . . . ,Nt}とすると，Xtが観測されたときのN0:tの事

後確率分布は，マルコフ連鎖を用いて次式のように表され，

p(N0:t|X0:t) = p(N0|X0)
t∏

t′=1

p(Nt′ |Nt′−1)p(Xt′ |Nt′)

(3)
式 (3)を最大にするような信号列N0:tを推定する問題に帰

着する．パーティクルフィルタでは，時刻 tの事後確率分布

を次式のようなモンテカルロサンプリングにより近似する．

p(N0:t|X0:t) ' 1
J

J∑

j=1

δ
(
N0:t −N(j)

0:t

)

'
J∑

j=1

w
(j)
t p(N(j)

0:t |X0:t) (4)

上式において，jはサンプル番号，Jはサンプルの総数, δ(·)
はDirac-delta関数，w

(j)
t は各時刻におけるサンプル jの重

みであり (
∑N

j=1 w
(j)
t = 1)，w

(j)
t は次式により与えられる．

w
(j)
t ∝ p(N(j)

0:t |X0:t)

q(N(j)
0:t |X0:t)

(5)

q(N(i)
0:t|X0:t)は，サンプルN(i)

0:tを出力する確率分布であり，

以下の連鎖モデルで表現されるものとする．

q(N0:t|X0:t) = q(Nt|N0:t−1,X0:t)q(N0:t−1|X0:t−1) (6)

また，式 (3)の事後確率分布は，ベイズ則により次式の
ように表されるため，

p(N0:t|X0:t) =
p(Nt|Nt−1)p(Xt|Nt)

p(Xt|X0:t−1)
p(N0:t−1|X0:t−1)

∝ p(Nt|Nt−1)p(Xt|Nt)p(N0:t−1|X0:t−1) (7)

式 (6)，(7)より，w
(j)
t は次式により与えられる．

w
(j)
t ∝ w

(j)
t−1

p(N(j)
t |N(j)

t−1)p(Xt|N(j)
t )

q(N(j)
t |N(j)

0:t−1,X0:t)
(8)

ここで，p(N(j)
t |N(j)

t−1) = q(N(j)
t |N(i)

0:t−1,X0:t)と仮定す
ることにより，次式が得られる．

w
(j)
t ∝ w

(j)
t−1p(Xt|N(j)

t ) (9)

p(Xt|N(j)
t )は，次式のような確率密度関数であり，

p(Xt|N(j)
t ) = N

(
Xt; f

(
S(j)

k
(j)
t ,t

,N(j)
t

)
,Σ

S,k
(j)
t

)
(10)

N(j)
t は，式 (1)，(2)を状態空間モデルとする拡張カルマン
フィルタにより過去の値から更新される．

一般に，以上に述べたパーティクルフィルタは，Sequen-
tial Importance Sampling (SIS)アルゴリズムと呼ばれて
いる [9]．

2.3 拡張カルマンフィルタによる更新
確率密度関数 p(N(j)

0:t |X0:t)のパラメータ（平均ベクトル
N̂(j)

t ，共分散行列Σ(j)
Nt）は，以下のような拡張カルマンフィ

ルタを用いて，過去のパラメータより更新される．

N(j)
t|t−1 = N̂(j)

t−1 (11)

Σ(j)
Nt|t−1 = Σ(j)

Nt−1 + ΣW (12)

K(j)
t = Σ(j)

Nt|t−1F
(j)T
t

[
F(j)

t Σ(j)
Nt|t−1F

(j)T
t + Σ

S,k
(j)
t

]−1

(13)

F(j)
t = ∂f

(
S(j)

k
(j)
t ,t

,N(j)
t|t−1

) /
∂N(j)

t|t−1 (14)

N̂(j)
t = N(j)

t|t−1 + K(j)
t

(
Xt − f

(
S(j)

k
(j)
t ,t

,N(j)
t|t−1

))
(15)

Σ(j)
Nt = Σ(j)

Nt|t−1 −K(j)
t F(j)

t Σ(j)
Nt|t−1 (16)

上式において，t|t− 1は，フレーム t− 1から予測され
たパラメータを示し，S(j)

k
(j)
t ,t
は，式 (17)，(18)を用いてク

リーン音声のGMMからサンプリングされたパラメータで
ある．

S(j)

k
(j)
t ,t

∼ N
(
µ
S,k

(j)
t

,Σ
S,k

(j)
t

)
(17)

k
(j)
t ∼ PS,kt (18)

上式において，PS,kt は，GMMの混合重みである．また，
p(N(j)

0:t |X0:t)の初期パラメータは，

N(j)
0 ∼ N (µN,ΣN) (19)

Σ(j)
N0 = ΣN (20)

としてサンプリングし，µN，ΣNはXtの最初の 10フレー
ムを雑音のみが存在する区間とみなして推定する．

2.4 再サンプリング (Residual resampling)

重み w
(j)
t は，各サンプルごとに割り当てられるが，w

(j)
t

の値が微小であるサンプルは，事後確率分布を近似するサ

ンプルとして相応しくない．よって図 2に示すように微小
なw

(j)
t を持つサンプルを破棄する．また，大きなw

(j)
t を持

つサンプルを幾つかの同じ値を持つ子サンプルに分割して，

親サンプルに割り当てることにより，サンプルの総数を維

持する (Residual re-sampling) [9]．これは，大きなw
(j)
t を

持つサンプルを重要サンプルと見なし，そのような重点的

に利用することを意味している．なお，割り当てられる子

サンプルの数は w
(j)
t の値に依存する．
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Sampling

t

Selection

Sampling

t+1

Selection

Noise distribution

: Sample with large weight

: Sample with small weight

図 2: 再サンプリングの概念図

2.5 マルコフ連鎖モンテカルロ
再サンプリングによる重要サンプルの割り当てにおいて，

時間が経過するに従い，1つの親サンプルに多くの子サン
プルが割り当てられる場合がある．最悪の場合，1つの親
サンプルに全ての同じ子サンプルが割り当てられ，分布の

近似精度が低下する．この問題において，本研究では，マ

ルコフ連鎖モンテカルロ法の Metropolis-Hastingsサンプ
リング [14]を用いて新たな子サンプルを生成し，1つの親
サンプルに全ての同じ子サンプルが割り当てられるような

状況を回避している．

Metropolis-Hastingsサンプリングではまず，サンプル j

のパラメータセットをΨ(j)
t =

(
w

(j)
t , N̂(j)

t ,Σ(j)
Nt

)
と定義し，

同一の親サンプルから新たなパラメータセットΨ∗(j)
t を発

生させる．次に，次式により定義される許容確率 ν と一様

乱数 u ∼ U[0,1] を発生させる（U[0,1] は 0～1の範囲の一様
分布）．

ν = min
{

1, w
∗(j)
t /w

(j)
t

}
(21)

その後，次式のように ν と uを比較して，Ψ∗(j)
t を受理

するか否かを決定する．

Ψ(j)
t =

{
Ψ∗(j)

t if u ≤ ν (accept state transition)
Ψ(j)

t otherwise (reject state transition)
(22)

2.6 MMSE推定による雑音抑圧
以上に述べた手法で推定された雑音の確率分布を用いて，

MMSE推定法 [3]に基づくクリーン音声の推定（雑音抑圧）
を行う．パーティクルフィルタにより得られた 1サンプル
のパラメータセットΨ(j)

t を用いたMMSE推定結果は次式
により得られる．

Ŝ(j)
t = Xt −

K∑

k=1

P (k|Xt, (j))
(

µ
X

(j)
k,t

− µS,k

)
(23)

µ
X

(j)
k,t

= f
(
µS,k,N(j)

t

)
(24)

上式において，µ
X

(j)
k,t

はXtの平均ベクトルであり，Kは，

クリーン音声GMMの混合分布数である．また，P (k|Xt, (j))

はXt の事後確率であり，

P (k|Xt, (j)) =
PS,kN

(
Xt, µX

(j)
k,t

,Σ
X

(j)
k,t

)

∑K
k′=1 PS,k′N

(
Xt, µX

(j)
k′,t

,Σ
X

(j)
k′,t

) (25)

により与えられる．Σ
X

(j)
k,t

は，Xtの共分散行列であり，VTS

(Vector Taylor Series)法 [4]とパラメータ µS,k, ΣS,k, N(j)
t

and Σ(j)
Nt. を用いて近似的に推定する．

最終的に，推定クリーン音声 Ŝtは，次式により得られる．

Ŝt =
J∑

j=1

w
(j)
t Ŝ(j)

t (26)

3 Polyak averaging and feedback

の導入
2章にて述べたパーティクルフィルタは，2.1節で定義さ

れた状態空間モデルに基づいて推定を行う．ここで，状態空

間モデルの状態方程式には，式 (2)に示したRandom walk
過程を適用していたが，Random walk過程はパラメータ
の時間推移をランダム雑音により規定しているので，パラ

メータの時間推移を正確に表現できないという問題がある．

状態空間モデルに基づいて対象のパラメータを正確に逐次

推定するためには，状態方程式の定義が極めて重要である．

この問題において，本研究では次式のような状態方程式を

導入する．

N(j)
t+1 = (1− α)N(j)

t + αN̂t + αβ
(
µ

(j)
Nt −N(j)

t

)
+ W(j)

t

(27)
式 (27)の N̂tは，式 (28)により計算されるサンプルN(j)

t

の加重平均であり，α は忘却係数である．式 (27)の第 1，
第 2項はサンプルN(j)

t を平均値に近づけていることを意味

しており，サンプルの散らばりを抑制する効果がある．こ

れにより，真値とはかけ離れた値を持つ無意味なサンプル

の出現を防ぐことができる．

N̂t =
J∑

j=1

w
(j)
t N(j)

t (28)

次に，式 (27)の µ
(j)
Ntは，式 (29)により計算される過去 T

点のサンプルの平均 (Polyak average [12])である．式 (27)
の第 3項は，Polyak averageのフィードバックを示してお
り，過去の平均値との差分を組み込むことにより，パラメー

タの時間変化量を表現している [8, 13]．なお，係数 β は，

フィードバックのスケーリング係数である．

µ
(j)
Nt =

1
T

t∑

s=t−T+1

N(j)
s (29)
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図 3は，Polyak averagingと feedbackの概念図を示して
おり，図中 (a)のようにN(j)

t が過去に緩やかな動きをして

いる場合は，Polyak average µ
(j)
Nt とN(j)

t の差分が小さく

なる．この場合，式 (27)よりN(j)
t からN(j)

t+1 への変化量

は小さいものとして予測される．一方，図中 (b)のように
N(j)

t が過去に激しい動きをしている場合は，µ
(j)
Nt と N(j)

t

の差分が大きくなる．よって，N(j)
t からN(j)

t+1への変化量

は大きいものとして予測される．このように，過去の信号

の変化度合いを考慮する Polyak averagingと feedbackを
導入することにより，Random walk過程の場合に比べてパ
ラメータの時間推移に対する拘束条件が強化され，より正

確なパラメータの逐次推定を行うことができる．

µ Nt

(j)

Nt

(j)

Nt+1

(j)

µ Nt

(j)
-

Nt

(j)

µ Nt

(j)

Nt+1

(j)

Nt

(j)

Nt

(j)µ Nt

(j)
-

(a) Slowly varying case

(b) Rapidly varying case
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図 3: Polyak averagingと feedbackの概念図

4 実験
4.1 実験条件
実験に用いた雑音重畳音声は，AURORA-2J [15] のク

リーン音声 1001文に，実環境で収録した雑音 [16]を人工
的に加算して作成した．使用した雑音は，工場雑音と道路

工事雑音であり，それぞれ非定常的な性質が強い雑音であ

る．また，SNRは 20∼0dBとした．
パーティクルフィルタによる雑音推定及び，MMSE 推
定に基づく雑音抑圧法で用いるクリーン音声 GMM は，
AURORA-2J のクリーン学習データを用いて学習してお
り，混合分布数は 512である（特徴量は 23次対数メルスペ
クトル）．式 (2)のパラメータΣW は，ΣW = diag(0.01)
に設定し，サンプルの総数は，J = 50とした．またPolyak
averaging と feedback のパラメータは，α = {0.05, 0.1}，
β = {1.0, 2.0}，T = 5と設定した．
音声認識の際の特徴量は 0次を含む 13次MFCC及び，

1次，2次の回帰係数を含む 39次元の特徴量（CMS処理有
り）であり，音響モデルは，AURORA-2J標準のHMM(16
状態，20混合分布)を用いている．音響モデルの学習，認
識は HTK ver. 3.2 [17]にて行った．

4.2 実験結果
図 4は，工場雑音の逐次推定結果 (第 1対数メルフィル

タバンク出力値，SNR 0 dB)を示しており，“True noise”
は真の雑音軌跡，“PF”はパーティクルフィルタの推定結
果（2章の手法，状態方程式にRandom walk過程を適用），
“Polyak”は，Polyak averagingと feedbackを用いた場合
の結果を記述している．

図において，45フレーム以降が雑音と音声が混在する区
間であり，“PF”の推定誤差が大きくなっているのに対し
て，“Polyak”は真の雑音軌跡を追随することができている
ことがわかる．
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図 4: 工場雑音の推定結果

次に，表 1，2に音声認識結果（単語正解精度）を示す．そ
れぞれの表おいて，HTK Baseline，ETSI Advanced front-
end [2]，雑音の逐次推定を行わない場合（MMSE），パー
ティクルフィルタ（2章の手法，状態方程式にRandom walk
過程を適用），Polyak averagingと feedbackを用いた場合
の結果を記述している．

表より，パーティクルフィルタを用いることにより，雑音

の逐次推定を行わない場合に比べて音声認識性能の改善が得

られることがわかる．特に，Polyak averagingと feedback
を用いた場合の改善効果は大きく，3章で述べたパラメー
タの時間推移に対する拘束条件が有効に作用したと言える．

また，提案手法の処理時間を Intel Pentium4 3.2GHzの
CPUを用いて調査したところ，Polyak averagingと feed-
backの有無に関わらず，実時間のほぼ約 1.0倍で動作した．
このことから，提案法は実時間処理が可能かつ，大幅な音

声認識性能の改善が得られる効果的な手法であると言える．

5 おわりに
本研究では，パーティクルフィルタを用いた非定常雑音

の逐次推定及び，抑圧について検討を行い，評価の結果，

提案手法が効果的であることを示した．また，状態空間モ

デルの状態方程式に，Polyak averagingと feedbackを導入
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表 1: 単語正解精度（工場雑音）(%)
ETSI MMSE Polyak averaging and feedback

SNR
HTK

Advanced (Stationary noise
Particle

α = 0.05 α = 0.05 α = 0.1 α = 0.1
baseline

front-end compensation)
filter

β = 1.0 β = 2.0 β = 1.0 β = 2.0

20 dB 93.61 92.88 96.41 96.13 96.90 96.84 96.84 96.78
15 dB 81.12 86.86 88.92 90.02 91.71 91.93 91.74 91.93
10 dB 54.81 76.73 74.27 75.87 81.39 81.98 82.41 82.04
5 dB 29.47 53.18 50.94 54.50 61.96 62.73 62.88 63.28
0 dB 18.73 23.15 24.72 28.92 35.92 36.75 38.16 37.95

Average 55.55 66.56 67.05 69.09 73.58 74.05 74.41 74.40

表 2: 単語正解精度（道路工事雑音）(%)
ETSI MMSE Polyak averaging and feedback

SNR
HTK

Advanced (Stationary noise
Particle

α = 0.05 α = 0.05 α = 0.1 α = 0.1
baseline

front-end compensation)
filter

β = 1.0 β = 2.0 β = 1.0 β = 2.0

20 dB 96.68 96.90 99.20 98.34 99.20 99.23 99.05 99.39
15 dB 89.93 94.81 97.61 95.61 97.79 97.79 98.10 98.16
10 dB 70.28 89.81 91.77 89.84 92.54 93.18 93.77 93.86
5 dB 38.81 76.02 71.57 75.28 78.14 78.48 80.38 80.35
0 dB 22.29 48.48 43.60 49.43 53.42 54.28 55.97 57.08

Average 63.60 81.20 80.75 81.70 84.22 84.59 85.45 85.77

することにより，ランダム雑音でパラメータの時間推移を

規定したRodom walk過程を用いた場合に比べて大幅な音
声認識性能の改善が得られる事を示した．

今後，α等の最適なパラメータの適応的決定法及び，空

間伝達特性（特に移動音源の特性）の逐次推定への応用に

ついて検討を行う予定である．
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