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概要 サポートベクターマシンは、現在知られている多くのパターン認識手法の中でも認識性能の優れた手法

であると考えられている。サポートベクターマシンがこのような優れた認識性能を発揮できるのは、カーネルト

リックを用いて非線形の識別関数を構成できるようにし、しかも、未学習データに対しても高い認識性能（汎化

性能）を得るための工夫を導入したためである。本論文では、サポートベクターマシンを中心に、カーネル学習

法の考え方と汎化性能を向上させるための工夫について概説し、画像認識への応用例について紹介する。
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Abstract Support vector machine (SVM) has been extended to build up nonlinear classifier using the kernel
trick. It is recognized as one of the best models for two class classification among the many methods currently
known because it is devised to obtain high performance for unlearned data. This paper reviews kernel methods
centering on the SVM and introduces some examples of applications for image understanding.

1 はじめに

サポートベクターマシン (Support Vector Machine,
SVM)[1, 2, 3] は、現在知られている様々なパターン認
識手法の中でも最も認識性能の優れた学習モデルの一

つと考えられている。サポートベクターマシンを用い

ると、カーネルトリックにより非線形の識別関数が構

成できる。しかも「マージン最大化」という基準を用

いることで、未学習サンプルに対しても高い認識性能

（汎化性能）を得ることができる。また、現在では、サ

ポートベクターマシンのためのソフトウェアツールも

手軽に利用できる。そのため、訓練用のデータを準備

するだけで、誰でも、比較的簡単に、サポートベクター

マシンを用いた非線形の識別器を実現することができ

る。画像認識の分野でも、顔の検出や歩行者の検出等

の対象認識 [4, 5, 6]、文字認識 [7]等に利用され、高い
認識性能が得られることが報告されている。

カーネルトリックは、サポートベクターマシンだけ

でなく、多変量データ解析等の線形モデルで表される

手法を非線形に拡張するためにも利用することができ

る [8, 9, 10]。すでに、カーネル主成分分析、カーネル
判別分析、カーネル部分空間法、カーネル正準相関分

析等が提案されている。

本稿では、サポートベクターマシンを中心に、カー

ネル学習法 [9]の考え方と汎化性能を向上させるための
の工夫について概説し、その画像認識への応用例につ

いて紹介する。

2 カーネル学習法

2.1 サポートベクターマシン

サポートベクターマシンは、1960年代に Vapnik等
が考案した Optimal Separating Hyperplaneを起源と
し、1990年代になってカーネル学習法と組み合わせた
非線形の識別手法へと拡張された。カーネルトリック

により非線形の識別関数が構成できるように拡張した

サポートベクターマシンは、現在知られている手法の

中でも最もパターン認識性能の優秀な学習モデルの一

つである。ただし、サポートベクターマシンは、基本的

には 2つのクラスを識別する識別器を構成するための
学習法であり、文字認識などの多クラスの識別器を構

成するためには、複数のサポートベクターマシンを組

み合わせるなどの工夫が必要となる。ここでは、まず、
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サポートベクターマシンを中心にカーネル学習法を用

いて訓練サンプルから非線形の識別器を構成する方法

について概説する。一般に、カーネル学習法を用いて学

習された識別器が、訓練サンプルに含まれていない未

学習データに対しても高い識別性能を発揮できるため

には、汎化能力を向上させるための工夫が必要である。

サポートベクターマシンでは、「マージン最大化」とい

う基準を用いることでこれを実現している。これは、結

果的には、不必要なパラメータが値を持たないように

学習の評価基準にペナルティ項を追加する shrinkage法
の一種と考えることができる。

サポートベクターマシンは、単純パーセプトロン（ニ

ューロンのモデルとして最も単純な線形しきい素子）を

用いて、2クラスのパターン識別器を構成する手法であ
る。ここでは、サポートベクターマシンの一般的な定

義に従って、線形しきい素子として、入力特徴ベクト

ルに対し、識別関数（線形識別関数）

y = sign(wT x− h) (1)

により 2値 (±1)を出力するモデルを用いて説明する。
ここで、wはシナプス荷重に対応するパラメータであ

り、hはしきい値である。また、関数 sign(u)は、u > 0
のとき 1をとり、u ≤ 0のとき−1をとる符号関数であ
る。このモデルは、入力ベクトルとシナプス荷重の内

積がしきい値を超えれば 1を出力し、超えなければ−1
を出力する。これは、幾何学的には、識別平面により、

入力特徴空間を 2 つに分けることに相当する。今、2つ
のクラスを C1,C2 とし、各クラスのラベルを 1と −1
に数値化しておくとする。また、訓練サンプル集合と

して、N 個の特徴ベクトル x1, . . . , xN と、それぞれの

サンプルに対する正解のクラスラベル t1, . . . , tN が与

えられているとする。また、この訓練サンプル集合は、

線形分離可能であるとする。すなわち、線形しきい素

子のパラメータをうまく調整することで、訓練サンプ

ル集合を誤りなく分けることができると仮定する。

訓練サンプル集合が線形分離可能であるとしても、一

般には、訓練サンプル集合を誤りなく分けるパラメー

タは一意には決まらない。サポートベクターマシンで

は、訓練サンプルをすれすれに通るのではなく、なる

べく余裕をもって分けるような識別平面が求められる。

具体的には、最も近い訓練サンプルとの余裕をマージ

ンと呼ばれる量で測り、マージンが最大となるような

識別平面を求める。もし、訓練サンプル集合が線形分

離可能なら、

ti(wT xi − h) ≥ 1, i = 1, . . . , N (2)

を満たすようなパラメータが存在する。これは、H1:
wT x− h = 1とH2: wT x−h = −1の 2枚の超平面で
訓練サンプルが完全に分離されており、2枚の超平面の

H1
H2

図 1: 線形しきい素子の分離超平面とマージン (◯がク
ラス 1のサンプルで、□がクラス-1のサンプルを示す。
●と■はサポートベクターを示す。)

間にはサンプルがひとつも存在しないことを示してい

る。線形識別関数の性質についての説明で触れたよう

に、識別平面とこれらの超平面との距離（マージンの

大きさ）は、 1
||w|| となる。したがって、マージンを最

大とするパラメータwと hを求める問題は、結局、制

約条件

ti(wT xi − h) ≥ 1, (i = 1, . . . , N) (3)

の下で、目的関数

L(w) =
1
2
||w||2 (4)

を最小とするパラメータを求める問題と等価になる。こ

の最適化問題は、数理計画法の分野で２次計画問題と

して知られており、さまざまな数値計算法が提案され

ている。ここでは、双対問題に帰着して解く方法を紹

介する。まず、Lagrange 乗数 αi(≥ 0), i = 1, . . . , N を

導入し、目的関数を

L(w, h, α) =
1
2
||w||2−

N∑

i=1

αi{ti(wT xi− h)− 1} (5)

と書き換える。パラメータwおよび hに関する偏微分

から停留点では、

w =
N∑

i=1

αitixi (6)

0 =
N∑

i=1

αiti (7)

という関係が成り立つ。これらを上の目的関数の式に

代入すると、制約条件、

N∑

i=1

αiti = 0 (8)

0 ≤ αi, i = 1, . . . , N (9)
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の下で、目的関数

LD(α) =
N∑

i=1

αi − 1
2

N∑

i,j=1

αiαjtitjx
T
i xj (10)

を最大とする双対問題が得られる。これは、Lagrange
乗数 αi (≥ 0), i = 1, . . . , N に関する最適化問題とな

る。その解で α∗i が 0 でない、すなわち、α∗i > 0とな
る訓練サンプル xiは、先の２つの超平面wT x−h = 1
かwT x− h = −1 のどちらかにのっている。このこと
から、α∗i が 0でない訓練サンプル xiのことを「サポー

トベクター」と呼んでいる。これが、サポートベクター

マシンの名前の由来である。直感的に理解できるよう

に、一般には、サポートベクターは、もとの訓練サンプ

ル数に比べてかなり少ない。つまり、沢山の訓練サン

プルの中から小数のサポートベクターを選び出し、そ

れらのみを用いて線形しきい素子のパラメータが決定

されることになる。

実際、双対問題の最適解 α∗i (i ≥ 0)、および停留点で
の条件式から、最適なパラメータw∗ は、

w∗ =
∑

i∈S

α∗i tixi (11)

となる。ここで、S はサポートベクターに対応する添

え字の集合である。また、最適なしきい値 h∗は、２つ

の超平面wT x−h = 1かwT x−h = −1のどちらかに
のっているという関係を利用して求めることができる。

すなわち、任意のサポートベクター xs, s ∈ S から

h∗ = w∗T xs − ts (12)

により求まる。

また、最適な識別関数を双対問題の最適解 α∗i (i ≥ 0)
を用いて表現すると

y = sign(w∗T x− h∗)

= sign(
∑

i∈S

α∗i tix
T
i x− h∗) (13)

となる。すなわち、α∗i = 0となる多くの訓練サンプル
を無視し、α∗i > 0となる識別平面に近い少数の訓練サ
ンプルのみを用いて識別関数が構成される。ここで、重

要な点は、「マージン最大化」という基準から自動的に

識別平面付近の少数の訓練サンプルのみが選択された

ことであり、その結果として、未学習データに対して

もある程度良い識別性能が維持できていると解釈でき

る。 すなわち、サポートベクターマシンは、マージン

最大化という基準を用いて、訓練サンプルを撰択する

ことで、モデルの自由度を抑制するようなモデル撰択

が行われていると解釈できる。

H1

H2

図 2: ソフトマージン (◯がクラス 1のサンプルで、□
がクラス-1のサンプルを示す。●と■はサポートベク
ターを示す。)

2.1.1 ソフトマージン

上述のサポートベクターマシンは、訓練サンプルが

線形分離可能な場合についての議論であるが、パター

ン認識の実問題で線形分離可能な場合は稀である。し

たがって、実際的な課題にサポートベクターマシンを

使うには、さらなる工夫が必要である。まず考えられ

るのは、多少の識別誤りは許すように制約を緩める方

法である。これは、「ソフトマージン」と呼ばれている。

ソフトマージン法では、マージン 1
||w|| を最大としな

がら、図 2に示すように、幾つかのサンプルが超平面
H1あるいは H2を越えて反対側に入ってしまうことを
許す。反対側にどれくらい入り込んだかの距離を、パ

ラメータ ξi(≥ 0)を用いて、 ξi

||w|| と表すとすると、そ

の和
N∑

i=1

ξi

||w|| (14)

はなるべく小さいことが望ましい。これらの条件から

最適な識別面を求める問題は、制約条件

ξi ≥ 0, ti(wT xi−h) ≥ 1− ξi, (i = 1, . . . , N) (15)

の下で、目的関数

L(w, ξ) =
1
2
||w||2 + γ

N∑

i=1

ξi (16)

を最小とするパラメータを求める問題に帰着される。こ

こで、あらたに導入したパラメータ γは、第１項のマー

ジンの大きさと第 2項のはみ出しの程度とのバランス
を決める定数である。

この最適化問題の解法は、基本的には線形分離可能

な場合と同様にふたつの制約条件に対して、Lagrange
乗数 αi、および、νi を導入し、目的関数を

L(w, h, α, ν) =
1
2
||w||2 + γ

N∑

i=1

ξi
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−
N∑

i=1

αi{ti(wT xi − h)− (1− ξi)}

−
N∑

i=1

νiξi (17)

と書き換える。パラメータ w、h、νi に関する偏微分

を 0とする停留点では、

w =
N∑

i=1

αitixi (18)

0 =
N∑

i=1

αiti (19)

αi = γ − νi (20)

という関係が成り立つ。これらを目的関数の式に代入

すると、制約条件

N∑

i=1

αiti = 0 (21)

0 ≤ αi ≤ γ, i = 1, . . . , N (22)

の下で、目的関数

LD(α) =
N∑

i=1

αi − 1
2

N∑

i,j=1

αiαjtitjx
T
i xj (23)

を最大とする双対問題が得られる。線形分離可能な場

合には、最適解 α∗i の値により、平面 H1および H2上
の訓練サンプル (サポートベクター) とそれ以外のサン
プルに分類されたが、ソフトマージンの場合には、さ

らに、H1 および H2をはさんで反対側にはみ出すサン
プルが存在する。それらは、同様に、最適解 α∗i の値に

より区別することができる。具体的には、α∗i = 0なら、
平面H1あるいはH2の外側に存在し、学習された識別
器によって正しく識別される。また、0 < α∗i < γ の場

合には、対応するサンプルは、ちょうど平面H1あるい
はH2の上に存在するサポートベクターとなり、これも
正しく識別される。α∗i = γ の場合には、対応するサン

プルはサポートベクターとなるが、ξi 6= 0となり、平
面 H1 あるいは H2の内側に存在することになる。

2.2 カーネルトリック

本質的に非線形な問題に対応するための方法として、

特徴ベクトルを非線形変換して、その空間で線形の識

別を行う「カーネルトリック」と呼ばれている方法が

知られている。この方法を用いることでサポートベク

ターマシンの性能が飛躍的に向上した。それがサポー

トベクターマシンを有名にした大きな要因であると考

えられる。

一般に、線形分離可能性はサンプル数が大きくなれ

ばなるほど難しくなり、逆に、特徴空間ベクトルの次

元が大きくなるほど易しくなる。例えば、特徴ベクト

ルの次元が訓練サンプルの数よりも大きいなら、どん

なラベル付けに対しても線形分離可能である。しかし、

高次元への写像を行うと、次元の増加に伴い汎化能力

が落ちてしまう。また、難しい問題を線形分離可能に

するためには、訓練サンプルと同程度の大きな次元に

写像しなければならないので、結果的に膨大な計算量

が必要となってしまう。

今、元の特徴ベクトル xを非線形の写像 φ(x)によっ
て変換し、その空間で線形識別を行うことを考えてみ

よう。例えば、写像 φとして、入力特徴を２次の多項式

に変換する写像を用いるとすると、写像した先で線形

識別を行うことは、もとの空間で２次の識別関数を構

成することに対応する。一般には、こうした非線形の写

像によって変換した特徴空間の次元は大きくなりがち

である。しかし、サポートベクターマシンの場合には、

幸いにも、目的関数 LD や識別関数が入力パターンの

内積のみに依存した形になっており、内積が計算でき

れば最適な識別関数を構成することが可能である。つ

まり、もし非線形に写像した空間での二つの要素 φ(x1)
と φ(x2)の内積が

φ(x1)T φ(x2) = K(x1,x2) (24)

のように、入力特徴 x1と x2のみから計算できるなら、

非線形写像によって変換された特徴空間での特徴 φ(x1)
や φ(x2)を陽に計算する代わりに、K(x1,x2)から最
適な非線形写像を構成できる。ここで、このようなK

のことをカーネルと呼んでいる。このように高次元に

写像しながら、実際には写像された空間での特徴の計

算を避けて、カーネルの計算のみで最適な識別関数を

構成するテクニックのことを「カーネルトリック」と

呼んでいる。

実用的には、K は計算が容易なものが望ましい。例

えば、多項式カーネル

K(x1, x2) = (1 + xT
1 x2)p (25)

Gaussカーネル

K(x1, x2) = exp
(−||x1 − x2||2

2σ2

)
(26)

シグモイドカーネル

K(x1, x2) = tanh
(
axT

1 x2 − b
)

(27)

などが使われている。

2.2.1 カーネルサポートベクターマシン

式 (10)や式 (23)の目的関数 LD は、

LD(α) =
N∑

i=1

αi − 1
2

N∑

i,j=1

αiαjtitjφ(xi)T φ(xj)
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=
N∑

i=1

αi − 1
2

N∑

i,j=1

αiαjtitjK(xi, xj) (28)

のように内積をカーネルで置き換えた形に書ける。ま

た、式 (13) から最適な識別関数は、

y = sign(w∗T φ(x)− h∗)

= sign(
∑

i∈S

α∗i tiφ(xi)T φ(x)− h∗)

= sign(
∑

i∈S

α∗i tiK(xi,x)− h∗) (29)

のようにサポートベクターマシンの内積をカーネルで

置き換えた形に書ける。ここで、この式にシグモイド

カーネルを代入すると、いわゆる３層の多層パーセプ

トロンと同じ構造となる。また、Gaussカーネルを代
入すると、Radial Basis Function (RBF)ネットワーク
と同じ構造になり、構造的には従来のニューラルネッ

トワークと同じになる。しかし、カーネルトリックを

用いて非線形に拡張したサポートベクターマシンでは、

中間層から出力層への結合荷重のみが学習により決定

され、前段の入力層から中間層への結合荷重は固定で、

訓練データから機械的に求められる。また、中間層の

ユニット数が非常に大きく、訓練サンプル数と同じに

なる。つまり、カーネルトリックを用いて非線形に拡

張したサポートベクターマシンでは、入力層から出力

層への結合荷重を適応的に学習により求めない代わり

にあらかじめ中間層に非常に多くのユニットを用意す

ることで複雑な非線形写像を構成しようとする。

x

w
y

.

.

.

.

.

.

.

.

.

Kernel

図 3: サポートベクターマシンの構造

カーネル学習法と組み合わせて非線形の識別関数が

構成できるように拡張することで、カーネルサポート

ベクターマシンは、現在知られている多くのパターン

認識手法の中でも最もパターン認識性能の良い学習モ

デルのひとつと考えられている。図 4に非線形のサポー
トベクターマシを用いて構成した識別器の例を示す。

2.3 カーネル判別分析

カーネルトリックを用いると、多変量データ解析等の

線形モデルで表される手法を非線形に拡張することが
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図 4: サポートベクターマシンによる識別例 (◯と□の
識別課題であり、実線が識別境界である。点線上にあ

るサンプルはサポートベクターと呼ばれている。)

できる [8, 9, 10]。すでに、カーネル主成分分析、カー
ネル判別分析、カーネル部分空間法、カーネル正準相

関分析等が提案されている。ここでは、カーネル判別

分析について簡単に紹介する。

今、特徴ベクトルを x = (x1, . . . , xM )T をK 個のク

ラスに識別する課題について考えよう。この時、線形

判別分析は、特徴ベクトルの空間から線形判別写像

y = AT x (30)

により、写された空間でのクラス内の平均的な散らば

りがなるべく小さく、クラス間のちらばりがなるべく

大きくなるような係数行列A = [aij ]を求める問題とし
て定式化される。判別写像の良さの評価としては、判

別基準が用いられる。判別基準は、いくつかの等価な

基準が知られているが、ここでは、

J = tr(Σ̂−1
T Σ̂B) (31)

を用いるものとする。ここで、Σ̂T および Σ̂B は、それ

ぞれ、新特徴 y上で定義された分散共分散行列および

クラス間平均分散共分散行列である。

判別基準 (31)を最大とする最適な係数行列Aは、固

有値問題

ΣBA = ΣT AΛ (AT ΣT A = I) (32)

の解として求まる。ここで、Λは固有値を対角要素と
する対角行列である。また、ΣT および ΣB は、それぞ

れ、入力特徴 x上で定義された分散共分散行列および

クラス間平均分散共分散行列であり、

ΣT =
N∑

i=1

(xi − x̄T )(xi − x̄T )T

ΣB =
K∑

k=1

ωk(x̄k − x̄T )(x̄k − x̄T )T (33)
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のように定義される。ここで、ωk = Nk/N , x̄k, および
x̄T は、それぞれ、クラス Ck の先見確率、xのクラス

Ck の平均ベクトル、および、全平均ベクトルである。

線形判別分析では、式 (30)のように線形写像を構成
したが、カーネル判別分析では、非線形の変換 Φ(x)に
より特徴を抽出し、それらの線形結合で判別写像を構

成する。ここでは、簡単のため 1次元の判別特徴を抽
出する場合について考えよう。すなわち、

y = aT Φ(x) (34)

のような変換を考える。この変換の結合重み aは訓練

サンプルの線形結合によって、

a =
N∑

i=1

αiΦ(xi) (35)

のように書ける。これを上式に代入すると

y =
N∑

i=1

αiΦ(xi)T Φ(x)

=
N∑

i=1

αiK(xi, x)

= αT ki(x) (36)

となる。ただし、ki(x) = (K(x1, x), . . . ,K(xN , x))T

は、カーネル特徴を並べたベクトル（カーネル特徴ベ

クトル）である。

これらの関係からわかるように、判別基準

J =
αT Σ(K)

B α

αT Σ(K)
W α

(37)

を最大とするパラメータ αを求める問題は、カーネル

特徴ベクトルに基づいて線形判別分析を行うことと等

価となり、固有値問題

Σ(K)
B α = Σ(K)

W αλ (38)

の解として求まる。ここで、Σ(K)
B および Σ(K)

W は、そ

れぞれ、カーネル特徴ベクトルに関する平均クラス間

分散共分散行列および平均クラス内分散共分散行列で

ある。

判別分析は、識別に有効な低次元の特徴を抽出する

手法であり、汎化性能は比較的良いが、カーネル判別

分析の場合には、汎化性能を向上させる工夫が必要と

なることもある。最も簡単で良く知られている方法は、

平均クラス間分散共分散行列の対角要素に適当な定数

を加えて、

Σ̃(K)
W = Σ(K)

W + αI (39)

のようにする手法である。これは、各特徴に平均 0の
正規ノイズを加えるのと同様の効果があり、数値計算

を安定化させる。

3 非線形識別器の画像認識への応用

3.1 Chamfer Distanceに基づくカーネル
を用いた歩行者検出

Gavrilaは、あらかじめ複数枚のテンプレートを用意
し、Chamfer Distanceを用いてそれらのテンプレート
とのマッチングにより歩行者を検出する手法 [11] を提
案している。

ここでは、あらかじめテンプレートを用意せずにサ

ポートベクターマシンによって、認識に有効なテンプ

レートを自動的に決定し、歩行者を検出する識別器を

構成することを考えてみよう。

Gavrilaは、テンプレートと入力画像のマッチングの
判定に Chamfer Distance を用いているが、それと同
様なマッチングを実現するためにChamfer Distanceに
Gauss 関数を適用したものをカーネル関数として使用
し、カーネルサポートベクターマシンにより識別器を

実現することを考えた。カーネル関数がサポートベク

ターマシンで通常用いられるものと異なるため、既存

のサポートベクターマシンライブラリをそのまま用い

ることが出来ないが、Chamfer distanceによるカーネ
ルグラムマトリクスを経験的カーネルマップ (empirical
kernel map)[9, 12]に変換すると、線形のサポートベク
ターマシン用のプログラムをそのまま利用して、カー

ネルサポートベクターマシンを実現することが可能に

なる。

Chamfer distanceは、画像の類似性を「距離」とし
て測るもので、以下の手順で求められる。まず、二枚

の原画像 I, J(図 5(A))からエッジ特徴 Ie, Je を抽出す

る (図 5(B)。次に、エッジ画像を DT(distance trans-
formation)画像 Id, Jd(図 5(C))に変換する。DT画像
の各ピクセルは、最も近いエッジ特徴までの距離を表

している。

画像 I から J への chamfer distanceは、

Dchamfer(I, J) =
1
|Ie|

∑

i∈Ie

Jd(i) (40)

によって計算される。ここで、|Ie|は Iのエッジ画像 Ie

のピクセル数、Jd(i)は画像 I のエッジ特徴から画像 J

の最も近いエッジ特徴までの chamfer distanceを示す。
実際には、この値は、エッジ画像 Ie と DT画像 Jd を

ピクセルごとに掛け合わせることによって求められる。

ここでは、Dchamfer(I, J)と Dchamfer(J, I)は必ずし
も等しい値とならないため、この値の小さい方を I と

J の距離として用いることとした。

訓練サンプルに対するカーネル特徴をまとめた行列

は、グラムマトリクスと呼ばれており、

K = [Kij ] =
[
exp(−Dchamfer(i, j)

2σ2
)
]

(41)
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図 5: (A)原画像,(B)エッジ画像,(C)DT画像

で定義される。

任意のカーネル関数によるグラムマトリクスが与え

られた場合、グラムマトリクスの主成分分析（カーネ

ル主成分分析）を用いて、経験的カーネル特徴ベクト

ルを

kemp(x) = K− 1
2 k(x) (42)

のように変換すると、この経験的カーネル特徴を新た

な特徴とみなして線形のサポートベクターマシンを学

習させれば、このカーネル関数を用いたカーネルサポー

トベクターマシンが構成できる。

実験では、歩行者の画像は MIT CBCL画像データ
ベースの 924枚の画像、非歩行者の画像はランダムに
選択した 2700 枚の画像を使用した。訓練データとし
て、歩行者画像 100 枚、非歩行者画像 300 枚を選び、
Chamfer Distanceに基づくカーネルとしてサポートベ
クターマシンを訓練した。続いて、テストデータとし

て、歩行者画像 300枚、非歩行者画像 900枚を与えた
ところ、総認識率 90.5％、False Positive率 10.8％と
いう結果を得た。False Positive率の高さが総認識率を
も引き下げているが、この原因は歩行者画像に含まれ

る背景が影響していると思われる。特徴点の選択 [13]
により画像中の有効な領域を選択してカーネル特徴を

計算することにより、認識率 (False Positive率)の向上
が期待できる。

3.2 カーネル判別分析による顔検出

サポートベクターマシンでは、「マージン最大化」に

よる汎化性能を向上させたパーセプトロンとカーネル

学習法を組み合わせることで汎化性能の高い非線形識

別器を構成した。パーセプトロンを他のモデルに変更

したり、他の非線形化法を利用すると、サポートベク

ターマシンと同等の性能を持つ非線形の識別器が構成

できる。そこで重要となるのは、非線形化しても汎化

性能が低下しないような工夫を識別器に組み込むこと

である。以下、著者等が行った非線形識別器の画像認

識への応用例について簡単に紹介する。

線形判別分析をカーネルトリックを用いて、非線形

に拡張するとカーネル判別分析が得られる。それを顔

検出に適用する場合には、顔と顔以外のすべての対象

とを識別する識別器を構成する必要があるが、顔以外

のすべての対象をひとつのまとまったクラスと考える

のは難しく、2クラスの判別分析をそのまま適用するの
は無理がある。栗田等 [14]は、判別分析のための判別
基準を検出課題用に変形したカーネル判別分析を顔検

出に適用した。

具体的には、顔のクラスはなるべく集まり、顔以外

のサンプルはクラスの重心からなるべく離れるような

判別特徴を構成した。

今、顔クラスのサンプル集合と顔以外のサンプル集

合をカーネル特徴ベクトルを用いて、

C = {k(xi) | i = 1, · · · , nf}
C̄ = {k(xk) | k = 1, · · · , nf̄}, (43)

のように表すとする。ここで、nf は訓練サンプル中の

顔画像の枚数である、nf̄ は、顔以外の画像の枚数であ

る。この時、顔クラスの分散共分散行列は、

k̄f =
1
nf

nf∑

i=1

k(xi),

Σf =
1
nf

nf∑

i=1

(k(xi)− k̄f )(k(xi)− k̄f )T (44)

となる。また、全平均ベクトルは、

k̄T = ωf k̄ +
nf̄

N

nf̄∑

k=1

k(xk) (45)

となる。ここで、ωf = nf

N であり、N = nf + nf̄ は、

全サンプル数である。これらから、平均クラス内分散

共分散行列および平均クラス間共分散行列は、

Σ(f)
W = ωfΣf

Σ(f)
B = ωf (k̄f − k̄T )(k̄f − k̄T )T

+
1
N

Σ
nf̄

k=1(k(xk)− k̄T )(k(xk)− k̄T )T(46)

となる。

従って、判別基準

J = tr(Σ̂(f)−1
W Σ̂(f)

B ) (47)

を最大とする新特徴ベクトル y = AT k(x)を求めるた
めの最適な係数行列 Aは、固有値問題

Σ(f)
B A = Σ(f)

W AΛ (AT Σ(f)
W A = I). (48)
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を解くことで求まる。構成される、新特徴 yの次元は、

min(nf̄ , N) = nf̄ となるが、2クラスのカーネル判別
分析のように新特徴の次元が 1次元となることはなく、
高次元の特徴が得られる。

汎化性能を向上させるためには、前述のように平均

クラス内分散共分散行列を

Σ̃(f)
W = Σ(f)

W + αI (49)

のように修正して計算すればよい。

MIT顔画像データベース、CMUテスト画像データ
ベース、Web上で収集した顔データ等を含む画像デー
タベースに対して上述の手法とサポートベクターマシ

ンの識別性能を評価した。100枚の顔画像と 200枚の
顔以外の画像を用いて学習し、325枚の顔画像と 1000
枚の顔以外の画像で認識率を計算した。表 1にそれぞ
れの手法での認識率を示す。カーネル判別分析の判別

基準を工夫することで、サポートベクターマシンより

も若干良い結果が得られている。

表 1: 認識性能の比較

全サンプル 顔画像 顔以外の画像

カーネル判別 99.17 % 98.15 % 99.50 %

SVM 98.34 % 99.69 % 97.90 %

図 6に、この方法で構成した識別器を用いて顔検出
を行った結果を示す。

図 6: 顔検出例

4 おわりに

本稿では、サポートベクターマシンを中心に汎化性

能の高い非線形の識別器を構成するための手法として

のカーネル学習の話題について紹介した。多様化する

パターン認識技術への高い要求に答えるためには、問

題に応じて、非線形性と高い汎化性能を両立させた識

別器を構成することが重要であると考えらるれが、カー

ネル学習法はそれを実現するための選択肢のひとつと

して重要な技術である。
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