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概要: ルール生成法は一般に頻度情報からパターンを生成し，項目間の独立性を検討するた
め，項目間の独立性が高い場合，ルールの記述長が長くなり，専門家にとって，奇異な印象を
与えるルールが生成されることはまれではない．本論文では，ルール生成において，グラフィ
カルモデリングの基本的な考え方である条件付独立の概念を導入する．ルールを生成する属性
の集合はグラフィカルモデリングでは，完全グラフ (クリーク)に相当し，属性の 2項関係をも
とに，属性間の完全グラフを探索しなければならない．完全グラフ内の属性を利用することに
より，ルールに必要な属性数が抑制できる上，属性間の従属度が明らかになる．本稿では，完
全グラフ探索のために，逐次的な属性選択と統計学的な方法の二つを導入，それらの基本的な
考え方を示した．
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Abstract: Rule induction methods have been introduced since 1980’s and many applications
show that they are very useful to acquire simple patterns from large databases. However, when
a database is very large, the methods generate too many rules, which makes domain experts
interpret all the rules. Moreover, since rules only shows the relations between attribute-value
pairs, it is very difficult to capture the relations between concepts or among induced rules. In
order to solve this problem, many kinds of visualization has been introduced. Rough set theory
has a technique on conflict analysis with qualitative distance obtained from attributes, which
gives graphical relations between class or rules. On the other hand, statistical methods have
a graphical model method, which gives graphical relations between attributes by using partial
coefficients or other indices. In this paper, we introduce a new approach which combines
conflict analysis and graphical modeling. The results show that the combination of these two
methods gives the other type of visualization of rules, which gives also a formal mathematical
model for rule visualization.

1 はじめに

ルール生成法は一般に頻度情報から計算された条件
つき確率を指標として，その指標がある一定以上で
あれば，項目間に相関があるとみなして，パターン
を生成する [5]．
例えば，表 1で示された分割表では，accuracyは

100/120(=0.833)，coverageは 100/140(=0.714)で
あり，閾値の選択にもよるが，[a = 0] → [b = 0] な
るルールが生成される．一方，この分割表では，χ2

検定量は 0となり，二つの項目には統計的に独立で
ある．分割表を見れば，列においても行においても，
それぞれの列間と行間に比例的関係があることが見
いだせる．しかも，

p([a = 0])p([b = 0]) =
120
168

× 140
168

=
100
168

= p([a = 0], [b = 0])

となり，この二つは確率からは独立である．これら
の結果から，必ずしも，accuracyと coverageはそ
れぞれ頻度が高いという事実だけで，それぞれの項
目の関連性を示すものでないことに注意しなければ
ならず，項目の関連性を探索するためには，かなら
ずその独立性を調べなければならない．

Table 1: 独立性の高い分割表

a=0 a=1
b=0 100 40 140
b=1 20 8 28

120 48 168

以上をまとめれば，たとえ accuracyと coverage
が高くても，独立性の検定で棄却されれば，そのよ
うな項目はルールとして，選択してはならない．た
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だし，次の節で示すように，accuracyが 1.0に近け
れば，独立性が成り立つ可能性は極めて低い．本論
文では，ルール生成において，グラフィカルモデリ
ングの基本的な考え方である条件付独立の概念を導
入する．ルールを生成する属性の集合はグラフィカ
ルモデリングでは，完全グラフ (クリーク)に相当
し，属性の 2項関係をもとに，属性間の完全グラフ
を探索しなければならない．完全グラフ内の属性を
利用することにより，ルールに必要な属性数が抑制
できる上，属性間の従属度が明らかになる．本稿で
は，完全グラフ探索のために，逐次的な属性選択と
統計学的な方法の二つを導入，それらの基本的な考
え方を示した．

2 確率から見た事象の独立性

付録に示したように，ある属性空間Aで記述された
表形式のデータ集合 (U,A)を考える．Rを属性の
組み合わせからなる記述子，RAを Rをみたす例の
集合，Dをあるクラスに属する例の集合とする．こ
の時，accuracyと coverageは以下のように定義で
きる．

αR(D) =
|RA ∩D|
|RA| (= P (D|R)), および

κR(D) =
|RA ∩D|

|D| (= P (R|D)),

ここで，P(R)と P(D)とを

P (R) =
|RA|
|U | および P (D) =

|D|
|U |

と定義すれば，条件付き確率の性質から，

αR(D) =
|RA ∩D|
|RA|

=
P (R ∩D)
P (R)

=
P (R,D)
P (R)

=
P (D)
P (R)

κR(D),

であることが示せる．これらの定義を使えば，独立
性に関する指標 ςR(D)が次のように定義できる:

ςR(D) =
|RA ∩D|
|RA||D| =

P (R,D)
P (R)P (D)

,

この指標から，独立性について，

ςR(D) =




> 1.0 Dependent
= 1.0 Statistical Independent
< 1.0 Independent

が言え，ςR(D)と accuracy, coverageとの間には:

ςR(D) =
αR(D)
P (D)

=
κR(D)
P (R)

が成り立つ．
ここで，αR(D) = 1.0なる式 Rを用いれば，

ςR(D) = 1/P (D) > 1.0

となり，P (D)が低い疾患であればあるほど，Rと
Dの従属性は高くなる．また，αR(D) > P (D)とな
る accuracyをもつ式Rを採用すれば，ςR(D) > 1.0
となる．ただし，上記の指標はノイズの影響を簡単
に受けてしまうので，頑健性は低いので，ノイズが
多い実ドメインでは，次節で説明する独立性の検定
が必要になる．

3 独立性の検定

3.1 分割表

ここでは，議論を簡単にするため，2×2分割表に限
定して議論する．式 R1 and R2を F (B,V )上の式
で，それぞれ 2値であると仮定する．分割表は，次
の式を満たす例の数で構成され，表 2の形にまとめ
られる: |[R1 = 0]A|,|[R1 = 1]A|, |[R2 = 0]A|,|[R2 =
1]A|, |[R1 = 0 ∧ R2 = 0]A|,|[R1 = 0 ∧ R2 = 1]A|,
|[R1 = 1 ∧R2 = 0]A|,|[R1 = 1 ∧R2 = 1]A|, |[R1 =
0 ∨R1 = 1]A|(= |U |). ここで，a1·，a·1はそれぞれ
1行目と 1列目の集計を表し，a··は全体の集計，つ
まり標本数を示す．

Table 2: Two way Contingency Table

R1 = 0 R1 = 1
R2 = 0 a11 a12 a1·
R2 = 1 a21 a22 a2·

a·1 a·2 a··
(= |U | = N)

この表から，[R1 = 0] → [R2 = 0]に関する accu-
racy and coverageは次のように定義できる:

α[R1=0]([R2 = 0]) = |[R1=0∧R2=0]A|
|[R1=0]A| =

a11

a·1
,

κ[R1=0]([R2 = 0]) = |[R1=0∧R2=0]A|
|[R2=0]A| =

a11

a1·
.

3.2 χ2検定

χ2検定は，独立性検定で最も良く使われる検定であ
り，表 2の要素から得られる式:

χ2 =
2,2∑

i,j=1

(xij − ai·a·j/N)2

ai·a·j/a··

が漸近的に，(n − 1)(m − 1)の自由度をもつ χ2 分
布にしたがうことが利用される．χ2 検定統計量は
式を見てわかるように，各セルと観察された度数と
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の残差を評価しようとするものである．特に，2× 2
分割表の場合，簡単な計算で，

χ2 =
a··(a11a22 − a12a21)2

a1·a2·a·1a·2

であることが示され，分子に分割表を行列としてみ
なした時の行列式の値が示されている．つまり，χ2

統計量はベクトルの独立性に相当している．一般に
分割表は正方性を保つものではないが，正方行列に
相当する分割表では，どのような関係を導き出すこ
とができる．
この検定量の問題点は，

(1) 標本数が 20以下であると，χ2 分布への近似
が悪くなる．

(2) セルに 0が多くなると，χ2分布への近似が悪
くなる．

(3) 自由度が大きくなると，統計量の値が大きく
なる．

などの問題があり，これらの場合に注意が必要であ
る．

3.3 クラメールの連関係数

χ2検定の三番目の問題点に対処するために，分割表
の行数を m，列数を nとした時に，

V =

√
χ2

a··{min(m,n) − 1}

で定義される指標を用いる場合がある．この指標を
クラメールの連関係数と呼ぶ．

3.4 Fisher’s Exact Test

χ2検定量の一番めと二番目の問題に対しては，Fisher
の正確検定を適用するのが良い [2, 6]．2× 2の分割
表の場合，

p(a11, a12, a21, a22|a1·, a2·, a·1, a·2)

= a·1Ca11 × a·2Ca12

a··Ca1·

が超幾何分布をなし，この値は，ある境界分布が得
られた時，各セルの値が与えられる分割表が観察さ
れる確率を表す．したがって，この値自身が χ2 統
計量から得られる独立性の検定の p値に相当するこ
とになる．例えば，表 1の例では，

p(a11, a12, a21, a22|a1·, a2·, a·1, a·2)

= 120C100 × 48C40

168C140

= 0.181

4 条件付き独立性とルール生成

4.1 条件付き独立とは

例えば，表 3を考えてみる．この表から，χ2 統計
量は 4.1667，自由度 1での p値は 0.0412で，危険
率が 0.05であれば，この分割表は従属性の高いもの
とみなせる．(クラメールの連関係数は 0.167) ここ

Table 3: 従属性の高い分割表

a=0 a=1
b=0 100 20 120
b=1 20 10 30

120 30 150

で，このデータに cなる因子があったとして，cで
層別することで，次の二つの分割表に分解できたと
仮定する．

Table 4: 分解後の分割表 (c=0)

a=0 a=1
b=0 30 15 45
b=1 15 9 24

45 24 69

Table 5: 従属性の低い分割表 (c=1)

a=0 a=1
b=0 70 5 75
b=1 5 1 6

75 6 81

表 4では，検定統計量は 0.12，p値は 0.729 (ク
ラメールの連関係数は 0.028)，表 5では，検定統計
量は 0.81，p 値は 0.361 (クラメールの連関係数は
0.073)となり，いずれも独立であることが否定でき
ない．以上から，次のことがわかる:

(1) cと a，cと bとは相関がある．
(2) aと bとの関係は cを固定すると独立．
(3) cを背景因子とすることで，aと bが相関があ
るように見える

これを Simpsonパラドックス [4]と呼び，背景の交
絡因子によって，見かけ上の相関関係が得られるこ
とになる．以上のことから，aと bとは cに関して
条件付き独立といい，確率からは

p(a, b|c) = p(a|c)p(b|c)

と表せる [1]．
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4.2 Accuracyと条件付き独立

上記の式を今までの記号で書き直せば，

p(R1, R2|D) = p(R1 ∧R2|D) = p(R1|D)p(R2|D)

と表される．これは coverageに対する関係と見なせ
るが，ここで，p(D|R1, R2)と p(D|R1)との関係を
調べてみよう．

p(D|R1, R2) − p(D|R1)

=
p(R1, R2, D)
p(R1, R2)

− p(R1, D)
P (R1)

=
p(R1, R2|D)p(D)

p(R1, R2)
− p(R1|D)p(D)

p(R1)

=
p(R1, R2|D)p(D)
p(R2|R1)P (R1)

− p(R1|D)p(D)
p(R1)

=
p(D)
p(R1)

×
(
p(R1, R2|D)
p(R2|R1)

− p(R1|D)
)

ここで，R1と R2とが Dについて条件つき独立
でなく，P (R1, R2|D) > P (R1|D)P (R2|D)を満た
していれば，

p(D|R1, R2) − p(D|R1)

=
p(D)
p(R1)

×
(
p(R1, R2|D)
p(R2|R1)

− p(R1|D)
)

>
p(D)
p(R1)

×
(
p(R1|D)p(R2|D)

p(R2|R1)
− p(R1|D)

)

=
P (D)p(R1|D)

p(R1)

(
p(R2|D)
p(R2|R1)

− 1
)

= P (D|R1)
(
p(R2|D)
p(R2|R1)

− 1
)

上記の式は，P (R1, R2|D) > P (R1|D)P (R2|D)を
満たしているR1とR2を joinさせる方が，条件つき
独立である属性を joinさせるように，良い accuracy
が得られることを示している．また，従属している
式のうちで，p(R2|D) >> p(R2|R1)である関係か
ら順に選ぶべきであることを示唆している．

4.3 ルール生成

上記の議論から，条件付き独立でない属性の集合を
考えることで，accuracyが高く，記述長の短いルー
ルが生成されることが示された．このような属性
の集合はグラフィカルモデリングでは，完全グラフ
に対応し，クリーク (clique)と呼ばれる [1]．つま
り，表形式のデータを記述する属性全体の集合から，
Target Conceptに関わるクリークを探索すること
で，ルールを記述する属性の集合が求められる．

5 例

グラフィカルモデリングによるルールの生成を表 6
に適用してみる．ここでは，例数が少ないことから，
独立性の検定として，Fisher’s Exact Testを用いる．

5.1 分割表の作成

まず，classと各属性との独立性を調べるために，分
割表を作成すれば，表 7から 12のようになる．

Table 7: Contingency Table for age

40-49 50-59
m.c.h. 2 1 3
migra 2 0 2
psycho 0 1 1

4 2 6

Table 8: Contingency Table for location

occular whole lateral
m.c.h. 1 2 0 3
migra 0 1 1 2
psycho 0 1 0 1

1 4 1 6

Table 9: Contingency Table for nature

persistent throbbing radiating
m.c.h. 2 0 1 3
migra 0 2 0 2
psycho 1 0 0 1

3 2 1 6

5.2 Fisher’s Exact Test(1)

これらの表から，Fisher’s Exact Testは次のように
なる．

p(age|4, 2, 3, 2, 1)

= 4C2 × 2C1 ×4 C2 × 2C0

6C3 × 6C2

=
6 × 2 × 6 × 1

20 × 15
=

72
300

= 0.24
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Table 6: データ集合の例

No. age location nature prodrome nausea M1 class
1 50-59 occular persistent no no yes m.c.h.
2 40-49 whole persistent no no yes m.c.h.
3 40-49 lateral throbbing no yes no migra
4 40-49 whole throbbing yes yes no migra
5 40-49 whole radiating no no yes m.c.h.
6 50-59 whole persistent no yes yes psycho

Definitions. M1: tenderness of M1, m.c.h.: muscle
contraction headache, migra: migraine, psycho:
psychological pain.

Table 10: Contingency Table for prodrome

yes no
m.c.h. 0 3 3
migra 1 1 2
psycho 0 1 1

1 5 6

Table 11: Contingency Table for nausea

yes no
m.c.h. 0 3 3
migra 2 0 2
psycho 1 0 1

3 3 6

Table 12: Contingency Table for M1

M1=yes M1=no
m.c.h. 3 0 3
migra 0 2 2
psycho 1 0 1

4 2 6

p(location|1, 4, 1, 3, 2, 1)

= 1C1 × 4C2 × 1C1 × 1C1 × 4C1 × 1C1

6C3 × 6C2

=
1 × 6 × 1 × 1 × 4 × 1

20 × 15
=

24
300

= 0.08

p(nature|3, 2, 1, 3, 2, 1)

= 3C2 × 2C0 × 1C0 × 3C0 × 2C2 × 1C0

6C3 × 6C2

=
1 × 3 × 1 × 1 × 1 × 1

20 × 15

=
1

300
= 0.0033

p(prodrome|1, 5, 3, 2, 1)

= 1C0 × 5C3 × 1C1 × 5C1

6C3 × 6C2

=
1 × 10 × 1 × 5

20 × 15
=

50
300

= 0.16667

p(nausea|3, 3, 3, 2, 1)

= 3C0 × 3C3 × 3C2 × 3C0

6C3 × 6C2

=
1 × 1 × 3 × 1

20 × 15
=

3
300

= 0.001

p(M1|4, 2, 3, 2, 1)

= 4C3 × 2C0 × 4C0 × 2C2

6C3 × 6C2

=
1 × 4 × 1 × 1

20 × 15
=

4
300

= 0.00133

これらから，棄却率を 0.05とすれば，nature,
nausea, M1が選択される．

5.3 Fisher’s Exact Test(2)

次に，nature, nausea, M1の間で，classの下での
条件付き独立を調べる．表 13から 15 より，それ
ぞれの p値はほぼ 1.0で，各項目は条件付き独立を
満たしている．したがって，これら 3つの属性は，
classに関して条件付き独立である．以上から，完全
グラフは，このデータ集合では存在せず，nature，
nausea，M1のそれぞれ一つの属性で classに関す
るルールを生成することで十分である．

6 おわりに

ルールとグラフィカルモデリング (条件付き独立の
グラフ表示の方法)を組み合わせる方法について概
説した．ここで紹介したグラフィカルモデリングの
方法はまだナイーブなものであり，今後，対数線形
モデルや共分散選択を含めたグラフィカルモデリン
グとルール生成との組み合わせを検討していく予定
である．
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Table 13: Class, nature, nauseaに関する分割表

m.c.h. migra psycho
nausea=yes nausea=no nausea=yes nausea=no nausea=yes nausea=no

persistent 0 2 0 0 1 0
nature throbbing 0 0 2 0 0 0

radiating 0 1 0 0 0 0

Table 14: Class, nature, M1 に関する分割表

m.c.h. migra psycho
M1=yes M1=no M1=yes M1=no M1=yes M1=no

persistent 2 0 0 0 1 0
nature throbbing 0 0 0 2 0 0

radiating 1 0 0 0 0 0

Table 15: Class, nausea, M1 に関する分割表

m.c.h. migra psycho
M1=yes M1=no M1=yes M1=no M1=yes M1=no

nausea yes 0 0 0 2 1 0
no 3 0 0 0 0 0
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A データ集合に関する記法

データ全体を示す有限集合 U を考え，U を観察し
て得られた属性の集合を Aとする．この時，ある属
性 a ∈ A は，Vaを aの値域とすれば，a : U → Va

を満たす写像とみなせる．決定表は，決定属性を d
とすれば，A = (U,A ∪ {d})で表現できる [3]．
ある原始式は B ⊆ A∪{d} and V の上で，a ∈ B

および v ∈ Va を用いて，[a = v] として表現でき，
Bにおける記述子と呼ぶ．
B 上の式全体の集合 F (B,V )は B 上の記述子を

すべて含み，選言，連言，否定に関して閉じた最小
の集合として定義できる．各式 f ∈ F (B,V )におい
て，fAは f in Aの意味と定義され，f という性質
をもつ U 上のすべての例を含む集合で，帰納的に次
のように定義できる:

(1) もし f が [a = v]という形なら, fA = {s ∈
U |a(s) = v}と表される

(2) (f ∧ g)A = fA ∩ gA; (f ∨ g)A = fA ∨ gA;
(¬f)A = U − fa を満たす．

例えば，表 6であれば，[age = 40−49]は記述子で
あり，属性全体の集合をAとすれば，[age = 40−49]
の意味は [age = 40 − 49]A = {2, 3, 4, 5}で与えら
れ，[age = 40 − 49] ∧ [location = whole]の意味は
{2, 4, 5}で与えられる．
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