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概要:

本報告では, 語彙の意味的概念の空間内での表現に関し , 空間の性質によらない評価基
準を示し , 確率的表現が従来のベクトル空間での表現より優れていることを見る. ま
た, 計算量上問題となる概念空間の次元数に対し , AICによる最適次元数の決定を試
みた.
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Abstract
This paper proposes a neutral metric of semantic coherence independent of the
inherent property of semantic spaces. Using this metric, we show that PLSA repre-
sentation excels than LSA, and try to find an optimal setting of semantic dimensions
based on minimum description length criterion.
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1 はじめに

言語モデルにおける予測や意味的多義性解消,
文書分類問題での語の分類などを考える際, 各単
語の持つ意味的概念をある空間上への写像とし
て表現し ,その近接性や単語集合の空間内での分
布を捉えることは基礎的な技術と考えられる.

語の意味には連辞的なものと範列的なものが
あり [1], 前者が文法的な概念, 後者が (いわゆる)
意味的な概念に対応しているが,ここでは後者に
注目したい. 実際の分類問題や文脈上の予測に
おいては, 構文解析や係り受けによって捉えられ
る文法的関係以上に,それらのモデル単独では単
に品詞や Named Entity, あるいは単語クラスへ
の一致 [2] として把握される各語の, 実際の意味

的な局所性とその一致が問題となり,その意味的
な局所性は世界の複雑さを反映して, 構文的関係
以上に多様な広がりを持つからである.
このような概念的関係は意味ネットワーク,

あるいは意味グラフとして捉えることもできる
[3][4][5]が, 確率モデルとの親和性を考え, ここ
では連続的な空間として考える.

2 Latent Space models

言語学的には, 語の範列的な1 ‘意味’とは他の
全ての語との関係によって捉えられる.
情報検索の分野で行われているように,語wを
1Sapirが述べているように, 連辞的な概念が単語に凝縮

して表現されることもある.
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要素とする語彙集合を V とし ,語w, w′ ∈ V の共
起回数を N(w, w′) とすると, この意味的関係は
(文書を軸とした)語間共起関係行列 S = {sij =
N(w, w′)|w,w′ ∈ V } によって表すことができ
る. また, N =

∑
w,w′∈S N(w, w′) とする.

これは, V×V 上のある未知の確率分布 P を
持つ定常無記憶情報源からの長さN のサンプル
{X1 = ω1, . . . , XN = ωN |ωi = (w, w′) ∈ V×V }
と考えられるが,この行列には次のような問題が
ある.

I.要素のスパースネス
共起の取り方にもよるが,たとえば読売新聞
コーパス 1月分 (1994/12月) の意味的共起
を文単位で考えた場合, S の要素充填率は
0.815% (総語彙数 |V | = 36589, 非零要素数
= 10906588) であり, bigramモデルでも問
題となる過疎性がここでも現れる.

II.機能 (的)語の問題
ある名詞 nに対し , (n,′は′), (n,′こと′)のよ
うな共起は非常に多く起こると考えられる
が, これは必ずしも意味的関係を反映しな
い. ’は’, ’こと’ のような機能語をストップ
ワードとして明示的に除くことは主観に基
づくため網羅的な把握は難しく, また「時」
「内」「する」のような半-機能語の影響を考
慮しないこととなるため,概念表現の精度の
悪化を招くと考えられる.

III.共起の定義の問題
文書分類は情報検索などのタスクにおいて
は, 文書-単語間の関係が直接的に重要であ
るため, 文書を軸に共起を考えることは自
然であるが, 意味的曖昧性解消や言語モデ
ルなどのストリーム (文脈)を基とするタス
クにおいては文書を軸とすることに必然性
はない. 一般に文書の長さには制限がない
ため, 節や段落によって区切られ,トピック
が変化する長い文書に対しても,そこに出現
する語がすべて同じ意味的軸を持つと考え
ることは単語の概念表現としては精度の悪
化を招くと考えられる.

この問題に対し , S を潜在的な空間に圧縮
して考えるのが LSI (Latent Semantic Index-
ing) [6], PLSI (Probabilistic Latent Semantic
Indexing) [7] などの Latent Space model であ
る. 以下で, 本論文で比較対象とする LSI, PLSI
の各モデルについて述べる.

2.1 LSI/LSA

LSI (Deerwester et al. 1990)はベクトル空間
における主成分分析 (SVD/PCA)を基本とする
情報検索の手法である. LSI では, 単語-文書の
共起行列Aを考え, 特異値分解 (SVD)によって

A = TΣDT (1)

と分解し ,このうち大きい方から k個の主成分を
用いて

A ' TkΣkD
T
k (2)

と A を再構成することでノイズを除き, 各単語
および文書の内容を k-次元ベクトル空間上の座
標として表現する.
われわれの単語-単語正方行列 S の場合はこ

れは通常の主成分分析となり,

S = UkΣkU
T
k (3)

となる (LSA, Latent Semantic Analysis [8]). こ
こで Σは固有値行列, U は固有ベクトルを要素
とする正規直交基底行列である.
このとき, 各語 wi の持つ ‘概念’は Uk の i番

目の行ベクトル s(wi) = [ui1, ui2, . . . , uik] で表
され, その間の距離は cosine 距離

σ(wi, wj) = cos(s(wi), s(wj))

= s(wi) · s(wj)/|s(wi)||s(wj)|

として通常測られる [9].
LSI では PCA を用いた固有ベクトル空間へ

の縮退により I.の問題を解決しているが, II.の
問題に関しては有効な方法を持っていない. ベ
クトル空間の線形変換である LSI では, 単語に
対応する各次元は同じ重みを持つと仮定するこ
とになるため外部に単語の適切な重みづけが不
可欠になる [10].

LSI では通常, a) idf [11]による高頻度語の重
みづけ b) 頻度に基づく低頻度語の切り捨てを用
いて, 各軸がほぼ同じ重みを持つように調整して
いると考えることができる. しかし ,これは擬似
的なものであり, 最適であることは保証されてい
ないために性能の悪化を招くと考えられる.

2.2 PLSI/PLSA

PLSI(Hofmann, 1999)はこれに対し , 文書-単
語の共起関係を確率的に捉え, 文書 d と単語 w
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の共起確率 P (d,w)を潜在変数 (意味クラス) z ∈
Z = 1, 2, . . . , k に関して (4)式のように分解し
て考える (Aspect Model).

P (d,w) =
∑

z∈Z

P (d|z)P (w|z)P (z) (4)

このとき, 語 w の重みは共起確率 P (d,w) の
中に包摂されるため, 高頻度語・低頻度語に対す
る特別な重みづけは必要とされない. われわれ
の単語-単語行列 S の場合, S を共起確率行列と
みて正規化した P (wi, wj) = N(i, j)/N に対し ,
(4)を対称化して

P (wi, wj) =
∑

z∈Z

P (wi|z)P (wj |z)P (z) (5)

として表現でき (PLSA, Probabilistic Latent Se-
mantic Analysis), パラメータ P (z), P (w|z) は
次の EM アルゴリズムによって推定することが
できる.

E step:

P (z|w, w′) =
P (w|z)P (w′|z)P (z)∑
z P (w|z)P (w′|z)P (z)

M step:

P (z) =
∑

w,w′
P (c|w,w′)N(w,w′)/N (6)

P (w|z) =
∑

w′ P (z|w, w′)N(w, w′)/N
P (z)

(7)

このとき, Bayesの定理から

P (z|w) = P (w|z)P (z)/P (w) ∝ P (w|z)P (z)
(8)

であるため, k-次元の多項分布 P (z|w) を語 w

の持つ ‘概念’として計算することができる. 図
1に, 読売新聞コーパスから PLSAによって計算
された語の概念分布の一部を示す.
なお, (8)式から, w の ‘概念’ P (z|w) は意味

クラス z ∈ Z に対する事前分布 P (z) と事後分
布 P (w|z) の積で表される. (6)式によって求ま
る P (z) はデータ全体の期待値として計算によ
ればほぼ一様な分布を持つが, 文脈上, この事前
分布が入力によって変化するものと考えると, 特
定の意味クラスが強調される文脈の下では語 w

の ‘概念’ P (z|w) も変化する可能性がある.

語 w の概念を s(w) = {P (z|w)|z ∈ Z} とし
たとき, その間の距離 (意味的類似度)は KL-ダ
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図 1: 語の概念確率分布.

イバージェンスを用いて

σ(w,w′) = exp(−D(w||w′))
= exp(

∑

z∈Z

P (z|w)log
P (z|w′)
P (z|w)

)

として表現することができ, 類似確率としての意
味を持つ [12].

3 意味マップの比較

2.で述べたように, PLSIは LSIの持つ単語の
重み付けの問題を自然にモデルに組み入れたと
いう点で, 単語の概念表現に対してよい基準を与
えると思われる.
単語の概念を LSIでは k-次元固有ベクトル空

間, PLSI では (k − 1)-単体内の座標で表してい
るという点で, 両者は語に対するいわゆる ‘意味
マップ ’を与えていると解釈できるが, 両者は定
義される空間が異なり, 特に LSI は確率モデル
ではないため,パープレキシティなどによる直接
の比較は困難である.

ここで「よい意味マップ」の性質を考えてみ
ると, それは自然な要請として

意味的に近い語は意味マップ上の距離
も近い · · · (i)

という基準を満たすものと考えられる.
そこで,「意味的に近い」ことの先験的な基準

として

同じ文書に表れる語は意味的に近い
· · · (ii)

ことを仮定する. これは文書を軸とする情報検
索における基本の仮定である2.

2しかし, これが単語の概念表現としては必ずしも最適
ではないことを 5節で示す.
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図 2: 意味空間と文書.

いま, 文書 d に含まれる語の集合を Vd ⊂ V ,
それ以外の語彙全体を Vd = V \Vd とする.
意味マップによって Vd を意味空間上に写像し

た時, ‘よい’意味マップは図 2左のように Vd が
空間内で, Vd の分布に対して集中しており, 逆に
‘悪い’意味マップは図 2右のように Vd が集中せ
ず, Vd と均一に散らばっているものと思われる.
われわれには空間への写像と, そこでの (相対

的な)距離尺度が与えられているので, この「ま
とまり具合」を次のように定式化する.

ある語 w からみた他の語 w′ との距離を
d(w,w′) = σ(w, w′)とし3, w, w′ ∈ Vd に対し ,
d(w, v)(v ∈ V ) を小さな順に並びかえた内での
d(w,w′) の順位を

r(w, w′) ∈ {0, 1, . . . , |V | − 2}
とする.
このとき, d に含まれる |Vd|(|Vd| − 1) 個の語

のペア (w,w′) ∈ Vd に対し , r(w′|w) の平均値

r̄(d) =
1

|Vd|(|Vd| − 1)

∑

w,w′∈Vd

r(w, w′)

は, 意味マップ上のまとまりが最良の場合 (図
3(a))に |Vd|/2, 最悪の場合 (図 3(b))に |V |−1−
|Vd|/2に近くなるはずである (平均 (|V |−1)/2).
この平均値は相対的なものであるため, 概念空

間の数学的な性質と距離の絶対値に依存せず, 空
間と距離尺度のペアに対して,その中での文書の
意味的まとまりを表現する.

3.1 実験

LSAおよび cosine 距離, PLSAおよび KL-距
離に対し , (i),(ii)の仮定の下で実験を行った.

3cosine 距離は対称性を持つ真の距離だが, KL-距離に
は ‘視点’が存在するため対称ではない.

w Vd Vd

(a) 最良の場合

w Vd Vd

(b) 最悪の場合

図 3: 意味マップ上の散らばり.

実験には Penn Treebank Wall Street Journal
コーパス [13]から 2000記事をトレーニングデー
タ, 500記事をテストデータとし , 5-fold クロス
バリデーションで計算を行った. PLSA, LSAと
もに意味クラス数 k = 32, 64, 128 を用い, LSA
に対しては単語の重みづけとして tf·idf を用い
た.4

r̄(d) の計算に対しては, 品詞タグをもとに名
詞・動詞・形容詞・副詞の内容語を対象とした.

3.2 結果

図 4に空間と意味クラス数kを変化させた時の
r(w, w′) のヒストグラム, 表 1に平均順位 r̄(d)
を示す. r̄(d)は文書に含まれる任意の 2単語間の
意味距離の, 全語彙中での順位の期待値を表す.

� �
���

����
����

����
�����

��
���

�����

�����

�����

�
����

�
�

�	�
� �

 �

 �
� �
� �
� �



�������

������������ 
���������"!	#
���������%$& �'
�����(���) 
�����(�"!*#
�����(�%$+ �'

図 4: PLSAと LSAによるランクヒストグラム.

意味マップがランダムな場合, 全語彙数に対す
る割合は (|V |−1)/2 = 50%であり,どちらも意
味的なまとまりを反映しているが, LSAでは平均
ランクがなだらかに分布しており, 文書中の意味
的距離が正しく評価されない場合が多いことを示
している. PLSAの場合は文書中の意味的距離が
全語彙中の順位で 5%以内に入る割合が 40.54%,
10%以内に入る割合が 55.64% (k = 128)と非常
に高く, クラス数に比例して精度が上昇している
ことがわかる.

4文書集合に対する語の生起エントロピーを用いる方
法 [14] では, tf·idf より良い値を示さなかった.
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k r̄(d) (%)

32 3714 (17.95%)
PLSA 64 3459 (16.71%)

128 3507 (16.94%)
32 8303 (40.11%)

LSA 64 8570 (41.40%)
128 8934 (43.16%)

表 1: r̄(d)と全語彙数に対する%.

4 情報量基準による次元決定

PLSA + KL-距離による意味的距離が,文書の
意味的まとまりを表す写像として LSA + cosine
より優れていることを見たが, PLSAの欠点とし
てその計算量の大きさが挙げられる.

PLSA は式 (6) から, 語彙 V に対して
O(k|V |2) の計算量が必要となり, |V | =
10, 000 ∼ 100, 000 程度の場合, 共起行列 S の
充填率を 1% としても 1 ステップあたり k ×
1, 000, 000 ∼ 100, 000, 000 回程度の演算を必要
とする. k が大きいほど KL-距離の意味で実際
の確率分布 P をより正確に近似することができ
るが, 過学習を抑え, 現実的な速度で解析を終え
るためには, クラス数 k を適切な大きさに抑え
る必要がある.

4.1 AIC

このための基準として, われわれは AIC [15]
を用いた. PLSAでは, 推定すべきパラメータは
|P (z)|+|P (w|z)| = (k−1)+k(|V |−1) = k|V |−1
個存在し ,

lAIC(S) = −
∑

(w,w′)∈S

N(w, w′) log Pθ(w, w′)

+k|V | − 1 (9)

Pθ(w, w′) =
∑

z∈Z

P (w|z)P (w′|z)P (z)

である.
情報量基準としてはBIC[16](=MDL[17])が一

致性を持つ,より良い推定量であることが知られ
ているが [18], BICを用いることができなかった
理由は以下である.

PLSA の場合, BICによる符号長は

lBIC(S) = −
∑

(w,w′)∈S

N(w, w′) log Pθ(w,w′)

+
k|V | − 1

2
log N (10)

となり, パラメータ長 k|V | − 1に log N/2 の重
みが加わるが, 自然言語のようなオープンクラス
な情報源の場合, 一般に語彙の数 |V | はサンプ
ル長 N のある関数として増加するため,(10)式
ではパラメータの記述長を加重評価することに
なってしまう. 実験でも, BICを用いた場合, 符
号長がクラス数に伴って線形に増加し , 最適点を
見出だすことができなかった.

4.2 実験と結果

必要となる意味クラス数 k は, 情報源からの
サンプル数 N に従って大きくなると考えられる.
図 5に,読売新聞コーパスのデータ (1994年 1月,
N = 25, 016, 634) について, いくつかの Nに対
してAICを計算した結果を示す. どのNに関し
ても, 共起はパラグラフ単位で取り, 頻度 5以上
の語を対象として充分に収束する同一の EMス
テップ (75回)まで計算している.

Nが 10倍になっても AICによる最適クラス
数の増加は 2倍程度であり, 線形には増加しない
ことがわかる.
情報検索の分野では,ヒューリスティックな値

としてベクトル空間の次元を 200∼300次元程度
に取ればよいことが知られているが,われわれの
単語間共起行列Sの場合, Sの次元である語彙数
がデータ長の増加に対して限られていることか
ら,より少ない次元で情報を表現できることが期
待できる.

5 共起スキームと意味マップ

最後に, III.の問題について実験を行った.
共起の取り方としては, 1) 文書単位 2) 文単位

3) 窓関数 (方型窓, 前後の窓幅= 50, 100, 200)を
用い, Penn Treebankコーパスから 1000記事を
トレーニングデータ, 500記事をテストデータと
して 3.1 節の方法で評価を行った.
概念表現の精度の問題以外に,これらの取り方

の違いにより共起行列 Sの非零要素であるデー
タ量に大きな差が生じ , 時間および空間計算量と
のトレードオフが問題となる.
表 2 に順位の平均値と共起行列の充填率を示

す.
わずかな差はあるが,データ量に比べて共起単
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5.830⋅106
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図 5: サンプル長N と AIC.

平均順位 データ長 (充填率)

文 25.64% 2231312 (5.69%)
窓 (25) 25.38% 3588905 (9.15%)
窓 (50) 25.32% 5228944 (13.33%)
窓 (100) 25.15% 7249940 (18.48%)
窓 (200) 25.24% 9545871 (24.34%)
文書 25.24% 13862300 (35.34%)

表 2: 平均順位とデータ量.

位を大きく取ったときの精度の上昇は小さく, 意
味的なまとまりとして文単位を考えることには
ある程度妥当性があるといえる.

Beefermanらは, 単語間の意味的関連性の表
示として文書中に表れる同一の語の文脈上での
繰り返しに注目し ,その距離別の頻度を計算した
結果, 距離に関して指数的な減衰を持つ分布とな
ることを示した [19]. 小嶋 [20]は意味グラフ上
の活性拡散 [21] を用いた意味予測モデルにおい
て, 場面分割のための窓関数として方型窓, 三角
窓, ハニング窓の中でハニング窓が最もよい性能
を示したことを報告している.
共起数の取り方を確率的に考え, 最適な窓関数

を求めることは今後の課題としたい.

6 まとめと課題

概念空間への ‘意味マップ ’の良さを測る尺度
として, 空間の性質に依存しない基準を提案し ,
確率モデルによる概念表現がその基準において
優れていることを示した. また, 最適な次元の決
定法として MDLを単純に適用することができ
ないこと, 情報量基準として AICを用いた場合,
最適な次元数はデータ長に対して緩やかに増加
することを示した.
以上の報告は意味評価尺度における発見的な

ものであり, 厳密なモデルに基づいた導出である
とはいえない. 今後の課題として, 今回得られた
知見を基に, 確率モデルとしてより厳密に意味的
基準を評価することを目指したい.
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