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概 要

構文情報付きコーパスに基づく統計的構文解析は、構造に影響する多くの要素の相互作用を適
切に扱えることから、様々な手法が研究されており、高い精度が得られてきている。しかし、統
計モデルにおいて語彙情報や文脈情報が不足しているために、言語的知識があれば防げるよう
な解析誤りが残っている。本稿では、３つ組／４つ組モデルと最大エントロピー法を用いた統
計的日本語解析器を、統計モデルの整合性を保ちつつ、人間の言語的知識を導入することによっ
て改良する手法を提案する。
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Abstract

Corpus-based statistical syntactic analysis techniques have been widely studied because
they can handle interaction of many factors which affect syntactic structures, and have
achieved high precision. However, there remain several errors which can be avoided by using
linguistic knowledge, due to lack of lexical and contextual information in the statistical
models. This paper proposes the method to enhance the statistical Japanese syntactic
parser which uses the Triplet/Quadruplet Model and maximum entropy estimation, by
integrating human linguistic knowledge with the statistical information consistently.

1 はじめに

構文構造が付与されたコーパスを用いた統計的構

文解析は、客観的な値を用いて構文構造を決定でき

ること、人手によるチューニングのコストが低いこ

となどの利点があるとされ、盛んに研究されてきた。

日本語の係り受け解析に関する手法としては、２文

節の係りやすさを学習するモデル [15, 4, 9]、係り先

とその前後の３値を学習するモデル [16]、３つ以下の
係り先候補から係り先を選択するモデル [6]、直後の
文節に係るか否かを段階的に判定するモデル [12]な
どが提案されている。特に、最大エントロピー法 [1]
を用いたもの [9, 16, 6]やサポートベクタマシン [3]
を用いたもの [12]は高い解析精度を実現している。
統計的構文解析の利点は、係り先を選択する際に

複雑に影響し合う複数の要素を、整合性を持った値
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で表現できることであろう。文節間の距離が小さい

方が係りやすい、読点がある文節は遠くに係りやす

い、といった傾向は直感的にわかっても、それらの

度合いを数値化することは人間には難しいため、統

計の寄与は大きい。一方、多くの現象を品詞レベル

で捉えることができることから、個々の自立語の区

別は、統計モデルの中では大きなウエイトを占めて

いない。内元ら [9]の実験結果では、自立語の語彙に
関する 2000個以上の素性を不使用とした時にも精度
は 0.1%～0.5%しか低下していない。
しかし、統計的構文解析の結果を観察すると、語

彙情報の不足により解析を失敗している例が目立つ

ことがわかった。これは、言語的知識を用いず、高

頻度語のみを機械的に素性として扱っているからで

あろう。学習の過程で単語間の共起関係などが自然

に学習できるのは興味深いが、人間の語彙に関する

知識や、辞書などの学習データと独立なリソースで

補足できる現象なら、少量の知識を自動的に獲得す

ることよりは、手動であっても効果的に多くの知識

を注入できることの方が実用上は重要である。

コーパスに出現する語彙の種類には限界があり、十

分な語彙に関する現象が観測できるまでにコーパス

の量を増やすことは現実的でない。個々の語彙を区

別する替わりに、シソーラス等を導入することも考

えられるが、春野らの決定木を用いたモデル [4] で
は、分類語彙表 [13]の 1桁・2桁を素性として加え
た場合、精度が低下したことが報告されている。構

文的情報と語彙的情報を別個に学習する方法 [18]も
試されているが、それらの独立性を仮定している点

で、統計値の整合性が失われている。また、Active
Learning [8] のように、恣意的に区別したい部分の
学習データを増やす手法は、情報抽出やクラス分類

などのタスクには有効であるものの、一般的な統計

的構文解析のように全体的な分布を利用するモデル

には適用することができない。

以上から、統計的構文解析の性能をさらに向上さ

せるには、人間の言語的知識、主に個々の語彙に関

する情報を統計モデルと統合させることが必要であ

ると考えた。また、そのような言語的知識は、統計

モデルの詳細な振る舞いを意識することなく、でき

るだけ簡便に追加できることが望ましい。

本稿では、日本語の統計的構文解析の出力のうち、

実用上問題となるような解析の誤りを防ぐことを目

的として、人間の言語的知識を活用できる統計モデ

ルを設計する。その結果、修正すべき現象のうち多

くを正しく解析できるようになり、なおかつオープ

ンテストにおける解析精度も向上した。

まず、2節において、本稿で用いる統計的構文解析
モデルである３つ組／４つ組モデル [6, 11]について
解説する。3節で、このモデルを一部拡張した実装に
ついて述べ、その基本性能が十分に高いことを示す。

次に 4節で、上記のシステムを実際に用いた時の解
析誤りの例を挙げ、問題となる現象を解決するため

に、言語的知識を反映させられるような素性の導入

を検討する。5節で、解析精度の測定を行い、本手法
の有効性を示す。

2 ３つ組／４つ組モデル

３つ組／４つ組モデル [6, 11]とは、文法及びヒュー
リスティクスを用いて係り先候補を高々３つに絞り、

係り元文節とすべての係り先候補文節の属性を用い

て、それぞれの係り先候補に係る確率を求める手法

である。以下にその概要を示す。

2.1 係り先候補の絞り込み

まず、各文節が、同一文内でその文節より右側に

あるそれぞれの文節を修飾し得るか否かを、文法を

用いて決定する。文献 [6, 11]ではHPSGに基づく文
法を用いていたが、実際にはどのような文法でも構

わない。

修飾可能であるとされた文節集合のうち、係り元

文節から最も近い文節、２番目に近い文節、最も遠

い文節に係る場合が 98.6％を占めるという観測結果
[6]に基づき、係り先候補が４つ以上ある場合、上記
の３文節のみを考えて、他の文節は無視するという

ヒューリスティクスを用いる。以降では、このよう

に３つ以下に制限された文節集合を、単に係り先候

補文節と呼ぶ。

2.2 係り受けの計算とモデルの特徴

３つ組／４つ組モデルは、文節 bが文節 cbn に係

る確率 P (b → cbn)を式 (1)(係り先候補が 2つの場
合),式 (2)(係り先候補が 3つの場合)で計算する。但
し、cbnは文節 bの係り先候補、Φbは文節 bの属性、
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Ψcbn
は cbn の属性を表す1。

P (b → cbn) = P (n | Φb,Ψcb1 ,Ψcb2) (1)

P (b → cbn) = P (n | Φb,Ψcb1 ,Ψcb2 ,Ψcb3) (2)

文全体の構造の確率 P (T )は、上記の係り確率が
独立であるという仮定に基づいて、文中の各係り受

け確率の積

P (T ) '
∏

b

P (b → cbn) (3)

として2、P (T )が最大となるような係り受けを後方
からのビームサーチ等により探索する。

このモデルの特徴は、式 (1), (2)から推測される
通り、「係り元文節とその係り先候補の全ての属性を

同時に考慮する」こと、そして「それぞれの係り先

候補への係りやすさを求めるのではなく、各候補が

選ばれる確率を直接求める」ことである。これによ

り、係り元文節から見た各候補の相対的な位置、他

の候補の属性との相互関係（文脈情報）などを自然

に考慮することができる。

3 本稿で用いる統計モデル

本稿で用いる統計的構文解析器は、前節で解説し

た３つ組／４つ組モデルに基づいている。利用して

いるコンポーネント・素性等が文献 [6]と異なってお
り、新たな改良（モデルの分割）も加えられている。

本節ではこれらについて述べ、語彙知識追加前の構

文解析器の基本性能が十分に高いことを示す。

3.1 コンポーネントの変更

本稿で用いる３つ組／４つ組モデルの構文解析器

では、形態素解析器 [10]の出力をもとに、簡単な文
法を用いて係り先候補を限定している。ここでの文

法は、白井ら [18]が用いているものに類似しており、
文節の末尾の品詞等に応じて「係り属性」、文節の主

辞の品詞等に応じて「受け属性」を規定し、一致す

る属性がある２文節間を修飾可能な文節の組である

とする。

1Ψには係り元文節と係り先候補の間の文節の属性も含まれて
いるため、厳密には b にも依存する。

2係り受けが交差しない制約を加えるため、この式は厳密では
ない。

文法 98.35% (25105/25526)

３つの係り先候補 96.37% (24600/25526)

表 1: 文法及びヒューリスティクスの被覆率。EDR日本
語コーパスの 3,390文中の文末の文節を除く全文節の係り
先が文法で絞られた係り先候補・３つに絞られた係り先候
補の中に含まれる割合を示す。

本手法 61.82% (15781/25526)

cf. EDRコーパス+JUMAN 63.63% (16502/25936)
京大コーパス 64.09% (7219/11263)

表 2: ベースラインの精度。すべての文節が隣に係るとし
た時の文節係り受けの正解率。

学習及びテストには EDR日本語コーパス [17]の
構文構造を、形態素解析器の文節区切りに合わせて、

不整合を除くために一部変形したものを用いている。

文法の被覆率と、３つの係り先候補の被覆率を表

1に示す。これらはそれぞれ、学習コーパスの一部に
おける正解の係り先文節が、文法により修飾可能と

判定された文節、最大３つに絞られた係り先候補に

含まれる割合を表している。

さらに、精度の比較の際の参考のために、ベースラ

インの精度、すなわちすべての文節が隣に係るとし

た時の文節係り受けの正解率を、表 2に示しておく。
EDRコーパスと JUMAN [7]を用いた場合のベース
ラインの場合は文献 [5]で、京大コーパス [14]の場合
は文献 [9]で報告されている値である。これを見ると、
本手法におけるベースラインの値は、EDRコーパス
と JUMANを用いた場合よりも低くなっている。こ
の原因は、本手法で用いている形態素解析器が、複合

名詞・形式名詞・補助用言等を１文節として扱う傾向

があるため、比較的解析が容易な係り受けがカウン

トされないためである。テストコーパスでの平均文

節数は 8.53で、同種のコーパスであるにもかかわら
ず文献 [11]の 8.82 よりも小さくなっている。また、
形態素解析の誤りも含まれるため、形態素解析の正

解を用いて実験する場合よりも精度は低くなる。以

降で報告する精度を他の研究と比較する際には、こ

れらの点を考慮する必要がある。

3.2 モデルの分割

本研究では、統計モデルを候補数によって「３つ

組モデル」「４つ組モデル」の２つに分割するだけで
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なく、それぞれを係り元文節の種類に応じて以下の

４つに分割して、合計８つのモデルとしている。

• 連体修飾 係り元が用言の連体形・連体詞など
の場合

• 連用修飾 係り元が用言の連用形・副詞・接続
助詞などの場合

• 格助詞修飾係り元が格助詞・副助詞などの場合

• 特殊な修飾 文法の例外的規則により通常と異
なる文節の修飾を許す場合

モデルの分割は、式 (3)にあるように、それぞれ
の係り受けの確率の独立性を仮定しているために可

能となる。これには以下の３つの利点がある。

• 異なる傾向を持つ係り受けに対して完全に別な
モデルを構成することにより、係り元文節のタ

イプを常に考慮したパラメータを求めることが

できる。学習データはそれぞれに対して十分な

量が得られるため、すべての場合に共通する傾

向（読点の影響など）は分割後の各モデルでも

学習可能である。

• 学習を効率良く行うことができる。例えば、連
体修飾に関する素性を追加した場合、該当する

モデルだけを再学習すればよい。また、最大エ

ントロピー法の学習はデータ数（事象の種類）

及び素性数に比例するため、モデルを分割する

ことにより、事象の種類の和を一定に保ったま

ま、各モデルの素性数が減少し、合計での学習

時間が短くなる。

• 例外的な事象の影響を減らすことができる。文
法で例外的な係り受けを許す場合3を「特殊な

修飾」に分類することにより、統計モデルへの

悪影響を防ぎつつ、文法の被覆率を上げること

を可能にしている。

3.3 基本性能の評価

最大エントロピー法による学習には表 3の素性群
を用いた。係り先の主辞（自立語）の語彙は、頻度

が上位 50種類のものだけを区別している（素性番号

3特定の副詞を体言に係ることを許すなど。

素性番号 素性の種類 異なり数

1 係り元係り属性 8
2 係り元主辞品詞 26
3 係り元語形品詞 45
4 係り元活用形 6
5 係り元助詞 41
6 係り元読点の有無 2
7 係り元副詞語彙 51

8 係り先受け属性 7
9 係り先主辞品詞 26
10 係り先語形品詞 45
11 係り先活用形 6
12 係り先助詞 41
13 係り先読点の有無 2
14 係り先引用「と」の有無 2
15 係り先類似主辞の有無 2
16 係り先文末 2
17 係り先主辞語彙 51
18 文節間読点の数 3
19 文節間「は」の数 3
20 文節間係り元同一語形 2
21 文節間係り先同一主辞 2

22 1・8 の組み合わせ
23 3・9 の組み合わせ
24 5・8 の組み合わせ
25 3・10 の組み合わせ
26 3・6・13 の組み合わせ
27 3・12 の組み合わせ
28 5・12 の組み合わせ
29 3・6・9・16 の組み合わせ
30 3・4・10・11・16 の組み合わせ
31 5・17 の組み合わせ

表 3: 実験に用いた素性群。8番～21番の素性は、係り先
に関する素性なので、２つまたは３つの係り先候補に対し
て別々に考える。

17）。係り元の副詞はその語彙により係り先の傾向が
大きく異なるため、頻度上位 50種を別途加えてある
（素性番号 7）。なお、分割したモデル毎に異なる素
性群を定義することもできるが、簡単のため、本稿

の実験では共通の素性群を考えている4。

EDRコーパスの 192,725文を学習コーパスとして、
３つ組／４つ組モデルのパラメータを計算した結果、

3,390文のテストコーパスに対する性能は表 4のよう
になった。モデルを８つに分割した時の精度が、２

つのみのモデルを用いた時よりも約 0.1%高い。学習
の効率も改善されており、モデル分割の効果が現れ

ている。

直接比較することは難しいが、文献 [11] では文法
でカバーされた文に対する精度が 88.6% であったの
に対して、ここではすべての文を解析した時の精度

4学習コーパスで一定以上の頻度が現れない素性は無視される
ため、結果的には各モデルでの有効素性は、モデル分割を行わな
い時に比べて少なくなる。
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文節正解率 文正解率

モデル分割なし 88.53% (22599/25526) 49.29% (1671/3390)

モデル分割あり 88.61% (22618/25526) 49.50% (1678/3390)

解析速度 : 5.2msec/文 (Pentium M 1.7GHz, 1GB)

表 4: 構文解析器の基本性能。

誤解析例 同種の事象

E1 …… 本を はりきって× 読んだ。○ …… 本を 読んで◎ 寝た。

E2 …… コンピュータの 唯一の× 欠点は、○ …… …… コンピュータの 自作の◎ 欠点は、……

E3 …… 村議と 委員会を× 開き、○ …… …… 協議会と 委員会を◎ 行い、……

E4 …… 湿度が 低い○ 地域を 選び、× …… …… 参加者が 低い レベルに 集中し、◎ ……

E5 …… 気が して○ …… 購入した。× …… 企業が パートナーと して …… 参画した。◎

E6 …… 市民が ５年に わたる× 好況で …… 変わった。○ …… 車が 渡る◎ 橋は …… 完成した。

E7 …… 通話の 音質と 価格の× 安さを○ …… …… 近くの 商店と 民家の◎ 屋根を ……

表 5: 解析誤りの例。太字の文節の係り先候補が下線の文節であり、正しい係り先が○の文節であるのに対し、システ
ムが出力したものが×の文節になっている。「同種の事象」は、係り元文節及び係り先候補文節が誤解析例と同種の属
性を持っているもの、すなわち統計モデルの中で誤解析例と同一の文脈とみなされるもので、係り先が◎の文節である
と正しく判断できている例である。

が 88.6%となっている。3.1節で示した通り、文節区
切りの違いにより、ここでの精度は低めになるので、

以降の議論の前提となる構文解析器としては十分な

精度であるといえる。なお、解析速度は、形態素解

析の時間を含めて１文当たり 4.1msecであり、文献
[11]の実装よりも 100倍程度高速化されている。こ
れは主に簡潔な文法を用いていることによる。

4 誤解析を基にした知識の追加

4.1 解析誤りとその原因

前節で構成した構文解析器を実際に利用した時に、

どのような誤解析が目立つかを調査した。テストに

おける解析精度を高めることが目的ではないため、正

解付きコーパスを解析した際に顕著に現れる誤りを

探すのではなく、機械翻訳やテキストマイニング等

のアプリケーションで構文解析結果を利用する際に

影響が大きい誤解析という観点で見ており、解決の

必要性が小さい現象5については考えない。

一般の文から、明らかな構文解析の誤りを 50件収
集した。表 5の E1～E7 に例を示す。これらの誤り

5「私の お気に入りの 花」「彼は 走って 帰った」など。正解
付きコーパスの解析結果の中には、このような重要度の低い不正
解例の数が多い。

を、係り元・係り先候補の属性が同一であり、解析が

成功している場合の「同種の事象」と比較してみる。

E1・E2は、「はりきって」「唯一の」といった表現

が単独で右側の語句を修飾する（すなわち、係られ

にくい）傾向にあることが捉えられていない例であ

る。E3・E4は、自立語間の結びつきの強弱に関する

ものである。これらの 4例は自立語の語彙知識の不
足が誤解析の原因である。

E5・E6は、係り先候補文節の中の相対的な位置だ

けを考慮し、文節間の距離（２文節が隣接している

か否か）を属性として利用していない３つ組／４つ

組モデルの弱点によるものである。E7を解決するに

は、並列関係にある語句への修飾のバランスを考え

る必要があると思われる。次節では、これらの誤解

析例の事象を同種の事象と区別させる方法を考える。

4.2 素性の追加

ここでの目標は、表 5に挙げたような誤解析を防
げるように統計モデルを改良することである。その

ためには、誤解析例にある「第m候補に係ってしま

うが、第 n候補に係るべきである事象」を、同種の

「正しく第 m候補に係る事象」と区別できる新たな

素性を追加する必要がある。
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{fa}

¾第m候補
-第 n候補

f ′

図 1: 新しい素性の追加の概念図。第 m 候補に係る傾向
がある素性集合 {fa}を満たすもののうち、第 n候補に係
るべき状況を、できるだけ多くまとめて新しい素性 f ′ と
する。

但し、素性数をいたずらに増加させることや、効

果のある素性を探して試行錯誤を繰り返すことは避

けたい。そこで、言語的知識を用いて、限定された

状況で、確実に事象を区別でき、かつその役割が直

感的に理解できる素性を追加する。

図 1に、新しい素性の追加の概念図を示す。第m

候補に係る傾向がある素性集合 {fa}を満たすものの
うち、第 n候補に係るべき状況を、できるだけ多く

まとめて新しい素性 f ′とする。素性 f ′の条件には、

素性集合 {fa}の条件も含ませる。この際、第 n候補

に係る事象を完全に網羅できないのはやむを得ない

ものとする。

まず、修正すべき事象の条件を、言語的知識に基

づいて一般化する。例えば、表 5の E1の場合、係り

元の格助詞句が第１候補の「はりきって」には第２

候補以降の動詞よりも係りにくいこと、E4 の場合、

「体言＋が」の語は、その体言が量や質を表す語なら

第１候補の形容詞「低い」に係りやすいことが予想

される。このような条件を新たな素性として加える

と、その素性は、第m候補に係りやすかった事象を

第 n候補に係りやすくする役割を持つ（出力が第 n

候補の時のパラメータが大きくなる）ことがほぼ確

実となる。

しかし、学習コーパス中に条件を満たす事象が頻

出しない限り、傾向を学習することはできない。実

際、「はりきって」が上記のような文脈で出現する例

は EDRコーパス中には１件もなかった。そこで、正
解付きコーパスを構文解析した結果を用いて6、共通

した素性集合 {fa}を満たし、かつ同様の誤解析をす
る（正解が第 n候補なのに第m候補に係る）事象を

収集する。その中から、同じ性質を持つ語7を増やし

6もちろん、テストコーパスの文は用いない。
7E1 の場合、「はりきって」と置き換わる語として「一貫して」

て、まとめて一つの素性とする。このように恣意的

に語群を増やすことができるのは、素性が持つ役割

が明確になっているからである。

ここで重要なことは、単に「係りやすい」「係りに

くい」という傾向を持つ素性では、その効用が予測

できないということである。ある名詞 N1、動詞 V1

があり、「N1を」が非常に高い確率でV1に係るとす

る。しかし、そのほとんどの場合において、新たな

素性を加えることなくその解析が成功しているとす

ると、「N1を→V1」という関係を記述する素性を加

えても、その素性が「N1を」の係り先が V1に係り

やすくする要因となるとは限らない。「素性を加えな

いと解析を誤りやすい」という状況こそが、素性の

振る舞いを予測可能なものにしている。

この方法により、50件の誤りのうち 44件をカバー
する素性を、合計 32 個追加した。表 6 がそれらの
例であり、それぞれ表 5の誤解析例と対応している。
特殊な事象であり、関係する語彙が列挙可能である

と思われるものは分類 A、加えた語彙がカバーすべ
きものの一部であると思われるものは分類 Bとして
いる。

f1～f4 は、自立語の語彙に関する素性であり、正

解付きコーパスの誤り結果を参考にして該当する語

彙を追加した。f5、f6 は、係り元文節と係り先候補

の隣接関係や、係り先候補となっていない文節を見

ることによって、従来の３つ組／４つ組モデルの素

性では考慮できなかった属性を表現している。f5は、

単独では使われにくい動詞、f6は複合助詞的に使わ

れやすい助詞と動詞の組を表す。

誤りの例 E7 に関しては、同種の事象を的確に記

述する方法が探せなかったため8、素性の追加を断念

した。

5 実験

前節で新たに追加した素性は、従来の統計モデル

に入っている素性と比べて恣意性が高く、全体のモ

デルに悪影響を及ぼすおそれがある。そこで、新し

い素性を用いないモデル M0、分類 Aの素性のみを
追加して学習したモデル MA、分類 A・Bの素性を
追加して学習したモデル MAB の３種を学習させた。

「相次いで」などが見つかる。
8「N1 の N2 と N3 の N4」で、N2 が N4 に係りやすいとい

う傾向があると予想したが、学習コーパス中ではさほど強い傾向
となっていなかった。
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新たに加える素性 m n 分類

f1 係り元が「体言＋の」、第１候補が「体言＋の」、第２候補が用言で、 1 2 B
第１候補の体言が「唯一」「一連」「特定」「直接」など 15語

f2 係り元が格助詞句、第１候補が「動詞＋て」、第２候補が動詞で、 1 2 B
第１候補の動詞が「はりきる」「急ぐ」「相次ぐ」「一貫する」など８語

f3 係り元が「体言＋と」で、主辞が人を表す語であり、 1 2,3 B
第１候補の主辞が体言で、主辞が人を表す語でなく、第２候補または第３候補が用言

f4 係り元が「体言＋が」で、体言が「量」「質」を表す語群（分類語彙表の上２桁が 2,3 1 B
13,19）で、第１候補が形容詞で、「強い」「弱い」「高い」「低い」「大きい」「小さい」

f5 第１候補が「する」「なる」であり、係り元文節と隣接している 2 1 A

f6 第１候補が「わたる」「向ける」「応じる」等であり、係り元文節と隣接しておらず、 1 2,3 A
第１候補の直前の文節が「体言＋に」

表 6: 新たに加える素性の例。f1～f6 はそれぞれ表 5の誤りの例 E1～E6 を修正するために追加するものである。そ
れぞれの素性は、第m候補に係りやすい事象を第 n候補に係りやすくする役割を持っている。

これらの３つのモデルを用いて、以下の３つの方法

を試した。

• backoff 1: 新たに加えた素性のいずれかが満

たされた時のみ MAB を、その他の時にはM0

を用いる。

• backoff 2: 新たに加えた素性のいずれかが満

たされた時のみ MAB を、その他の時にはMA

を用いる。

• 全体: 常にMAB を用いる。

3.2節でも述べた通り、係り受けの独立性より、こ
のように複数のモデルを使い分けることが許される。

すなわち、backoff により、より「安全な」改良が可
能となる。

いずれの場合にも、50例の誤りのうち対処策とな
る素性を追加できた 44例については、正しく解析で
きるようになった。また、加えた素性の条件が満た

される場合でも、強制的に係り先が修正されている

わけではないことが、以下の２つの例からも確認さ

れた。それぞれ素性 f2, f5 が満たされているが、読

点や助詞「は」の影響により、正しい係り先が求まっ

ており、既存のパラメータの効果を崩していないこ

とがわかる。

盗難が 相次いで、◎ 対策を 練った。

私は するべき 仕事が 終わらず、◎……

統計モデル全体への影響を確認するために、3.3節
の実験と同じテストコーパスにおいて、新しい素性

を用いた場合と用いない場合の精度を比較したのが

表 7である。それぞれについて、Gaussian prior [2]
を用いたスムージングも試みた。すべての素性につ

いて σ2 = 0.5 に固定している。
非常に直感的な素性の追加であるため、backoff を

用いない場合には副作用が大きくなることが予想さ

れたが、全体を通してMABを用いた時の精度が最も

高くなっている。特に、Gaussian prior を用いてス
ムージングをした場合には、新しい素性のパラメー

タ値が平準化されることにより、過学習が抑えられ、

精度がより高くなった。但し、いずれの場合も、テ

ストコーパスを 10 分割して t 検定をしたところ、
backoff 2 と全体との間に精度の差が無いという仮説
は、5％の有意水準で棄却されなかった。従って、出
力結果の揺れを抑えることが望ましい場合、backoff
2 の手法を用いるのが効果的であるといえる。

6 まとめと今後の展望

統計的構文解析の従来手法では、素性の追加によ

る精度向上の期待は込められていたが、コーパスの

量・学習時間・素性選択の労力等を増加させること

なく精度を上げる手法について具体的に言及されて

いなかった。本稿での実験は、人間による言語的知

識の利用が、重要な部分の解析精度向上に寄与でき
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Gaussian prior未導入 Gaussian prior導入
文節正解率 文正解率 文節正解率 文正解率

素性追加なし 88.61% 49.50% 88.65% 49.82%

素性追加あり（backoff 1） 88.75% 49.97% 88.80% 50.14%

素性追加あり（backoff 2） 88.89% 50.41% 88.95% 50.56%

素性追加あり（全体） 88.90% 50.44% 88.98% 50.59%

表 7: 素性の追加による精度の変化。

ることを示した。さらに、統計モデルの特性上考慮

できなかった事象も、効果のある部分に関して有効

的に利用することができた。

誤りを修正する目的で加えた素性は、その振る舞

い（正しい係り先に係りやすくする）が予測できる

ので、同種の誤りを解決するために、恣意的に条件

の語彙を増やすことができる。すなわち、学習コー

パス中に現れない語の情報も統計モデルに含めるこ

とが可能となる。このような素性は、２文節間の係

りやすさを計算するのでなく、係り先候補である各

文節への係りやすさを相対的に捉える３つ組／４つ

組モデルと相性がよいといえる。

今回は、直したい言語現象を種に、正解付きコー

パスの解析結果から同種の誤解析例を検索し、人手

で語彙の拡張を行ったが、素性の条件として加えた

語彙や語彙の組を慣用表現・呼応表現を集めた既存

のリソースから抽出したり、クラスタリングにより

収集する等、素性が明確な意味を持っていることの

利点を活かして、さらに多くの言語的知識を統計モ

デルに組み入れる工夫が可能であると考える。
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