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概要

大規模コーパスから語の類似関係を得るためには，語の共起関係や文脈などの特徴を利用す
る方法が一般的である．しかし，語に関する表層的な特徴をそのまま用いる手法には，ノイズ
の混入やスパースネスなどの問題がある．本稿では，確率論・情報理論に基づく潜在意味モデ
ルである PLSIを用い，語の潜在意味を推定することによって名詞間の類似関係を求める．評
価実験の結果，tf·idfや LSIなどの従来手法と比較して PLSIの性能が最も高く，シソーラス
自動構築における PLSIの有用性を明らかにした．また，PLSIを類義語の自動獲得へ適用す
る際の様々な基礎的利用技術についても報告する．
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Abstract
A common way to obtain synonym relationships from large corpora is to utilize the features
such as cooccurrence and words’ context. However, methods based on direct use of surface
information concerning to words suffer from noises and sparseness. This paper describes
how to utilize PLSI, which is a latent semantic model based on probability theory and in-
formation theory, to infer the meaning of words and obtain synonym relationships between
nouns. An experiment has shown that PLSI achieves the best performance compared to
conventional methods such as tf·idf and LSI, which shows the effectiveness of PLSI for auto-
mated construction of thesauri. Various useful techniques when applying PLSI to automatic
acquisition of synonyms are also discussed.
key words Automated thesaurus construction, PLSI, Latent semantic model, Automatic
acquisition of synonyms

1 はじめに

語をその意味に従って分類・整理した辞書である
シソーラスは，自然言語処理において重要な知識源
であり，情報検索，自然言語理解などで幅広く利用
されている．これまでに，WordNet[1]や「分類語彙
表」[2]など，様々なシソーラスが作成され，利用さ
れてきた．しかし，それらは専門家らによって人手
で構築されており，作成や保守のためのコストが高
いという問題がある．また，特定の専門分野や新語
への対応は容易ではない．

それに対し，計算機によるシソーラス自動構築に
関する研究が行われてきた．シソーラス自動構築に
おいて，類義語関係の自動獲得は核となる技術であ

るが，そのためにはコーパスから得られた語の文脈
情報を用いる方法が一般的である．例えば文献 [3]で
は，主格や目的格の関係にある動詞と名詞の組をコー
パスから抽出し，その共起関係から計算される相互
情報量を用いて名詞間の類似度を求めている．しか
し，そのようにして得られた表層的な情報をそのま
ま用いる場合，出現頻度が低く無意味な語 (ノイズ)
の影響を受けやすくなる．また一般に，コーパスか
ら得られた共起関係などの情報は疎であるため，ゼ
ロ頻度問題が起こり，そのままでは類似度などの計
算に適さないという問題もある．したがって，大規
模コーパスからのシソーラス自動構築の際は，語に
関する表層的な情報だけでなく，語の深層的な意味
を扱う必要があると考えられる．
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図 1: PLSIのモデル

これまで，主に情報検索の分野において，文書と索
引語の潜在意味を扱うモデルがいくつか提案されて
いる．そのうち代表的なものとして LSI(Latent Se-
mantic Indexing)[4]とPLSI(Probabilistic LSI)[5]が
ある．LSIは，主成分分析に基づく幾何学的モデル
であり，文書の索引付けに有用な成分を自動で抽出
することにより，ノイズやスパースネスの問題を軽
減できる．しかし，LSIは，モデルの理論的根拠に
乏しく [6]，事前の重み付けにしばしば用いられる
idf(inverse document frequency)の計算式の妥当性
は保障されていない [7]．それに対し，Hofmannに
よって提案された PLSI[5]は，確率論と情報理論に
基づいており，潜在意味を介して文書と索引語が共
起するというモデルで定式化されている．LSIとは異
なり，idfのような事前の重み付けが不要で，LSIを
超える性能を発揮することが実験的に示されている．
本稿では，この PLSIを利用することにより語の
潜在意味を推定し，名詞間の類似関係の自動獲得を
行う．具体的には，表層的な格や前置詞を介した動
詞と名詞の共起関係をコーパスから抽出し，PLSIの
モデルに当てはめることによって，各名詞ごとの潜
在意味の確率分布を得る．得られた確率分布間の距
離を，適切な距離指標を用いて測定することにより，
名詞間の類似度が計算できる．本稿では，そのよう
に計算された類似度を，識別率とスコアという 2 つ
の指標により評価・検討した結果を述べる．
さらに本稿では，PLSIを類義語の自動獲得へと適
用する際の基礎的な利用技術について述べる．具体
的には，(1) 確率分布間の距離指標，(2)コーパス中
の出現頻度に基づく語の取捨選択，(3)PLSIを複数
回実行した結果の統合，の 3項目について，手法と
実験結果を報告する．
本稿では以下，2章でPLSIのモデルと計算の概要

を説明した後，3章で本研究のアプローチを述べる．
続く 4章では，従来手法に対する比較実験の結果と，
PLSIの利用技術についての各実験の結果を示し，検
討する．

2 PLSIのモデル
本章では，情報検索タスクにおける PLSIのモデ
ルについて，その概要を述べる．PLSIでは，図 1の
ように，潜在意味 zを介して文書 dと索引語 wが共
起すると考える．このとき，文書と索引語の共起確
率 P (d,w)は

P (d,w) = P (d)
∑

z

P (z|d)P (w|z) (1)
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図 2: 本研究のアプローチ

によって表される．
PLSIモデルにおける確率P (d), P (z|d), P (w|z)は，
文書と索引語の共起尤度：

L =
∑

d,w

N(d,w) log P (d,w) (2)

を最大にするように決定する．ここで，N(d,w)は
文書 dと索引語 wが共起する頻度である．
このモデルにおいて，文書 d と索引語 w の共起

(d,w)は直接観察されるが，潜在意味 z は直接観察
できない．したがって，この最尤推定には，観察不
可能な潜在データを持つ系の最尤推定を繰り返し的
に行う EMアルゴリズム [8]が用いられる．

3 本研究のアプローチ
PLSIは，前章で述べたように，文書と索引語の共
起関係を扱ったものであるが，このモデルをコーパス
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図 3: 依存関係を用いた共起関係の抽出

中の語の共起関係に対して適用することにより，各
語に対する潜在意味を求め，その結果，意味の類似
した語を得ることができると考えられる．本研究の
アプローチの概略を図 2に示す．以下では，その詳
細について述べる．

3.1 共起関係の抽出

具体的な共起関係として，コーパスから抽出した
3項組 (v, c, n)を用いる．ここで，vは動詞，cは格・
前置詞，nは名詞である．また，共起関係として用
いる語の間の関係としては，名詞が動詞に対して持
つ主格や目的格の他に，前置詞を介した関係も考え
る．例えば，文：

John gave presents to his colleagues.

において，名詞 “John”は動詞 “gave”に対して主格
であり，また，名詞 “presents”は動詞 “gave”に対し
て目的格である．さらに，名詞 “colleagues”は前置
詞 “to”を介して “gave”と関連があるととらえるこ
とができる．したがって，この文から，(“give”, subj,

n
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図 4: 共起関係の自動抽出に用いた規則

“John”), (“give”, obj, “present”), (“give”, “to”,
“colleague”)という 3つの共起が得られる．
この共起関係は，文の依存関係に注目したヒュー
リスティックを用いて自動で抽出した．具体的に
は，まず，コーパス中の文に構文解析を行い (図
3(b))，得られた構文木から文献 [9] の手法を用い
て単語間の依存関係を求める (図 3(c))．次に，得
られた依存関係から，ある特定のパターンに一致
するものを取り出し，共起関係を特定する．例え
ば，図 3(c) 中の “John”→“gave” という依存関係
のラベルは NP, S, VP であり，文 (S) 中の名詞句
(NP)と動詞句 (VP)を表していることから，“John”
は “gave” に対して主格であることが判定できる
(図 3(d))．同様にして，“presents”→“gave”, “his
colleagues”→“to”→“gave”についても，それぞれ目
的格，前置詞 “to”を介した関係であると判定できる．
図 4に，本稿において共起の自動抽出のために用い
た 3つの規則を示す．
なお，この共起関係抽出手法を，4.1 節で述べる
コーパスから無作為に抽出した 50 文に関して評価
したところ，精度 88.6%, 再現率 78.1%という結果で
あった．この結果には構文解析の誤りも含まれてい
るため，実際の精度と再現率はより高い値になると
考えられる．

3.2 PLSIの適用

PLSIのモデルが，文書 dと索引語wの共起 (d,w)
を対象としているのに対し，3.1節の手法で得られる
のは動詞 v, 格・前置詞 c, 名詞 nの共起 (v, c, n)であ
る．そこで，動詞 vと格・前置詞 cをペアとし，以降
ではこのペア (v, c)を新たに動詞 vと見なして扱う．
これによって動詞と名詞の共起 (v, n)として取り扱
うことができ，PLSIの適用が可能となる．なお，こ
のように動詞 vと格・前置詞 cをペアとして扱うこ
とには，“look for”, “get to”などの句動詞を一つの
動詞とみなして自然に扱うことができるという利点

3

研究会temp
テキストボックス
－73－



もある．
動詞と名詞の共起関係に対して EM アルゴリ
ズムを適用し最尤推定を行うことにより，確率
P (v), P (z|v), P (n|z)がそれぞれ求められる．そらら
から，ベイズの定理を用いて P (z|n)を以下のように
計算できる．

P (z) =
∑

v

P (v)P (z|v) (3)

P (z|n) =
P (n|z)P (z)∑
z′ P (n|z′)P (z′)

(4)

P (z|n)は，各名詞 nに対する潜在意味 z の確率分布
であり，名詞 nの意味の特徴を表していると捉える
ことができる．したがって，名詞 ni, nj に対応する
潜在意味分布 P (z|ni), P (z|nj)の間の距離または類
似度を測定することにより，名詞 ni と nj の類似度
を計算できる．この確率分布間の距離を測る指標に
は様々なものが存在し，どの指標を用いるかによっ
て結果が変動する．用いる距離指標の比較について
は 4.3節で詳しく述べる．

4 評価実験
本章では，前章までに述べた手法を用いて実際に
類似関係を求めた実験の結果を述べる．

4.1 シソーラス自動構築

シソーラスは，WordBank[10](約 19万文，500万
語収録)をコーパスとして用い，3章で述べた方法に
より作成した．また，その際，構文解析ツールとし
て Charniak’s Parser[11]を，ステミングツールとし
て TreeTagger[12]をそれぞれ使用した．

PLSI の実装時には，過学習を避けるために，
DAEMアルゴリズム [13]に基づいたTEM(tempered
EM)アルゴリズム [5]を用いた．逆温度パラメータ
β は，予備実験の結果から，β = 0.86に固定した．
なお，以下の実験では，PLSIの距離指標と 4.5節
で述べる出現頻度の閾値 tf は，それぞれ 4.3節，4.5
節で求めらた最適値を用いた．また，PLSIは実行の
たびに結果が変動するので，4.6節を除き，3回実行
して得られた性能の平均値を用いている．

4.2 性能評価指標

求められた類似度を評価する指標として，以下の
2つを用いる．この 2つの指標の値が大きいほど，自
動構築したシソーラスの性能は高いと言える．

識別率 識別率は，ある与えられた語のペア (w1, w2)
について，w1, w2の関係の強弱を類似度によって判
別できる割合である [14]．文献 [14]では語の関係と
して高関連 (同義または類義)，中関連 (ある程度の
関連がある)，無関連 (全く関連が無い)の 3段階の
識別を考えている．しかし，中関連のテストセット

図 5: 識別率の計算に用いるテストセット

を作成するコストは，高関連や無関連のテストセッ
トを作成するコストよりも高いため，ここでは，高
関連か無関連かの 2段階だけの識別を考える．
この識別率を求めるために，図 5に示すような，高
関連のペアと無関連のペアからなるテストセットを
用いる．セット中の各ペアについて類似度を計算し，
類似度がある閾値 t以上ならば，そのペアを高関連，
t未満ならば，そのペアを無関連と判定する．高関連
のテストセット中で，類似度が閾値 t以上になった
ペアの数を naとし，逆に，無関連のテストセット中
で，類似度が閾値 t未満となったペアの数を nbとす
る．すなわち，naと nbは，それぞれのテストセット
中で，関連の度合いを正しく判定できたペアの数に
相当する．このとき，Na, Nbをそれぞれ高関連，無
関連のテストセット中のペアの数として，識別率を

1
2

(
na

Na
+

nb

Nb

)
(5)

によって求める．すなわち，それぞれのテストセッ
ト中で，正しく判定できたペアの割合の算術平均で
ある．なお，この識別率は閾値 tによって変動する
ので，閾値 tを調節し，識別率が最大となるときの
値を採用する．
なお，高関連のテストセットは，シソーラス

WordNet[1] 中の同義語を用いることによって作成
した．また，無関連のテストセットは，4.1節で構築
したシソーラス中の語彙から，無作為に 2語を選ん
でペアとし，その 2語に本当に関連が無いか人手で
確認することにより作成した．高関連，無関連のテ
ストセット中のペア数はそれぞれ 383個, 1124個で
ある．

スコア ここで提案するスコアは，基本的には情報検
索の分野において用いる精度と同様のものであるが，
類似度で重み付けを行うという点が異なっている．
表 1に，基準語 “computer”に対して得られた類
義語とその類似度からスコアを計算する手順を示す．
まず，基準語 “computer”との類似度 simを各名詞
に対して求め，類似度の大きい順にランク付けして
類義語を得る．なお，この例では上位 5位までを計
算の対象としている．類似度の取り得る値の範囲は
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表 1: スコアの計算方法
基準語: computer

順位 類義語 sim sim∗ 判定 (p) p · sim∗

1 equipment 0.6 0.3 △ (0.5) 0.15
2 machine 0.4 0.2 ○ (1.0) 0.20
3 Internet 0.4 0.2 △ (0.5) 0.10
4 spray 0.4 0.2 × (0.0) 0.00
5 PC 0.2 0.1 ○ (1.0) 0.10

合計 2.0 1.0 0.55

用いる指標などによって変化し，それによりスコア
の値が変動する．それを避けるため，得られた類似
度の和が 1 となるように類似度の正規化を行う．そ
の結果が表 1 の sim∗ の列である．次に，得られた
各類義語に対して，その類義語が基準語と本当に類
似しているか主観判定を行う．主観判定は，良く類
似している (○), 中程度類似している (△), 類似して
いない (×)の 3段階で行い，それぞれに対して 1.0
点, 0.5点, 0.0点の点数 pを与える．最後に，正規化
類似度 sim∗ と点数 pの積を各類義語について求め，
その合計を求める．この例では合計は 0.55 であり，
それに 100を乗じてスコア (ここでは 55)とする．
このスコアは，類似度によって重み付けを行って
いることから，精度に比べ類似度をより正確に評価
できると考えられる．なお，このスコアを用いて実
験結果を評価する際には，テストセットとして無作
為に選んだ 30語を基準語とし，得られたスコアの平
均値を用いた．また，実際の実験では各基準語に対
して求める類義語の数は上位 20位までとした．

4.3 確率分布間の距離指標の決定

PLSI に よって 得 ら れ た 潜 在 意 味 分 布
P (z|ni), P (z|nj) 間の距離を計算する際に，ど
の距離指標を用いるかによって類義語獲得の性能が
変化する．確率分布やベクトル間の距離を測る指標
としては様々なものが存在するが，ここでは，以下
に挙げる 7 個の指標に注目し，性能の比較・検討
を行った．ここで，p, q は一般的な離散確率分布で
ある．

• KL(Kullback-Leibler)距離 [15]：
KL(p || q) =

∑
x p(x) log(p(x)/q(x))

• JS(Jensen-Shannon)距離 [15]：
JS(p, q) = {KL(p || m) + KL(q || m)}/2,
m = (p + q)/2

• Skew Divergence[16]：
sα(p || q) = KL(p || αq + (1− α)p)

• ユークリッド距離：euc(p, q) = ||p− q||
• 市街地距離：L1(p, q) =

∑
x |p(x)− q(x)|

• 内積：p · q =
∑

x p(x)q(x)
• 余弦：cos(p, q) = (p · q)/||p|| · ||q||
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図 6: 距離指標の性能比較

KL 距離は，相対エントロピーとも呼ばれ，2 つ
の確率分布間の距離を測定するのに広く用いられて
いる．しかし，距離が非対称であることや，p(x) 6=
0, q(x) = 0となる xが存在する場合に距離が定義
されないといった問題がある．それに対して JS距離
は，KL距離を対称化したものであり，有界で，ゼロ
頻度問題が起こらないといった好ましい性質を持つ
[15]．また，Skew Divergence は，パラメータ α に
よって分布を混合し，KL距離のゼロ頻度問題に対応
したものであり，他の指標に対する優位性が示され
ている [16]．他に，ベクトル間の距離または類似度
の指標として用いられるユークリッド距離，市街地
距離，内積，余弦も比較対象とした．
なお，上の 7個の指標のうち，内積と余弦は類似
度の指標であり，2つの確率分布 p, q が類似してい
るほど値が大きくなる．逆に，他の 5個の指標は距
離指標であり，pと q が類似しているほど値が小さ
くなる．今回は，語の類似度を求めるため，これら
の距離指標を類似度に変換する必要がある．このこ
とについて，文献 [7]では，距離指標 Dを，類似度
の指標 simへ，下式を用いて変換している．

sim(p, q) = exp{−D(p, q)} (6)

しかし本稿では，指標によって類似度の絶対値が大
きく異なってしまうことを避けるために，パラメー
タ λを導入し，

sim(p, q) = exp{−λD(p, q)} (7)

によって変換を行うこととした．この λは，余弦の
場合を基準とし，各指標を用いて得られた類似度の
平均が等しくなるように設定した．
図 6に，上で示した 7個の指標を用いて類似度を
計算し，識別率とスコアを求めた結果を示す．なお，
KL距離と SkewDivergenceについては非対称である
ため，双方向の距離を計算し，その平均値を用いて
いる．
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図 7: PLSIと従来手法との性能比較

図 6から，JS距離と SkewDivergenceを用いたと
きの性能が，他の指標を用いたときに比べ高いこと
が分かる．JS距離との差は小さいが，α = 0.99の
SkewDivergenceが最も高い性能を示しており，この
ことからも SkewDivergence の優位性が示せたと言
える．逆に，ユークリッド距離をはじめとするベク
トル空間の距離・類似度指標では，確率分布間の距
離指標に比べ，良い結果は得られていない．
以上の結果から，本稿では，PLSIの距離指標とし
て SkewDivergence(α = 0.99)を用いる．

4.4 従来手法との比較

ここでは，PLSIと，以下に挙げる 5つの従来手法
について，類義語獲得の性能を比較する．以下では，
N, M をそれぞれ動詞，名詞の延べ数とする．

• tf : 名詞 niと動詞 vj の共起頻度 tf i
j を類似度の

計算にそのまま用いる方法である．名詞 niに対
するベクトル ni を

ni = t[tf i
1 tf i

2 ... tf i
M ] (8)

によって求める．
• tf·idf : tfで求めたベクトルに対し idfで重み付
けを行う．すなわち，

n∗i = t[tf i
1 · idf1 tf i

2 · idf2 ... tf i
M · idfM ] (9)

とする．ここで，idfj は，動詞 vj と共起する名
詞の数 dfj から，

idfj =
log(N/dfj)

maxk log(N/dfk)
(10)

によって求める．
• tf+LSI : 上の tfで作成したベクトル ni を用い
て共起行列：

X = [n1 n2 ... nN ] (11)

を作成し，このX に対して LSIを適用する．
• tf·idf+LSI : 上の tf·idfで作成したベクトル n∗i
を用いて共起行列：

X∗ = [n∗1 n∗2 ... n∗N ] (12)

を作成し，このX∗ に対して LSIを適用する．
• Hindleの方法 : 文献 [3]の手法を用いて類義語
を求める．なお，文献 [3]では主格と目的格に注
目した動詞と名詞の共起関係しか扱っていない
が，ここでは 3.1節で述べた前置詞を含めた共
起関係を用いて類似度を計算する．

上の 5つの従来手法と，PLSIを用いた場合とで識
別率およびスコアを求めた結果を図 7に示す．LSIと
PLSIでは潜在意味クラス数 dをあらかじめ指定する
必要があるため，50から 1000まで 50刻みで dを変
化させて評価した．なおここでは，tf, tf·idf, tf+LSI,
tf·idf+LSIについては，余弦を用いて類似度を計算
している．
まず，識別率の結果に着目すると，識別率の最大
値を達成しているのは PLSIの d = 100の場合であ
ることが分かる．また，スコアに注目すれば，ほぼ
すべての dの値に対して，PLSIの性能が最高となっ
ている．このことより，ここで取り上げた 5つの従
来手法に対する PLSIの優位性が示せたと言える．
また，idfによる重み付けを用いない tfと tf+LSI

は，識別率，スコアともに dの値に関わらず低くなっ
ていることが分かる．なお，識別率において，dの変
化に伴う性能の振る舞いが PLSIと LSIで異なって
いるが，このことについては引き続き検討している．

4.5 出現頻度による語の取捨選択

コーパス中に出現する頻度の少ない語については，
十分な共起情報が得られず，PLSIによる適切な潜在
意味の推定ができないと考えられる．したがって，そ
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図 8: 共起頻度に関する閾値 tf による識別率の変化

のような出現頻度の低い語をあらかじめ除外するこ
とにより，類義語獲得の性能を向上させることがで
きると考えられる．
そこで，3.1 節の手法で得られた共起関係に対し
て，閾値 tf を設定し，

∑
j tf i

j < tf となる名詞 niと，∑
i tf i

j < tf となる動詞 vj を削除し，実験を行った．
図 8に，閾値 tfを変化させたときの識別率の変化を

示す．ここでは，潜在意味クラス数 d = 100, 200, 300
の場合について測定している．図 8 から，d =
100, 200, 300のいずれの場合にも，閾値をある程度
まで増やすことによって識別率が向上していること
が分かり，出現頻度による語の取捨選択は有効であ
ると言える．この結果を受け，他の実験では閾値 tf
を tf = 15に設定している．
なお，情報検索との類推で言えば，本研究で扱う
名詞，動詞はそれぞれ文書と索引語に対応する．ま
た，共起する動詞の多い名詞は，その中に出現する
索引語が多い文書に対応することが分かる．したがっ
て，名詞をその出現頻度によって取捨選択すること
は，出現する索引語の少ない，すなわち長さの短い
文書を索引づけから除外することに相当する．この
方法は情報検索では一般的ではないため，シソーラ
ス自動構築という応用に依存した方法であると考え
られる．

4.6 PLSIの結果の統合

PLSIで用いている EMアルゴリズム [8]では，ラ
ンダムな初期値から出発し，最急勾配法に類似した方
法で潜在データを含む系の最尤推定を行っている．し
たがって，一般的には局所的な最適解しか求まらず，
実行のたびに結果が変動してしまうという問題点が
ある．この問題に対処するために，本稿では，PLSI
を複数回実行し，それによって得られた結果を何ら
かの形で統合することを考える．
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図 9: PLSIの統合結果 (N = 3)

まず，3.1節で得られた共起関係に対し，PLSIをN
回実行する．これによって，名詞の各ペア (ni,nj)に
ついて，N 個の類似度 sim1(ni, nj), ..., simN (ni, nj)
が得られる．このN 個の類似度を，以下に示す 4種
類の方法のいずれかを用いて統合し，最終的に 1個
の類似度 sim(ni, nj)を得る．

• 算術平均：
sim(ni, nj) = 1

N

∑N
k=1 simk(ni, nj)

• 幾何平均：
sim(ni, nj) = N

√∏N
k=1 simk(ni, nj)

• 最大値：sim(ni, nj) = maxk simk(ni, nj)
• 最小値：sim(ni, nj) = mink simk(ni, nj)

図 9 に，N = 3 の場合における統合による性能
の変化を示した．これより，結果を統合することに
よって性能が向上していることが分かる．すなわち，
PLSIを 3回実行したときのそれぞれの性能に対し
て，それらを統合した後の性能は，統合方法として
最小値を用いた場合を除き，同等またはそれ以上で
ある．
さらに，N の値を変化させて同様の実験を行った

結果を図 10に示す．同図には，PLSIのN 回の実行
で得られた性能の平均と最大，そして，算術平均に
よって統合した後の性能を示してある．この結果か
ら，2 ≤ N ≤ 10のどの値に対しても，PLSIの結果
の統合によって性能が向上していることが確認でき
る．また，性能の向上率は，N = 5 あたりまではN
を増やすことによって増加するが，それ以上N を増
加させても変化がないことも分かる．
なお，今回の実験で，類似度の統合には最大値や
最小値よりも算術平均や幾何平均を用いる方が性能
が高いということは確認できたが，算術平均と幾何
平均のどちらが優位かを決定することはできなかっ
た．これは逆に言えば，どちらの方法を用いてもほ
ぼ同等の効果が得られるということになる．

7

研究会temp
テキストボックス
－77－



�����

�����

�����

�����

�����

� � 	 � � � � � 
 � �� ���



�
�

��
��
��

����

����

����

	���

	���

	���

� � 	 � � � � � 
 � �� ���

�
�
�

��
��
��

図 10: PLSIの実行回数N による統合性能の変化

5 おわりに
本稿では，潜在意味モデルである PLSIを用いて，
語の潜在意味を推定することにより，語の類似関係
の自動獲得を行った．識別率とスコアの 2種類の性
能評価指標を用い，得られた類似度を評価したとこ
ろ，tf·idfや LSIなどの従来手法と比べて PLSIの性
能は高く，シソーラス自動構築における PLSIの有
効性を確認した．また，PLSI を用いて類義語の自動
獲得を行う際には，(1)確率分布間の距離指標として
の SkewDivergenceの利用，(2) コーパス中の出現頻
度に基づく語の取捨選択，(3)PLSIを複数回実行し
た結果の統合が有効であることを実験により示した．
今後の課題としては，階層関係を持つシソーラス
の自動構築に向けて，上位語・下位語の自動獲得が
挙げられる．そのためには，PLSIによって得られた
語の潜在意味分布の特徴などが利用できると考えら
れ，引き続き検討する．
また，今回性能評価指標として識別率とスコアを
用いたが，例えば perplexity[6]などの指標を用いる
ことで，事前にある程度，性能の予測やパラメータ
の調節を行うことができる可能性がある．これも今
後の検討課題である．
さらに，本稿では動詞と名詞に関する共起関係し
か用いていないが，例えば名詞と形容詞の修飾関係
や，辞書から得られた情報を統合することも，シソー
ラスの性能向上のために有効な手段であると考えら
れる．
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