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PeerSommelier：分散ハシシュテーブルを用いた

スケーラブルな情報推薦フレームワーク

片山博順↑村岡洋一↑

近年ユーザが接するコンテンツ数は膨大になり，その中からユーザが自分の嗜好に応じたコンテン
ツを効率的に選出することが困難になっているこの状況を解決するアプローチとして，協調フィル
タリングなどを利用した情報推薦システムが提案されている．しかし従来手法では対象とするユーザ
数とコンテンツ数の増加に伴い推薦サーバに負荷が集中する問題と，データが疎であることによって
精度が低下する問題が存在した．本提案手法PeerSommelierではＰ２Ｐモデルを利用することで効率
的に処理を分散させ，スケーラピリデイの問題を解決した．また，ユーザプロファイルが分散した状況
で高い推薦精度を実現するために，コンテンツごとの推薦処理を分散ハシシュテーブルのルートノー
ドに割り当て，推薦処理に十分な評価情報を集積させた．本提案手法により，高い推薦精度（ＭＡＥ
値0.82～0.85）を保ちながらも優れたスケーラピリテイを持つ情報推薦システムを実現した．

PeerSommelier:AScalableltem-basedRecommendationSystemwitllDHT 

HIRoYuKIKATAYＡＭＡ↑andYoIcHIMuRAoKAf 

Inthi8paper，weproposeadecentralizedltem-basedCollaborativeFilteringalgorithm， 
camedPeerSommelier,basedondistributedhashtabIemethod(DHT).Thetmditiona1CF 
aｴgorithm,ｂａｓｅｄｏｎＣ/Smodel,isoneofthemostsuccesBfUltechnique8inrecommendation 
system・However,traditionalCFba8edonC/Smodelhassca1abilityproblem・Weachievedto
泥anzeascalableItem-basedCFalgorithmusingPee7-to-PCermodel・Andwealsoachievcd
toimprovetheprBdictionaccuracy,usingefIectivelyRootjVode． 

推薦システムの具体的なサービス例にはAmazoncom

やCDnowcomなどがある．これらのシステムでは，

ユーザの商品購入履歴からユーザの嗜好性を抽出し，

関連する商品を推薦することで効率的な商品選択の提

供と，販売機会の拡大をもたらしている．前述の情報

推薦システムの基本となっている技術が協調フィルタ

リング(ｃｏｌ１ｑＭ伽Uef伽erm9)4)である．協調フィ
ルタリングはビジネス上も学術的研究上も大きな成

功を生んでいると言えるが，対象とするユーザ数とコ

ンテンツ数の増加に伴い，スループットが低下するス

ケーラピリティ（Sca1ability）の問題と，スパーシティ

(SparSity）による精度の低下の問題が指摘されてい

る5)．本研究は次の２点の実現を目的とする．

・目的１

コンテンツとユーザの増加に耐性のある，スケー

ラピリティの高い情報推薦システムを実現する

・目的２

推薦精度の高い情報推薦を可能にする

とりわけ既存研究で解決できていない前者のスケーラ

ピリティの問題解決に重点を置く．また，従来の協調

１．はじめに

近年の広帯域インターネットの普及により，イン

ターネットを経由した映画や音楽などのコンテンツ配

信サービスが行われている．ユーザがコンテンツを

取得する形態は，クライアントサーバモデルによるス

トリーミング配信や，Peer-to-Peerファイル共有型の

アプリケーションによるコンテンツの取得，あるいは

Apple社のiTunesのような専用アプリケーションで

の動画・音楽購入まで様々である．コンテンツ配信技

術の発展および，コンテンツ配信サービスの多様化

に伴い，ユーザが取得可能なコンテンツは膨大な量

になっている．今や，これらの膨大なコンテンツの中

からユーザの嗜好に応じてコンテンツを効率的に選

出する技術が必要である．この状況を解決する一つ

のアプローチとして，いくつかの情報推薦システム

(ルcOmmeMMt伽Sgstem)が提案されている．情報
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フィルタリングの長所である優れた推薦精度を保持し，

のスケーラブルでありながら既存の情報推薦システム

と同等あるいはそれ以上の推薦精度を実現することが

目的である．

２．既存の情報推薦手法と問題点

２．１協調フィルタリングの特徴

協調フィルタリングは各ユーザのアイテムへの評価

履歴をプロファイルとして利用し，類似した評価履歴

を持つ他のユーザを選抜し，情報推薦を受けるユーザ

の未評価アイテムを推薦する情報推薦手法である．協

調フィルタリング技術はオンラインショッピングでの

商品推薦などにも用いられ，実用面でも広く成功をお

さめている．

２．２協調フィルタリングの課題

しかし，近年のユーザ数と対象とする情報（アイテ

ム数）の増加により以下のような問題を抱えているこ

とが指摘されている

・スパーシティ(sparsity）

Sparsityとはアイテム総数に対してユーザが既に
評価を行ったアイテム数がしめる割合が非常に低

い希薄な状態を指す．Amazon、ｃｏｍやＣＤnow・

ｃｏｍなどでは扱う書籍や音楽アルバムなどの膨大

なアイテム全体に対して，わずか1％以下しか購

入されない従ってNearestNeighborアルゴリ

ズムでは特定のユーザに対して適切なアイテムが

推薦できないなどの精度の低下を及ぼしている．

・スケーラピリデイ(Scalability）

ユーザの増加と対象とするアイテムの増加の両方

に応じて，その計算量が増加する．１００万以上の

ユーザやアイテムを扱うようなWebベースの情

報推薦システムは深刻なスケーラピリテイの問題

を抱えていると指摘されている．

ＭＤＨＴを活用したフィルタリング：PipeCF

PipeCFではこうしたScalabilityの問題をPeer-to‐
Peerのコンテンツ発見技術である分散ハシシュテーブ

ル(以下,DHT)を用いて解決を試みている．PipeCF

ではNearestneigborの演算を既存の中央集権では
なく，を分散環境で行う．推薦情報を受けるアクティ

ブユーザは，既に評価したアイテムのＩＤと評価値

のダブル<ITEMjD,VOTE>をローカルに持ってい

る．〈〃ＥＭＤ,VOTE>をキーにＤＨＴにかけ,同じ

くITEMjD,VOTE>の組を持つユーザを発見し，そ
れらのユーザから評価履歴情報を取得し，フィルタリ

ングをかけている．これにより，あるアイテムに対し

同じ評価をおこなったユーザのプロファイルから推薦

情報を得ることができる．

２．４ＰｉｐｅＣＦのプロファイル収集手法

図１にPipeCFのプロファイル収集手法を示す．図

１ではＤＨＴの、空間をChordやPaStryのように

ring状で示している．他のＤＨＴの、空間にはring
状以外のものもあるが，ここでは解説を容易にするた

めにring状の、空間を用いる．

｢'昭戦のl四則■と仮定したDHT⑳Eテル

■■￣＝■■■■■■ 

ﾆﾛﾛﾛﾆ＝ ■■ 

図lPipeCFにおけるプロファイル収集法

ｒing状の、空間（サイズは、とする）に配置さ

れている{腿｡,町,…皿‘,…um-2,泌泥-1｝は各ユーザ
のノードを表している．各ノードにひもづいて表現

されているテーブルは各ユーザの評価履歴である.こ

こではアクティブユーザzOqが，自身の評価履歴にあ

るitem1に対して評価値５．０を付けているneighbor

ノードをＩＤ空間から探す場合を考える.図’にある

ようにｕａは，ダブル＜ｉｔｅｍ1,5.0＞をｋｅｙとして

ＤＨＴにかけて，一致するタプノレを保持しているノー

ドを発見する．ＤＨＴの発見アルゴリズムに従い,同じ

ハシシュ値を持つノードが発見される．発見したノー

ドからアクティブユーザは評価履歴を受け取り，推薦

情報計算に用いる．

ｚ５ＰｉｐｅＣＦの課題

ここではPipeCFがくitemID,Ｍｅ>の評価ダブル
をハシシュにかけて利用することによる生じる解決す

べき課題について述べる．一般にハシシュ機能はkey

に対して一意にvalueを割り当てる機能である．ＤＨＴ

は文字通りハシシュ機能であるので，keyが完全に一

致する場合でないと異なるハシシュ値を返す・図２の

ような評価履歴の場合について考えてみたい・評価

値は５段階評価（１，２，３，４，５）であると仮定する．

四se７，と処8ｃｍまともにitem1に対して比較的低い評

価値（１，２）を与え，item3，鮒em5には比較的高い

評価値（４，５)，item4に対しては中程度の評、壇（3,

4）を与えている．前述のPipeCFのように評価値を

ハシシュにかけてプロファイル取得をする場合には，
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このように類似した評価履歴を持つユーザが存在して

も，評価値が異なるためプロファイル取得の対象とな

らないこれは予測評価値を求める場合に情報が十分

に集まらず，精度が上がらないことにつながる．各

推薦アイテムを取得する．次節では，より詳細にユー

ザプロファイル収集手法の流れを述べる．

３．１PeerSommelierのプロファイル収集

本節では具体例を用いてアイテムのルートノードに

ユーザプロファイルが集まる仕組みを述ぺる．図３，

図４はルートノードにユーザプロファイルが集まる一

連の流れを示している．図３のように，あるアイテム

ルに評価値を与えるユーザ職は，アイテムルをkey
としてＤＨＴにかけて，得られたルートノード、ｒに

評価値および自身の評価履歴を送信する．ルートノー

ド迦示はこれを受け取り，保存領域にｕｉの評価値およ

び評価履歴保存する．

近い評価傾向があるが解!■値が一致しない場合DHTではﾋｯﾄしない

■■■■■■■ﾛ■■■■ 

■■■■■■。■■■－－B■■■■丘Ｔ■■
ヱコ亜■■￣■■■■■■￣■正面

￣■■■■■■■■■■￣■■■■■I■■ 
■U■■■■■ 

■■■■■■■I■■■■■I■■■■■■■■■ 
■■正面一■■■■■■■■■■■■
￣■￣＝ 

図２アイテムｍと評価値が完全に一致しない場合

ユーザがアイテムを評価iする際には，ユーザごとに評

価値を与えるスケールが異なる（比較的高い評価に偏

るユーザ〉低い評価に偏るユーザｂ中程度に集中する

ユーザ）がいるため，それぞれの評価値そのものだけ

でなくユーザの評価スケールも考慮する必要がある．

本研究ではＤＨｒをコンテンツの評価値に対してでは

なく，コンテンツｍに対して用いる．また，PipeCF
ではuser-based協調フィルタリングをＰ２Ｐで実現し

ているが，本研究ではitem-based協調フィルタリン

グをＰ２Ｐで実現することで，これらの情報の欠損を防

ぐ．次に本研究の提案手法であるPeerSommelier（ビ

ア・ソムリエ）の概要について述べる．

３．PeerSommelierによる情報推薦

本節ではPeerSommelierの概要について述べる．

PeerSommelierという名は，ユーザの嗜好性に応じて

魅力的なアイテムを推薦するSommelier（ソムリエ）

のようなＰ２Ｐシステムという意味を持つ．PeerSom-

melierではＤＨＴを用いることでスケーラピリティ問

題の解決を試みながら，精度の高い情報推薦を実現す

る．ユーザプロファイルの解析には，アイテム間の嗜

好的類似度を求めるItemPbased情報推薦を採用する．

ChordやPastryなどのＤＨＴではあるコンテンツｍ

に対応するノードが一意に定まる特徴がある．この

ノードをルートノード（ROotNode）と呼ぶ．本手法

では，アイテムの評価を行なうユーザの評価履歴が，

その評価対象のアイテムのルートノードヘ集めること

で効率的なプロファイル収集を実現している．これに

より，ルートノードには担当するアイテムに関する評

価情報および，その周辺コンテンツに関する評価情報

が得られるため，アイテム間の類似度計算および，ア

クティブユーザに対する予測評価値計算に十分な情報

を取得することが可能になる．アクティブユーザは情

報推薦のクエリをこのルートノードに送信することで

尻B肉一IIBrプロブァイ｣噸空手注

０１１ 

図３PeerSomInelierにおけるプロファイル収集法その１

次いで，図４のようにユーザセルイとは異なるユーザ

吟がアイテムルを評価した場合も，同様にアイテム

ルのルートノードに評価履歴を伝播させ，ルートノー

ドはこれを保存する．以上の流れを繰り返すことで，

P巴囚戯meoIerプロファイノ魍集手法

図４PeerSommelierにおけるプロファイル収集法その２

アイテムルのルートノードにはアイテムルを評価し

たユーザの評価履歴が蓄積される．これまでの流れを

まとめると以下のようになる．

（１）ｕ・は評価値を与えるコンテンツ、をハシシュ

にかけてハシシュ値を得る

（２）得られたハシシュ値をあて先として，コンテン

ツに対する評価を含んだⅦ。の評価履歴を転送

する
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（３）ＤＨＴのルーティングアルゴリズムによって,評

価履歴はコンテンツのルートノードｕ蕨に向かっ

て転送される

（４）迦誘は秘｡の評価履歴を受信し，ローカルに保存
する

(5)１から４を複数のユーザが繰り返すことで，山
には評価履歴が蓄積する

３．２ルートノードに集まる情報の特徴

図５は前節の例で用いたアイテムルのルートノー

ドに集積する評価i履歴の特徴を示している．アイテム

ルに評価値を与える際に評価者の評価履歴を受信する

ため，評価履歴中には必ずアイテムルの評価値が含ま

れている．ルートノードではアイテムハと類似度の

コサイン値を求めるものである．最もシンプルで計算

コストの低い類似度計算手法である．本研究ではコサ

イン法の他に相関係数法を用いた〆

３．４予測評価値計算

前節で導いたアイテム間の類似度ｓｉｍとユーザの

評価履歴を用いて，未評価アイテムの評価値を予測す

る.未評価アイテムｉへの予測計算は次式で求める．

Ｅ･`ｌｓｉｍ…`e…,"(s`,Ⅳ*Ｒ趣,Ⅳ）（２）Ｈ，`＝Ｚ.,J………１Ｖ(|`ｆｗｌ） 
ここで,凡`はﾕｰｻﾞuのｱｲﾃﾑiに対する予測評

価値を表し，Ｎは類似度計算でアイテム化類似度が

高いと判断されたアイテムである,８３，Ｊvは前節で述べ
た類似度計算式を用いて求められるアイテム化アイ

テムⅣの類似度を示す．２式の分子はアイテムｉと類

似度が強いアイテムへの評価は予測値への影響度が高

く，逆に類似度が低いアイテムへの評ｲ､iは小さく反映

されることを意味する．

３．５推薦アイテムの選択

ルートノードは情報推薦の要求をしてきたアクティ

ブユーザの未評価アイテムに対して，保持している評

価履歴のコンテンツ、空間で２式の予測評価値計算

を行い，最も予測評価値が高かったアイテムを推薦ア

イテムとする．

４．評Ｉ西

本研究の目的を達成するするため，本提案手法の評

価項目は以下の２点である．

・スケーラピリティがあるか

ｏ推薦精度は十分な高さを持っているか

アイテム1tのルートノードに集積するUすらDP■囚巴の特色

鑿
一

無■した脚■囚困中にｈＭ》ずアイテムhが含まれている

図５ルートノードに集積する情報のｲ寺徴

高いアイテムを類似計算によって求め，求められたア

イテム群からアクティブユーザに情報推薦する．アイ

テムｊとアイテムｊの類似度Ｓｉｍ(`,j)の計算にはア

イテム化アイテムｊの両方に対して評価を行なって

いる評価履歴が必要となる．よって，アイテムハとの

類似度を計算する際に，必ずアイテムルの評価が含ま

れている事は，類似度計算の高速化に大きな意味を持

つ．前節で述べたプロファイル収集方法を用いると，

次第にルートノードヘ蓄積する評価履歴が増加して各

ルートノードが保持する評価履歴テーブルサイズが巨

大になる．そこで，本提案手法ではルートノードが保

持する評価履歴テーブルのアイテム空間およびノード

空間に制限を加える．

３．３類似度計算

アイテム空間のサイズを、とすると，ユーザの評

価履歴情報は、次元ベクトルで表現できる．アイテ

ムｉに対する各ユーザの評価を、次元のベクトル『

と，アイテムｊに対するベクトルを；としたとき，コ
サイン法を用いた２つのアイテムの類似度は次式で与

えられる．
－０→ 

＠・Ｊ

ｓｉｍ(i'j)＝c･'(勅＝''7鵬＊ｌｌ７ｌｌ２ （１） 

これは２つのベクトルの内積値をそれぞれのベクトル

のスカラー値の積で割ることで，２つのベクトル間の

４．１評価の方法曰

推薦精度を評価するために，実際に映画やコンテン

ツに対するユーザの評価データが必要となる．そこで

本研究の評価にMovieLenS4)が提供しているデータ

セットを用いた・本データセットを用いた推薦精度評

価は協調フィルタリングに関する研究5)やPipeCF3）
などでも行なわれており，他の研究成果と比較する上

でも有用であるといえる．MovieLensのデータセット

の特徴について簡単に述べる．

●全943ユーザによる１６８２タイトルの映画に対す

る５段階評価（rating）が100,000件収録されて
いる

゛それぞれのユーザは１人あたり２０件以上の評価

を行なっている

●それぞれのユーザの属性（年齢ｉ性別，職業）な

－４０－ 



ども収録されている～

推薦精度の評価実験にI説投入する全ratingデータ

のうち８０％をtrainingデータとし茜投入し，;残りの

20％のratingデータに対する予測評ｲ､i値を求める．本

評価実験では,､}全100,000件のratingデータのうち

ランダムに選ばれた80,000件のtrainingデータとし

て投入し，残りの20,000件をtestデータとして予測

評ｲ､i実験に用いた．trainingデータとtestデータの分
類には，MoVieLensのデータセットが提供しているラ

ンダムな分類のデータを用いた．－

４．２評価の尺度

ト：～120ノード〔１０ノード間隔）とし,８０％のrat-

nngデータを投入した後，２０％のratingデータの
人予測評価値を求めＭＡＥ値を測定する．

5.1`宴験結果

二本節では，評価実験の結果について述べる．図６は

実験１の結果を示す.’
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AbsoluteError)を用いる．ＭＡＥは，予測評価値と

実i剛評価値の差の絶対ｲ壇を用いて，予測評ｲ､i値と実測

評価値の近さを示す６以下に，ＭＡＥの計算式を示す．

、ＭＡＥ－ｚ`ＥＴＩ餓一酢|／ （３） 
Tm 

、ｉ、

ここで,Ｔはtrainingﾗｯrデタの集合を示し,ｐｆ,９tは

それぞれtrainingデータオに含まれるユーザ皿のアイ

テムｉに対する予測評価値と実測評価値を示す.ＬＭＡＥ

は値が小さいほどその推薦精度が高いことを示す．

５．実Ｌ験…ヘ

オーバーレイネットワークに参加するノードを次の

ように２種類に分けた．training用のratingデータ
の投入および予測評価値クエリの送信を行なうノー

ドを投入ノードとしたｂ投入ノードは１台のマシン上

に起動させ，その他のノードは１台のマシンに１０～

120ノード起動させた．投入ノードはtrainingデータ
をｒａｔｅメソッドを用いてオーバーレイネット上に転

送する．転送された評価情報は前述のルールに従って

そのコンテンツＩＤのルートノードヘ転送される．全

80,000件の評価情報が投入ノード以外のSommelier

ノードに蓄積した状態で，投入ノードは残りの２０，０００

件のtestデータに関する予測評価値クエリをgetPre
dictionメソッドを用いて転送する．予測評価値クエ

リを受信したノードはそのノードが保持する評価履歴

情報を元に，コンテンツ間の類似度計算を行い，予測

評価値を求める．実験項目は次の２通りである．

実験１オーバーレイネットワークに参加するノード

を10～120ノード（１０ノード間隔）とし，８０％の

ratingデータを投入した後，２０％のratingデー
タの予測評価値を求め，予測評価値計算に要した

時間を測定する．

実験２

オーバーレイネットワークに参加するノードを１０

”■■⑧■6，.”.■CＤｍＤＵ１ｃ０，． 

坐■ローざ－－

図６ウ薗薦処理ノード数と予測評価値鋼鷹時間（ユーザ数９４３，コ
ンテンツ数100）コンテンツ間類似度の事前計算なし

図６の縦軸は予測評価値の計算に要した時間（ミ

リ秒)，横軸はオーバーレイネットワークを構成する

ノード数である．予測評価値の計算には，予測評価値

計算を要求されたルートノードで事前にコンテンツ間

の類似度Ｓｉｍ(`,j)を計算する必要がある．図６の縦

軸で示した時間は，コンテンツ間の類似度計算とｊ予

測評価値の計算に要した時間を足した時間を表してい

る図６はオーバーレイネットワークを構成するノー

ド数の増加によって予測評価値の計算時間がどのよう

に変化をするかを示している‘図６から明らかなよう

に，ノード数が増加するにつれて予測評価値計算に要

する時間が大幅に減少するのが分かる．

次に図７では，実験２の結果を示す．
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図７推､5処理ノード数とＭＡＥ（ユーザ数９４３，コンテンツ数
’100） 
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・実験１の結果，図６と図??より十分なスケーラピ

リティをもった情報推薦システムが実現できた>，

●実験２の結果，図７より十分な高い精度をもった

情報推薦システムが実現できた～］

今後は数千，数万ノードでの評ｲmi実験を行い本手法

の有効性を確認し､実サービスへの利用を検討したい．
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図７の縦軸は20％のratingデータで予測評価１直を求

めた場合のＭＡＥ値’横軸はオーバーレイネットワー

クを構成するノード数である．cos-sommelierは類似

度計算にコサイン法を用いた場合，corr上sOmmelierは

類似度計算に相関係数法を用いた場合である．図７よ

り，ノード数が10～120に増加する間にＭＡＥ値はほ

ぼ横ばいで0.82～0.84の間を推移していることが分

かる．

６．考察

グラフから明らかなように，推薦処理ノード数が増

加すると１ノードあたりの処理は大きく減少している．

これは，ノード数が増加するにつれ，１ノードあたり

が対応するクエリの量が減少するからだと考えられる．

Ｐ２Ｐモデルを採用することにより，１つの処理マシン

へ負荷が集中することが回避されている．図８のよう

にルートノードに集まる情報量が減ってはいるが，図

７が示すように推薦精度はほぼ一定である．これは，

3.2節で述べたようにルートノードに情報推薦に必要

な評価履歴が効率的に集積するからだと考えられる．
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図８１ノードが保持していた平均ニユーザプロファイル数

７．まとめ

図７の結果から，本手法でのＭＡＥ値がおよそ０．８２

～0.84の間にあることが分かる．既存の協調フィルタ

リングでは多少の条件が異なるので正確な比較検討は

できないが，同じMovieLensのデータセットを用い

た場合にＭＡＥ値が０．７５から０．８５で推移してること

を加味すると，十分それと同等の推薦精度であるとい

える．また，本実験ではコンテンツ間の類似度計算に

コサイン法と相関係数法を採用しているが，さらに拡

張コサイン法などを用いることでこの結果を超える成

果をあげることが期待できる．以上の結果より次のこ

とが言える．
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