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近年の WWW をベースとした放送技術，P2P 技術の発展により，個人向け情報発信サービス(パーソナライズ情報提

案サービス)が活発化するとともに，ネットワークに存在する膨大なコンテンツの中からユーザの嗜好に合致するコン

テンツをカスタマイズする技術が注目されている．本稿では，ユーザの代理人として，ユーザからの明示的な指示がな

くても，ユーザ嗜好に合致するコンテンツを自律的に探索して提案し，当該コンテンツ利用中のユーザの挙動から自動

的にユーザ嗜好を学習・推測するユーザエージェント(UA)を実現するための，ユーザ嗜好学習アルゴリズムを提案する．

さらに，本アルゴリズムの有効性を実験により検証するとともに，学習方法のさらなる高精度化手法を提案する． 
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These days, personalized information recommending services are attracting world wide attention due to the development of 

broadcasting technology based on WWW and P2P technology. In this paper, we propose a method of implementing our active 
autonomous agents that learn user’s preference, discover and recommend contents matched with his/her preference without his/her 
guidance. We make an experiment on our learning algorithm of the agents and propose the way to improve the method of learning 
user-preference. 
 
 

1. はじめに  
近年の WWW をベースとした放送技術，P2P 技

術の発展により，誰もが容易にコンテンツ提供者

になることができる．しかし一方で，膨大なコン

テンツの中からユーザが自身の嗜好に合致する

コンテンツを選択的に取得することが困難にな

っている．そのため，ネットワークに存在する膨

大なコンテンツの中からエンドユーザ (以後，単

にユーザと呼ぶ )の嗜好に合致するコンテンツを

選出し，カスタマイズして提案するサービスが注

目されている．このようなパーソナライズ情報提

案サービスとして，ユーザの好みに応じてカスタ

マイズ可能なインターネットラジオ [1]やエージ

ェントテレビ [2]，インタラクティブ TV[3]等が実

現されている．しかし，これらのサービスにおい

ては，ユーザから入力された好み情報や選択内容

を基にユーザに提供するコンテンツを決定して

いくため，ユーザが事前知識 (音楽や映画等のコ

ンテンツのタイトルやジャンル，出演俳優／演奏

アーティスト等 )を持っている必要があり，また

コンテンツ鑑賞時にユーザが常にさまざまなデ

ータ入力やメニュー選択等を行うことが求めら

れ，ユーザに対してサービス利用時に負担がかか

っている．  
このような背景から，著者らは，ユーザ嗜好を

学習して，ユーザ嗜好に合致するコンテンツを探

索・カスタマイズ・提案等を行うユーザエージェ

ント (UA)，および，コンテンツのメタ情報を学習

し，メタ情報に基づいてコンテンツ配信等を行う

コンテンツエージェント (CA)を提案した [4][5][6]．
アプリケーションは，UA および CA に対して学

習の材料となる情報を入力し，その学習結果から

UA および CA が提案するコンテンツ等を表示・

組み合わせ提供等を行う．例として，ユーザ嗜好

に合致する動画コンテンツ等を組み合わせて番

組シナリオを構築し，提供するプログラマブルム

ービーサービス (PM サービス )等がある．  
本報告では，上記のようなコンテンツ提案サー

ビス実現のため，ユーザが意識して自身の嗜好情

報や，コンテンツ検索のためのキーワードを入力
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しなくても，コンテンツ利用中のユーザの自然な

アクション (映像等のコンテンツをクリップの最

後まで鑑賞，映像クリップのスキップ／巻き戻し，

表示サイズ変更等 )から，自動的にユーザ嗜好を

学習し，ユーザの負担を軽減することが可能な，

ユーザ嗜好学習方法を提案し，UA の実現方法を

説明する．さらに，本 UA およびサンプルアプリ

ケーションとしての PM サービスを用いた実験に

よる学習結果の検証と，その結果に対する考察を

述べる．  
 

2. パーソナライズ情報提案エージェント  
本節では，UA および CA の概要と，これらの

エージェントのパーソナライズコンテンツ提案

サービスへの適用について説明する．  
UA はユーザの代理人としてユーザ嗜好に基づ

いてふるまうピアであるため，ユーザおよびアプ

リケーションからユーザ嗜好学習の材料となる

さまざま情報を収集し，ユーザ嗜好を管理しなけ

ればならない．そこで UA は，ユーザ嗜好を，ユ

ーザの興味 (好きな俳優，ジャンル )，プロファイ

ル (年齢，住所 )，環境 (時刻，所持金 )等のマルチ

プルな属性 (以後これらをユーザ嗜好属性と呼ぶ )
に分類することにより，詳細に表現する．すなわ

ち，表 1 のようなマルチ属性から成るユーザ嗜好

属性を扱うものとする．マルチ属性は，表に示し

た構成で，適用するサービスに応じて新たな他の

属性を使用可能である．次に，UA は，ユーザ嗜

好に合致するコンテンツを，SIONet[7][8][9]等の

探索ネットワークを用いて発見することが求め

られる．このとき，ユーザ嗜好属性とマッチング

可能なコンテンツ属性がコンテンツに付与され

ている必要があるため，CA は表 2 のような構成

のコンテンツ属性を扱う．その後，UA は探索に

より発見したコンテンツ群から，ユーザに提案す

るに相応しいコンテンツのみを抽出し，パーソナ

ライズする．すなわち，UA は，ユーザ嗜好に応

じてコンテンツ群をカスタマイズする．さらに，

コンテンツの積極的な提案が求められるサービ

スにおいては，ユーザに相応しいコンテンツを，

UA が自動選択・表示する等の機能も求められる． 
次に，ユーザ嗜好に応じたコンテンツのカスタ

マイズおよび提案を実現する方法ついて述べる．

コンテンツ属性およびユーザ嗜好属性を UA，CA，

コンテンツ提案アプリケーションが共通に把握

できるデータ形式に変換したものを，それぞれ，

コンテンツキーワード (CK)，ユーザ嗜好キーワー

ド (UPK)と呼ぶ．UA は発見したコンテンツ群をパ

ーソナライズするため，CK と UPK を照合し，コ

ンテンツ属性とユーザ嗜好属性との合致度を算

出して，その得点の高いコンテンツの順にランク

付けする．このとき，得点の算出には UPK と CK
の属性を構成するベクトル (小項目およびその重

み値 )の内積等により，属性毎の合致度を求める

ことができるが，さらに UA は，マルチ属性を総

合的に判断する必要がある．例えば，発見したコ

ンテンツ群のうち，１つはユーザの俳優好みによ

く合致するが他の属性に関しては合致度が低く，

別のコンテンツはユーザのジャンル好みに合致

する等の状況になった場合，どちらのコンテンツ

が，ユーザにとって相応しいのか判断するのは困

難である．そこで，本論文で提案する UA は，マ

ルチプルなユーザ嗜好属性のうち，それぞれがど

の程度重要な要素であるかという情報を持つ．す

なわち，ユーザ嗜好の各属性 (大項目 )に重み付け

を行う．大項目重み値の学習に関しては強化学習

[10]に基づいた学習方式により実現可能であるこ

とを文献 [4][5][6]において示した．そのため，本

報告では，小項目値および小項目重み値に関する

UA の学習方法について述べる．  
 

表 1  ユーザ嗜好属性  
Table 1  User-preference attributes 

属性 (大項目 ) 小項目  
Tom Cruise 81 

Brad Pitt 36 
Actor 63 

: : 
Horror 74 
Action 48 

Genre 22 

: : 
Price 34 less than 

20 yen 
／  

: : : : 
 

表 2  コンテンツ属性  
Table 2  Contents attributes 

属性 (大項目 ) 小項目  
Brad Pitt 70 
Meg Ryan 50 

Actor 

: : 
Horror 80 
Comedy 30 

Genre 

: : 
Price 10 yen ／  

: : : 
 

3. 基本学習アルゴリズム  
本章では，ユーザ嗜好属性における小項目 (詳

細なユーザ嗜好情報 )毎の重み値の学習方法を示

す．映画等のビデオクリップを対象としたサービ

スであれば，俳優 (Actor)好み，およびジャンル

(Genre)好み等の属性があり，さらに俳優好み属性

の小項目として“Tom Cruise”，“Brad Pitt”，“Meg 
Ryan”等のように詳細な項目が存在する．この項

目が小項目であり，それぞれの好み度を示す付加

情報として重み値を付与することにする． (音楽

クリップであれば，俳優好みの代わりにアーティ

スト好み，といった属性が存在することとなる )．
このような小項目の学習方法として，ユーザの行

動履歴に基づいたユーザモデリング手法をベー

スに，ユーザに対する負担を小さくし，かつ，ユ

ーザからの学習材料となる情報を効果的に収集

するため，コンテンツ利用中のユーザの自然なア

クション (映像等のコンテンツをクリップの最後

まで鑑賞，映像クリップのスキップ／巻き戻し，

表示サイズ変更等 )を用いることにする．  
以下の式では，学習回数すなわちユーザのアクシ

ョンに基づくフィードバック数を n と表し，当該

アクション (n 回目のユーザのアクション )基づく

評価値 (フィードバック値 )を Vn と表す．ユーザの
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俳優好み属性の小項目 “ jActor ”に関する重み値

を )( jActornuA ，値域を 100)(100 <<− jActornuA とし，

正の値は興味が深い (ファンである )ことを意味し，

0 は興味なし，負の値は嫌悪していることを表す

とする．また，ユーザが鑑賞したコンテンツに付

与 さ れ た CK に お け る “ jActor ” の 重 み 値 を

)( jActorcA ，値域を 100)(100 <<− jActorcA とし，正の

値は “ jActor ”がファンに好評な役柄で当該コン

テンツに出演していることを示し，0 は出演無し，

負の値はファンに不評な役柄で登場しているこ

とを表すとする．  UPK における小項目重み値

)( jActornuA は，コンテンツ鑑賞中のユーザのアク

ション等に基づいて (1)式を用いて随時更新する

ことができる．  

njActorcjActornujActornu VAAA µ)()()( 1 += −       ( 1 ) 

ここで µ は，現在のユーザの好みを UA の学習

データに加算する際の加算率を意味し，ユーザの

アクションに基づく Vn を調整するためのパラメ

ータである．なぜならば，ユーザ毎にスキップ等

の操作に対する意味が異なると考えられ，例えば、

好き嫌いにかかわらず頻繁にスキップをするユ

ーザ (頻繁に TV のチャネルを変更するユーザと

同様 )は，スキップ一回あたりの評価フィードバ

ックを弱くするなどの調整が必要となるからで

ある．一方，滅多にスキップなどの操作を行わず，

UA によって提案されるがままのコンテンツを鑑

賞するユーザであれば，最後までビデオクリップ

を見たとしても本当に当該コンテンツを好んで

いるかどうか判断できないため，µ を小さくして

UA の学習データへのフィードバックを低減する

ようにする必要がある．  
また，上記小項目重み値更新時に，最大値ある

いは最小値を越えた場合の調整方法として，重み

値の絶対値の最大値 nuA max を算出する．  

};)(max{max jActorjActornunu AA ∀=           ( 2 ) 

この値が，100 を超えた場合，次式で算出される

重み値調整係数ηを用いて，全俳優に対する重み

値 (全ての小項目 “ jActor ”に対する小項目重み値 )

に乗算する．  

nunu AA maxmax /100100 =⇒> η　　　         ( 3 ) 

)()( jActornujActornu AA η←                  ( 4 ) 

ここで記号“←”は，左辺のパラメータ値を右辺の

計算結果に更新することを意味する．以上の計算

式を使用した学習方式により，ユーザが自身のユ

ーザ嗜好属性のさまざまな重み値等を意識しな

くても，ユーザのコンテンツ鑑賞や鑑賞時の挙動

から，それらの値が UA によって自動的に学習さ

れ設定される．以上を，本提案 UA の基本学習ア

ルゴリズムとする．  
 

4. 学習アルゴリズムの評価  
本章では，UA・CA を適用して実現できるアプ

リケーションとして，プログラマブルムービーサ

ービス (PM サービス )を用いて，3 章で示した UA
のユーザ嗜好基本学習アルゴリズムの妥当性を

検証する．検証方法としては，UA が，PM サービ

ス利用中のユーザの挙動からに，ユーザ嗜好属性

小項目 (詳細なユーザ嗜好情報 )およびその重み値

を学習する．この学習結果と，ユーザからアンケ

ートで得た理想的なユーザ嗜好の値とを比較し，

評価する．  
 

4.1. PM サービス 
PM サービスとは，ユーザ嗜好に応じて映像番

組の構成を組み立て，ユーザ毎に内容をカスタマ

イズした映像番組を提供するサービスであり，ユ

ーザの嗜好に応じてストーリーの変化するマル

チシナリオドラマや，好みの音楽や映像クリップ

のみを集めたお気に入り音楽／映像集等を提供

可能である．このサービスは，ユーザの興味 (好
きな俳優，ジャンル )，プロファイル (年齢，住所 )，
環境 (時刻，所持金 )等を総合的に判断し，番組の

材料として利用可能なコンテンツ (ビデオクリッ

プ，テキストデータ，静止画像データ等 )の中か

ら，ユーザに提供するに相応しいものを自動的に

特定し，ユーザにとって TV 鑑賞をしているかの

ように，コンテンツを連続的にユーザに提供し，

表示していく．  
PM サービスシステムは，SIONet と，UA およ

び CA を用いて実現される．PM サービスアプリ

ケーションは，ユーザ (視聴者 )ピアにおいては，

UA に学習材料を入力し，UA の提案するコンテン

ツを利用して，多種多様なコンテンツの組み合わ

せで実現される映像番組 (リッチコンテンツ )を表

示する．一方，コンテンツ提供者ピアにおいては，

動画やテキスト，静止画等のさまざまなメディア

のコンテンツを管理し，UA からの要求に応じて

CA がユーザピアにコンテンツを配信する．図 1
は，ユーザピアにおける PM サービス表示画面で

ある．ユーザはこのようなアプリケーション画面

に表示されるリッチコンテンツを鑑賞し，好みに

応じて “そのまま鑑賞し続ける ”， “画面サイズ変

更”， “スキップ”等の操作を行う．このとき，PM
サービスアプリケーションは，この画面に対する

ユーザの操作アクションを UA に対して入力する．

この操作情報は UA のユーザ嗜好学習材料となる．

PM サービスにおいて，鑑賞中のコンテンツに対

するユーザの評価値 V とユーザの挙動に関して，

表 3 のような対応関係を定義した．  
UA によって提案された映像コンテンツ (映像

番組の１シーン，あるいは，音楽のビデオクリッ

プ１曲分 )をユーザが最後まで見た場合は V=1.0
が UA にフィードバックされる．PM サービスは，

TV 放送のように，ユーザがあまり意識して操作

入力を行わなくてもコンテンツが連続的に提供

されるサービスであるため，一般的にこの評価に

なることが多いと考えられる．ただし，ユーザの

興味に合致しないシーンが登場した場合，ユーザ

によってスキップ等のアクションが行われ，この

とき V=－1.0 の評価を与えることにする．  
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図 1  PM サービス表示画面  
Fig. 1  PM service player 

 
表 3  ユーザの挙動に基づくフィードバック情報  

Table 3  Feedback based on user ’s action 
ユーザの挙動  評価値  V

鑑賞 中コンテンツを巻き戻して再 鑑賞   1.0 
鑑賞 中コンテンツを最後まで見 終 える   1.0 
鑑賞 中コンテンツの表示 画 面サイズを拡 大   0.5 
コンテンツ鑑 賞 中 に他の APL を前 面に表 示  －0.2 
鑑賞 中コンテンツの表示 画 面サイズを縮 小  －0.5 
鑑賞 中コンテンツをスキップまたは途中 終 了  －1.0 

 

4.2. 実験方法と結果  
次に，PM サービスを用いたユーザ嗜好学習実

験方法を以下に示す．  
・ 被験者は約１時間，PM サービスを利用して音

楽ビデオクリップを鑑賞する．鑑賞中の操作 (ク
リップのスキップおよび巻き戻し，最後まで見終

える等 )は，被験者の意思に任せる．  
・ PM サービスで提供するコンテンツは，さまざ

まなジャンルの音楽をメインとしたビデオクリ

ップであり，１クリップあたり 3 分～4 分に収ま

るもののみである．また，１クリップが１曲に相

当する．本実験で用いたコンテンツは全 40 種類

である．  
・ コンテンツ (音楽クリップ )に付与するメタ情報

には，コンテンツ属性小項目を，当該音楽クリッ

プに相応しいと思われる音楽ジャンルとし，その

小項目重み値は一律 70 の値を与えた．例えば，

ある音楽クリップが， “Rock”と “Rap”の要素が盛

り込まれているならば，当該コンテンツのコンテ

ンツ属性には “Rock”と “Rap”の項目名で示される

小項目が存在し、各小項目の重み値は一律 70 で

ある．  
・ PM 利用後，ユーザから理想的なユーザ嗜好属

性情報 (具体的には，表 1 の“Genre”属性の小項目

およびその重み値 )をアンケートで収集する．こ

の結果を RP
r

とおく．  

・  PM 利用中に学習した UA の学習結果を AP
r

と

おき， RP
r

との類似度 δ を以下の式で求め，学習

結果の妥当性を比較・評価する．  

AR

AR

PP
PP
rr

rr
•

=δ                             ( 5 ) 

このような実験を，17 人の被験者に対して行っ

た．なお，実験用に準備したコンテンツは全 40
種類であるため，実験中に同一コンテンツが複数

回ユーザに提供されることもしばしばあった．表

4 に典型的な被験者の挙動として，実験中の操作

アクション回数を示す．  
表 4 に示した被験者は，“最後まで見る ”等のプ

ラス評価をフィードバックする挙動に比較して，

“スキップ ”といったマイナス評価フィードバッ

ク回数が多い．特にスキップに関しては，過去に

見たコンテンツは全てスキップしている．この被

験者は一例であるが，他の被験者もこのユーザと

同様の挙動を示した．  
 

表 4  被験者の挙動  
Table 4  The behavior of a test user 

初めてのコンテンツ  37配 信 されたコンテンツ

数  
48 

過 去 に 見 た コ ン テ ン

ツ 
21

最後 まで見た回 数  15 
初 めてのコンテンツに

対するスキップ 
12スキップした回 数  33 

過 去 に 見 た コ ン テ ン

ツに対するスキップ 
21

その他 ( 巻 き戻 し，表

示 サ イ ズ 変 更 等 ) の

回数  

0 

 
この実験データを基に UA の学習結果 AP

r
を算

出し，アンケートにより得た RP
r

との類似度 δ を

算出する．ここで、 (1)式における µ の値を一律

(“スキップ”に対しても，“最後まで見る”に対して

も同じ値 ) 5.0=µ として算出したところ，類似度

20.0−=δ となった．すなわち，学習結果はユーザ

嗜好を適切に学習していないこととなる．そこで，

(1)式における µ の値を “スキップ ”に対する調整

値 Skipµ ，および “最後まで見る ”に対する Playµ を

変動させ，その値に基づいた学習値を用いて類似

度を計算した．この計算結果を図 2 に示す．  
図 2 のグラフにおいて，UA 学習の調整値と類

似度の関係を視覚化するため，調整値 Skipµ と

Playµ を (6)式で表される一定の関係を持たせて

Skipµ および Playµ の値を変化させた．図 2 の横軸

は，(6)式の関係を満たす Playµ の値であり， Playµ

の値を大きくするほど Skipµ は小さくなる．すなわ

ち，グラフの右へいくほど，“最後まで見た”に対

するプラス評価フィードバックを強くなり，逆に

左へ行くほど，“スキップ”に対するマイナス評価

フィードバックが強くなる．  
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0.1=+ SkipPlay µµ                        ( 6 ) 
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図 2  UA による学習結果の類似度  

Fig. 2  Similarity between RP
r

 and AP
r

. 

 
図 2 において，点 A は， Playµ と Skipµ の値を同

等にして UA 学習値 AP
r

を算出したときの， RP
r

と

の類似度であり，その値は 20.0−=δ である．これ

に対し， Playµ の値を大きくすると，学習結果が

理想値に近づくことが分かる．この被験者はスキ

ップ回数が 33 回であるのに対し，最後まで見た

回数が 15 回であり，マイナス評価フィードバッ

ク回数が多く，そのため，学習された小項目の重

み値の多くがマイナスの値となるが，アンケート

で得たユーザの理想値では，マイナスの項目より

もむしろプラスの項目が多いため，学習値と理想

値とは正反対の結果となってしまう．これは，ス

キップによるマイナス評価フィードバックの影

響が強くなり，プラス評価の学習結果が目立たな

くなってしまうことを意味する．そこで，スキッ

プ操作に対するマイナスフィードバックの強さ

を調整するため，スキップ操作の要因と意味を分

析すると，以下のように考えられる．  
■ 一度見たコンテンツをもう一度見るよりも，他

のコンテンツを見たいと思うユーザがいる．(表 4
の被験ユーザには，過去に見たコンテンツが表示

されたことが 21 回あり，これらに対して当該ユ

ーザは全てスキップしている． ) 
■ 音楽等のコンテンツにはさまざまなキーワー

ド (小項目 )で示される (さまざまなジャンルが融

合されている )ものが多く，好きなジャンルの要

素があっても，好きでは無い要素が含まれている

とスキップされることがある． (例えば，純粋な

“Rock”が好きなユーザであれば， ”Rock”と ”Rap”
の融合した音楽に対して，スキップすることがあ

り得る．この場合， ”Rock”と ”Rap”の小項目に対

してマイナス評価がフィードバックされる． ) 
■ 映画やドラマ等の番組に比べて，音楽集のよう

な番組は，映像クリップ (シーン )間の繋がりが弱

く，１つ１つのクリップが独立しているため，あ

るクリップをスキップしても番組全体としてス

トーリーが分からなくなる等の問題が無い．   
 このような “スキップ ”の要因や頻度はユーザ

により異なるため，次節では，ユーザに応じたフ

ィードバック値の調整方法について検証する．  

4.3. 学習フィードバック値調整とその効果  
前節の結果より，学習パラメータ Skipµ および

Playµ をユーザおよびコンテンツに応じて変動さ

せ，ユーザ嗜好を学習する必要があると考えられ

る．そこで，これらの学習パラメータの調整方法

を全被験者の学習結果を参考に導出することに

する．調整方法の導出のため，次のような調整を

施し，その効果をグラフ化により視覚的に検証し

た．  
 
(調整 1) 一度表示したコンテンツを再度表示す

るとスキップするユーザが多いため，二度以上表

示されたコンテンツに対する ”スキップ ”の評価

フィードバックを低減する．このような条件の下

で，さらに図 2 と同様の方法で，“スキップ”に対

する調整値 Skipµ ，および “最後まで見る”に対する

Playµ を変動させ，その値に基づいた学習値を用

いて類似度を計算したところ，図 3 のようなグラ

フが得られた．  
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図 3  調整 1 の効果  
Fig.3  Effect of the adjustment 1. 

 
図 3 において， aδ は，図 2 のグラフと同様，

二度以上同じコンテンツを表示した際のスキッ

プに対する評価フィードバックを低減しないパ

ターンである．これに対して bδ は，同じコンテ

ンツに対するスキップの評価を半分に低減した

場合であり， cδ は，前記のスキップ評価を無効化

した場合の類似度である．このグラフより，同じ

コンテンツを表示した際に起こるスキップによ

るマイナス評価を低減するほど，類似度が高くな

る Playµ の値域が広くなる．例えば， 8.0>aδ を満

たす値域は 98.078.0 << Playµ であるが， 8.0>cδ を

満たす値域は 92.060.0 << Playµ となる．したがっ

て，過去に表示したコンテンツの再表示に対する

スキップ評価を低減することにより，UA の学習

結果を理想値に近づけるための Playµ の調整が容

易になり，また，ユーザの操作におけるノイズ (好
み以外の原因による操作アクション )の影響から

学習結果が著しく悪くなることを避けることが

できる．  
 
 

A 
Playµ

δ

Playµ  

δ  
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(調整 2) 図 4 のようなグラフにおいて，類似度 cδ
がピークになるときの Playµ および Skipµ と，当該

ユーザのスキップ率 (全操作アクション回数のう

ち，スキップ回数が占める割合 ) SkipP の関係を求

める．ただし，過去に表示したコンテンツの再表

示に対するスキップは学習の対象外であるため，

ここでの SkipP の算出に用いるスキップ回数には，

この回数を除外することとする．被験者 17 人分

のこの２つのパラメータをプロット (横軸に SkipP ，

縦軸に Playµ および Skipµ )したところ，図 4 のよう

なグラフが得られた．  
 

y = 0.8313x + 0.1888

y = -0.8313x + 0.81120

0.2

0.4

0.6

0.8

1

0 0.5 1

μ

μ

μ

μ

図 4  スキップ率とフィードバック調整値の関係  
Fig. 4  Relation between SkipP  and µ . 

 
図 4 に示されるように，被験者のスキップ率

SkipP が高いほど，UA の学習結果を理想値に近づ

けるためには， Playµ を大きく (すなわち Skipµ を小

さく＝１回あたりのスキップによるマイナス評

価フィードバックを弱く )することが効果的であ

る．図 4 から求められる近似式はおおよそ以下の

ようになる．  
2.08.0 += SkipPlay Pµ                      ( 7 ) 

8.08.00.1 +−=−= SkipPlaySkip Pµµ            ( 8 ) 

 この結果より，(1)式の学習方法における，フィ

ードバック調整値 µ として，”最後まで見る”に対

しては (7)式で求められる Playµ の値を， ”スキッ

プ ”に対しては Skipµ の値を用いて学習結果 AP
r

を

算出し，理想値 RP
r

との類似度を求めた．なお，”
巻き戻し ”操作は， ”最後まで見る ”と同様，プラ

ス評価フィードバックになるため，”巻き戻し”に
対するフィードバック調整値 Rewindµ は Playµ と同

じ値とした．その他の操作 (画面サイズ変更等 )は，

本実験では対象外とした．  
以上の条件の下での全被験者に対する学習結

果の類似度は，平均 0.84，標準偏差 0.08 となり，

安定して高い値が得られた．一方，フィードバッ

ク値の調整を行わずに学習した結果の類似度は，

平均 0.41，標準偏差 0.45 であった．  
この結果より，フィードバック値の調整を行わ

ない場合，ユーザによっては学習結果が理想値か

ら著しく離れてしまうことがある．（例えば，過

去に見たコンテンツに対するスキップが多いユ

ーザに対して顕著に現れる）．これに対して，提

案方式のように，ユーザのスキップ率や過去に表

示したコンテンツかどうかのチェックを基にし

た本提案のフィードバック値調整方法を適用す

ると，UA の学習結果は，全被験者に対して理想

値と類似度を高くでき，大きく離れることが無く

安定させることができた．  
 

5. おわりに  
本報告では，コンテンツ鑑賞中のユーザの挙動

からユーザ嗜好を学習する UA の基本学習アルゴ

リズムを提案し，この基本アルゴリズムを実験に

より検証した．さらに実験結果から，本学習アル

ゴリズムの学習過程におけるフィードバック値

(コンテンツ評価値 )をユーザの操作頻度およびコ

ンテンツに応じて調整する方法を提案し，その効

果を示した．今後はさらなるユーザの特徴的な挙

動を実験等により抽出し，学習アルゴリズムを洗

練させる予定である．  
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