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本論文は自己組織化マップなどの工学手法と同じ命題として，灰色理論を用いた分類ネットワーク
(GCN:Grey Classification Network) を提案する。本手法は勝者ノードの決定処理にユークリッド距離型
灰色分析を適用する。また，本手法はKohonen学習則によらない学習アルゴリズムを提案している。教師
なし学習法として，Wongらの提案する灰色クラスター分析を改善したアルゴリズムを提案する。教師あ
り学習法として，Taylor逐次近似法を用いた非線形最小二乗法の原理によるベクトル量子化法を提案する。
数値例に本手法を適用し，学習に必要なパラメータ，学習の性質および効果について議論する。

Grey Classification Network Based on Self-Organizing
Feature Map

Daisuke YAMAGUCHI† Guo-Dong LI† Kozo MIZUTANI† Masatake NAGAI†

This paper proposes the grey classification network (GCN) that succeeded to the concepts of traditional
self-organizing feature maps (SOFM). In the SOFM, winner node is decided by Euclidian distance. GCN
uses a Euclidian distance type grey relational analysis to decide a winner node. GCN has two learning
algorithms that don’t depend on the Kohonen’s learning rule. One is an unsupervised learning algorithm
by grey cluster analysis which is already proposed by authors, and another is a vector quantization
method using Taylor sequential approximation. Iterative learning is possible in each algorithm. Numerical
example is given for GCN, which discusses efficient learning.

1. はじめに

クラスタリングやパターン認識，および画像圧縮
などにおいて，自己組織化マップ [1]や学習ベクト
ル量子化法は有効な工学的手法である。学習アルゴ
リズムを持つこれらの手法は，適用事例に応じて柔
軟にモデルを変えることができるのが利点である。

灰色理論 [2, 5]は制御，時系列予測モデルGM[15]
および灰色関連度分析（灰色分析と呼ぶ）など，時間
軸を持つ離散データの解析手法として研究が始まっ
た。近年ではニューラルネットワークにGMを適用
する [3]など，ソフトコンピューティングの分野に
も使われるようになっている。Huら [4]は自己組織
化マップ (SOFM:Self-organizing Feature Map)に
灰色分析を導入したGSOFM(Grey SOFM)を提案
し，巡回セールスマン問題に適用している。

筆者ら [5, 6]はパターン認識アルゴリズムとして，
以前に灰色判別モデルを提案した。このモデルは，
灰色分析で得られる類似度（灰色関連度と呼ぶ）を
用いて判別処理を実現している。しかし，判別基準
値の設定方法と灰色分析における距離計算の妥当性
など問題点をいくつか抱えている。

本論文は灰色判別モデルの拡張展開モデルとして，
灰色理論による学習ベクトル量子化法 GCN(Grey
Classification Network)を提案する。GCNは自己
組織化マップにおける結合重みベクトルや競合演算，
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教師なし/教師あり学習などの概念を引き継ぎ，ア
ルゴリズムの数理拠点として灰色理論を用いる。た
だし，Deng[2]の提案した伝統的な灰色分析ではな
く筆者らが提案しているユークリッド距離型灰色分
析 [7]を用いる。両者の違いについては次節以降に
述べる。

GCNの機能として， 1©ユークリッド距離型灰色
分析による勝者ノード決定法， 2©灰色クラスター分
析による教師なし学習法， 3©Taylor 逐次近似法に
よる教師あり学習法の 3点を提案する。アルゴリズ
ムの提案後に数値例を適用し，GCNの学習に必要
なパラメータ，学習の性質および効果について議論
する。

2. 灰色判別モデルとその問題点
2.1 灰色判別モデルのアルゴリズム

灰色判別モデルは，n個の因子を持つデータ xiを
灰色分析のための比較数列

xi = {xi(1), xi(2), · · · , xi(n)} , i = 1, 2, · · · ,m
(1)

として与える。同様に，n個の因子を持つ判別対象
グループ g (1 ≤ g ≤ m)の代表値を基準数列

sg = {sg(1), sg(2), · · · , sg(n)} (2)

とする。灰色判別モデルは基準数列 sg と比較数列
xiの局部型灰色関連度を灰色分析で調べ，最も関連
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の高いグループ sg に入力データ xiを判別する方法
である。
基準数列 sg と各比較数列 xi との灰色関連度 Γgi

は，

Γgi =
1
n

n∑

j=1

(
∆min + ζ∆max

∆gi(j) + ζ∆max

)
(3)

ただし，

∆min = min
∀i

min
∀j

{∆gi(j)}
∆max = max

∀i
max
∀j

{∆gi(j)}
∆gi(j) = |sg(j)− xi(j)|
ζ = 0.5, j = 1, 2, · · · , n





(4)

である。全ての基準数列 sg について局部型灰色関
連度を計算すると，

R =




Γ11 Γ12 · · · Γ1m

Γ21 Γ22 · · · Γ2m

...
...

. . .
...

Γg1 Γg2 · · · Γgm


 (5)

となる行列Rに整理することができる。各入力デー
タ xi は行列 Rを使用して，

sg =
{

xi

∣∣∣∣max
∀g

{Γgi}
}

, for all i (6)

となるグループ sg に判別する。

2.2 灰色判別モデルの問題点

灰色判別モデルの構成は図 1に示すことができる。
文献 [6]では図 1に示すような表形式の構成図を提
案した。ところが，自己組織化マップやニューラル
ネットワークで使われるネットワーク形式の図を採
用すると，灰色判別モデルは図 2に示すような構成
図とみることもできる。比較数列 xi を入力ベクト
ル，基準数列 sg を結合重みベクトルであるとすれ
ば，灰色判別処理は勝者ノードの決定処理を灰色分
析により実現していると解釈することができる。
伝統的な自己組織化マップでは結合重みベクトル
の値を競合学習によって求めている。しかし，灰色
判別モデルは基準数列 sg の値を分析者が主観的に
決めている。文献 [6]にて示した適用例では基準数
列として各グループに属する入力データの算術平均
を使用し，ある程度の判別精度を得ている。
しかし，現状よりもさらに精度向上を望むには，
分析者自らが全ての基準数列を再設定しなければな
らない。分析者の作業負担の軽減と判別精度向上の
ため，本論文では灰色理論に基づく教師なし学習法
および教師あり学習法を提案する。
筆者らは伝統的な灰色分析についても議論を行っ
ている [7]。筆者らは式 (4)の計算方法について議
論している。伝統的な灰色分析では式 (4)により距
離計算を行っている。式 (4)は 2つの数列 xi, xj 間
のスカラーによる距離である。しかし，数列 xi が
n個の因子を持っているとき，xiはスカラーではな
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図 1 灰色判別モデルの表的解釈
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図 2 灰色判別モデルのネットワーク的解釈

くベクトルとなる。ベクトルによる距離，すなわち
ユークリッド距離にて距離計算を行えば，灰色関連
度をより正確に計算することができる。本論文では
筆者らが提案 [7]しているユークリッド距離型灰色
分析を用いた勝者ノード決定法を提案する。

3. 灰色理論による学習ベクトル量子化法
の一提案

3.1 ネットワーク構成

本論文で提案するネットワークは図 3に示す構成
となっている。ネットワークに入力するベクトルを
式 (1)の定義から，

xi = [xi1, xi2, · · · , xin] , i = 1, 2, · · · ,m (7)

と再定義する。結合重みベクトルは，式 (2)の定義
から，

wj = [wj1, wj2, · · · , wjn] , j = 1, 2, · · · , g ≤ m
(8)

と再定義する。xi,wj はともに n個の因子を持つ。
各因子の値を座標とすれば，xi,wj は n次元空間に
配置することができる。図 3は n = 2としたときの
ネットワーク構成である。

勝者ノードの決定法は，灰色判別モデルのアルゴ
リズムを基にした方法を提案する。基準数列を xi，
比較数列をwj としたときの灰色関連度を γij とす
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図 3 本提案ネットワークの構成

ると，

R =




γ11 γ12 · · · γ1s

γ21 γ22 · · · γ2s

...
...

. . .
...

γm1 γm2 · · · γms


 (9)

となる行列 Rが得られる。ただし，灰色関連度 γij

はユークリッド距離型灰色関連度

γij =
max∀i {∆ij} −∆ij

max∀i {∆ij} −min∀i {∆ij} (10)

∆ij = ζ

√√√√
n∑

k=1

|xik − wjk|ζ (11)

により計算する (ζ ≥ 1)。ζ は ∆ij を増幅させる値
であり，ノルムの成立条件 [7]を満たす必要がある。
勝者ノード w∗

j は入力ベクトル xi と最も灰色関
連度の値が高い，

w∗
j =

{
xi

∣∣∣∣max
∀j

{γij} = 1
}

for all i (12)

とする。以下では，入力ベクトル xi が勝者ノード
w∗

j のグループに属している場合，xi ∈ w∗
j と表記

する。
上記の処理は，n次元空間において入力ベクトル

xi と最も距離の近い結合重みベクトル wj を勝者
ノードとしている。これは伝統的な勝者ノード決定
法と同じ原理である。ただし，灰色関連度は距離の
近いベクトルを 1，距離の遠いベクトルが 0に近づ
くように正規化している。
灰色判別モデルでは，wj を基準数列，xiを比較
数列として局部型灰色分析の計算を行った。本提案
手法は，入力ベクトルxiを基準数列，各結合重みベ
クトルwj を比較数列として局部型灰色分析を行っ
ている。なぜならば，筆者らが提案しているユーク
リッド型灰色関連度は，接近性という性質により灰
色関連度の最大値は 1となる [7]。提案手法は，勝
者ノードの値を必ず 1とすることで処理結果をより
わかりやすくしている。

( ))(tkwx −η

x
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図 4 Kohonen学習則による wik の学習方法

3.2 灰色クラスター分析による教師なし学習法の
提案

伝統的な自己組織化マップにおける教師なし学習
は，Kohonen学習則 [1]を用いる。Kohonen学習則
は勝者ノードとその近傍を求めた上で，結合重みベ
クトル wik(k = 1, 2, · · · , n)を

w
(t+1)
ik = w

(t)
ik + η

(
xk − w

(t)
ik

)
(13)

により更新し，入力ベクトル xi に近づける手続き
である。式 (13)の手続きは図 4のように表すことが
できる。図 4により，η(xk −w

(t)
ik )は結合重みベク

トルの移動量を表している。式 (13)において tは
現在の学習回数，ηは学習率を表している。学習の
効果は最大学習回数，学習率，近傍の大きさ，およ
び wik の初期値の与え方によって左右される。

Huらによって提案されているGSOFMはKoho-
nen学習則に灰色分析を適用している。Huらによ
る結合重みベクトルの計算式 [4]は，

w
(t+1)
ij = w

(t)
ij + η(t) ·

[
ξ
(t)
ij

]k

·
(
x

(t)
j − w

(t)
ij

)
(14)

と定義している。kは事前に定めた実数，ξ はベク
トル xi, wij間の局所的な類似度（灰色関連係数）で
ある (0 ≤ ξ ≤ 1)。式 (14)は ξの k乗により近傍を
求め，その上で wij を学習している。

本提案手法は図 5に示すイメージにより，Koho-
nen学習則によらない教師なし学習法を提案する。
勝者ノードの決定には結合重みベクトルと入力ベ
クトル間のユークリッド距離を計算している。学習
とは，結合重みベクトルが入力ベクトルとの距離
を最も近くなるように配置する処理だといえる。言
い換えれば，結合重みベクトルwj は入力ベクトル
xi ∈ w∗

j をクラスターとしたときの中心点である。
入力ベクトル同士でクラスターを構成し，その中心
を見つけることができれば，結合重みベクトルが得
られることになる。

本提案手法は，灰色関連度の計算により入力ベク
トル同士でクラスターを構成し，その中心を計算す
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図 5 提案手法による ci の学習方法

る教師なし学習法を提案する。灰色関連度によりク
ラスター分析を行う方法を灰色クラスター分析と呼
び，既に多数の報告がある [8, 9, 10, 11]。本論文は
Wongら [10]によるクラスターの中心を計算する方
法を，n次元座標空間の計算に拡張展開したアルゴ
リズムを提案する。
はじめに，クラスターの中心を計算するためのベ
クトル ci, cj(i, j = 1, 2, · · · ,m)を

ci = [ci1, ci2, · · · , cin] (15)

で与える。ただし，初期値を

c
(t)
i = xi for all i (16)

とする (t = 0)。
次に，灰色クラスター分析は仮のクラスターを見
つける。全体型灰色分析により全ての c

(t)
i について

灰色関連度を計算する。ベクトル c
(t)
i , c

(t)
j の全体型

関連度を γij とすると，全ての組み合わせについて
全体型灰色関連度を計算すれば，

Γ =




γ11 γ12 · · · γ1m

γ21 γ22 · · · γ2m

...
...

. . .
...

γm1 γm2 · · · γmm


 (17)

となる灰色関連マトリクス Γ が得られる。ただし，

γij = 1− ∆ij

max
∀i

max
∀j

{∆ij} (18)

である。全体型灰色関連度の計算式 (18)は，局部
型灰色関連度の計算式 (10)と異なる (0 ≤ γij ≤ 1)。
∆ij は式 (11)により計算する。
仮のクラスターは互いに関連が認められるベクト
ル c

(t)
i , c

(t)
j を基に構成する。本提案手法は

eij =
{

1 γij ≥ ψ
0 γij < ψ

(19)

により関連の有無を判定する (0 ≤ ψ ≤ 1)。ψ は
クラスター数の調節係数であり，任意に設定するこ
とができる。全てのベクトルについて関連を判定す
ると，

E =




e11 e12 · · · e1m

e21 e22 · · · e2m

...
...

. . .
...

em1 em2 · · · emm


 (20)

となる行列 E が得られる。
図 5に示すように，eij = 1，すなわち関連が認め
られる全てのベクトル c

(t)
i で構成されたクラスター

は 1つのn次元空間と捉えることができる（n = 2の
時は多角形）。本手法はその空間の中心へ移動するた
めの更新値をc

(t)
i , c

(t)
j により求める。図 5により，更

新後のベクトル c
(t+1)
i の成分 c

(t+1)
ik (k = 1, 2, · · · , n)

は，

c
(t+1)
ik = c

(t)
ik +

m∑

j=1

eij

(
c
(t)
jk − c

(t)
ik

)

m∑

j=1

eij

(21)

となる。Wongら [10]はベクトルの更新アルゴリズ
ムに

c
(t+1)
ik =

m∑

j=1

eijc
(t)
jk

m∑

j=1

eij

(22)

という式を提案している。図 6にWongらの手法の
学習イメージを示す。図 5との違いはベクトルの引
き算の有無である。全ての c

(t)
i についてベクトルを

学習すれば，c
(t)
i は仮のクラスターの中心に集まる。

言い換えれば，結合重みベクトルwj はある 1点に
集まる。
更新されたベクトル c

(t+1)
i は式 (17)および式 (18)

の再計算により繰り返し学習が可能となる。繰り返
し学習を行うと，ベクトル c

(t+1)
i は

c
(0)
i 6= c

(1)
i 6= · · · 6= c

(t)
i = c

(t+1)
i (23)

となり，ある点で固定される。全てのベクトルが固
定されたら学習を終了する。このとき，結合重みベ
クトルは，

wg = {ci, cj |ci = cj} for all i, j (24)

となる。g (1 ≤ g ≤ m)は本提案手法で得られた
重み結合ベクトルの数であり，クラスターの数でも
ある。
本手法はクラスター分析であるから，データの分
類に使うことができる。ただし，係数 ψの値によっ
てクラスター数は可変となる。ψ の与え方次第で，
入力ベクトルが 1つしか存在しないクラスターを作
ることが考えられる。孤立した入力ベクトルは判別
に適していない可能性がある。
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図 6 Wongらの手法による ci の学習方法

3.3 Taylor逐次近似法および灰色関連度を用い
た教師あり学習法の提案

教師なし学習はネットワークの出力値（教師信号）
があらかじめ与えられていないときの学習法である。
出力値があらかじめ与えられている場合，学習ベク
トル量子化法が有効な手段となっている。学習ベク
トル量子化法は LVQ1,LVQ2,LVQ3をはじめ様々な
方法が提案 [1, 12, 13]されており，各手法の学習基
本式は Kohonen学習則に従っている。
本論文は，図 7に示す教師あり学習法を提案する。

本提案ネットワークにおいて，入力ベクトルがどの
勝者ノードに属するか前もって判明しているとする。
ただし，式 (9)の出力値は未知でよい。既知である
のは，xi ∈ w∗

j であれば，ユークリッド距離の計算
式 (11)より∆ij → 0ということである。勝者ノー
ド w∗

j は入力ベクトル xi のクラスターの中心であ
る。つまり，すべての xi ∈ w∗

j について ∆ij → 0
となるようにwj を推定することができれば，教師
あり学習の 1つの方法を提案することができる。
距離は残差と考えることができる。上記の問題は，
最小二乗法の原理が適用可能である。ただし，近似
関数式 (11)は非線形であるから，線形最小二乗法は
適用できない。本論文では非線形最小二乗法の 1つ
である Taylor逐次近似法 [14]を適用する。Taylor
逐次近似法は Taylor展開と最小二乗法を組み合わ
せて，パラメータの更新値 uを算出する。Taylor逐
次近似法の特徴は，複数回の逐次近似が可能な点で
ある。本論文では，Taylor逐次近似法による繰り返
し学習アルゴリズムの式を誘導する。

ユークリッド距離の計算式 (11) において，入
力ベクトルを xi ∈ w∗

j (i = 1, 2, · · · ,m)，学習
が終了した時点での結合重みベクトルを wj(j =
1, 2, · · · , g)，wj を用いたときのユークリッド距離
を ∆ij = f(xi;wj)とする。t回学習した時点での

結合重みベクトルをw
(t)
j ，w

(t)
j を用いたときのユー

クリッド距離を∆(t)
ij ，競合演算により得られるユー

クリッド距離の理想値を zij とし，下記に定義する。
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図 7 Taylor逐次近似法によるwj の学習方法

δ
(t)
j =




∆(t)
1j

∆(t)
2j
...

∆(t)
mj




,zj =




z1j

z2j

...
zmj


 (25)

本論文では zij = 0としている。なぜならば，xi =
wj であれば競合演算により wj は必ず勝者ノード
になるためである。zij は繰り返し学習の計算式を
誘導するためのダミー変数とする。

∆ij をw
(t)
j の周りで Taylor展開すると，

∆ij = ∆(t)
ij +

n∑

k=1

∂∆(t)
ij

∂w
(t)
jk

(
wjk − w

(t)
jk

)
(26)

ただし，Taylor展開は 1次の項で打ち切る。両辺か
ら zij を引くと，式 (26)は，

∆ij − zij = ∆(t)
ij − zij +

n∑

k=1

∂∆(t)
ij

∂w
(t)
jk

(
wjk − w

(t)
jk

)

(27)
となる。

∆ij − zij は，学習を終了した時点での残差であ

り，∆(t)
ij −zijは学習回数 tにおける残差である。式

(27) において ∆ij − zij = qij，∆(t)
ij − zij = r

(t)
ij ，(

wjk − w
(t)
jk

)
= ujk とすると，

qij = r
(t)
ij +

n∑

k=1

∂∆(t)
ij

∂w
(t)
jk

ujk (28)

となり，qij は残差の関数となる。qij の残差二乗和

Q
(t)
j は，

Q
(t)
j =

m∑

i=1

q2
ij =

m∑

i=1

[
r
(t)
ij +

n∑

k=1

∂∆(t)
ij

∂w
(t)
jk

ujk

]2

(29)
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となる。ここで，Q
(t)
j を最小にする更新値 ujkを求

める。最小二乗法の条件より，

∂Q
(t)
j

∂uj1
= 0,

∂Q
(t)
j

∂uj2
= 0, · · · ,

∂Q
(t)
j

∂ujn
= 0 (30)

とする。
式 (30)を展開すると，次式の正規方程式が得ら
れる。

aT δ
(t)
j = aT auj (31)

ただし，

aT =




m∑

i=1

∂∆(t)
ij

∂uj1

m∑

i=1

∂∆(t)
ij

∂uj2

...
m∑

i=1

∂∆(t)
ij

∂ujn




,uj =




uj1

uj2

...
ujn


 (32)

である。式 (31) を uj について解くと次式が得ら
れる。

uj = (aT
j aj)−1aT

j δ
(t)
j (33)

ベクトルの更新値 uj が大きすぎると中心点にい
つまでも移動できない可能性がある。防止策として，
更新値を因子数 nで割るなど必要に応じて更新値を
小さくする方法を提案する。

uj =
(aT

j aj)−1aT
j δ

(t)
j

n
(34)

uj を展開すると結合重みベクトル wj の繰り返
しアルゴリズムが得られる。最終的に，

w
(t+1)
j = w

(t)
j +

(aT
j aj)−1aT

j δ
(t)
j

n
(35)

となる繰り返しアルゴリズムが得られる。本アルゴ
リズムは，Q

(t+1)
j ≤ Q

(t)
j である間処理を繰り返す。

本教師あり学習法は結合重みベクトルの初期値
w

(0)
j を与えなければならない。Taylor逐次近似法
は与えた初期値によって近似精度が大きく異なるこ
とが指摘されている [15]。初期値と近似精度の関係
は数値実験で議論する。

4. 数値実験
4.1 実験概要

本論文で提案した教師なし学習法，教師あり学習
法に対して数値例を適用し，学習の性質とその効果
について考察する。適用データは Fisher[16]のあや
めデータを用いる。このデータは 4つの因子を持ち，
50サンプル×3グループ=150サンプルある。その
うち半分の 75サンプルをネットワーク構築用に使
用し，残りの 75サンプルを学習効果検証用に使用
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図 8 教師なし学習によるwj の学習過程
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図 9 教師あり学習によるwj の学習過程

する。本実験は全てのデータを [0,1]に正規化し，同
一環境‡下で実験を行っている。
教師なし学習 (ζ = 2, ψ = 0.85)および教師あり
学習 (ζ = 2,w

(0)
j = 0)について，結合重みベクト

ルの学習過程をトレースすると，図 8および図 9が
得られる。視覚的にわかりやすくするため，4因子
のうち最も変化がわかりやすい花弁の長さ，花弁の
幅という 2つの因子を用いてプロットした図を採用
している。図 8の教師なし学習のほうは，学習が進
むにつれてデータ群の中心に集まっているのがわか
る。図 9右の教師あり学習もデータ群の中心に移動
しているのが確認できる。

4.2 教師なし学習における学習回数と学習結果の
関係

教師なし学習は結合重みベクトルの初期値と入力
ベクトルを同値とする。ネットワークに対して入力

‡以下の環境を用いている。
OS Windows XP Home Edition SP 1
CPU Pentium 4 M 1.8GHz
Memory 512MB
Language Visual C++ 6.0 Proffessional SP 5
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図 10 教師なし学習におけるクラスター数の推移

表 1 パラメータと教師なし学習結果の関係

ζ ψ 学習回数 判別結果

1 0.86 40 72/75 (96%)
2 0.85 40 72/75 (96%)
5 0.84 39 72/75 (96%)
7 0.84 39 72/75 (96%)
10 0.84 38 72/75 (96%)

する係数は ζ, ψである。本実験では ζ = 1, 2, 5, 7, 10
および 0 ≤ ψ ≤ 1としたときに得られる学習結果
を比較する。ベクトルの学習は 1.0×10−5単位で終
了判定を行う。

図 10に ζ, ψとクラスター数の関係を示す。同様
に，ζ, ψ と合計学習回数の関係を図 11に示す。両
図によると，ψが同じ値であっても ζ が変わると学
習回数，学習結果が変わることがわかる。ただし，
図 10において，ζ = 1, 2よりも ζ = 5, 7, 10の方が
より小さい ψ の値で 3グループに分類されている
ことがわかる。

図 11では，0.4 ≤ ζ ≤ 0.5および 0.8 ≤ ζ ≤ 0.9
のところで学習回数に大きな変動が起きている。こ
れは，クラスター数の分岐点で学習回数が変動する
ことを表している。

目標クラスター数を 3 としたときの学習結果を
表 1に示す。クラスター数を 3にするとき，最も学
習回数が少ないのは ζ = 10のときである。本適用
例で最も効率の良い学習結果を得るには，ζ を大き
い値に設定した上で ψ の値を調節することを示唆
している。ただし，各学習結果を用いて判別処理を
行ったところ同じ判別結果となっている。

4.3 教師あり学習における学習回数と学習結果の
関係

教師あり学習ではグループ数をあらかじめ
3 と指定し，w1,w2,w3 の初期値を複数通り
に定めた場合の学習結果を考察する。本実験
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図 11 教師なし学習における学習回数の推移

表 2 教師あり学習における学習結果の関係

初期値 ζ Q 学習回数 判別結果

0 3.2 1.212 11 72/75 (96%)
0.5 6.3 0.971 11 72/75 (96%)
1 4.4 1.097 9 72/75 (96%)

Mean 10 0.898 1 72/75 (96%)
RUSL 10 0.894 3 72/75 (96%)

では w
(0)
j = 0, 1, 0.5,Mean,RUSL(Result of

UnSpervised Learning)を採用する。0は空間の原
点，1 は端点，0.5 は中間点を表し，Mean は各グ
ループに属する入力値の算術平均，RUSLは前節に
おいて ζ = 10, ψ = 0.84としたときの教師なし学習
の結果とする。

図 12に ζ と学習回数の関係を示す。図 13に ζ と
残差の式 (29)の関係，すなわち近似精度の関係を示
す。図 12において，Mean,RUSLは安定した学習回
数となっている。両者の初期値は既にある程度近似
されているため，学習回数が少ないと考えられる。
一方，0,0.5,1は ζ により学習回数に変動がある。

図 13においても，Mean,RUSLは初期値が既に
ある程度近似されているため安定した近似精度が得
られている。Mean,RUSLなど，初期値に暫定的な
近似値を用いる場合は ζを大きい値に設定した方が
よいことを示唆している。0,0.5,1は ζと近似精度に
大きな変動がある。これは，前述した Taylor逐次
近似法における初期値問題が原因だと考えられる。
Mean,RUSLとは異なり，この場合は ζ を適切に設
定する必要があることを示唆している。

各方法における最も良い近似結果を用いて判別処
理を行ったところ，表 2が得られている。本適用例
に関しては教師なし学習と同様，全ての方法につい
て判別結果は同じ結果となっている。
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5. おわりに
本論文は灰色理論を用いた分類ネットワーク

“GCN”を提案した。GCNの特徴は，

1. 勝者ノードの決定処理にユークリッド距離型灰
色分析を適用

2. Wongらのアルゴリズムを拡張したクラスター
分析による教師なし学習法

3. Taylor 逐次近似法を用いた，最小二乗法の原
理による教師あり学習法

4. 学習回数および学習結果は ζ, ψ により調節が
可能

である。本論文では Kohonen学習則によらない学
習アルゴリズムを提案している。
数値例を適用し，学習の性質について議論した。
その結果，教師なし学習では ζ, ψの順に調節するこ
と，教師あり学習はベクトルの初期値を適切に選ぶ
必要があることなどの仮説を得ることができた。
今後はパターン認識あるいは感性識別をはじめと
する実例を通じて，既存の手法と本手法の違いを評
価する。
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