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1 はじめに
人物の顔画像の年齢編集は, 人物の同一性を維持

しつつ年齢を変化させるタスクであり, 科学捜査や
映像制作分野での活用が期待されている. 年齢変化
による人物の見た目は, 個人よって一意に決まるも
のではなく, その人の境遇や環境などにより皺や髪
の量,髪色などに多様な変化が予想される. 最先端手
法の SAM [1]は, 深層学習を用いてターゲット年齢
への高品質な編集が可能だが, 年齢や人物同一性を
保ったまま,結果に多様性を持たせることは難しい.
また,訓練データの偏りの問題から,低年齢の子供へ
の編集精度は十分とはいえない.
そこで本研究では, 顔画像の年齢編集において，

結果に多様性を持たせるとともに編集精度を向上
させることを目指す. 提案手法では, 出力多様化
の際に, StyleGAN [2] の潜在空間の一つであり良く
disentangleされている StyleSpace [3] (S 空間)を利用
する. S 空間を年齢と人物同一性について分析し,相
関係数に基づいて髪の色や量, 皺の量などの年齢依
存属性を多様化する. その後, 潜在変数の最適化に
よって多様化の際にターゲット年齢と人物同一性を
保持する.さらに，ターゲット年齢周辺の推定情報か
ら導かれる潜在空間内の経路を外挿することで，低
年齢への編集精度を向上させる教師なしのアプロー
チを検討する.

2 ベースライン手法
本研究のベースとなる SAM [1]について説明する.

SAMは,人物の顔画像とターゲット年齢を入力とし,
入力を低次元の潜在空間W+内の潜在変数に符号化
するエンコーダと, 潜在変数から画像を出力するデ
コーダによって年齢編集画像を生成する. 事前学習
済み年齢分類器によって得られる出力画像の推定年
齢とターゲット年齢が一致するようエンコーダを学
習させることで, ターゲット年齢を直接指定可能な
教師なし学習を実現している. しかし, SAMは基本
的にターゲット年齢に対して単一の結果を得ること
しか想定していない．デコーダである StyleGAN [2]
に備わっている Style Mixingを用いれば出力の多様
化も可能だが，ターゲット年齢や人物の同一性の維
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図 1: 本手法における多様化の流れ.

持は考慮されていない．また，編集精度は年齢分類
器の精度に依存するため，年齢分類器の精度が低い
低年齢に対する編集精度にも限界がある．

3 提案手法
3.1 多様性を考慮した年齢編集
本手法の流れを図 1 に示す. 本手法では, 人物画

像 xと所望のターゲット年齢 αtarget を入力とし,事
前学習済みの SAMエンコーダ E から年齢編集済み
潜在変数 w ∈ W+ を出力する. w は事前学習済み
StyleGAN生成器Gに入力され出力画像 yとなる. こ
こで w は Gの各レイヤでのアフィン変換によって
s ∈ S へ変換される.
本研究では S 空間における操作が良く disentangle

されていることに着目し, この操作を多様化に活用
する. S 空間では,個別のチャネルを操作することで,
口や耳の形など, 細かい属性を編集できることが知
られている [3]. そこで提案手法では S 空間の分析を
通して,年齢の変化とともに変動する属性 (皺や髪な
ど)に影響を与えるチャネルを特定・操作すること
で年齢依存の多様化を図る. この際,なるべく人物同
一性には影響を与えないチャネルを対象とする.
具体的には, S 空間の各チャネルについて以下の

操作を行う. ランダムサンプリングされた 100個の
S 空間潜在変数について, 任意のチャネルに微小な
摂動を与える. 摂動前後の潜在変数から生成される
画像の推定年齢および人物同一性の変化量を記録し,
摂動量との相関係数を計算する. これをもとに, 年
齢と高相関かつ人物同一性と低相関なチャネルほど
大きな重みを与えるマスク omask を作成する. ラン
ダムなオフセット orandom ∈ S に omask を適用した
o′random を s に加えることで, 人物同一性を保持し
つつ年齢依存属性を多様化する.
とはいえ, この時点では年齢や人物同一性が

αtarget や x から多少変化することが想定される.
そのため, 多様化した潜在変数を初期値 sinit とし
てさらに最適化する. 最適化に用いる損失関数に
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表 1: 各手法に関する出力多様化の定量的評価.

手法 LPIPS ↑ ID ↓ AGE SD ↓

SAM 0.0495 0.253 4.20
提案手法 0.0549 0.0181 3.00

図 2: 多様化に関する定性的評価.

は, SAMの学習時と同じものを用いる. 以上により,
ターゲット年齢と人物同一性を保持した多様な潜在
変数 s′ と多様化画像 y′ が得られる.
3.2 低年齢への年齢編集精度向上

SAM の低年齢への編集では人物に十分な年齢変
化が現れないが,これは SAMが該当の年齢方向へ潜
在変数を移動させきれていないためであると考えら
れる. そこで, SAMの出力潜在変数を外挿すること
でこの問題に取り組む. 具体的には, SAMを用いて,
ターゲット年齢から年齢中央方向へ一定間隔でいく
つかのサンプル潜在変数を作成する. 実験により,潜
在変数の年齢間隔は 3歳,サンプル点は 4個とした.
例として, ターゲット年齢が 5歳の場合, 5, 8, 11, 14
歳に対応する潜在変数を使用する. これを線形外挿
することで潜在空間内の経路を作成する. 潜在変数
から作成される画像の推定年齢がターゲット年齢と
なるまで,この経路上を反復的に探索する. 推定年齢
の算出には, SAMの学習に用いられた事前学習済み
年齢分類器を使用する. これにより,よりターゲット
年齢に近い潜在変数が得られる.

4 実験
SAMの Style Mixingと提案手法による多様化につ

いて定量的評価を行った結果を表 1に示す. CelebA-
HQ [4]のテスト画像のうち 100枚について,それぞ
れ 10枚の多様な出力画像を作成し評価した. 評価の
際,背景は除去している. LPIPSは多様性を, IDは出
力間の人物同一性を, AGE SD は出力間の推定年齢
の標準偏差を表す. 表の太字は最良の値を示す. 提案
手法はすべての指標において SAMを上回る数値を
示した.
また, 多様化の定性的評価を図 2に示す. SAMの

Style Mixing は肌や照明など年齢変化と関係のない
属性が変化している様子が見られ, 一部画像は外見
上の年齢がターゲット年齢 (80歳)と離れている. 提
案手法はターゲット年齢と人物同一性を保持しつつ,
皺や髪の量, 顔概形など年齢依存属性のみを多様化

表 2: 各手法に関する低年齢への編集の定量的評価.

αtarget 手法 FID ↓ AGE MAE ↓

5
SAM 149.1 17.7
提案手法 109.3 7.75

8
SAM 119.0 15.5
提案手法 113.0 13.9

12
SAM 110.4 12.6
提案手法 109.3 11.6

図 3: 低年齢 (5歳)への編集に関する定性的評価.

できている (赤四角参照).
低年齢への編集についても定量的評価を行った.

結果を表 2 に示す. CelebA-HQ のテスト画像 2,000
枚を入力とし、ターゲット年齢 αtarget は 5, 8, 12歳
とした. AGE MAE は各出力画像の推定年齢とター
ゲット年齢間の差の絶対値の平均, FID [5]は画像品
質を表す. FID の評価には, FFHQ-Aging [6] データ
セットの 3-6歳, 7-9歳, 10-14歳の年齢グループに属
する画像を使用した. 提案手法はどのターゲット年
齢においても SAMを上回る性能を示した. ターゲッ
ト年齢が低年齢になるほど改善率が上昇している.
低年齢への編集に関する定性的評価を図 3に示す.

提案手法は SAMと比較して定性的にもターゲット
年齢に近い編集ができているといえる.

5 まとめ
本研究では, S 空間解析と最適化による,ターゲッ

ト年齢と人物同一性の保持を考慮した既存年齢編集
手法出力の多様化手法を提案した. また,既存手法の
年齢編集精度を潜在空間における外挿によって改善
する手法を提案した.
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