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1. はじめに 

 近年、画像とテキストなど、複数の情報を活用す

るマルチモーダル深層学習が注目されている。例え

ば 、 Image Captioning や Visual Question 

Answering(以下、VQA)のタスクに対しては、画像と

関連テキストのペアからなるデータを扱うVision & 

Language モデル(以下、V&L モデル)などが用いられ

ている。このモデルは、Attention と呼ばれる機構

で対応する画像とテキストを融合させることで、言

語信号に基づき画像から対応する情報を抽出できる

ことが期待されている。しかし、個々のデータはそ

れぞれ異なる統計的特性をもつので、同じ意味をも

つ言語と画像の特徴の関連度が低く、そのため特徴

量を融合させるための学習に時間がかかることが多

い。そこで本研究では、融合する前に対応づけられ

た画像特徴と言語情報の関連度を高める、つまりア

ライメントを行うことで学習の収束を早めることを

試みる。 

 

2. 関連研究 

2.1 Vision & Language モデル 

 V&L モデルとは画像とテキストを入力とし、異な

るモダリティのデータから共通表現を学習するモデ

ルを表す。学習は事前学習とファインチューンの二

段階に分かれている。事前学習では、大規模な言語

と画像のデータペアを使用し、 Image Text 

Matching などの事前学習タスクで画像とテキスト

の一般的な表現を学習する。ファインチューンでは、

VQA などの下流タスクのデータと教師情報で学習し、

モデルの下流タスクへの性能を高める。V&L モデル

の構造は Embedding と Modality Interaction に分

かれている。図 1 に V&L モデルの概要と、その一例

である Vilt[1]の構造を示す。Embedding ではそれ

ぞれの入力を埋め込みベクトルに変換する。Visual 

Embedding の方法は主に 3 種類ある。V&L における

各手法の課題として、画像とラベルから成るデータ

セットで学習を行う region-based は、学習されて

いない物体は検出できないこと、grid-based はテ

キストに関連しない不要な特徴も抽出してしまうこ

と、patch projectionは推論が早い一方で同様に不 
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要な情報が抽出されることが挙げられる。Modality 

Interaction では、抽出した各特徴を融合する。基

本的に Transformer が使用されており、主にその内

部の Attention 機構によって融合が行われる。 

 
図 1. V&L モデルの基本的な構造(例: Vilt) 

 

2.2 CLIP 

 CLIP[2]は V&L の事前学習モデルの一つである。

インターネットから収集された大量の画像とテキス

トのデータペアに対し内積を計算し、対応するペア

の積を最大化するように事前学習を行なっている。

そのためテキストに基づき画像から特徴を抽出でき

る。CLIP の学習は各特徴の内積とそれぞれの画像

特徴と言語特徴の cross-entropy損失関数を使用し

ている。そのため言語特徴と画像特徴の関連度が考

慮されていないという側面をもつ。 

 

2.3 infoNce 損失関数 

言語特徴と画像特徴の関連度の向上を目的とし、

本研究では infoNce[3]という損失関数に着目する。

infoNceは、ペアになる画像𝑋!と言語𝑋"の特徴𝐼! , 𝑇"間
の類似性を最大にし、異なるサンプルの特徴𝐼! , 𝑇#
間の類似性を最小にする。言語特徴と画像特徴の関

連度を制約条件として学習できる。 

ℒ%&𝑋! , 𝑋"( = −𝑙𝑜𝑔 $%&'(!)'*!,,"-/𝒯-
∑ 123'(!)(*!,,#)-$%
#&'

	 (𝑘 ≠ 𝑖) (1) 

  ここで𝒯は温度パラメータ、𝑠𝑖𝑚()は𝑐𝑜𝑠類似度を

表す。 

 

3. 提案手法 

 本研究では事前学習済みモデルの下流タスクでの

ファインチューンの学習時間を減らすことを目的と

する。時間がかかる原因として、画像と言語それぞ

れの特徴が異なる統計的特徴を持つ点が挙げられ
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る。そこで融合前に各モダリティの関連度を向上さ

せるという着想のもとベースラインモデルである

V&L モデルへの CLIPと infoNce の導入、VQA適用の

ための修正版 infoNce損失関数の導入を提案する。

提案手法の概要を図 2に示す。 

 
図 2. 提案手法の構造 

 

CLIP の事前学習時の特性から、各モダリティに対

する出力特徴の関連度は間接的に高くなる。しかし

CLIP において導入されている損失関数を用いた場

合、各特徴の直接的な関連度は考慮されない。そこ

で出力特徴に対して infoNce を導入することで言語

特徴と画像特徴の直接的な関連度も高めることが狙

いである。具体的には、V&L 事前学習済みモデルの

一つである Vilt をベースラインモデルとし、

Visual Embedding を patch projection から CLIPに

変更する。CLIP に画像とテキストを入力し、Vilt

の Text Embedder にテキストを入力、そしてそれぞ

れの出力を融合する。また CLIP の出力の画像特徴

と言語特徴𝐼! , 𝑇!の関連度の算出に infoNce を導入し、

それぞれのモダリティの関連度向上を図る。 

 VQA データセットに適用する際の特有の問題点と

して、画像と質問の内容が一致していないペアにも

同じ手法を適用した時、類似度最大化に悪影響を及

ぼしてしまうという点がある。この問題を解消すべ

く infoNce における、cos 類似度を特徴ベクトルの

内積に変更する。下式において𝑠)𝑧! , 𝑧",は内積を表

す。 

ℒ%&𝑋! , 𝑋"( = −𝑙𝑜𝑔 $%&'('6!,6"-/𝒯-
∑ 123'((6!,6#)-$%
#&'

	 (𝑘 ≠ 𝑖) (2) 

以上により特徴融合にかかる時間を抑え、収束を早

められることが期待される。 

 

4. 実験 

4.1 データセット 

 実験には VQA2.0 データセットを使用する。画像

と質問文、解答がセットになったアノテーションデ

ータセットを利用する。画像は MS COCOのものであ

り、一つの画像に対し複数の質問がセットになって

いる。質問のタイプは“what”で始まるものや、

“yes/no”で答えるものなどの種類がある。 

4.2 実験方法 

Vilt の事前学習済みモデルを用い、VQA データセ

ットで同じハイパーパラメータ設定でファインチュ

ーンを実施する。ベースラインモデルである Vilt

と、infoNce の式を変更せずそのまま使用した提案

モデル、提案モデル+infoNce の式を修正、の三つ

の実験を行い、学習ステップ数に対する損失の値か

ら学習速度を比較する。 
 

4.3 実験結果・考察 

 実験結果を図 3 に示す。結果より、初めは Vilt

モデルの学習速度は早いが途中で提案手法のモデル

二つの方が速度が向上していることがわかる。これ

は VQA の答えを出力するための分類層から、融合部

分のパラメータ調整に移行した後に学習速度が速く

なっていることを示しており、CLIPとinfoNceによ

る各モダリティの関連度向上の効果と考えられる。

また提案モデルでは安定後にも損失の振れが生じて

いることがわかる。一方で修正版 infoNce のモデル

では比較的安定しているように見られる。ここから

内積に変更することでデータセットの画像と質問の

内容が一致していないペアによる影響を抑えること

ができたといえる。 

 

図 3. 実験結果 

5. おわりに 

 CLIPとinfoNceにより各モダリティの特徴を融合

する前に類似度を高めておくことで学習速度を向上

させることができた。 
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