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1 はじめに
マルチエージェントシステムにおいて，それ

ぞれの選好に従って行動するエージェント同士
が交渉により競合を解消する自動交渉という技
術が注目されている [1]．自動交渉の応用先の
一つとしてサプライチェーンマネジメントがあ
る．サプライチェーンにおける自動交渉では，
複数のエージェントと並列に交渉を行う．最近
では二者間交渉問題において強化学習により戦
略を獲得する研究が行われている一方で，並列
交渉に強化学習を導入した例はまだない．そこ
で本研究では，サプライチェーンにおける自動
交渉において，相手の戦略モデルを考慮した強
化学習のためのフレームワークを提案する．

2 問題設定
本論文では，エージェント A0 がエージェン

ト A1, A2, . . . , An に対して製品を売るために交
渉を行うシナリオについて扱う．交渉の論点は
取引する製品の単価と数量である．交渉プロト
コルとしては，Alternating Offers Protocol[3]を
並列交渉に拡張して用いる．エージェントは，
交渉相手から提案を受け取った際に，その提案
を受諾するか，拒否して新たな提案を送るかを
選択する．
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3 提案手法
3.1 交渉問題の定式化
学習エージェント A0 とエージェント Ai(i =

1, 2, ..., n)の交渉をマルコフ決定過程MDPi =

⟨Si,Ai, ri, T ⟩ として定式化する．以下に状態，
行動，報酬と方策について示す．
状態 si ∈ Si

状態には以下の４要素を用いる．
• 正規化した経過日数 d/D

• 正規化した交渉ラウンド数 r/R

• 前回自身がエージェント Ai に出した提案
の効用値 U(ωfori

r−1)

• 直前にエージェント Ai から受けた提案の
効用値 U(ωfromi

r−1 )

行動 ai ∈ Ai

行動は，エージェント Ai に提案する合意案
の目標効用値 ufori

target とする．
報酬関数 ri : Si ×A⟩ → R
報酬として，合意形成時にはその効用値

U(ω), 交渉決裂時には −0.5，交渉継続時には
次に相手の提案の効用値が上がれば 0.01，下が
れば −0.01，変わらなければ 0を付与する．
方策 πϕ : S ×A → [0, 1]

共通の確率的方策を用い，どの相手エージェ
ントとの交渉においても適切な行動選択を行え
るように最適化する．確率的方策にはベータ分
布を利用する．
3.2 表現関数
交渉相手の戦略のモデリングに，Grover ら

[2] によって提案された表現関数を用いる．表
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図 1 本稿で提案する学習フレームワーク

現関数 fθ : S → Rd は，エージェント Ai と交
渉における状態を入力すると実数値ベクトルを
出力する関数である．表現関数の学習は，過去
の交渉データを用いて生成的表現と識別的表現
を目的として教師なし学習を行う．
生成的表現と識別的表現の学習は以下の式

(1)で求められる目的関数 J(θ)を最大化するよ
うに行う．

J(θ) =
1

n

n∑
i=1

Ee+∼Ei,
e∗∼Ei



∑
⟨o,a⟩∼e+

log π(a|o, fθ(e+))

︸ ︷︷ ︸
imitation

−

λ
∑
j ̸=i

Ee−∼Ej
[dθ(e+, e−, e∗)

︸ ︷︷ ︸
agent identification

]


,

dθ(e+, e−, e∗) =

(1 + exp (||fθ(e∗)− fθ(e−)||2 − ||fθ(e∗)− fθ(e+)||2))−2

(1)

ここで，e ∈ Ei はエージェント Ai との交渉に
おける 1日分の状態，行動の組 (s, a)の，交渉
終了時までの時系列データである．
3.3 学習フレームワーク
本稿で提案する学習フレームワークを図 1に

示す．学習エージェント A0がエージェント Ai

から提案を受けると状態 sir に遷移する．前日
1日分の Ai との交渉データに対する表現関数
fθ の出力を平均して得られる実数値ベクトル
viを sir と連結して方策 πϕに入力して目標効用
値を得る．目標効用値をもとに提案し，それに
対して Ai のとる行動に応じて報酬を得る．
方策 πϕ の学習は 1日の終わりに全ての相手

エージェント A1, A2, ..., An との交渉で得た報

表 1 エージェントの獲得スコア
提案手法 表現関数なし ランダム

獲得スコア 1.32 0.95 0.92

酬を用いて PPO により更新し，表現関数 fθ

は数日に一度，全ての 2 体の相手のパターン
Ai, Aj(1 ≤ i, j ≤ n, i ̸= j) について式 (1) によ
り更新する．

4 実験
実験には交渉相手として，時間依存の戦略を

とるエージェント 2種類，行動依存の戦略をと
るエージェント 1種類，時間と行動の両方に依
存する戦略をとるエージェント 1種類の計 4種
類を用いる．またベースラインとして，ランダ
ム戦略をとるエージェントと表現学習なしで同
様の学習を行ったエージェントを用いる．この
条件下で実験を行い，エージェントの獲得スコ
ア (平均所持金増加率)を比較する．
実験結果を表 1に示す．提案手法により学習

したエージェントが，ベースラインと比較して
高いスコアを獲得することを確認できた．

5 おわりに
本稿ではサプライチェーンにおける自動交渉

のための表現関数を導入した強化学習を提案し
た．実験により提案手法の有効性を示した．
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