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1. はじめに 
医師による画像診断は病気を早期発見する上で

重要な検査の一つである。現在、画像診断の多

くは医師による目視で行われているが、病変部

の見落としによる治療の遅れが問題となってい

る。本研究では医師の負担を減らし病気の早期

発見を補助するため、深層学習を用いた画像識

別を行う。近年、事前学習用のデータセットは

増加傾向にあり、データセットの作成には画像

収集やアノテーションなど非常にコストがかか

る。さらに、大規模データセットの中には倫理

的、攻撃的内容を含む画像、ラベリングミス[1]

が存在する。本研究では、既存の大規模データ

セットの代わりに、Kataoka らの手法[2]によっ

て生成したフラクタルデータベース(FDB)を用い

て事前学習を行う。 

 

2. フラクタルデータベースの生成 
Kataoka[2]の手順に従ったフラクタルデータベ

ースの生成手順を以下に示す。 

 

2.1 フラクタル画像生成 
 IFS(Iterated Function System)を用いて図形

を構成する点群𝑋 = {𝑥!, 𝑥", … , 𝑥#}を求めることに

より生成する。𝐼𝐹𝑆は完備距離空間𝑋において変

換𝜔$: 𝑋 → 𝑋とそれに対応する確率𝑝$の集合によ

って定義される(式(1))。この時の𝑁は組(ω𝑖, 𝑝𝑖)
の数を表す。 

𝐼𝐹𝑆 = ()ω", 𝑝"*, )ω#, 𝑝#*, … , ,ω$ , 𝑝$-,… , )ω%, 𝑝%*.			(1) 

二次元ユークリッド平面上のフラクタル画像生

成時の変換ωは,式(2)である。 

ω$
(𝑥) = 2𝑎$ 𝑏$

𝑐$ 𝑑$
7 𝑥 + 9

𝑒$
𝑓$<																																						(2) 

 

 

 

 

 

𝑝$は∑ 𝑝$%
$&! = 1の確率であり、式(3)によって求

められる。 

𝑝$ =
|𝑑𝑒𝑡𝐴$|

∑ |𝑑𝑒𝑡𝐴$|%
$&!

						𝑤ℎ𝑒𝑟𝑒	𝐴$ = 2𝑎$ 𝑏$
𝑐$ 𝑑$

7								(3) 

	
 以下の手順でフラクタル図形を構成する点群𝑋
を求める。 

(I) 組(𝛚𝟏, 𝒑𝟏)の数𝑵を[𝟐, … , 𝟖]上の離散一様分布

からランダムに決定する。 

(II) 式(2)の変換𝝎𝒊におけるパラメータ𝒂𝒊 − 𝒇𝒊を、

[−𝟏, 𝟏]上の連続一様分布からそれぞれランダム

に選択し確率𝒑𝒊を式(3)により決定する。これを

𝑵回繰り返し𝑵個のパラメータセットを用意する。 
(III) 初期値を𝒙𝒐 = (𝟎, 𝟎)𝑻とする。確率𝒑𝒊に従

って変換𝝎𝒊とするアフィン変換(式(2))を座標

𝒙𝒕,𝟏に適用し、新たな座標𝒙𝒕を求める。 

(IV)(III)を𝑲回繰り返すことで、点群𝑿 =
{𝒙𝟏, 𝒙𝟐, … , 𝒙𝑲}を生成する。 

フラクタル画像を生成する際は、求めた点群

𝑋 = {𝑥!, 𝑥", … , 𝑥#}が指す点を中心とする 3×3の 0

か 127の値をランダムに持つ値とすることで描画

を行う。任意のサイズの画像を生成するために

点群の𝑥座標と𝑦座標の最大値と最小値を求め、

それが画像サイズに合うようにスケーリングす

る。最後に、ピクセルの充填率を計算し、ある

閾値以上であれば画像として採用する。	
	
2.2 カテゴリの決定 
 採用された画像へのラベルの付与は、生成され

た順に割り当てられる。𝑛クラスのデータセット

を作成する際、点群𝑋の生成からカテゴリの決定

までの操作を𝑛回繰り返す。今回使用する FDB は

1000クラスにそれぞれ 1000 枚ずつ画像を含む。 

 

3. 肺炎識別器の学習 
フラクタルデータベースを用い事前学習を行う。

ネットワークには ResNet50[5]を採用し、エポッ

ク数90、バッチサイズ64で1000クラス分類を行 

Pre-training of a pneumonia classifier for chest CT images using a 
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図 1 肺野抽出前(左)、肺野抽出後(右) 

 
う。比較には、ImageNetVersion2(以下 IN_V2)を

用いる。IN_V2はネットワークに ResNet50を用い

た 1000 クラス分類の事前学習済みモデルである。

次に、FDB と IN_V2 それぞれの事前学習済みモデ

ルに対して肺炎識別器用にファインチューニン

グを行う。識別するのは COVID-19 肺炎と通常肺

炎の 2クラス識別である。ファインチューニング

の条件は、エポック数 90、バッチサイズ 64、学

習率 0.01 である。 
 

4. 実験 
上述したデータセットを用い、肺炎識別におけ

る精度検証を行う。 

 

4.1 検証 
近畿大学医学部から提供された、図 1(左)、の様

な通常肺炎と、COVID-19肺炎の2種のラベルを持

つ CT 画像を検証に使用する。また Hofmanninger

らが作成した U-Net のパラメータ[6]を使用し、

図 1(左)の様な画像を、図 1(右)の様に肺に対し

肺野のみを切り出したデータを使用する。検証

には 10 分割交差検証を用いる。それぞれ使用す

る枚数は、COVID-19 肺炎が 6621 枚、通常肺炎が

7092枚である。 

 

4.2  結果 
 10 分割交差検証の結果を表 1 に示す。数値は

90 回の試行の中でテストデータの一番正診率の

高い結果とその時の感度の平均を表している。

肺野抽出前の正診率は IN_V2 が 5.31%高く、肺野

抽出後は IN_V2 が 5.90%高い結果となった。 

 

表 1  FDB と IN_V2 の 10 分割交差検証(%) 

 肺野抽出前 肺野抽出後 

FDB IN_V2 FDB IN_V2 

正診率 85.53 90.84 82.49 88.39 

感度 85.70 90.19 80.75 87.18 

 

次に、識別に大きく寄与した部分を調べるため

LIME[7]を用い、判断根拠を可視化した様子を図

2,3に示す。画像は左から元画像、FDB、IN_V2 に

よる識別結果であり、画像の緑色の部分と赤色 

 
図 2 肺野抽出前 

 

 
図 3 肺野抽出後 

 

の部分がそれぞれ正解ラベルの予想確率を上昇

させている部分と低下させている部分である。 

 

5. まとめ 
 現在の FDB の肺炎識別に対する精度は IN_V2 よ

り劣っているが、図 2、3 より IN_V2 における肺

炎識別の正診率は高いものの、FDB よりも注目領

域が正確でないことがわかる。今後の課題とし

ては、FDBの生成画像を CT画像に適したものに変

更する工夫や、ハイパーパラメータ調整による

識別精度向上、FDB 生成時の効率向上などが挙げ

られる。 

本研究の一部は科研費 JP21H05302 の補助を受

けて行った。 
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