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1 はじめに 

近年，農業分野で就農者の不足や高齢化が課題となっ

ており，これらを解決するスマート農業の一環として栽

培管理支援システムの開発が行われている．そのなかで，

植物周辺の環境データから植物生理状態を推定する手法

の確立が期待されており，その指標として，光合成速度

や蒸発散速度があげられる．光合成や蒸発散は植物の健

康状態や生長環境を把握するのに重要な生理活動である

が，これらの指標の計測方法は実用上に課題があるため

一般農家の普及に至っていない． 

本研究では，光合成速度と蒸発散速度を機械学習で不

均衡性・時系列性を考慮しながら推定する手法を検討す

る．植物の栽培データは，分布に不均衡性・時系列性が

ある場合があり，これらを考慮せずに学習すると推定値

の精度低下につながる．一般に，不均衡性のあるデータ

を用いて機械学習を行うと，多数データに偏った学習モ

デルが構築され，少数データに対する予測精度が低下す

る．このため，多数データの一部を除去するアンダーサ

ンプリングや少数データの一部を増幅するオーバーサン

プリングで不均衡性を解消する．時系列性はデータの分

布が前後のデータに強く依存する性質で，前後のデータ

間の強い相関を保持した学習を行うことで精度の向上が

見込めるが，リサンプリング時に消失する特徴がある． 

2 関連研究 

Random Under Sampling[1]（以下，RU）と Random

 Over Sampling[2]（以下，RO）は無作為にデータを選

択し，リサンプリングを行う手法である．ユーザ指定の

データの希少度と閾値によって，多数グループ・少数グ

ループに分割し，リサンプリングを行う． 

SMOTER[3]（以下，SMT）はデータの希少度と閾値に

よって，多数グループ・少数グループに分割し，多数グ

ループに RU を適用し，少数グループに SMOTE[4]を回帰

問題向けに改良した手法を適用する手法である．k-近傍

法で選択した 2 点間に新データを内挿し，その目的変数

を 2 点との距離を重みとした 2 点の目的変数の加重平均

として採用する処理をする． 

WERCS[2]（以下，WRS）はデータの希少度を確率分

布とみなし，オーバーサンプリングでは確率的にデータ

を選択・複製するのに対し，アンダーサンプリングでは

希少度を反転させた確率分布に基づいてデータを選択・

除去する手法である． 

CREAMER[5]はクラスタリングによって多数グループ

と少数グループに分割し，リサンプリングを行う手法で

ある．希少度や閾値を必要とせず，任意のリサンプリン

グ手法を選択可能という特徴がある一方で，クラスタリ

ング時にユーザ指定のハイパーパラメータ（𝑡𝑠，𝑘）が必

要となる課題がある．詳しくは後述する． 

3 提案手法 

本研究ではCREAMERの課題点を改良し，時系列性を

考慮した学習手法によって，目的変数（光合成速度，蒸

発散速度）の推定精度向上を目指す．CREAMERの概要図を

図 1に，学習器のネットワークは図 2に示す． 

クラスタリングの前処理としてデータの標準化と目的

変数のスケール変換を行う．各変数は単位が異なるため，

標準化を行うことで寄与率を統一する必要がある．また，

目的変数のみに𝑡𝑠倍の重みを加える．これで，目的変数

がクラスタ境界の決定に寄与しやすくした．𝑡𝑠は複数の

候補の中から最も精度の高い値を選択し，候補は目的変

数の変動係数，√𝑧_𝑑𝑖𝑚，√𝑧_𝑑𝑖𝑚/2である．ここで，

𝑧_𝑑𝑖𝑚は中間層の次元数とする． 

前項で作成したデータを用いてクラスタリングを行い，

希少度を決定する．k-means によりデータを𝑘個のクラス

タに分割する．この際，クラスタ数𝑘の算出は X-means[6]，

G-means[7]，VBGMM[8]，Star Clustering[9]の中から最良

のものを選択した．平均クラスタサイズと比較し，多数

グループと少数グループに分割する． 

平均クラスタサイズと同サイズになるように，多数グ

ループに対してアンダーサンプリング，少数グループに

対してオーバーサンプリングを行う．これらリサンプリ

ング手法は任意のアルゴリズムを適用でき，他の既存手

法を組み合わせることも可能である． 

時系列性を保持したままリサンプリングを行うため，

時系列の特徴を抽出可能な 1 次元畳み込み層をオートエ

ンコーダに組込んだ学習器である 1D-CAE を用いる．エ

ンコーダを用いて 2次元データを 1次元データに圧縮後，

リサンプリングを行い，デコーダを用いて 1 次元データ

を 2 次元データに復元することで，時系列性を失うこと

なくリサンプリングを行うことが可能となる．これを入

力として，時系列データの推定において高い性能を発揮

する GRU[10]を用いて目的変数を推定する． 
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図 1 CREAMER の概要図 

  

  

  

 
 
 
 
 
 

 
 
 
 

 
 
 
 
 
 

 
 
 
 

 
 
 
 
 
 

 
 
 
 

 
 
 
 
 
 

 
 
 
 

 
 
 
 
 
 

 
 
 
 
 
  
 
  
 
  
 
 

 
 
 
 
 
  
 
 
 

 
 
 
 
 
  
 
  
 
  
 
 

 
 
 
 
 
  
 
 
 

 
 
 
 
 
  
 
  
 
  
 
 

 
 
 
 
 
  
 
 
 

 
 
 
 
 
  
 
  
 
  
 
 

 
 
 
 
 
  
 
 
 

 
 
 
 
 
  
 
  
 
  
 
 

 
 
  
 
  
 
 

 
  
  
 
 

 
                                                        

       

          

       

          

 
  
 
 
 

 
 
 
 
 
  
 
 
 

    

 
  
 
 
 

 
 
 
 
 
  
 
 
 

    

 
  
 
 
 

 

           

   

 
 
 

 
 
 

 
  
  
 
 

          

      

  
  
     

図 2 実験器のネットワーク構成 
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4 検証実験 

4.1 データセット 

イチゴを対象とし，2021年 1月 6日から 2021年 7月 31

日にかけて静岡県農業技術産学官連携研究開発センター

の温室内でデータセット収集を行った．表 1 にデータセ

ットの詳細を示す． 

説明変数は環境データ 5変数，植物データ 1変数の計 6

変数をもち，各変数に当該時点から 5時点前までの 6時点

の時間情報を含めた 6×6の 2次元データを 1つのシーケン

シャルデータとして入力とする 

4.2 実験方法 

リサンプリング処理を行わないデータ（以下，RAW）

と既存手法の RU，RO，SMT，WRS を適用したデータ，

CREAMER を適用したデータを用いて，機械学習の推定

精度を比較した．CREAMER のリサンプリング部は任意

の手法を選択可能なため， RU と RO を組込んだ

CRM_RU_RO と，RU と SMT を組込んだ CRM_RU_SMT

を用いた．各モデルの推定値について平均絶対誤差

（MAE），二乗平均平方根誤差（RMSE）で精度比較を

行った． 

4.3 実験結果 

図 3 に光合成速度，図 4 に蒸発散速度推定におけるリ

サンプリング手法ごとの各評価値，図 5 に各リサンプリ

ング手法適用後の目的変数の分布を示す． 

光合成速度推定においては，RAW の MAE（0.2223），

RMSE（0.3414）を基準として，CRM_RU_RO は MAE（0.

2246），RMSE（0.34），CRM_RU_SMT は MAE（0.222

4），RMSE（0.3332）となっており，CREAMER を用い

ることで，MAEは劣るものの，RMSEは最大で 2.4%ほど

の誤差を削減できていることが分かる．MAE よりも RM

SE のほうが大きな誤差値に敏感に反応するため，希少デ

ータへの追従性が確認できる． 

蒸発散速度推定においては，RAW の MAE（0.0466），

RMSE（0.0708）を基準として，CRM_RU_RO は MAE（0.

0437），RMSE（0.0664），CRM_RU_SMT は MAE（0.04

45），RMSE（0.0664）となり，CREAMER を用いること

で MAE，RMSE ともに最大 6.2％ほどの誤差削減に成功

し，推定精度の向上を確認した．また，光合成速度，蒸

発散速度推定の両方で，CREAMER が他の既存手法より

も精度が高いことが分かる． 

各リサンプリング手法を適用することで，目的変数の

分布が変動し，不均衡性が低減していることが分かる．

RU，RO，SMT（以下，3 手法）は二峰性の分布になって

おり，閾値を用いない WRS は満遍なく分布していること

が分かる．一方CREAMERは𝑘個のクラスタに分割してい

るため，𝑘峰性の分布であると考える．これは RAW と 3

手法の中間の分布といえる． 

5 おわりに 

本研究では，光合成速度と蒸発散速度の推定において，

データの不均衡性を解消するリサンプリング手法である

CREAMERを改良し，1D-CAEによって時系列性を保ちな

がらリサンプリングする学習手法を用いることで，他の

既存手法よりも高精度に推定することを確認した． 

今後の方針として，引続き時系列を考慮した学習手法

の検討を進めるとともに，農業データのみならず，他分

野のデータに対するCREAMERの有効性を検証していく． 
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表 1 データセットの詳細 

図 3 光合成速度の推定結果 

図 4 蒸発散速度の推定結果 

図 5 リサンプリング後の目的変数の分布 
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