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図 1: 提案手法による複数解像度での生成結果．本手法は複数の解像度のノイズから画像を生成できる．
1. はじめに

Stable diffusion (SD) [1] や CLIP [2]のような大規模
事前学習モデルは，画像とテキスト間の関係性の学習で
著しい成功を示している. 特に，SDは拡散確率モデル [3]
を利用し，テキスト入力から多様かつ高品質で入力条件
に忠実な画像を出力することに成功した.
拡散確率モデルは Generative Adversarial Networks

(GANs) を凌駕する程の生成品質や収束性を持つ．しか
しながら，学習時に用いた解像度と異なる解像度での推
論を行うと，構造が崩壊した画像を出力する問題を持つ．
本研究では，拡散確率モデルが持つ本質的な問題に対
処するために，推論時にあらゆる解像度において自然な
画像を生成可能な拡散確率モデルの学習方法を提案する．
具体的に，我々は 2つの技術を拡散確率モデルの学習に適
用する　– (1) ランダムに解像度を変更した画像からパッ
チを切り取り学習を行うマルチ解像度学習 (2) 解像度の
違いをネットワークに伝え条件付けを行う Scale-Aware
Feature Adaption (SAFA). 適用するに当たり，特有の条
件付けの手法と SAFAの適用法を提案した．
実験では FlickerScenery [4]と CelebA [5] データセッ

トを用いて，既存の拡散確率モデルとの定量的や定性的
な評価を通じ，図 1 の通り構造が崩壊することなく複数
の解像度での推論を可能にすることを明らかにした．
2. 関連研究
2.1 拡散確率モデル
拡散確率モデル [3]は既知分布からデータ分布への遷移

過程を学習することで，画像を生成する手法である．デー
タのスコア関数を U-Netなどのネットワークを用いて推
定し，デノイジングスコアマッチングによって生成を行
う．拡散確率モデルは，多様なデータ分布を捉えられる
ことに加えて，GANs を凌駕する生成品質を持つことか
ら，近年注目を浴びている． しかしながら，学習時に用
いた解像度と異なる解像度での推論を行うと，図 2 に示
す通り，構造が崩壊した画像を出力する問題を持つ．本
研究ではこの問題の解決に取り組む．
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図 2: 2562 で学習を行った拡散確率モデルでの生成結果
2.2 マルチ解像度学習
マルチ解像度学習 [6]は，GANで任意解像度の画像生

成を行うための手法として提案された．複数解像度の画
像を含むデータセット内の画像から，固定解像度のパッ
チをランダムな位置で切り抜く．切り抜いたパッチに加
えて，切り抜いた位置の情報と元画像の解像度を条件と
して GAN の学習を行うことで，スケールの違いを学習
させる．本稿では，このマルチ解像度学習を拡散確率モ
デルに適用することを考え，条件付け手法を提案する．
2.3 Scale-aware Feature Adaption

Scale-Aware Feature Adaption (SAFA) [7] は複数解
像度への超解像手法の主要技術として提案された．一般
的な畳み込みでは，入力画像の解像度に問わず同一のカー
ネルによって処理を行うため，入力画像のスケール変化
に対応できない．この問題をカーネルのスケール非依存
の問題と呼ぶ．SAFA では，解像度を条件として畳み込
みカーネル自体を推定し，推定されたカーネルを用いて
畳み込みを行うことで，入力画像の解像度に応じた畳み
込みを実現する．本稿では，この技術を適用することで，
複数解像度での画像生成を可能としている．
3. 提案手法
3.1 マルチ解像度学習の適用
データセット内の画像の大きさをランダムに変更する

ことで，複数の解像度の画像を含むデータセットを作成
し，学習に用いる．拡散ステップ t∈{0, 1, . . . , T}におけ
る画像 xt ∈R3×H×W から，パッチ pt ∈R3×h×w をラン
ダムな位置で切り抜き，その位置に対応するピクセル座
標のグリッド g∈R2×h×w を計算する． この際の画像の
切り抜きと，位置グリッドの対応を図 3 に示す．拡散確
率モデルのネットワーク ϵθ の出力 ϵ̂t は，

ϵ̂t =ϵθ(pt, g, t) (1)
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図 3: 画像の切り抜きと位置グリッド gの対応

図 4: 提案手法を含めた U-Netの各解像度のブロック
と計算される．位置情報 g は，フーリエ特徴を用いた変
換 [8]を行った後，U-Netを構成する各解像度のブロック
内で，特徴量とチャンネル方向に連結することで条件付
けを行う．
3.2 Scale-aware Feature Adaptionの適用
マルチ解像度学習は画像のスケールの違いをモデルへ
学習をさせる目的であったが，2.3 節で述べたスケール
非依存の問題は解決されていない．そこで，Scale-Aware
Feature Adaption (SAFA) の適用を行う．SAFA は学
習可能パラメータによって構成された K 個のカーネル
{ϕ1, . . . , ϕK}⊂R3×3 をもつ．解像度を入力とするネッ
トワークを用いて，それぞれのカーネルに対する重み
{w1, . . . , wK}⊂R を推定する．解像度を考慮した畳み
込みカーネル ϕscaled は，ϕk と wk の線形和 ϕscaled =∑K

k=1 wkϕk と定義し，ϕscaled を用いて畳み込みを行う．
提案手法を含めた U-Netの各解像度のブロックを図 4に
示す．
4. 実験
データセット 実験には FlickerScenery と CelebA デー
タセットを用いた．FlickerScenery は風景画像を集めた
データセットであり，2562 へ縮小する前処理を行った．
CelebAは顔画像を集めたデータセットであり，画像の中
心部分で切り抜いて 1282 の画像を用意した．
学習 マルチ解像度学習では，FlickerSceneryと CelebA
でそれぞれ最小解像度 smin を 128，64とし，最大解像度
smax を 256，128とする．画像は 50%の確率で最小解像
度 smin へ縮小し，50%の確率で最小解像度 smin から最
大解像度 smaxの間の一様分布からサンプルした解像度へ
縮小する．切り抜くパッチの大きさは FlickerSceneryと
CelebAでそれぞれ 1282，642 とする．
解像度の変更 拡散確率モデルの初期ノイズ画像 xT の解
像度を変更することで，生成画像の解像度を指定する．
4.1 定性評価

FlickerSceneryで学習を行ったモデルで，解像度 smax

の画像を生成した結果を図 5 に示す．風景の画像には構
図としての位置バイアスが含まれていないため，解像度
を変更して生成を行ったとしても，不自然に描画されて
いる部分が目立ちにくい．CelebAで学習を行ったモデル
での生成結果を図 6 に示す．高解像度の画像であっても
崩れることなく，画像を生成できる一方で，画像の淵付近
で特に引き伸ばされた画像となった．

図 5: 最大解像度 smax での生成結果（FlickerScenery）

図 6: 最大解像度 smax での生成結果（CelebA）
表 1: 提案手法での FID(↓)の測定結果

データセット 固定解像度 生成解像度 (提案手法)
642 962 1282 1922 2562

FlickerScenery 19.3 - - 32.2 64.1 126
CelebA 4.50 11.1 26.8 43.3 - -

4.2 定量評価
品質と多様性を同時に測定する指標である Fréchet

Inception Distance (FID) [9]を用いて，定量評価を行っ
た結果を表 1 に示す．表中の固定解像度とは，それぞれ
のデータセットで単一の解像度 smin の画像を用いて，既
存の拡散確率モデルを学習した結果を指す．固定解像度
に比べて提案手法では，解像度 smin をはじめとして，特
に高解像度での指標の悪化が顕著であった．本稿では，
SAFA をネットワーク内の一部の層にのみ追加を行った
が，依然として残る畳み込み層において，スケール非依存
の問題が生じていることが原因だと示唆される．
5. おわりに
本稿では，複数解像度で画像を生成可能な拡散確率モ

デルを実現するために，マルチ解像度学習と SAFAを拡
散確率モデルへ適用するための条件付け手法を提案した．
実験から，提案手法によって複数解像度で画像を生成可能
であることを示したが，生成品質については改善が必要
である. 今後は生成品質向上のために，SAFAに代わる複
数解像度の畳み込み法について研究を行う予定である．
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