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1  まえがき 

ニューラル機械翻訳(Neural Machine Translation: 

NMT)において著しい性能向上と学習時間の短縮

に成功した Transformer [1] は、近年，時系列デー

タの予測など様々な系列データに対して適用さ

れている．本論文は，再帰型ニューラルネット

ワーク(Recurrent Neural Networks: RNNs) の一種で

あるリザバーコンピューティング (Reservoir 

Computing: RC) [2]に，Transformer の重要な構成

要素になっている自己注意機構と相互注意機構

を組み込むことによって，系列信号フィルタリ

ングのための長期的な依存関係を捉えることが

できるモデルを提案する．さらに，われわれは

数値シミュレーションを行い，相互注意スコア

が学習によって適切に変化することを示した． 

2  リザバーコンピューティング 

RC は，入力層と”リザバー”と呼ばれる再帰結

合を持つ隠れ層，出力層の 3層から構成される再

帰型ニューラルネットワークの一種である[2]．

一般的な RNN は，再帰結合を含む全ての結合荷

重を学習するため，勾配消失問題や学習コスト

が大きいことが問題である．一方で，RC はリザ

バー内に大量のニューロンを配置することで，

入力信号を非線形活性化関数によって高次元空

間に写像し，線形分離可能性を高める．これに

より，入力層からリザバーへの結合荷重やリザ

バー再帰結合荷重をランダムな初期値に固定し，

リザバーから出力層への荷重のみを学習するこ

とで，大幅な学習コストの削減を実現できる． 

3  相互注意機構・自己注意機構 

相互注意機構(cross-attention)は，seq2seq[3]と呼

ばれるNMTのためのRNNモデルに対して適用さ

れたことをきっかけに注目を集めた仕組みであ

る．予測したい直前のデコーダ側のLSTM内部状

態とエンコーダ側の各単語入力時のLSTM内部状

態とのスコアを計算することで，ソースとター

ゲットの単語の照応関係を捉えることができる． 

並列処理のために RNN を用いず Attention ブロ

ックのみで構成された Transformer[1]では，相互

注意機構だけでなく，自己注意機構(self-attention)

も採用された．自己注意機構は，エンコーダ・

デコーダ内での潜在表現ベクトルのスコアをそ

れぞれ計算することで，各入力文章内の照応関

係を捉えることができる． 

4  従来研究 

近年，複雑な系列データ予測などに対する注

意機構の性能の高さから，RC に自己注意機構を

組み込んだシステムがいくつか提案されている．

Liu らによって提案された Attention-based ESN[4]

は Attention計算が RC部よりも前で行われるため，

Attention 内の線形変換行列を学習できず，遺伝的

アルゴリズムを用いて最適化する必要がある．

また，Lyu らは，発話や脳波など様々な分類タス

クのために，リザバーを複数並列に用意し，
Multi-head Self-attention Memory Encoder (MSME)

と Convolutional Memory Learner (CML)を組み合わ

せたモデルを提案した[5]．しかし，これらの従

来手法は相互注意機構が組み込まれていないた

め，系列間の関係性を捉えることができない． 
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図 1: 提案手法の構成．ソース系列(左部)とター

ゲット系列(右部)それぞれの自己注意計算と系

列間の相互注意計算を行う． 
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5  提案手法 

われわれは，ソース系列信号𝑓(𝑔(𝑡))からター

ゲット系列信号𝑔(𝑡)を抽出する系列信号フィルタ

リングのためのモデルを提案する．例えば，ノ

イズと遅延を含むソース系列信号からノイズや

遅れを持たないターゲット系列信号を予測する

ことを想定している． 

本提案手法の構成を図 1に示す．ソース系列信

号とターゲット系列信号は，それぞれ RC 部によ

って高次元の特徴量に変換される．入力系列が

画像や文章である場合は，図 1のように双方向の

RC を用意し，結合することで 1 つの特徴量を得

る．リザバー部のダイナミクスを次に示す． 

𝒙(𝑡) = (𝐈 − 𝚲)𝒙(𝑡) + 𝚲 𝐭𝐚𝐧𝐡 (𝐖in𝒖(𝑡) +𝐖𝒙(𝑡 − 1)) (1) 

𝒙(𝑡), 𝒖(𝑡)はそれぞれ時刻𝑡におけるリザバー内部

状態と入力信号値，𝐖in,𝐖はそれぞれ入力層か

らリザバーへの荷重行列とリザバー内の再帰結

合荷重，𝐈は単位行列，𝚲は漏れ率行列である． 

リザバー部によって変換された信号をそれぞ

れまとめて，1 つの行列を作成後，Attention ブロ

ックへ入力する．自己注意計算も相互注意計算

も内部のダイナミクスは同様である．各Attention

ブロックからの出力𝐙𝑖は，次式で表される．  

𝐙𝑖 = softmax(
𝐖𝑖

Q
(𝐖𝑖

K)
T

√𝑑model

)𝐕𝑖𝐖𝑖
V (2) 

𝐖Q,𝐖K,𝐖Vはそれぞれ，Attention ブロックへの

入力𝐐,𝐊, 𝐕に対する線形変換行列である．ソフト

マックス関数の勾配消失を防ぐため，入力デー

タの次元数𝑑modelで正規化を施している．この

softmax(⋅)は Query と Key に与えられた信号の線

形変換後の類似度を示している． 

 そして，相互注意計算後，次式により，出力

結合荷重𝐖outとの内積を計算することで所望の

ターゲット信号を出力する． 

𝒚(𝑡) = 𝐖out𝐙c𝑟𝑜𝑠𝑠 (3) 
学習は Attention ブロック内の線形変換行列と

𝐖outのみを勾配法を用いて行うため，ソース側

のリザバー計算はあらかじめ処理できる． 

6  数値シミュレーション実験 

図 2 は，時間遅れ(𝜏 = 25)と加法性ガウスノイ

ズ(SNR = 17dB)を持つソース側sin信号から，遅

れ・ノイズを含まないターゲット側sin信号への

変換を学習したときの出力信号の変化を示して

いる．また，図 3は，(a) 0エポックと(b) 300エポ

ックでの相互注意機構ブロック内の softmax スコ

ア行列の可視化結果である．(b) 300エポックにお

けるスコアは，例えばターゲット信号(縦軸)が

150 [step]の場合，ソース信号(横軸)が遅れと周期

が対応する 5, 45, 85, 125, 165 [step]のときにスコア

が高くなっており，学習が進むにつれて，系列

間の関係性を学習できていることがわかる． 

7  むすび 

われわれは，2 つの系列信号の長期的な依存関

係を学習するための自己注意機構と相互注意機

構を持つ新しい RC 手法を提案した．本手法は，

リザバー計算や Attention ブロック内の線形写像

によって変換された後の複雑な系列信号の自己

相関や相互相関を捉えることができる．また，

数値実験により，Attention ブロック内の類似度を

表す行列を可視化することで，RC の解釈可能性

を高められることを説明した． 
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図 3: (a) 0 エポック, (b) 300 エポック時の相互注

意機構のスコア行列(softmax 値)の可視化結果

(縦軸:ターゲット信号，横軸:ソース信号)． 

(a) (b) 

図 2: ソース・ターゲット信号と学習時におけ

る出力信号の変化． 
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