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1. はじめに
近年，映像解析の技術が向上し，様々な場所でカメラ

デバイスを用いた顔認証システムが用いられている．多
くの顔認証システムでは，取得した映像データを外部の
サーバに送信し，解析を行う．したがって，解析速度の高
速化を実現するためには，高性能なサーバを用いる必要
がある．しかし，高性能なサーバは高価かつ費用対効果
が小さい．そこで，一般的には比較的安価な汎用サーバ
を複数台利用し，並列処理により映像データを解析する
ことが多いが，並列処理に利用する複数のサーバ間での
性能の差が大きければ，性能が低いサーバの解析速度が
ボトルネックとなり，全体の解析速度に影響を及ぼす可
能性がある．先行研究では，様々なアプリケーションか
らの解析要求に対して各サーバの資源の割当を行う研究
[1]が行われているが，画像解析に特化したものではな
い．また，画像解析において解析要求を平準化するバッ
ファを利用することにより優先度制御を行い，負荷を抑
える研究 [2]なども行われているが，バッファを利用し
て優先度制御を行うにはサーバに解析画像を振り分ける
ロードバランサにもメモリの性能が求められる．そこで，
本研究では，クライアントからの解析対象となる画像を
バッファリングし，各サーバの性能や解析状況に応じて，
解析する映像データを動的に適切に割り当てるシステム
及び，そのアルゴリズムの実装と検証を目的とする．

2. 強化学習を用いた計算資源割当手法
本研究では，ロードバランサと解析サーバ群からなる
分散システムを提案する．このシステムでは，ロードバ
ランサがクライアントから送信された解析対象の画像を
バッファリングし，サーバの CPU負荷に応じて画像の
解析を割り当てる手法を採用する．システム上での処理
は以下のように行われる．

1. ロードバランサがクライアントのカメラデバイスか
ら映像データを受信する．
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2. ロードバランサは映像データをフレーム単位に分割
する．

3. ロードバランサは各計算資源 (解析を行うサーバ)の
解析状況に応じて適切に計算資源をフレーム解析タ
スクに割り当てる．

4. 各計算資源での解析結果をクライアントが受信し，
描画と表示を行う．

各計算資源を CPU負荷に応じて動的に割り当てる手
法として，強化学習 [3]を採用した．強化学習は機械学
習の一種であり，エージェントが環境との相互作用を通
じて行動を学習するフレームワークである．エージェン
トとは，環境内で行動を選択し，その結果として報酬を
受け取る主体である．エージェントは各時間ステップで
状態を観察し，行動を選択する．その行動により，エー
ジェントは環境の状態を変更し，報酬を受け取る．本シ
ステムでは，エージェントは，計算資源割当を行うアル
ゴリズム，環境は計算資源群となる．エージェントの目
標は，累積報酬を最大化するポリシーを学習することで
ある．価値関数を求めるアルゴリズムには，Q学習 [4]
と SARSA法 [5]を用いた．また，それぞれの構成要素
が持つ変数を以下のように定義した．

• 状態 (State)
各計算資源のCPUの割当可能な割合を表す．例えば，
コンテナが 4つ存在する場合，状態は [10, 21, 98, 0]

にような配列にて表現される．この時，1番目の要
素である 10は，CPUの非使用率が 10%であること
を意味しており，これは，(100% - CPU利用率)に
よって算出することとした．

• 行動 (Action)
ロードバランサが解析対象のフレームを，どの計算
資源に割り当てるかを決定し，該当の計算資源にフ
レームを送信する．送信された計算資源は画像解析
と特徴量抽出を行い，結果を返す．

• 報酬 (Reward)
計算資源が，フレームを受信し，解析結果をロード
バランサに送信するまでの時間を計測する．直近の
解析時間平均と同じか，それよりも短ければ+1，長
くなっている場合は，-1を報酬として与える．



以上の変数を使用して強化学習を行う．Q学習では式
(1)を用いて学習を行う．時刻 tにて，行動 atで，計算資
源を割り当てることによって，各計算資源でのリソース
使用状況が変化し状態 st+1へ遷移する．このとき，エー
ジェントが報酬 rtを獲得し，状態 stでの行動 atを評価
する関数Q(st, at)を更新する．Q関数における方策は，
Q関数の状態 stで最大価値が期待される行動 atとなる．
しかし，期待される価値が最大の行動のみを取り続ける
と，学習が進んだ際に報酬の期待値に差が出る状況が生
じ，常に argmaxQ(st, at)となってしまう．そこで，一
定の確率 εでランダムな行動をとり，確率 (1 − ε)のと
きのみ最大行動価値の行動を選択する ε-greedy法 [6]を
利用する．Q学習は，方策と実際に行う行動が異なるた
め，方策オフ (Off-Policy)の学習手法と呼ばれる．

Q(st, at)← Q(st, at)

+ α[rt+1 + γ ·maxQ(st+1, at+1)−Q(st, at)]
(1)

一方で，SARSA 法では式 (2) を用いて学習を行う．
SARSA 法は Q 学習と同様に強化学習の代表的な手法
の 1つである．SARSA法では，Q関数の値Q(st, at)が
報酬 rt+1 と次の状態 st+1 での行動価値 γQ(st+1, at+1)

の和となるように行動価値関数を更新する．価値関数を
更新したあとは，行動 at+1を実行するが，SARSA法で
は Q学習と異なり，ε-greedy法による実際の方策に従っ
て行動価値関数を更新する．そのため，SARSA法は方
策オン (On-Policy)の学習手法と呼ばれる．

Q(st, at)← Q(st, at)

+ α[rt+1 + γ ·Q(st+1, at+1)−Q(st, at)]
(2)

強化学習で用いるその他のパラメータとして学習率 α

は，行動によって変化した更新量を現在のQ値へどれだ
け反映させるかを決定し，割引率 γは，将来与えられる
報酬をどれくらい現在の価値として考慮に入れるかを決
定するパラメータである．
本節では，強化学習の一種である Q学習と SARSA法

を用いた計算資源の動的割当手法を提案した．それぞれ
の方法は，環境との相互作用を通じて学習し，最適な資
源割当を達成することを目指す．強化学習を利用するこ
とで，ロードバランサは各計算資源の負荷を考慮して適
切にタスクを割り当て，全体のシステムパフォーマンス
を最大化することが可能となる．

3. 実験・評価
3.1 Dockerを用いたエミュレーション環境

2節で提案した手法の検証を行うために，Docker[7]に
よるコンテナ型仮想環境を利用し，図 1のようなエミュ
レーション環境を作成した．コンテナ型仮想化とは，サー
バの OS上に仮想化ソフトウェアをインストールし，仮
想化ソフトウェア上でコンテナを動作させる技術である．
コンテナはアプリケーションの実行環境のみを仮想化し，
ホスト OS上で動作するため，アプリケーションとその
依存関係を一つのパッケージとして扱うことができ，環
境間での移植性が高まると言う利点がある．Dockerはこ
のコンテナ型仮想化を利用して，アプリケーションを構
築，実行，共有するためのソフトウェアである．各コン
テナでは CPUやメモリなどのハードウェアに制限を行
うことができる．さらに，Docker Composeと呼ばれる
ツールを使用することで，複数のコンテナで構成される
アプリケーションについて，Dockerイメージのビルドや
各コンテナの起動，停止などをより簡単に実行したり，
各コンテナ間でネットワークを作成したりすることがで
きる．
本研究では，Dockerを使用して複数のコンテナを稼働
させ，それぞれのコンテナを仮想ネットワークで接続し
た．また，ロードバランサとなるエッジデバイスとして
Raspberry Pi 4 (メモリ 4GB)を使用し，Ubuntuサーバ上
で稼働させた Dockerコンテナと物理的にネットワーク
接続を行った．学習の条件を固定するため，カメラデバ
イスではなく，Raspberry Pi 4上に保存した動画ファイ
ルを利用した．Dockerコンテナでは，PythonのWebア
プリケーションフレームワークである FastAPI[8]を使用
して解析画像の送受信を行った．一方，Raspberry Pi 4で
は Flaskを利用し，Webブラウザから解析結果を表示す
る機能を実装した．

図 1: Dockerコンテナを利用したエミュレーション環境



3.2 実験環境
3.1節で述べたエミュレーション環境で計算資源割当

を行うアルゴリズムを実行した．4つのDockerコンテナ
を稼働させ，各 Dockerコンテナに表 1のような性能制
限を設定した．また，各 Dockerコンテナでは解析処理
として以下の処理を実行した．

1. OpenCVのカスケード分類 [9]によってフレーム中
の顔を検出する．

2. 検出された顔の部分のみを切り出し，リサイズとグ
レースケール変換を行う．

3. 18 層の畳み込みニューラルネットワークである
Resnet-18[10, 11]で学習したモデルを利用して顔画
像から男女の性別分類を行う．

4. 顔の検出位置と，性別の分類結果を responseとして
返す．

表 1: 各コンテナの制限
コンテナ CPU メモリ

A 2スレッド 4GB
B 4スレッド 8GB
C 6スレッド 8GB
D 6スレッド 16GB

エピソード数 (学習・評価回数) を 2000 回に設定し，
学習を行った．また，Q学習のみ割引率 γと探索率 εの
パラメータを変化させた．割引率 γ は，将来もらえる
報酬をどれくらい現在の価値として考慮に入れるかを表
す．一方，探索率 εはランダムにサーバを選出する確率
を表す．
3.3 提案手法の評価

3.2節で設定した実験環境に対して，2節で述べた計算
資源割当の手法を実行した．以下の図 2,図 3,図 4は横
軸に学習のエピソード数を示し，縦軸に行動によって得
られた累積報酬 (Cumulative reward)を示している．図 2
は学習の手法による違いを示しており，学習なし，Q学
習，SARSA法のそれぞれの累積報酬の変化を表してい
る．学習なしの場合は ε = 1.0で資源を割り当てるサー
バを完全にランダムで選出している．また，図 3はQ学
習において，割引率を変化させた場合の累積報酬につい
て表しており，図 4は探索率を変化させた場合の累積報
酬について表している．実験結果から，Q学習と SARSA
法では大きな差は見られなかったが，どちらの学習でも
エピソードが進むにつれて累積報酬が増加しており，計
算資源の効率的な割当が行われていることが確認できた．

図 2: 各学習手法による効果 (γ = 0.9, ε = 0.2)

図 3: Q学習における割引率の変化が及ぼす影響 (ε = 0.2)

図 4: Q学習における探索率の変化が及ぼす影響 (γ = 0.9)



4. 結論と今後の課題
本研究では，汎用サーバを複数台利用した並列処理に

おいて，各サーバの性能や解析状況に基づいて画像解析
処理に計算資源を適切に割り当てるアルゴリズムの提
案と実装を行った．実験結果より，学習が進むにつれて
累積報酬が増加していることから，計算資源の効率的な
割り当てが行われ，性能が向上していることが確認でき
た．しかし，学習時に実際にフレームを送信して分類を
行う必要があるため，学習にかなり時間がかかってしま
うという問題も見られた．また，全てのフレームを等し
くサーバに送信し続けると，ネットワーク上のトラフィッ
クが多くなってしまうため，エッジデバイス側での前処
理を最適化したり，映像の監視とイベントの検知を行っ
たりすることで，イベント発生時のみサーバへの処理要
求を増やすといった処理を実装することも今後の課題と
して挙げられる．
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