
AIが学習に失敗する例を用いた教材の提案
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概要：従来の人工知能 (AI)を学ぶための教材は，チュートリアルのように AIをブラックボックス化して，
まず AIは何をできるのかを理解するといったものが多い．この場合の課題は，例えば既存の AIを拡張し
て新たな問題に適用させようとし，しかし上手くいかない場合に，その対処の方法が分からないことであ
る．その原因は，AIの中の仕組みをやはり十分に理解していないことであると考える．そこで本研究で
は，従来の教材に加え，主に仕組みを理解することを主眼とした教材について提案する．その基本的な考
え方は，(1)あえて答えの分かっているシンプルな問題を AIに学習させる，また (2)AIが学習に失敗する
例を用い，AIに学ばせるために人間が試行錯誤を行うことにより AIの仕組みを理解する，である．本教
材の対象者は，チュートリアルのような AIが何ができるのかを概ね理解していて，かつ，ある程度のプロ
グラミング技術をすでに修得した大学生 3，4年生程度を想定している．
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Proposal of teaching materials using examples of AI learning failures

1. はじめに
内閣府の AI戦略 2019[1]では，文理を問わずにすべての
大学，高専生がリテラシーレベルの数理・データサイエン
ス・AI教育を修得するという目標が掲げられている．また
高等学校で新たに必履修化された情報科目の教科書では，
例えば「情報 II」教員研修用教材 第 3章 情報とデータサ
イエンス [2]では，機械学習モデルとしてニューラルネッ
トワークが取り上げらえている．そして文部科学省 高等学
校情報科に関する特設ページ 授業・研修用コンテンツ [3]

でも AIに関する教材が提示されていて，音声認識による
機械とのインターフェースをプログラミングでカスタマイ
ズする例などが示されている．
これらの AIを学ぶための教材は，文理を問わずにすべ
ての学生が学ぶことを想定しているため，(1)数式を多用
しない，(2)プログラミング言語を多用しない，(3)サンプ
ルを動かしてまずは AIの挙動を見る，(4)入出力データを
変えることによって AIをカスタマイズする，といった視
点が用いられていると考える．しかし一方，AIの仕組みに
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図 1: 学生は，この Google Colaboratoryのよう
な開発環境で与えらえたサンプルプログラムを
カスタマイズしながら動作させ，AIの挙動や仕
組みを学んでいく．

ついてはその構造の複雑さから教科書等では深く立ち入っ
ていないのが現状である．AIの仕組みを理解できないこ
との問題点は，例えば現時点の AIでは何ができないのか
といった限界を想像することが困難なことが挙げられる．
そこで本論文では，これまでの教材開発の視点を踏襲しつ
つ新たに AIの仕組みについて理解を深める手法について
提案する．具体的には次の 2点を主に重視する．
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図 2: ニューラルネットワークの計算方法を学ぶ
ためのデータ例

( 1 ) 答えの分かっているシンプルな問題を AI に学習さ
せる．

( 2 ) AIが学習に失敗する例を用いて，人間が AIに学習
を成功させることを試行錯誤することにより，AIの
仕組みを学ぶ．

従来は，例えば畳み込みニューラルネットワークではそ
の起源であり効果が最も現れやすい画像認識を題材とする
ことが多い．AIの挙動を理解する上ではこのような題材
は効果的であると考えられるが，構造が複雑になりすぎて
機械学習モデルの個々の機能が画像認識にどのように影響
しているのかなどの仕組みを把握することは困難である．
そこで仕組みの理解を促進するためにあえてシンプルな問
題を AIに学習させ，また機械学習モデルの機能を操作し
てAIが学習に失敗する例をも用いてAIの機能や仕組みを
学ぶものである．
本教材の対象者は，チュートリアルのような AIが何が
できるのかを概ね理解していて，かつ，ある程度のプログ
ラミング技術をすでに修得した大学生 3，4年生程度を想
定している．またすべての教材例について学生は，図 1の
Google Colaboratoryのような開発環境で講師から提供さ
れたプログラムをカスタマイズしながら動かし，そして講
師のからの説明を聞いて学ぶことを想定している．また機
械学習のライブラリとしては，本教材では tensorflow ライ
ブラリを使用している．

2. ニューラルネットワークの計算方法を学ぶ
近年の AIは，ニューラルネットワーク [4]をベースとし

た機械学習が非常に流行っている．そこでまずはニューラ
ルネットワークについて何を計算しているのかを理解する
ためにあえてシンプルな回帰問題を提案する．

2.1 問題設定
図 2には 4種類のデータを示している．ここでの問題

は，ニューラルネットワークの入力を横軸の xとしたとき，
図 2と同じ縦軸 yの数値を出力するニューラルネットワー
クを作成することである．ただしニューラルネットワーク

図 3: ニューラルネットワークのモデルごとの学
習結果: それぞれの数値は平均二乗誤差を示し，
青は学習成功, 赤は失敗を表している．

の構造は 1層でできていて，ニューロン数が 1のもの，2

のもの，そしてそれぞれにバイアスがあるもの，ないもの
の 4種類とする．

2.2 学生が学ぶこと
ニューラルネットワークは，データからモデルを作成す

る学習過程と，学習済みモデルで実際に計算を実施する
推論過程とがある．ここではこのうち推論過程について
ニューラルネットワークがどのような仕組みで計算してい
るのかを学生が理解することを目的とする．具体的には，
ニューラルネットワークのニューロンと呼ばれる個々の素
子は，活性化関数と呼ばれる関数の一部を切り出して拡大，
縮小するような処理を行っていて，ニューロンが複数にな
る場合は，それぞれのニューロンが切り出した関数を足し
合わせて 1つの関数を作るようなことを行う．またバイア
スは，この切り出した一部を左右に移動する機能を持つ．
これらのことを学生が理解することを目的とする．

2.3 学生の学習手順 1: 挙動の理解
まず学生は，図 2として与えられたデータからニューラ
ルネットワークをベースとした機械学習モデルをニューロ
ン数を 1つ，2つとしたものと，それぞれにバイアスあり，
なしとしたものの 4種類を作成する．次にそれぞれのモデ
ルにデータを学習させて損失を求める．損失とは，AIに学
んでほしい正解データから実際に AIが出力したデータと
の差分である．その結果を図にしてまとめると，図 3のよ
うなものを学生は自分自身で作成することになる．図 3は
4種類のモデルと 4種類のデータで構成されるもので，そ
れぞれのセルには損失の数値が記載されている．またここ
ではデータを再現できた AIについては青，できなかった
ところは赤で示されている．できた／できないの具体的な
判定基準は，データの 5%の誤差を許容するとし，その際
の平均二乗誤差である 0.01 未満を AIが学習できた，とし
ている．
ここで学生に学んで欲しいことは，次の 2点である．
• 折れ線のデータを再現するには，ニューロンが少なく
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図 4: ニューラルネットワークの計算フロー図 (ニューロン数 2, バイアスなしの場合, データは原点を通らない折
れ線グラフ): 4列になっているグラフの左から 1列目は活性化関数 (tanh)，2列目はニューロンによって 1列目
から切り出したもので 1列目の緑とピンクの枠に上下の図が対応している．ニューロン数が 2であるため 2つの
枠が切り出されている．3列目は 2列目に数値をかけて拡大縮小反転したもの，そして 4列目は 3列目の 2つの
グラフを足し合わせた青線のグラフと教師データのオレンジのグラフである．このオレンジの，点線ではなく丸
の 4点をニューラルネットワークの出力である青線が通過することが求められている．

図 5: ニューラルネットワークの計算フロー図 (図 4との違いは，モデルにバイアスがある場合の例)

とも 2つは必要になる．
• 原点を通らないデータを再現するには，バイアスが必
要になる．

図 3において損失が大きく AIが学習できなかったとさ
れる赤いセルは，2列目の折れ線の場合はニューロン数 1

のときに AIは学習できていない．また同図の 3列目によ
ると原点を通らないデータではバイアスがなしだと AIは
学習できない．これらを統合して，4列目の原点を通らず，
かつ，折れ線のデータの場合はニューロン数 2，バイアス
ありのものしか学習できていないことが明らかである．こ
の理由については次節以降で学生はさらに深く学んでいく
ことになる．

2.4 学生の学習手順 2: 仕組みの理解
学生は与えられたプログラムを動作させて，図 4のよう

なニューラルネットワークの計算フロー図を作成する．計
算フロー図とは，本研究で名付けた名前であり，ニューラ
ルネットワークがどのように入力データから出力データを
作り出しているのかを図示したものである．
ここで前節で示したニューロン数とバイアスに関する

ニューラルネットワークの挙動は，次のように学生に理解
される．
2.4.1 ニューロン数の理解
ニューロン数は，活性化関数から切り出せるグラフの数

になる．例えばニューロンが 1つの場合は，図 4の 2,3列
目が上下 2つではなく 1つになり，拡大縮小した後の切り
出したグラフはそのままニューラルネットワークの出力に
なる．ここで，図 4の左側の活性化関数には数値が上がっ
て下がるのような山やその逆の谷の部分が無いことに注目
すると，ニューロンによって切り出す部分がどこであって
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図 6: 文字データの数値化を学ぶためのデータ:

ポジションマップの例: 横軸，縦軸は何かしらの
基準で作成され，例えば企業分析などで各社の特
徴を可視化するときに使用される．

もニューロンが 1つしかない場合はグラフの山や谷を表す
ことができないことがわかる．よって教師データが折れ線
場合には，1つのニューロンだけではその山になる部分を
再現することができない．
一方ニューロン数が 2の場合，図 4の 4列目は 3列目の

2つのグラフを足し合わせて作られているため，グラフの
山や谷を作り出すことができる．よって今回の教師データ
では，折れ線のデータの場合にはニューロン数 2のモデル
でなければ学習できないということを，学生は理解する．
2.4.2 バイアスの理解
バイアスは，活性化関数から切り出したグラフを左右に

移動するという機能を持つ．例えば図 4の 3列目は，上下
のどちらのグラフも x=0,y=0の原点を通る．一方バイア
スのある図 5では，原点を通らないグラフも作れている．
よって図 4の 4列目のように，ニューラルネットワークの
出力が原点を通らないグラフを作り出すことができている．
今回の教師データでは，単純な直線であっても原点を通

らないグラフの場合には，バイアスが無いと AIの学習に
失敗してしまうことが，学生は理解できると考える．

3. ポジショニングマップを用いて文字データ
の数値化を学ぶ

ポジショニングマップとは図 6のように，2つの軸で評
価された各項目を 2次元マップ上に配置するものである．
マーケティングなどの分野で用いられることがある．

3.1 問題設定
図 6の社名からマップ上の位置と所属する第 1～4象限
までの領域を学習する AIを作成し，A社と B社を足して
2で割るのような入力を混合した例にどれだけ対応できる
かを調べる．

図 7: 文字を 1次元の数値に変換した AIの学習
結果例

図 8: 文字を総単語数の次元に変換した AIの学
習結果例

図 9: 文字を Embeddingによって 2次元に変換
した AIの学習結果例

3.2 学生が学ぶこと
文字データは，(“A”+“B”)/2のような計算をすることは
できない．しかし近年に開発された Embeddingと呼ばれ
る AIの手法を使用することにより，ある程度は文字を数
値のように計算するようなことが実現することができる．
ここでは文字を数値化するときに，単純に通し番号のよう
に順番に文字に番号をつけていく方法，one-hotと呼ばれ
る単語数の次元を持つベクトルを作り，該当する箇所の要
素だけを 1にする方法，そして Embedding[5]と呼ばれる
数値化する部分も教師データから AIが学習する方法の 3

「情報教育シンポジウム」 2023年8月

©2023 Information Processing Society of Japan - 32 -



種類を試し，ポジショニングマップの領域を推定するよう
な問題では Embeddingの手法が良い性能を示すことを学
生が理解することを目的とする．

3.3 学生の学習手順
講師から渡されるサンプルプログラムを参考に，社名か

ら数値に変換する関数を学生は作成する．その関数を使
用した入力データの変換を持つ機械学習モデルによって，
図 6のマップを学習する．ここで言うマップの学習とは，
例えば “A社”が入力だった場合に，x=?, y=?, 領域=第?

象限といった出力をする機械学習モデルを作成することで
ある．
学生が作成する関数は 3 種類で，文字に順番に数値を

割り当てる通し番号のような変換，one-hotと呼ばれる総
単語数の次元ベクトルの該当する要素だけを 1 にしたベ
クトルへの変換，そして Embeddingと呼ばれる数値化の
部分も教師データから学習するものである．この例では
Embeddingは tensorflowライブラリの該当するモジュー
ルを使用している．
機械学習モデルのトレーニングが終わると，学生はそれ

ぞれの関数を使用して “A社+B社”の数値を作成し学習
済みモデルの入力として渡す．このようにしてA社からH

社までの 28通りの組み合わせについて AIに計算させた出
力と教師データから得られる正解データとを図示する．図
は図 7～図 9のようになる．それぞれの図の赤い点は，AI

が領域を間違えているものである．図 7の通し番号による
数値化の結果では，複数の点が重なっている．
この結果から学生は，図 7および図 8の結果から単純に

通し番号でつけた番号や多次元ベクトルでは四則演算する
ことはできないことを学び，図 9から Embeddingによっ
て社名のマップ上の位置であり，ある意味では社の特徴を
AIが学習できることを理解する．

4. 五目並べの勝利判定を用いてCNNの計算
方法を学ぶ

2012年の画像認識の精度を争う大会である ILSVRCで
二位のチームに大差をつけて優勝した畳み込みニューラル
ネットワーク (CNN)を用いた画像認識 [6]が CNNのブー
ムを起こしたといわれている．CNNはフィルタのような
要素をデータにスライドしながら適用し，それぞれの位置
から得られた値で構成された特徴マップを作成する．そし
てその特徴マップから認識等を行う．

4.1 問題設定
本論文では，あえて CNNの起源である画像認識ではな
く五目並べの勝利判定に CNNを使うことを提案する．そ
の理由は，画像を認識するというタスクよりもよりシンプ
ルな例を用いた方が CNNの仕組みを理解できると考えた

からである．ここで五目並べの勝利判定とは，盤面に駒が
縦横斜めのどこかに連続して 5個並んでいるとその駒のプ
レイヤが勝ちとするものとする．ただし本論文では実装の
都合上，連続する駒は 5個ではなく 4個としている．

4.2 学生が学ぶこと
CNNのフィルターが盤面を走査し，個々の位置から得

られる値で構成された特徴マップを作るという CNNの仕
組みを学生は理解する．この問題設定の場合，フィルター
は縦横斜めという連続する駒の形を自動的に AIはデータ
から学ぶ．学生は，五目並べのルールを AIに教えていな
くても，多くの盤面とその盤面におけるプレイヤの勝利状
態というデータから結果的に五目並べの勝利判定ルールを
AIが導き出すことを体験する．また CNNのモデルをカス
タマイズすることによって，勝利判定を学習できない AI

を作成することによって CNNの仕組みを理解する．

4.3 学生の学習手順 1: 挙動の理解
講師より与えられたサンプルプログラムを実行し，ラン

ダムに生成された盤面情報と，その盤面における勝利状態
を作成し，AIに対するトレーニングデータを学生は作成す
る．そして予め用意された図 10の機械学習モデルにデー
タを与えて AIを学習させる．学習の結果は，損失を学生
が確認するだけでなく，新しくランダムに生成された盤面
情報を与えて正しく勝利判定ができているかどうかを学生
自身による勝利判定と見比べて確認する．

4.4 学生の学習手順 2: 仕組みの理解
サンプルプログラムの AIは学習に成功するので，その
モデルが作ったフィルターを可視化して学生は確認する．
その可視化例を図 11に示す．黄色でハイライトされてい
る部分は，フィルタを通って情報が利用される部分を示し
ている．ここで分かることは，縦や横，そして斜めのライ
ンが形成されているということは，そこに駒がある場合に
フィルタを通過する量が多くなるということである．つま
り AIは結果的に，連続した駒があると勝利する，という
知識を獲得しているともいえる．
4.4.1 フィルタ数が少なくてAIが失敗する例
学生は CNNのフィルタ数を 12だったものから 1に変

更して AIの学習を再実行する．図 11から明らかなよう
にフィルタは縦横斜めの駒を数える機能を有することにな
る．この数を数えるという機能は，その仕組みから 1つの
フィルタで縦横斜めを同時にカウントすることはできない．
よってフィルタ数を 1に変更したAIは学習に失敗する．こ
こから学生には，最低でいくつのフィルタが必要なのかを
検討してもらう．ここで CNNのパラメータの 1つである
paddingというものがその答えに関係してくる．padding

とはフィルタを適用するときに盤面の枠を広げて適用する
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図 10: 五目並べの勝利判定をする CNNを用いた機械学習モデルの構造

図 11: CNNのフィルターの可視化

図 12: CNNのパディングと最小フィルタ数

図 13: バイアスがある場合の失敗例

かどうかのパラメータである．paddingを valid(枠を広げ
ない)と，same(枠を広げる)にしたときのそれぞれのフィ
ルタの適用の様子を図 12に示す．この図から盤面の端に
ある連続した駒をカウントするには paddingの設定によっ
て影響を受けることが明白であり，学生は最小のフィル
ター数と，paddingという CNNの仕組みについて理解を
得ることができる．
4.4.2 バイアスや重みに制限を与えずにAIが失敗する例
最初に学生に渡す CNNのモデルでは，バイアスなし，
重みには負の数を使用しない，という制限がかかってい

る．これを外すと AIは勝利判定を学習できないことが多
い．このことを学生自身が CNNのモデルをカスタマイズ
して確認する．例えばバイアスありとして AIを学習させ
たときの結果は，図 13のようになる．ここには右下がり
のフィルタが現れていなく，つまり学習できていないこと
が分かる．また重みに負の数を許容しても同様の結果を得
る．この AIが学習に失敗する理由は，1つはフィルタに
よって駒の引き算ができてしまうことにある．図 10に示
すCNNのモデルは，2つの特徴マップの最大値を比較して
どちらが勝利しているのかを判定する．ここで想定してい
ることは，連続する駒があるほど特徴マップの値が大きく
なることである．大きな値を持つ特徴マップのプレイヤが
勝利という判定をモデルの最後で行っている．しかしフィ
ルタが負の数を出力し特徴マップの最大値が例えば負の数
になると，相対的に対戦プレイヤの特徴マップの値が大き
な数値と評価されて実際には勝利していないプレイヤを勝
利していると判定してしまうことがある．
このような AIが学習に失敗する現象は，トレーニング

データではあまり起こらずテストデータで発生する．学生
は，AIの学習はトレーニングデータの損失を確認すると成
功しているように見えるのだが，そのあとで新しい盤面情
報を作成して AIをテストするときに上手くいかないこと
を経験する．そしてそこから過学習であるとか，CNNの
仕組みについて理解していく．
4.4.3 プレイヤごとの盤面を分けずにAIが失敗する例
画像に CNNを適用する場合，画像の RGB3要素のそれ

ぞれにフィルタを適用して 1つの特徴マップを作成する．
その様子を図 14の左側に示す．学生には五目並べの盤面
を 2要素の画像データとして取り扱って AIを学習させる
ことを実行させる．しかしこのような適用を五目並べの勝
利判定に行うとAIの学習は失敗する．その理由は図 14に
示す通りで，左側の 2要素とした場合には特徴マップが 1

つになってしまっているためである．これは例えばプレイ
ヤ 1の連続する駒を数えているときにプレイヤ 2の駒も計
算に入れているようなものである．そこで図 14の右側の
ように盤面を分離してそれぞれカウントするような処理が

「情報教育シンポジウム」 2023年8月

©2023 Information Processing Society of Japan - 34 -



図 14: 次元とチャネルの設計による失敗例

図 15: Attention scoreの見方

必要になることを，学生は理解する．

5. 入力データの関係性を見つけるAttention

機構について学ぶ
Attention[7]とは，ChatGPT, GPT-4[8]のベースになっ
ている Transformerと呼ばれる機械学習モデルの 1要素で
あり，入力データのどこに着目するかをAIが学習すること
ができるようにするものである．例えば入力データが画像
データの場合，Attentionは画素間の関係性を広く調べる
ことができる．一方例えば CNNでは，隣り合う画素の関
係しか考慮しないところに違いがある．Attentionが提案
されたときの課題である自然言語処理は，単語間の係り受
けのように少し離れた位置にある単語間の関係を見出すこ
とが重要であり，そこで高性能な結果を示して注目される
ようになった．また近年では，自然言語処理だけでなく画
像認識等でも性能を上げていることが報告されている [9]．
本論文で扱う Attention は，tensorflow ライブラリの

tf.keras.layers.MultiHeadAttentionを使用する．ただしオ
リジナルの実装ではMultiHeadAttentionの実行時の引数
である query, value, keyのうち，keyに適用するバイアス
が常に 1 次元であることに対して，本論文では key の次
元に拡張したものを使用している．これは，入力データの
個々のデータ間の関係をデータ数が少なくてもより顕著に
AIに学習させるためである．またMultiHeadAttentionへ
の 3つの引数である query, value, keyには同じ値を入れる
といういわゆる self attentionという手法を取り扱う．

図 16: シーケンスごとの合計を求める AIの at-

tention scores

図 17: シーケンス 1が他のシーケンスに加算さ
れる AIの attention scores

5.1 問題設定
本問題ではデータ列を “シーケンス”と呼ぶことにする．

そして 1 つのシーケンスはさらにいくつかの要素ででき
ているとする．ここでの問題設定は，5シーケンス，1つ
のデータが 7要素からできているランダムなデータから，
(1)1つのシーケンス内の全要素の合計を求める，(2)2番目
のシーケンスの値を他のシーケンスに加える，の 2つの教
師データを用いてAIが “合計する”,“2番目を加算する”と
いうことをデータのみから知識獲得できるかを問う．

5.2 学生が学ぶこと
Attentionは，入力データ間の関係を学習する機構であ
る．問題設定の (1)のシーケンス内の全要素の合計は，1

つのシーケンスで処理が完結していて他のシーケンスデー
タとの関係はない．一方 (2)の「2番目のシーケンスの要
素を他のシーケンスに加える」は，シーケンス間の関係が
できることになる．具体的には 2番目のシーケンスの値が
他のすべてのシーケンスに対して影響を与える．この様子
を Attentionという機構はデータのみから導き出すことを
学生は体験し，Attentionの機能について理解していく．

5.3 学生の学習手順
学生は，AIを学習させるためのトレーニングデータを作

成する．そして学習済みモデルからAIの挙動を，モデルを
カスタマイズしてAIが学習に失敗することからAttention
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図 18: ヘッド数 1による例

図 19: key dimension 1による失敗例

の仕組みを理解していく．
5.3.1 シーケンスごとの合計と，他のシーケンスデータ

を加算することをAIが自動で学ぶことを確認
ランダムに生成された入力データと機械学習モデルを学

生は受け取る．ここで学生は，入力データを法則に従って
変換した教師データを作成する．この法則は，(1)1 つの
シーケンスの全要素を合計するもの，そして (2)2番目の
シーケンスデータの要素を他のすべてのシーケンスデータ
に加えるもの，の 2つである．そしてAIを学習させ，学習
した内容を Attention Scoreと呼ばれる方法で可視化する．
Attention Scoreとは，図 15のような形状をしていて，入
力データ間の影響を与えている箇所をハイライトするもの
である．Attention Score を表示するプログラムは予め講
師から提供されているとする．
シーケンスごとの合計を求めるAIのAttention Scoreは

図 16のようになる．斜めラインは，自分自身のシーケン
スデータからのみ影響を受けていることを表している．一
方，2番目のシーケンスデータを他のシーケンスに加算す
る AIの attention score は図 17となる．2番目のシーケ
ンスを加算しているので，自分自身から影響を受ける斜め
ラインと，シーケンス 2から影響を受ける縦ラインの 2種
類が観測されている．学生はまず，自分自身が作った入力
データの法則を AIが見つけ出していることを体験する．
5.3.2 ヘッド数，key dimension数が少なくてAIが失

敗する例
学生はMultiHeadAttentionのヘッド数を 1にして機械
学習モデルの学習を再度実施する．その結果例を図 18に
示す．1つのヘッドで縦ラインと斜めラインの関係をAIが
学習していることは確認できるがその効果は薄い．AIの
学習結果からヘッドが 8個の時に比べて AIの学習時の損
失も約 0.0012から 0.02程度に増えていることを学生は確
認できる．また図 19は，MultiHeadAttentionの内部状態
の次元数である key dimensionを 7から 1に縮小したとき
の attention scoreである．縦ラインは特徴を掴んでいるよ
うだが，斜めラインは薄いものしか観測できていない．損
失も約 0.0012だったものが 0.077程度の増えていることを
学生は確認する．
これらの AIが学習できない例を学生がモデルをカスタ

マイズして作ることにより，MultiHeadAttention はヘッ
ド数がデータが持つ特徴の数に関係し，またその関係の複
雑さは key dimensionで表されることを学生は理解する．

6. おわりに
本論文では，AIを作るという観点から AIの仕組みを理
解する学習教材について提案した．具体的には，よりシン
プルなデータによる例と，AIが学習に失敗する例を用い
た．本論文における提案には，次の課題がある．1. 本提案
は主に機械学習の推論機構に着目していて，機械学習のも
う 1つの重要な部分であるバックプロパゲーションなどの
学習機構については取り扱っていない，2.現時点において
広く利用される高度な AIと本教材には隔たりがあり本教
材を学んで最新の AIを理解したとは言い難い，3. 実地に
よる検証ができてない，である．これらの点について今後
は検証および検討を進めていきたい．
謝辞 本研究の一部は JSPS科研費 JP22K12319 の支援

によるものです．
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