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1. はじめに
現在, 異常検知の分野では高次元のデータを可視化さ

せることによって, 異常データの解釈性を向上させる研
究などが行われている. [1]高次元データを可視化する
代表的な手法には高次元データのもつ情報をできるだけ
損なわないように低次元空間に縮約する主成分分析や t-

SNE( t分布型確率的近傍埋め込み)[2]などが存在してい
る. 異常検知の際に用いられるノイズの乗った高次元の
音声データなどは超平面上に乗っていないため可視化を
する際には非線形性を考慮する必要があると一般的に言
われている. そのため,異常検知で用いられる高次元デー
タを可視化する際には主成分分析などの線形的な次元削
減手法よりも t-SNEのような非線形的な次元削減手法の
方が向いていると考えられている.[3] しかし, t-SNEで
分布の類似度を表す尺度として用いられているKLダイ
バージェンスには要素の距離を考慮できないなどの問題
点があることが知られている. そこで本研究では, t-SNE

で距離尺度として用いられているKLダイバージェンス
を別の距離尺度に置き換えることにで, 既存の t-SNEよ
り正確に異常クラスと正常クラスを分離して可視化でき
る次元削減手法の実現を目指す.

(a)

(b)

図 1: aと bの図のKLダイバージェンスが同じ値になっ
てしまう例
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2. 関連研究
KLダイバージェンスに代わる分布間の類似度を測る
距離尺度として最適輸距離というものが注目されている.

最適輸送距離はKLダイバージェンスとは違い要素の距
離を考慮することができ, さらに距離構造を利用するこ
ともできる分布間の類似度を測る距離指標となっている.

2.1 最適輸送距離
最適輸送は分布を比較する際に使われる手法になってい
る.比較するヒストグラムを µ0 = {a1, a2, ..., am}, µ1 =

{b1, b2, ..., bn} 各点の距離を表す行列をM ∈ Rm×n
+ と

し, 出力である最適輸送距離を次の最適化問題の最適値
γ∗と定義したとき,以下の式を解くことで最適輸送距離
は求められる.

γ∗ = argmin
γ∈Rn×m

+

n∑
i,j

γi,jMi,j . (1)

s.t.Mij ≥ 0, ∀i, j,
∑m

j=1 γij = µ0, ∀i,
∑n

i=1 γij = µ1, ∀j

2.2 t-SNE

t-SNEは高次元空間のデータ間の距離とし近いほど確
率が高くなり, 遠いほど確率が低くなるような正規分布
を仮定している. 高次元空間のデータを低次元の潜在空
間（埋め込み空間）に写像（埋め込み）するときには、
低次元空間でのデータ間の確率分布を高次元の確率分布
と最も似るように選択する.この時, 低次元空間の分布に
は t分布を選択している. t分布を選択する理由として
は正規分布より裾野が高い分布を選択することで高次元
において中間距離にあるデータ点がより低次元ではより
遠くの距離に写像されるようになるためである. このこ
とでクラス間の距離が大きくなる. また, 分布の類似度
を測る際にはKLダイバージェンス (相対エントロピー)

を利用する. KLダイバージェンスを誤差関数として確
率的勾配降下法で最適化を行う. この時にもクラス内の
データを密集させクラス間の距離を大きくする力が働い
ている. そのため, t-SNEで高次元データを可視化した
際は PCAで可視化した時よりも図 2のようにクラス間
の距離が大きくなる. 確率的勾配降下法で見つかった解
が最適解とは限らないので, 初期値をランダムにふりな
おし, 繰り返し計算する必要がある. 分散は相対配置エ
ントロピーがすべてのデータ点で一致するように決める.



(a) PCA

(b) t-SNE

図 2: MNISTを PCA, t-SNEで可視化した結果

3. 提案手法
既存の t-SNEで分布の類似度を表す尺度として用い

られている, KLダイバージェンスは要素の距離を考慮
できないため, 図 1のようなオレンジ色のヒストグラム
と青色のヒストグラムのKLダイバージェンスの値とオ
レンジ色のヒストグラムと緑色のヒストグラムのKLダ
イバージェンスの値が同じ値になってしまうというのが
問題となっている. そこで, 提案手法では距離尺度に対
して, 最適輸送距離を使用することによって, 要素の距
離を考慮できるようになるため, 図 1のようなオレンジ
色のヒストグラムと青色のヒストグラムのKLダイバー
ジェンスの値とオレンジ色のヒストグラムと緑色のヒス
トグラムのKLダイバージェンスの値が同じ値になるこ
とを防止している.

4. 実験
4.1 予備実験
最適輸送距離が実際に要素の距離を考慮して図 1のよ

うなオレンジ色のヒストグラムと青色のヒストグラムの
KLダイバージェンスの値とオレンジ色のヒストグラム
と緑色のヒストグラムのKLダイバージェンスの値が異
なる値になるのか確かめるため, 図 1のように 1～20の
整数が複数回出現するデータでヒストグラムを作成した.

オレンジ色のヒストグラムは 1～3の整数が 12個ずつ,

それ以外の整数が 3個ずつ出現するデータになっている.

青色のヒストグラムは 9～11の整数が 12個ずつ, それ
以外の整数が 3個ずつ出現するデータになっている. 緑
色のヒストグラムは 18～20の整数が 12個ずつ, それ以
外の整数が 3個ずつ出現するデータになっている. オレ
ンジ色のヒストグラムと青色のヒストグラム, オレンジ
色のヒストグラムと緑色のヒストグラムのKLダイバー
ジェンスの値はどちらも 0.489で同じ値になった. それ
ぞれ, 最適輸送距離の値を測定するとオレンジ色のヒス
トグラムと青色のヒストグラムの最適輸送距離は 0.037,

オレンジ色のヒストグラムと緑色のヒストグラムの最適
輸送距離は 0.118というように異なる値を出力した. さ
らに, 今回の結果が高次元データでも同様の結果が得ら
れるか確かめるために図 1のヒストグラムの 4次元バー
ジョンを作成し測定を行った. その結果, 上記の結果と
同様の結果を得ることができた.

4.2 比較実験
この比較実験では, 提案手法と既存の t-SNEで高次元
データを可視化した際のクラスタリング精度を比較する
ための実験を行った. クラスタリング精度を比較するため
に用いる指標は調整ランド指数 (Adjusted Rand Index)

と正規化相互情報量（Normalized Mutual Information）
[4]というクラスタリング結果を評価する際に使われる指
標を用いる. この二つの指標は正解ラベルを用いて評価
する指標となっている. 調整ランド指数は, 同じクラス
タに属すべきデータ同士が正しく同じクラスタに属して
いるかを表している指標となっていて, 1～0の間で数値
を出力する. 正しくクラスタリングされているほど 1に
近い数値を返す. 正規化相互情報量も [0,1]の値を取り,

値が高いほど優れているということを表す指標となって
いる. 最初に提案手法がクラスタリング手法として使用
できることを確かめるために, 簡単なデータを作成し実
験に用いた. 作成したデータはクラス数が 2で 6次元の
教師ありデータで図 3のように分布している.

図 3: 作成したクラス数が 2で 6次元のデータセット



このデータを実際に提案手法で可視化した結果が図 4

の (a)である.また, 既存の t-SNEで可視化した結果が
図 4の (b)となっている.

(a) 提案手法

(b) 既存の t-SNE

図 4: 作成したクラス数が 2で 6次元のデータセットの
可視化結果

表 1: 作成したデータセットでの実験結果

提案手法 既存の t-SNE

ARI 1.0 1.0

NMI 1.0 1.0

二つの手法ともに同じクラスタに属すべきデータ同士
が正しく同じクラスタに属するように可視化できている
ことがわかる. また, 異なるクラスタ間の距離が大きく
なることによりデータが違うクラスに所属していること
が視覚的にもわかりやすくなっている. さらに, 両手法
とも ARI, NMIの数値がともに 1.0となっており, 高い
精度のクラスタリングができているということがわかる.

このことから, 提案手法は複雑ではないデータであれば
既存手法と同等のクラスタリング精度を示すことができ
るとわかる. 次に, 主成分分析で可視化した際にクラス
タ同士が重なり合ってしまうような高次元のデータを用
いて, 提案手法と既存の t-SNEで高次元データを可視化
した際のクラスタリング精度を比較する. この実験では
手書き数字の画像データセットMNISTを用いる. 実際
にMNISTを提案手法と既存手法で可視化したものが図
5である.

(a) 提案手法

(b) 既存の t-SNE

図 5: MNISTデータセットの可視化結果

図 5から, ラベルが 0,1,3,5,6,9のデータに関しては既
存の t-SNEと同様に正確にクラスタリングできている
ことがわかる. しかし, 2や 7などのラベルを持つデータ
は既存手法よりもクラスタリング精度が低くデータが分
散してしまっている. 既存の t-SNEの ARIは 0.44で提
案手法のARIは 0.37となり, 既存の t-SNEの方がARI

の数値が少し高くなった. また, NMIに関しても既存の
t-SNEで可視化した際の値が 0.549となり, 提案手法で
可視化した際の値は, 0.500 となった. これらのことか
ら, 既存の t-SNEより少しクラスタリング精度が落ちて
しまうことがわかる.

表 2: MNISTでの実験結果

提案手法 既存の t-SNE

ARI 0.37 0.44

NMI 0.500 0.549

5. 考察
初めに, 今回のMNISTを可視化した際に提案手法が
既存手法よりもARIとNMIの数値が少し低くなってい
た理由について考察する. これは, 実験の際に学習のス
テップ数を提案手法と既存手法で合わせたため, 最適輸
送距離を使用している提案手法では, 既存手法よりも計
算が複雑になってしまい, MNISTデータセットのよう
なクラス数が多く高次元空間上でデータ集合が複雑な形



をしているデータセットでは, 計算が収束するまでの学
習回数の差が大きくなってしまっているためだと考えら
れる. そのため, 実験のために作成したクラス数が 2で
6次元の教師ありデータのような, クラスの数が少なく
高次元空間上でのデータ集合の形が単純なデータセット
の場合, 既存手法と提案手法の計算が収束するまでの時
間の差が小さく同じステップ数でARIとNMIの値が等
しくなったと考えられる.

6. まとめと今後の展望
本研究では, 高次元データの可視化の際に使われる t-

SNEの中で使用されている距離尺度を別の距離尺度に
変更した新たな手法を提案し, 既存手法と提案手法のク
ラスタリング精度を比較した. そこで, MNISTデータ
セットのような計算に時間がかかるデータセットに対し
ては, 提案手法の方が既存手法に比べて, 同じ学習回数
におけるクラスタリング精度が少し低くなるということ
が分かった. 　　　
　今後の課題としては, クラスタリング精度の向上と処
理速度の向上, 提案手法を異常検知用のデータセットに
使用した際の既存手法とのクラスタリング精度の比較な
どが挙げられる. 処理速度の向上に対しては, 最適輸送
距離の計算をシンプルかつ高速に計算できるようにした
シンクホーンアルゴリズムを用いることで処理速度を向
上できると考えている. 異常検知用のデータセットでの
実験に関しては ToyADMOSやMIMIIなどの異常検知
用に用意された高次元データセットを利用していく予定
である.
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