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1. はじめに

ある時間間隔に対する電力需要の予測モデルを構築する場合，

予測対象の電力需要の傾向に合わない学習データが多くなると

予測精度が劣化するため，定期的に予測モデルを再構築する必

要がある．また，予測モデルを構築するごとに訓練データやハ

イパーパラメータなどを選択する作業が煩雑である．

こうした手間を削減するための 1つの手段として，予測モデ

ルを再構築せず 1つ観測値が入力されるごとに更新を行う逐次

学習（Online Learning）[7]という学習方法がある．しかし，従

来の予測モデルの代わりとして，逐次学習で構築した予測モデ

ルを用いるためには、予測モデルの性能を調査する必要がある．

そこで，本研究では逐次学習を用いて構築した電力需要予測モ

デルの性能を評価する．予測手法には Seasonal Autoregressive

Integrated Moving Average with eXplanatory variables（SARI-

MAX）[3]を用いる．評価実験では，一階階差（1時間前の観測

値との階差）をとった系列における追加の説明変数の有無でそ

れぞれ学習と予測を行い，評価指標による予測モデルの評価を

行う．

2. 手法

本研究は SARIMAXを用いて逐次学習を行うことで予測モデ

ルを構築する（以下，逐次学習を行う SARIMAXを逐次 SARI-

MAXと呼ぶ）．ここで，SARIMAXは Seasonal Autoregressive

Integrated Moving Average（SARIMA）[2]に説明変数を追加で

きる手法である．SARIMAには一般的な乗法（Multiplicative）

SARIMAと非乗法（Nonmultiplicative）SARIMAの種類が存

在するが [2]，本研究で用いる River[8] の SARIMAX は逐次

ARMA[1]をもとに実装されており，非乗法 SARIMAの実装に

なっていると思われる [11]．なお，Riverの SARIMAXのプロ

グラムは本研究の実験方法に合わせて一部修正して用いる．さ

らに，本研究では逐次 SARIMAXの回帰手法として逐次線形回

帰を用いる．したがって，本研究で用いる逐次 SARIMAXは式

(1)で表せる．
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ここで，∆d は d階階差，∆D
s は周期 sの D 階季節階差，y は

観測値，bは切片，εは誤差項，r は追加の説明変数の次元，p

は非季節における自己回帰（autoregressive）の次数（order），

q は非季節における誤差の移動平均（moving average）の次数，

P は季節における自己回帰の次数，Qは季節における誤差の移

動平均の次数，β，ϕ，Φ，θ，Θはそれぞれ係数を表す．

なお，本研究では最初から全観測値があるため，逐次学習に

必要な階差と標準化を全観測値に対して行ってから予測モデル

を学習できるが，実際に予測モデルを構築する際には，将来の観

測値は利用可能でない．そのため，本研究では 1つ 1つのデー

タで学習する前に，階差と標準化といった学習のために必要な

処理を逐次的に行う．Fekriら [4]はデータに対して逐次的に正

規化を行っている．

さらに，本研究では学習に必要な過去の観測値が利用可能な

地点から逐次学習を開始する．しかし，学習開始地点によらず，

学習開始時に過去に予測した誤差が利用可能でないという問題

が生じるため，本研究では式 (1)で用いられている誤差の移動

平均を用いないことにする．Nguyenら [9]は乗法 SARIMAを

用いた逐次学習を行っているが，本研究と同様に誤差の移動平

均は用いていない．誤差の移動平均を用いないことで，式 (1)

は簡潔に式 (2)で表せる．
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また，d階階差と周期 sのD階季節階差をとる系列を式 (3)，

式 (4)にそれぞれ示す．

∆dyt = (1−B)dyt (3)

∆D
s yt = (1−Bs)Dyt (4)

ここで，B はバックシフト演算子と呼ばれ，式 (5)で示す．

Biyt = yt−i (5)

式 (3) と式 (5) を用いると，本研究で用いる一階階差をとる系

列は ∆yt = yt − yt−1 のようになる．

本研究では評価指標として Root Mean Squared Error

（RMSE）を用いる．RMSEを式 (6)に示す．

RMSE =

√√√√ 1

N

N∑
i=1

(yi − ŷ)2 (6)

ここで，Nはデータ数，ŷ は予測値を表す．



図 1 関西エリアの電力需要量（原系列）

図 2 関西エリアの電力需要量（階差系列）

3. 評価実験

3.1 実験設定

本研究で用いる電力需要データは関西電力送配電株式会社の

ホームページ [12] から，2018 年 1 月 1 日 0:00～2020 年 12 月

31日 23:00までの関西エリアにおける電力需給実績の電力需要

量を用いる．本電力需要データを図 1に示す．本実験では，本

電力需要データに対して一階階差をとった系列を用いる．本電

力需要に対して一階階差をとった系列を図 2に示す．

また，平日や休日の影響を考慮するために，追加する説明変

数として休日変数を作成し用いる．休日変数を作成するにあた

り，内閣府のホームページ [13]にある国民の祝日に関する情報

をもとに，土日でない祝日と振替休日を土日に加えた日を休日

とし，休日の時間を 1，それ以外の時間ならば 0を値にもつ説

明変数とする．なお，休日変数以外の説明変数は 1つの観測値

で学習する前に逐次的に標準化を行う．

本評価実験では，2018年を準備期間，2019年を検証期間（ハ

イパーパラメータ探索），2020年をテスト期間とし，休日変数

の有無でそれぞれの実験を行う．なお，休日変数を用いない条

件では，逐次 SARIMAXではなく逐次 SARIMAを用いたこと

になる．準備期間では逐次学習のみを毎時間の観測値を用いて

逐次的に行う．なお，検証期間のハイパーパラメータ探索で最

も過去の観測値が必要になる条件（具体的には一階階差をとり，

かつ 6週間前の観測値を学習で用いる場合）に合わせて，学習

は 1,009時間前の観測値を用いることができる 2018年 2月 12

日 1:00 から開始する．検証期間では準備期間で学習した予測

モデルを用いて，引き続き学習は毎時間の観測値で逐次的に行

い，予測を開始する．予測は毎日 0:00の観測値で学習する前に

24 時間先（例えば 2019 年 1 月 1 日 0:00～23:00）までの電力

需要を予測する．そして，検証期間の観測値と予測値を用いて

RMSEをもとに評価し，最適なハイパーパラメータの組み合わ

せを決定する．テスト期間では，検証期間で決定したハイパー

図 3 テスト期間の予測（休日変数なし）

図 4 テスト期間の予測（休日変数あり）

パラメータの組み合わせを採用した予測モデルを用いて，引き

続き検証期間と同様の方法で学習，予測，そして評価を行う．

3.2 ハイパーパラメータ探索

逐次 SARIMAXの設定するハイパーパラメータは各次数（p，

P），周期（s），Stochastic Gradient Descent（SGD）[10]の学

習率（lr）である．探索するハイパーパラメータの取りうる値

の範囲を（p： 0～6，P：0～6，s：24，168，lr：0.01，0.001，

0.0001）として，一階階差をとった系列に対して RMSEを用い

て全探索を行う．この全探索は休日変数の有無によって別々に

行う．また，階差処理は標準化と同様，準備期間から 1つの観

測値で学習する前に逐次的に行う．

ハイパーパラメータの全探索を行った結果，最も小さかった

RMSEによる評価値は，休日変数なしの条件で 216，休日変数

ありの条件で 217であり，選択されたハイパーパラメータの組

み合わせはどちらも（p：0，P：6，s：168，lr：0.01）であった．

ここで，この選択されたハイパーパラメータの組み合わせの説

明として，6つの観測値（1～6週間前）を用いて 0.01の学習率

で式 (2)を用いた逐次学習を行うことになる．休日変数の有無

で，このハイパーパラメータの組み合わせを採用した予測モデ

ルをテスト期間でそれぞれ評価する．

4. 実験結果と考察

テスト期間における評価実験の結果，RMSEの評価値は休日

変数なしの条件で 222，休日変数ありの条件で 223であり，ど

ちらの条件も RMSE による評価値は検証期間からテスト期間

を通して大きな変化はなかった．両方の条件での予測結果を図

3，図 4 にそれぞれ示す．図 3，図 4 はそれぞれ縦軸は階差を

とった電力需要とその予測値，横軸は 2020 年の月を表し，薄

い青の点線が階差をとった観測値，濃い青の点線が予測値を表

す．RMSEによる評価値や図 3，図 4より，逐次 SARIMAや

逐次 SARIMAX はモデル構築から数年であれば電力需要に対



して一定の誤差幅で安定した予測精度を保つことができること

がわかった．

さらに，休日変数の有無で予測精度に差がなかったことか

ら，休日変数は予測精度向上に対する効果がなかったことがわ

かる．これは，自己回帰の説明変数や階差をとったことによる

影響力が大きく，休日変数のもつ影響力がほとんど打ち消され

たためだと考えられる．このことから，逐次 SARIMAXで説明

変数を追加して用いる場合，モデル構築前から自己回帰の説明

変数や階差など多くの影響を考慮し追加する説明変数を決める

必要がある．特に考慮したい大きな外部の要因がない限り，逐

次 SARIMA を用いてハイパーパラメータの組み合わせを考慮

するだけでも十分な可能性がある．

5. 関連研究

Nguyen ら [9] は Online Newton Step（ONS）[5] を用いた

Online SARIMA（SARIMA-ONS）を提案した．時間単位の電

力負荷（電力需要）データセットに対して，各時間に対して 1つの

予測モデルを構築し，24個の予測モデルを用いて SARIMA-ONS

の評価実験を行った．実験の結果，Mean Absolute Percentage

Error（MAPE）において 24個の予測モデルの平均で 5%以下

の予測精度を達成した．

Fekri ら [4] は深層学習と逐次学習を用いて電力負荷予測を

行うために Online Adaptive Recurrent Neural Networkを提案

した．スマートメーターにより計測された時間単位の電力負荷

データセットを用いて，温度や風速などの気象情報や年月日な

どの 11個の説明変数で電力負荷を予測する実験を行った．実験

の結果，Mean Squared Error（MSE）とMean Absolute Error

（MAE）において従来の Long Short Term Memory（LSTM）

[6]やいくつかの標準的な逐次学習モデルに対して全体的に優れ

た予測精度を達成した．

これらの研究は予測精度を向上させるために，多くの予測モ

デルや説明変数を用いているが，実際にこれらの手法を用いて

電力需要を予測するとなるとどちらも手間がかかる．

6. まとめ

本研究では，逐次学習を用いた電力需要予測モデルの性能を

評価した．予測モデルとして SARIMAXを用いて，一階階差を

とった系列における追加の説明変数の有無でそれぞれの条件に

おける評価実験を行った．実験の結果，逐次 SARIMA と逐次

SARIMAXを用いると，本研究で用いた電力需要データで予測

モデル構築時から数年であればある一定の誤差幅で安定して予

測精度を保つことができることがわかった．しかし，電力需要

に大きな影響を与えるようなイベントや災害などが生じた場合

にどの程度逐次 SARIMAや逐次 SARIMAXが予測精度を保つ

ことができるかわからないため，さらなる性能調査が必要だと

考える．

さらに，説明変数を追加で用いる場合，自己回帰の説明変数

や階差などの影響を分析して，慎重に説明変数を追加する必要

があることがわかった．

より長期間または大きく変動がある電力需要データを用い

たり，別の説明変数を追加で用いたりした実験により，逐次

SARIMAXを用いた予測モデルのさらなる評価や，別の逐次学

習手法を用いた予測モデルの実験や電力需要データの特性を分

析し実験に活かすことが今後の課題である．
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