
本の厚みによる歪みを考慮した光学文字認識

比留川 翔哉1,a) 丸山 一貴1,b)

概要：近年, 様々な光学文字認識サービスが利用できるが, 歪み補正や, 平滑化などの適切な
補正が行われず精度低下の原因になる. 本研究は, 本の厚みによる歪みに近似した画像を生
成し, 畳み込みニューラルネットワークを用いて文字認識を行う. 本研究では, 厚みのある本
を見開きにした場合に左右に湾曲する歪みを前提とする. そのため, フォントデータから生
成した文字画像を OpenCVの remapメソッドを用いて歪ませることで, 学習データを生成
した. 提案手法の精度は, 生成した画像のホールドアウト検証では 99.97%となったものの,

撮影した書籍の文字画像では既存手法より劣る結果となった. この結果は, 文字色や背景色
などの学習画像を生成する要件と層の最適化が不十分なためだと考えられる. 今後の課題と
して, 精度の向上を目指していきたい.
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1. はじめに

近年 Google Cloud Vision API [1], Adobe

Acrobat [2], など, 文字を含む画像から文字コー
ドに変換する光学文字認識 (Optical Character

Recognition, 以下, 「OCR」という. )サービスや
アプリケーションが存在する. また, Evernote [3],

Google Drive [4] などのクラウドにアップロード
することで OCRを使用できるサービスも多く存
在する. しかし, 既存の OCRの多くは, 歪んだ画
像 (図 1)の文字認識精度を上げるために, 平滑化
や歪み補正を行った上で文字認識をする.

平滑化とは, 画像内の精度低下につながるノイ
ズを除去する手法である. 主にガウシアンぼかし
や K-最近傍法を使用する. 平滑化を適切に行わな
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ければ, 文字形状の特徴量欠落や, ノイズ増加など,

精度の低下の原因になる. 歪み補正とは, 学習デー
タや事前に取得した特徴量を取得した画像に近似
させることである. 歪み補正が適切に行わなけれ
ば, 新たな歪みの原因や, 適切ではない文字抽出の
原因, 違う文字に近似する原因になり, 精度が低下
する. そのため, 画像ごとに手動での平滑化や, 歪
み補正のパラメータの変更を行う事で認識率が改
善するが, 大量の画像を手動で補正をかけること
は難しい. 加えて, 既存の OCRの補正は十分では
ないため, 精度の向上は難しい.

本研究では, 誤認識の原因となる補正を行わず
に, 本の厚みにより歪んだ文字を認識するOCRを
実現することを目的とする. 本研究の OCRは, 生
成型学習法を用いて歪んだ文字画像の学習データ
を作成し, 畳み込みニューラルネットワーク (以下,

「CNN」という. )で学習したものを使用する.
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図 1 本の厚みで湾曲した画像 (出典 : 脚本・輿水泰弘ほ
か, ノベライズ・碇卯人, ”相棒 season 4 下”, 朝日
新聞社, pp.222–223, 2009.)

2. 関連研究

荒木ら [5]は,書籍を裁断せずにスキャンし,ペー
ジ外形や文字行を利用して, 本の厚みによる歪み
や輝度・文字ボケの補正を行う手法を提案してい
る. しかしこの手法では, スマートフォンのカメラ
で撮影した画像や, 白以外のページ色の書籍では
正しく補正を行えない. OCRに使用する補正方法
を提案しているため異なるため, 本研究とはアプ
ローチが異なる.

志久ら [7]は, 傾斜文字を補正して文字認識を行
う手法を提案している. この手法は, 傾斜文字の文
字枠を作成し, その文字枠を正方形に補正する. そ
の後に, CNNを用いて文字認識を行っている. し
かしこの手法では, 三次元の変形や本の厚みによ
る湾曲した歪みなどの文字の認識は行えない. 成
田ら [6]は,スキャナで取得した歪みのない英数字
の文字画像を x,y,z軸で回転させ, これらを学習し,

看板の文字を認識する手法を提案している. しか
し, この手法では, スキャナで歪んでいない文字を
取得させてから学習データを作成するため, 認識さ
せる文字種を増やすことが困難である. また, 三次
元の回転以外の湾曲した歪みなどの文字認識は精
度が低下する. 本研究は, 補正を行わずに文字認識
する手法を提案しており, 想定する歪みも異なる.

Ofusaら [8]は, フォントのグリフを変形させ, 学
習データを増やし, CNNの精度を向上させる手法

を提案している. この手法は, 補正後の文字認識の
学習データの拡張のため, 本研究が対象にしている
歪みには有効ではない. また, フォントデータ内の
グリフデータを利用して変形させているため, 本
研究の画像を用いて変形させる手法とはアプロー
チが異なる.

石田ら [9]は, 携帯電話のカメラの画像の文字を,

生成型学習法を用いて, 光学的ぼけ, ぶれ, 低解像
度に対応する学習データを作成し, 部分空間法と
複数フレーム認識, カメラ速度を用いた識別法を
使用して文字認識を行う方法を提案している. 本
研究は, 学習方法に CNNを使用している点と, 対
象にする歪みを湾曲にする点で異なっている.

3. 提案手法

提案手法は, (1)学習画像生成, (2)学習, (3)文
字認識の 3つのフェーズからなる.

3.1 生成型学習法を用いた学習画像生成
生成型学習法とは, 原画像に対して様々な変形や

歪み加工などを行い, 学習画像を人工的に生成す
る手法である. 生成型学習法を用いることにより,

学習データに用いる歪んだ文字画像を撮影せずに
学習することが可能である. 本研究では原画像を
フォントデータから作成し, 本の厚みによる歪み
に近似した変形を行い, 学習画像を作成する. 作成
する画像サイズは, 128 × 128ピクセル, 使用した
フォントとサイズは, ヒラギノ角ゴ ProN W3の
120ptである. 使用する文字種を表 1に示す. 変形
方法は OpenCV contrib(ver. 3.4.3.18) の remap

メソッドを使用する. remapメソッドは, 横方向の
変形後の座標と, 縦方向の変形後の座標を格納し
た 2つの配列から画像を変形させるメソッドであ
る. remapメソッドは以下の式を使用する. dstは
出力画像, srcは変換元の画像の座標である.

dst(x, y) = src(mapx(x, y),mapy(x, y))

remapメソッドの mapx と mapy は, 変形方向に
よって使用する式を変更した. 使用した式は以下
の通りである.
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mapx(x, y) =
x1+γx

hγx
(1)

mapx(x, y) = | (h− x)γx+1

hγx
− h+ 1| (2)

mapx(x, y) = x (3)

mapy(x, y) = y − x2

w · (n− γy)
(4)

mapy(x, y) = y − (w − x)2

w · (n− γy)
(5)

mapy(x, y) = y (6)

w は画像の横幅, hは画像の縦幅, γx と γy は歪み
定数である. これらの数式は, remapを用いて生成
した画像を目視で確認し, 本の歪みに近似してい
るものを使用した.

作成した学習画像を図 2に示す. 図 2は, 上段か
ら原画像 (1枚), 左下・右下に湾曲させた画像 (25

枚ずつ), 左・右に寄せた画像 (25枚ずつ), 左側の
み・右側のみ下に湾曲させた画像 (25枚ずつ), 合
計 151枚である. 学習画像は, 作成した画像を, 背
景色を白色, サイズを 128× 128ピクセルに正規化
したものである. 使用した mapx 及び mapy の式
と想定した歪みを表 2に示す.

表 1 使用文字種と文字数
文字種 文字数

ひらがな 清音 46 文字*2 種類
カタカナ 濁音・半濁音 25 文字*2 種類

拗音 (ゃゅょ) 3 文字*2 種類
促音 (っ) 1 文字*2 種類
合計 150 文字

アルファベット 大文字 26 文字
小文字 26 文字

常用漢字 [10] 2136 文字
アラビア数字 10 文字
記号 . ・ - ＆ ％ 「 」（ ） 10 文字
合計 2358 文字

3.2 CNNを用いた学習
本研究は, Keras(Ver. 2.2.4)とTensorFlow(Ver.

(a) 原画像

(b) 左下・右下に湾曲した歪み

(c) 左・右に寄せた歪み

(d) 左・右側のみ下に湾曲した歪み

図 2 生成する文字画像

表 2 使用した式と種類
歪みの種類 式番号 想定する歪み
右下に湾曲した歪み (1),(4) 図 1(a),(b)

左下に湾曲した歪み (2),(5) 図 1(c),(d)

右に寄せた歪み (1),(6) 図 1(a),(b)

左に寄せた歪み (2),(6) 図 1(c),(d)

右側のみ湾曲した歪み (3),(4) 図 1(a),(b)

左側のみ湾曲した歪み (3),(5) 図 1(c),(d)

1.11.0)を用いて生成した画像を学習する. 本研究
で使用する学習画像とテスト画像は,原画像を除く,

生成型学習法で作成した歪んだ画像 150枚の内, ラ
ンダムに選択した 30枚をテスト画像, 残りの 120

枚と原画像 1枚を学習画像とする. 使用した層は
VGG16(表 3)[11], 重みの初期値は ImageNet, 使用
した活性化関数は, dense 3は softmax,それ以外は
relu, とする. 学習する層は, flatten 1以下の階層
を学習したデータを学習データ 1, block5 conv1以
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下の階層を学習したデータを学習データ 2とする.

epoch数は, 学習データ 1を 24000回, 学習データ
2は 36000回とした. epoch数の選定は, 50000回
のうち最も認識率のよいデータとした. 学習デー
タ 1と学習データ 2の精度と誤差関数の値のグラ
フを図 3,図 4に示す. 図 3,図 4から学習が正常に
行えることが確認できたが, 学習データ 1の精度
は, 80%前後から増加しなかった.
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図 3 学習データ 1 の精度と誤差関数の値のグラフ
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図 4 学習データ 2 の精度と誤差関数の値のグラフ

3.3 文字認識
本手法の文字認識は, 第 3.2 節で作成した学習

データ 1, 学習データ 2の分類器を用いて, 生成型
学習法で生成したテスト画像と書籍から撮影した
文字画像を認識することで精度を算出する. 書籍
の文字を撮影した画像は, 文字の縦と横の大きい方
を 1辺とする正方形に切り抜いた後, 128× 128ピ

表 3 使用した CNN の層
層の種類 出力のシェープ
input 1 (InputLayer) (128, 128, 3)

block1 conv1 (Conv2D) (128, 128, 64)

block1 conv2 (Conv2D) (128, 128, 64)

block1 pool (MaxPooling2D) (64, 64, 64)

block2 conv1 (Conv2D) (64, 64, 128)

block2 conv2 (Conv2D) (64, 64, 128)

block2 pool (MaxPooling2D) (32, 32, 128)

block3 conv1 (Conv2D) (32, 32, 256)

block3 conv2 (Conv2D) (32, 32, 256)

block3 conv3 (Conv2D) (32, 32, 256)

block3 pool (MaxPooling2D) (16, 16, 256)

block4 conv1 (Conv2D) (16, 16, 512)

block4 conv2 (Conv2D) (16, 16, 512)

block4 conv3 (Conv2D) (16, 16, 512)

block4 pool (MaxPooling2D) (8, 8, 512)

block5 conv1 (Conv2D) (8, 8, 512)

block5 conv2 (Conv2D) (8, 8, 512)

block5 conv3 (Conv2D) (8, 8, 512)

block5 pool (MaxPooling2D) (4, 4, 512)

flatten 1 (Flatten) (8192)

dense 1 (Dense) (4096)

dropout 1 (Dropout) (4096)

dense 2 (Dense) (4096)

dropout 2 (Dropout) (4096)

dense 3 (Dense) (2358)

クセルに正規化した上で文字認識を行った. 精度
算出に使用した画像は, 第 3.2節で生成したテスト
画像 (生成時に使用した文字全種 70740枚)と, 小
説を撮影した画像 (ひらがな 50種類 122枚, カタ
カナ 30種類 43枚, 漢字 61種類 76枚)である. テ
スト画像と, 小説の文字画像は, 無補正で使用する.

テストに使用した小説の文字画像の一部を図 5に
示す.

4. 実験

実験に使用したコンピュータの構成を表 4に示
す. 作成した文字認識システムと, 既存 OCRであ
る Tesseractの文字認識精度を表 5に示す. また,

文字認識にかかる実行時間を表 6に示す. 表 5の
提案手法の括弧内の数字は, 上位 3位までの累積認
識率 (第 3位累積認識率)を示す. 表 6の実行時間
は, 学習時間を除いたテスト画像 70740枚と小説
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図 5 小説の文字画像

の文字画像 241枚の認識にかかった時間である.

表 4 実験で使用したコンピュータの構成
パーツ 名前
OS Ubuntu 16.04

CPU Intel Core i7-7700 @ 3.60GHz

メモリ DDR4-2666MHz 32GB

GPU GeForce GTX 980 Ti 6GB

表 5 認識結果
OCR の種類 テスト画像 小説の文字画像
学習データ 1 98.94% (99.98%) 33.61% (49.79%)

学習データ 2 99.97% (100%) 49.38% (61.41%)

Tesseract 77.54% 83.40%

表 6 文字認識にかかる時間
OCR の種類 テスト画像 小説の文字画像
学習データ 1 13 分 12 秒 5 秒
学習データ 2 12 分 20 秒 5 秒
Tesseract 9 時間 26 分 24 秒 1 分 50 秒

5. 考察

表 5,表 6の学習データ 1,2から総結合層 (dense

層)・flatten層・dropout層のみ学習させた場合と,

block5の 4層を追加した場合では, 16%の精度の
差と 1分近い実行時間の差があった. また, 全層学
習*1させた場合, epoch数 500000まで学習させた
が, 正しく学習できなかった. 原因は, 層の数や層
の入力数と出力数が文字認識のモデルと相性が悪
*1 全ての層を学習させる手法

いと思われる. 改善策は, 層の数と層の入力数と出
力数の調整を行うことで, テスト画像の認識精度
が 100%に近づくと考えられる.

表 5のテスト画像と小説の文字画像の精度の差
から, 書籍の文字画像を認識する際に必要な要件
不足と, CNNの層が最適化されていないと考えら
れる. 精度向上に必要な要件は,

• 背景と文字の輝度対比が大きい画像を生成す
ること

• 本の見開き中央のピントボケの画像を生成す
ること

• 背景色・文字色を増やすこと
• 様々なフォントで画像を生成すること
• 縦書きと横書きの文字位置を想定して画像を
生成すること

が考えられる. 輝度対比と背景色・文字色は複数の
背景色と文字色の組み合わせが考えられる. 考慮
すべき背景色は, 白色, 黒色, 赤色, 緑色, 青色, 文
字色は黒色と白色が挙げられる. 本の見開き中央
のピントボケは石田ら [9]の手法を用いることで
ピントボケの画像が生成できる. フォントは「ゆ」
や「そ」などフォントによって文字形状が変わる
場合があるため考慮すべきである. 丸括弧や鍵括
弧, 拗音など縦書きと横書きで表示位置が違う文
字は, 縦書きと横書きの画像を生成する必要があ
る. これらの要件の影響を調査し, 学習画像の追加
等を検討していく.

現在は, VGG16の層を使用しているが, これら
は物体識別で使用された層である. 文字認識は, 必
要な色情報が最低 2色な点と, 形状把握に必要な
解像度が小さい点から, 必要な層の数が少ないと思
われる. そのため, 層の数の調整や Dropout層や
flatten層の追加などの最適化が可能である. その
最適化により, 学習速度の向上や, 精度の向上, 識
別文字数の増加などが期待できる.

表 6の文字認識にかかる時間の差は, 提案手法
の文字認識方法と Tesseractの文字認識方法の違
いから発生するものと考えられる. 提案手法は, 入
力画像の全体を判別器に使用して文字認識を行っ
ているが, Tesseractにおいては, 入力画像から文
字形状を抽出した上で文字認識を行うため, 提案

第60回プログラミング・シンポジウム  2019.1.11-13

85



手法より処理に時間がかかる.

6. まとめ

本論文では, 本の厚みで湾曲した文字画像を無補
正で認識するため, 生成型学習法を用いて学習画像
を生成し, CNNを用いて文字認識する手法を提案
した. 本手法は, フォントデータから作成した画像
から, 本の厚みで湾曲した文字を近似した学習画
像を作成し, 学習と文字認識を行う. 提案手法は既
存の OCRである Tesseractに比べて, 生成型学習
法で生成したテストデータには有効性が確認でき
たが, 小説を撮影した文字では有効性が確認でき
なかった. 今後の課題として, 学習に用いた CNN

の層の最適化や, 学習画像の生成の際に使用する
要件の追加を行い精度向上を目指す. また, 学習画
像の生成に使用するフォント, 文字色, 背景色など
を変更した画像の追加による精度の影響を調査し
て, 検討する.
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