
3 × 3盤面の2048の完全解析と強化学習の研究
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概要：1人用ゲーム 2048は強化学習手法の性能の評価の題材として適している．これまで行われてきた得

点による評価に加えて，最適方策との比較を定量的に行えるとより良い．そこで本研究では 2048を 3× 3

盤面に縮小したゲームであるミニ 2048を考案した．ミニ 2048はオリジナルの 2048の興味深い性質を受

け継ぎつつ，盤面の小ささから完全解析を行うことができる．完全解析ではミニ 2048の状態数，最適方策

に従ったときに得られる得点などの指標に加えて遷移モデルを少し変更したときの変化についても調査す

る．さらにミニ 2048において Stochastic MuZero を簡略化した手法でエージェントを学習させ，その性

能を最適方策との一致率で評価した．最後に最善手と最悪手の期待得点の差が大きい盤面を集中的に学習

することがエージェントの学習に重要なことを示した．

Strongly Solving 2048 on 3 × 3 Board and Performance Evaluation of
Reinforcement Learning Agents

Shuhei Yamashita1,a) Tomoyuki Kaneko1,b) Taichi Nakayashiki1,c)

Abstract: The single-player game 2048 is an interesting target for the evaluation of reinforcement learning
methods. While one usually measures the average scores to show the learning efficiency of a method, it
would be beneficial if one could additionally show the distance to an optimal policy. Toward this end, this
paper presents mini2048, a small variant of 2048 with a 3x3 board. While mini2048 inherits interesting
properties from the original 2048, we can strongly solve the game thanks to its smaller board size. We report
the statistics of the game and the score achieved by the optimal strategies, including their changes along
with a slight modification of transition dynamics. Moreover, we trained agents with a simplified version of
Stochastic MuZero in mini2048 and evaluated its effectiveness by the rate of agreement with optimal strate-
gies. Finally, we showed it is important for agents to intensively learn such a state that the difference in the
expected return between the best and worst actions is limited.

1. はじめに

2048というゲームは， ルールは単純だが高得点を獲得

することは難しいパズルゲームで多くの研究の対象となっ

てきた．最近では Stochastic MuZero [1]が先行研究 [2][3]

を上回る得点を獲得するプレイヤの学習に成功した．これ

らの研究ではプレイヤの獲得する得点を最大化すること

に注目している．一方でそれらのプレイヤがゲームのどう
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いった場面で悪手を打つのか，強いプレイヤと弱いプレイ

ヤで判断が分かれるのはどのような盤面なのかといった，

プレイヤの動作とゲームに関する詳細な研究は知られて

いない．仮にすべての盤面における最善手が分かっていれ

ば，プレイヤの指し手と比較することでプレイヤの強さを

定量的に評価することができる．しかし 2048は状態空間

の大きさからすべての盤面で最善手を解析し計算すること

は難しい．そこで本研究では 4× 4盤面上で行われている

2048を 3× 3に盤面を縮小したゲーム (ミニ 2048) の完全

解析を行った．完全解析ではミニ 2048の状態数，最適方

策に従ったときに得られる得点などの指標に加えて遷移モ

デルを少し変更したときの変化についても調査した．さら

にミニ 2048において Stochastic MuZeroを簡略化した手
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図 1 状態遷移の例

法でエージェントを学習させ，その性能を最適方策との一

致率で評価した．最後に最善手と最悪手の期待得点の差が

大きい盤面を集中的に学習することがエージェントの学習

に重要なことを示した．

2. 2048

2048は 4 × 4の 16マスの盤面上で遊ばれるゲームであ

る． 初期盤面は 16マスの内どこか 2マスに 2か 4の数字

タイルが置かれた盤面である．プレイヤは上下左右いずれ

かの方向を選択する． すると各数字タイルはその方向に移

動する．移動した結果，2つの同じ数字のタイルが衝突す

るとこれらは合体してその合計の数のタイルへ変化し，プ

レイヤはその数値を報酬として得る．その後，空白のマス

から等確率で選択されたある 1マスに 90%の確率で 2の

タイルが， 10%の確率で 4のタイルが置かれる．プレイ

ヤはいずれかのタイルが移動または衝突することで，盤面

が変化するような方向しか選択することができない．いず

れの方向も選択できなくなるとゲームは終了する．

これ以降プレイヤが行動を選択する盤面の状態のことを

stateと呼ぶ．また行動を選択し盤面上のタイルが移動した

後，新たなタイルが出現する直前の盤面のことを afterstate

と呼ぶ．図 1は状態遷移の例を示したものである．state s

から右を選んだことで afterstate sright に遷移する．この

とき横に並ぶ 8のタイルと 2のタイルがそれぞれ合体する

ことで 8× 2+2× 2 = 20点を獲得する．さらに srightから

2のタイルが左下に新たに出現し，snext に遷移した．ここ

で行動を決めた場合の stateから afterstateへの遷移と獲

得する得点は決定的であり，afterstateから次の stateへの

遷移が確率的であることを強調しておく．

3. マルコフ決定過程と強化学習

本節ではマルコフ決定過程 (MDP) と強化学習の問題

設定について簡単に説明し，今後の議論のために 2048と

MDPの対応を説明する．詳細は文献 [4]などを参照された

い．MDPはエージェントと環境のやり取りを抽象的に記

述するための枠組みで，以下の 4つの要素から構成される．

• 状態集合 S

• 行動集合 A

• 状態遷移関数 p : S ×A× S → [0, 1]

• 報酬関数 r : S ×A× S → R
エージェントは方策と呼ばれる，ある状態からそれぞれの

# #!

##

#%

#&

#'

state

afterstate

⾏動 !

確率 "!

""

"#

"$

得点 #

図 2 state と afterstate の遷移関係

行動を選択する確率の分布に従って行動を決定する．一般

に方策を π と表記し，状態 sで行動 aを選択する確率は

π(a|s) と表せる．方策 π に従ったときの状態 s の価値は

vπ(s)で表され，vπ(s) = Eπ[Σ
T
k=0Rt+k+1|St = s]として定

義される．すなわち vπ(s)とは方策 πに従ったときに状態

sから獲得する報酬の合計の期待値である．また状態 sか

ら行動 aを選択して，その後方策 πに従い続けた場合に獲

得する報酬の合計の期待値を行動価値と呼び，qπ(s, a)と

表される．

最適方策 π∗ とはエージェントが獲得する報酬の合計の

期待値を最大化するような方策のことである．π∗はすべて

の状態 s ∈ S で vπ∗(s) = max
π

vπ(s)を満たし，すべての状

態 s ∈ S，行動 a ∈ A(s)で qπ∗(s, a) = max
π

qπ(s, a)を満た

す．vπ∗ と qπ∗ はそれぞれ最適状態価値関数，最適状態行

動価値関数と呼ばれ，以下に示す関係がある．

vπ∗(s) = max
a∈A(s)

qπ∗(s, a) (1)

qπ∗(s, a) = E[Rt+1 + γv∗(St+1)|St = s,At = a] (2)

式 2は状態 sから行動 aをとって獲得する報酬，遷移す

る次の状態が一般に確率的に決まるため期待値をとってい

る．また γ は割引率と呼ばれ，sから見て将来の価値をど

れくらい考慮するかを調整するパラメータである．強化学

習は最適方策 π∗ を見つけるための手法である．

3.1 2048とMDP

2048は MDPの枠組みに沿ったゲームである．すなわ

ち状態 (state) sから行動 (上下左右のいずれか) aをとる

と，報酬 (得点) r を獲得して次の状態 (state) snext に遷

移する．式 1の最適状態価値 vπ∗(s)は state sから最善手

を選び続けた際に獲得する得点の総和の期待値のことであ

る．また 2節で説明したように，state sから行動 aを選

択して遷移する afterstate saと獲得する得点は決定的であ

る (図 2参照)．さらに afterstate sa から次の state snext

への遷移で得点は獲得できない．そこで方策 πに従ったと

きに state sから獲得できる得点の総和の期待値を V d
π (s)，

方策 πに従ったときに afterstate saから獲得できる得点の

総和の期待値を V c
π (sa)と表すことにする (dと cはそれぞ

れ decision，chanceの頭文字．A.1節を参照)．
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これらを考慮して，式 1，2は以下のように書ける．

vdπ∗
(s) = max

a∈A(s)
qπ∗(s, a) (3)

qπ∗(s, a) = r(s, a) + vcπ∗
(sa) (4)

vcπ∗
(sa) = E

snext∈T (sa)
vdπ∗

(snext) (5)

ただし，T (sa)は afterstate sa から遷移可能な次の state

の集合とする．また 2048は有限ステップで必ず終了する

ゲームであるため，割引率 γ は 1とした．

vdπ∗
(s)，vcπ∗

(sa)をそれぞれ state sの最適価値，afterstate

sa の最適価値と呼ぶことにする．state sにおける最善手

a∗ は argmax
a∈A(s)

qπ∗(s, a)として決定される．よって 5節で

はすべての state，afterstateの最適価値 vdπ∗
と vcπ∗

を計算

することで最善手を求める．

4. 先行研究

2048で良い手を選ぶための探索手法としては Expecti-

max探索やモンテカルロ木探索を使った手法などが考え

られる．強化学習を用いた手法としては TD-afterstate学

習 [2]が有名であり， それに必要な盤面の評価関数として

N-tuple networksを使う手法 [2]やニューラルネットワー

クを使う手法 [3] が提案されている．以下では探索と強

化学習を組み合わせて 2048の学習に成功した Stochastic

MuZeroを紹介する．

4.1 Stochastic MuZero

Antonoglouらが提案したStochastic MuZero [1]は，2048

において既存手法を上回る得点を獲得することに成功し

た．Stochastic MuZero は最適方策 π∗，state，afterstate

の最適価値 vdπ∗，vcπ∗ を推定するニューラルネットワーク

を学習する．他にも環境の遷移モデルを推定するニューラ

ルネットワークを学習するが，本稿では環境の遷移モデル

は既知としてその学習は扱わないため説明は省略する．以

下では環境の遷移モデルを既知として方策と価値のみを

Stochastic MuZeroと同様に学習する方法を説明する．本

稿ではこれを便宜上 2048AlphaZeroと呼ぶことにする．こ

こでは本稿の理解に必要な 2048AlphaZeroの学習の概要

を必要な範囲で簡単に説明する．詳細は文献 [1]を参照さ

れたい．

2048AlphaZero は，他の強化学習の手法と同様に，ゲー

ムをプレイし (以下 selfplayと呼ぶ) ，その経験から方策と

価値関数を学ぶ．方策と価値関数はニューラルネットワー

クで表現する．

まず方策ニューラルネットワーク π̂の学習方法を説明す

る．selfplay中のそれぞれの stateにおいて，モンテカルロ

木探索 (MCTS) が行う．MCTSは有望な盤面を深く探索

することによって，正確な先読みを可能にする探索手法で

ある．MCTSを state sから開始すると，sで選択可能な行

動のうち有望な手を優先的に探索する．探索によって有望

な手は何度も訪問される一方，有望でない手はあまり訪問

されない．sで選択可能なそれぞれの行動が探索中に訪問

された回数の分布を訪問分布と呼ぶ．方策ニューラルネッ

トワーク π̂は sにおける行動選択の確率分布 π̂(·|s)が，訪
問分布を近似するように学習する (図 3参照)．MCTSで

探索することでそれぞれの行動の良さを正確に推定し，こ

れを方策ニューラルネットワーク π̂の教師に用いている．

次に価値ニューラルネットワーク v̂d，v̂cの学習方法を説

明する．selfplay中の state stについて，stからMCTSによ

る行動の選択を繰り返してゲームをプレイする．この結果，

たとえば state st 以降に実際に獲得した得点 Gt を v̂d(st)

の学習ターゲットとして用いることができる (ただし実際

には分散が大きいため n-step return [4] などを用いる) ．

afterstateの価値の学習についても同様である (図 4参照)．

ゲームオーバー付近の価値が 0に近い state，afterstateか

ら価値ニューラルネットワークは学習し，徐々にゲーム序

盤の state，afterstateまで伝播すると考えられる．

6節ではMCTSの探索の深さとプレイヤの性能に関する

調査を行うので，MCTSについていくつか補足しておく．

MCTSはシミュレーションという単位で探索を行い，シ

ミュレーション回数が大きくなるほど探索は深くなるため

正確な評価が可能となる．よって一般にシミュレーション

回数を大きくするほど，より良い手を選ぶことができると

考えられる．MCTSは selfplay時に学習データを生成する

のに使用されるだけでなく，学習後のプレイヤの強さを評

価する際にも使用されることが多い．この際MCTSのシ

ミュレーション回数を増減させることでプレイヤの強さを

調整することができる．

また selfplay中に選択する行動は MCTSによる各行動

への訪問分布から決める．たとえば行動 a1 . . . ak について

それぞれ訪問回数が N1 . . . Nk だったとする．このとき次

に選ぶ行動は T を温度パラメータとして，N
1
T
1 · · ·N

1
T

k を

正規化した確率分布に従って選択する．T = 1のときは単

に訪問回数を正規化した確率で行動が選ばれ，T = 0のと

きは最も訪問回数が多い行動が選ばれる．学習初期はなる

べく多くの盤面を学習するために T = 1で行動を選び，学

習が進むに従って徐々に 0に近づける．

また Stochastic MuZeroが提案した 2048などの確率的

な環境におけるMCTSが，囲碁や将棋などの確定ゲーム

で用いられるMCTSとは少し異なる点を A.1節に記した

ので (必要に応じて)参照されたい．

5. 3 × 3盤面の 2048の完全解析

4節で説明した 2048に関する先行研究は，高得点を獲得

するプレイヤを作成することに焦点が置かれ，そのプレイ

ヤの動作に関する詳細な研究は少なかった．もしある状態

における最善手がわかっていれば，強化学習プレイヤの様々
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な評価を行うことができる．たとえば中屋敷ら [5]は完全

解析したどうぶつしょうぎ [6]を題材として AlphaZero [7]

の手法の調査を行った．

そこで 2048を簡単にしたゲームであるミニ 2048を完全

解析し，強化学習手法で訓練したプレイヤの手と完全解析

結果を比較し調査することを考える．ミニ 2048と通常の

2048の違いは盤面のサイズのみで，それ以外のルールはす

べて同じものとする．

解析はゲーム開始盤面である初期 stateから到達可能な

stateの数え上げと，それらの stateの最適価値の計算とい

う 2つのパートから成る．以下ではミニ 2048の stateの数

え上げと最適価値の計算に関する具体的な方法と，その結

果について通常の 4 × 4盤面の 2048との類似性を意識し

て考察する．さらに関連していくつか興味深い話題を取り

上げる．

5.1 初期状態から到達可能な状態の列挙

ミニ 2048は盤面が 3 × 3であるため，作り得る最大の

数字タイルは 210 = 1, 024のタイルである．よって実際に

到達可能な stateはかなり多く見積もっても 119 以下であ

り，さらに盤面の回転・反転に関して対称な状態を同一視

すれば 119/8 ≈ 3億以下であることがわかる．これは計算

時間・メモリの観点ともに十分容易に計算可能な量である．

まずキューを用いた幅優先探索で初期 state (ゲームの開

始盤面) から到達可能なすべての stateを列挙する．キュー

の先頭の state sを取り出し，sから 1ステップ後に遷移可

能な state snext を列挙する． このうちまだ訪問済みでな

い stateのみをキューに追加する．キューが空になったら

探索を終了する．疑似コードを Algorithm 1に示す．

この結果，初期 state から到達可能な state は全部で

48, 713, 519通り，そのうち終端 stateは 7, 388, 502通りで

Algorithm 1 すべての到達可能な stateの列挙
que← 空のキュー
初期 state s0 を訪問済みとして記録する
que.push(s0)

while que ̸= ∅ do
s← que.pop()

for each s から遷移可能な次の状態 snext do

if snext が非終端状態かつ snext が未訪問 then

snext を訪問済みとする
que.push(snext)

表 1 ミニ 2048の盤面上の最大数字タイルとその時の得点と手数の

大まかな目安
タイル 得点 手数

64 320 30

128 750 60

256 1500 120

512 4000 240

1024 9000 480

あることがわかった．また初期 stateから到達可能な after-

stateは全部で 31, 431, 370通り見つかった．ただしいずれ

も対称な盤面を 1つとして扱っている．多めに見積もった

3億の上限に対して実際はその 5分の 1程度の stateが到達

可能だった．通常の 2048の最大タイルが 217 であること

を踏まえて，同様に上限を見積もると 1816/8 ≈ 1.5× 1019

となる．ミニ 2048の解析結果の類推から，上限の 10分の

1程度しか到達可能でないとしても，数え上げるのは計算

時間・記憶容量の観点から難しいことが推測される．

5.2 状態価値の計算

5.1節で列挙した stateの最適価値を式 3，5に従って計

算する．終端 state sT の最適価値は 0であるから，終端

stateから再帰的に計算することができる．疑似コードを

Algorithm 2に示す．

最適価値を計算した結果，初期盤面の価値は配置に関わ

らずいずれも約 5, 570点となった．この点数は最善手を選

び続ければ平均的に 512 のタイルまでは到達できること

を意味する (表 1を参照)．512を 2盤面の大きさ と解釈して

2048に当てはめると，216 = 65, 536のタイルまで平均的

に到達できることになる．65, 536のタイルに到達した時点

で約 900, 000点の得点を獲得できるが，これは Stochastic

MuZeroが示した約 500, 000点を大きく上回る点数である．

真の期待値がこれよりも低い可能性は大いにあるが，今後

Stochastic MuZeroを上回る得点の獲得に成功する手法が

提案されることも十分に考えられるだろう．

5.3 ゲームの状態遷移における確率を変更した場合の調査

すでに述べたように 2048は state sから行動 aをとると

afterstate saに決定的な遷移を行う．さらに saから次の状
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Algorithm 2 到達可能な状態の価値の計算
que← 空のキュー
Vd ← 状態価値を保持するハッシュテーブル
Vc ← afterstate の価値を保持するハッシュテーブル
que に 1 で列挙したすべての状態を追加

while que ̸= ∅ do
s← que.pop()

if s が終端状態 then

Vd(s) = 0

continue

s has unsettled action← false

max value = −inf
for each s から選択可能な行動 a do

sa, r(s, a)← do action(s, a)

sa has unsettled transition← false

for each snext ∈ T (sa) do

if Vd(snext) が未計算 then

sa has unsettled transition← true

if sa has unsettled transition then

s has unsettled action← true

else

Vc(sa) = Esnext∈T (sa)Vd(snext)

max value = max(r(s, a) + Vc(sa),max value)

if s has unsettled action then

que.push(s)

else

Vd(s) = max value

態 snext へは確率的な遷移をする．ミニ 2048は afterstate

から次の stateに遷移する際に，本来の 2048と同様に等確

率で選ばれた空きマスに 90%の確率で 2のタイルが，10%

の確率で 4のタイルが新たに出現するものとした．

プレイヤが高得点を獲得するには，afterstate sa から

state snext への遷移確率を考慮して行動を選択する必要が

ある．Stochasic MuZero は環境の遷移モデルも学習する

ことを 4.1節でふれた．学習した遷移モデルが環境の真の

遷移モデルと大きく異なると，方策や価値の学習も正しく

進まないと考えられる．よってミニ 2048の環境の遷移モ

デルが本来とは異なる場合に最適価値がどう変化するかを

調べておくことは，今後 Stochastic MuZeroの調査をする

上で意義のあることだと考えられる．そこで本節では 2と

4の出現確率を変更した環境における最適価値を計算した．

表 2に 4の出現確率を 5%刻みで増減させて計算した結

果を示す．初期配置の stateの最適価値をそれぞれの配置

でゲームが始まる確率で重み付け平均をとった値を，「ゲー

ムの期待値」として表に記載している．2と 4の出現確率

が偏っているほど期待値は高い傾向があるが，最も期待値

が低いのが 50%の時というわけではないのが興味深い．

6. 2048と強化学習

Stochastic MuZeroはMCTSによる先読み (探索) を学

習に利用することで，2048において既存手法の性能を上

回る成果を出した．本節ではミニ 2048においても同様に

表 2 4 の出現確率を増減させたときのゲームの期待値

4 の確率 ゲームの期待値 4 の確率 ゲームの期待値

0.00 7172.00 0.55 3206.00

0.05 6161.17 0.60 3171.24

0.10 5468.49 0.65 3165.36

0.15 4932.54 0.70 3194.44

0.20 4515.42 0.75 3269.18

0.25 4182.44 0.80 3399.20

0.30 3919.20 0.85 3607.78

0.35 3704.44 0.90 3993.30

0.40 3531.46 0.95 4938.20

0.45 3390.19 1.00 14344.00

0.50 3278.70
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図 5 ミニ 2048における Afterstate PPOの学習の様子．薄い線は

ゲームごとの得点，濃い線はその移動平均．

MCTSを利用した方策と価値関数の学習が，従来の探索

を行わない手法に比べて有効であることを確認する．その

際に学習時のMCTSのシミュレーション回数が学習に与

える影響を調査した．また本研究では最後に 5節のミニ

2048の解析結果を元に，最善手と最悪手の価値の差が大き

い stateの学習が強いプレイヤの作成に重要であることを

示す．

6.1 探索を行わない手法の評価

まずMCTSなどの探索を行わない 2048の既存の強化学

習手法の 1つをミニ 2048で評価する．本稿では文献 [8]で

提案された Afterstate PPOを実験した．Afterstate PPO

は有力な方策ベースな強化学習手法の 1つである Proximal

Policy Optimization (PPO) [9]を 2048においても学習が

進むように改良したものである．詳細は論文を参照された

い．図 5に Afterstate PPOを 100, 000ゲーム学習させた

様子を示す．1000点付近までは順調に学習が進むが，その

後停滞している．表 1より 128のタイルを作るところまで

は学習が進むが，次の 256のタイルには届いていない．
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図 6 異なるシミュレーション回数のMCTSで学習させたプレイヤ

の学習曲線．ただし評価時はいずれもシミュレーション 50回

でプレイさせた．

6.2 MCTSの探索による方策と価値の学習

MCTSの訪問分布を教師とした方策の学習，MCTSで

選択した行動で生成したエピソードによる価値の学習をミ

ニ 2048を対象に行う．ここでは selfplay時のMCTSのシ

ミュレーション回数が，学習にどう影響を与えるか調査す

る．MCTSのシミュレーション回数が大きいほど，良質な

学習データが集まり学習に良い影響を与えると考えられる

がどうだろうか．

シミュレーション 10回，20回，50回，100回のMCTS

で学習させたときの経過を図 6に示す．ただし学習では

5, 000ゲームごとに生成した教師データを元にニューラル

ネットワークを更新した．図 6はニューラルネットワー

クを更新するたびにシミュレーション 50 回，温度 0 の

MCTS で 10 回ゲームをプレイさせ，その平均得点をプ

ロットした．図から分かるように，シミュレーション回

数が 10回と少ないと学習は伸び悩んだ．一方で，シミュ

レーション 20回以上では学習に大きな差はないことがう

かがえる．Schrittwieserらは文献 [10]で Atariゲームにお

いて selfplay時の MCTSのシミュレーション回数がプレ

イヤの学習に与える影響を調査した．この結果着手の選択

肢が多いゲームである囲碁とは異なり，Atariゲームでは

シミュレーションを一定以上増やしても学習の進みはあま

り変わらないことを報告している．2048は行動の選択肢

が常に高々 4つであるため，少ないシミュレーション回数

のMCTSでも効率的に学習できると思われる．

次節ではこれらの結果とミニ 2048の完全解析結果を踏

まえて，効率的に学習を行うための工夫を考察する．

6.3 効率的な学習の考察と学習が難しい盤面

6.1節， 6.2節の実験からミニ 2048の学習において，あ

る程度の段階まではMCTSにおけるシミュレーション数

はそれほど必要ないと考えられる．2048はゲームが進行

0 100 200 300 400 500
moves

0

500

1000

1500

2000

di
st

an
ce

best worst distance
best second distance
occurence

0

5000

10000

15000

20000

25000

oc
cu

re
nc

e

図 7 手数ごとの最善手と最悪手および次善手の価値の差の平均の

グラフとパーフェクトプレイヤがゲームオーバーになる手数

のヒストグラム

するにつれて大きな数字のタイルが盤面を占めるようにな

り，判断を誤るとゲームオーバーになる盤面が増える．そ

のためゲーム序盤の簡単な盤面ではMCTSによる探索を

節約し，ゲームが進み複雑化するにつれて精密な探索を行

うことが考えられる．

本研究では最善手の判断が難しい state についてより

詳細に探るため，最善手と最悪手の価値の差に注目し

た．すなわち state sの最善手を a∗，最悪手を a′ として，

d(s) = qπ∗(s, a
∗) − qπ∗(s, a

′) に注目する (任意の非終端

state について常に 2 つか 4 つの行動の選択肢がある)．

state sは d(s)が大きいほど，良い手と悪い手がはっきり

していると言える．逆に d(s)が 0に近いほど最善手と最

悪手に大きな違いがなく，判断が難しい stateと言える．

図 7はそれを示したものである．すべての stateを到達

に必要な手数 (step) ごとに分類し，それぞれの手数で d(s)

の平均をプロットしたものを distance として折れ線グラ

フで示している (点線は最善手と次善手の差)．さらに解析

で得られた常に最善手を選ぶプレイヤ (パーフェクトプレ

イヤ) を 100, 000回プレイさせて，どの手数でゲームオー

バーになったかをヒストグラムにして重ねた．図からわか

るように，ゲームオーバーになるのは d(s)が 0に近い手

数の stateであることが多い．またゲームが進むにつれて

d(s)は小さくなる傾向があるが，120手付近や 260手付近

では大きく増加している．これは 512や 1024などの大き

な数字タイルを作ることができると，一時的にゲームの難

易度が下がることを示している．

6.2節で訓練したそれぞれのニューラルネットワークで

異なるシミュレーション回数のMCTSで 10回ゲームをプ

レイさせた．プレイ中に現れたすべての stateについて，プ

レイヤの行動と最善手の一致率を調べたのが表 3である．

いずれのプレイヤも d(s)が小さな stateの正答率が悪いこ

とがわかる．これらからミニ 2048の学習では d(s)が小さ
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な stateの方策や価値を，正確に推定できるようになるこ

とが重要だと考えられる．これを踏まえた上で 2048の効

率的な学習を提案することを今後の課題としたい．

7. まとめ

本稿では，まず 2048を 3× 3に縮小したゲームであるミ

ニ 2048の完全解析を行った．ミニ 2048の解析を通して，

本来 4× 4盤面上で行われている 2048にも共通するゲーム

の性質を明らかにした．さらに現在 2048をプレイする AI

研究において有力な手法である Stochastic MuZeroが用い

るMCTSに関する調査をミニ 2048を対象に行った．この

結果，学習時のMCTSのシミュレーション回数を大きく

することが，必ずしも学習を大幅に加速させるわけではな

く，少ないシミュレーション回数でも学習が進むことを実

験で明らかにした．また完全解析により得られた最適方策

の指し手と比較して，強いプレイヤの作成には最善手と最

悪手の価値の差が大きな盤面で正しい判断を行えるように

学習することが重要であることを示した．

付 録

A.1 確率的な環境におけるMCTS

Stochastic MuZeroで用いられたMCTSの探索木は de-

cisionノードと chanceノードと呼ばれる 2種類のノード

から成る．decisionノードはプレイヤが行動の決定を行う

state に対応し，chance ノードは afterstate に対応する．

decisionノードと chanceノードは探索の深さに沿って交

互に並んでおり，また根ノードは常に decisionノードであ

る．あるノード sから選択可能な行動 aについて対応する

エッジ (s,a) が存在する．探索木 tのエッジ (s, a) につい

て [N(s, a), P (s, a), Q̂(s, a), R(s, a)]t という 4 つの値を保

持する．それぞれエッジ (s, a) の訪問回数，事前確率，探

索による価値の推定値，即時報酬に対応する．MCTSはこ

れらを用いて以下の 4つのステップを繰り返す．

( 1 ) 選択：根ノードから有望なエッジをたどり，探索木の末

端の葉ノード sl を見つける．decisionノード sd は以

下の PUCT式が最大となる行動 akを選んで子 chance

ノードを選択する．

ak = argmax {Q̂(sd, a)

+ P (sd, a)

√
ΣbN(sd, b)

1 +N(sd, a)
[c1 + log

(
ΣbN(sd, b) + c2 + 1

c2

)
]}

(A.1)

ただし c1，c2 は定数である．PUCT式は最も価値の

推定値が高いノードと訪問回数が少ないノードに対し

て高い値を示す．一方 chanceノード sc は P (sc, a)に

基づいて確率的に子 decisionノードを選択する．すな

わち chanceノードからは実際に遷移する確率の高い

decisionノードが優先的に選択される．

( 2 ) 展開：選択で選ばれた葉ノード slをゲームのルールに

即して展開する．sl が decisionノードだった場合は，

slに対応する stateから遷移可能な afterstateに対応す

る chanceノードを子に付け加える．slが chanceノー

ドだった場合は，sl に対応する afterstateから遷移可

能な stateに対応する decisionノードを子に decision

ノードを付け加える．

( 3 ) 評価：葉ノード slをニューラルネットワークで評価す

る．sl が decisionノードだった場合は方策 π(·|sl)と
価値の推定値 v̂d(sl)を得る．sl が chanceノードだっ

た場合は P (sl, a)は環境の遷移確率として，価値の推

定値 v̂c(sl)のみをニューラルネットワークから得る．

( 4 ) 逆伝播：v̂d(sl)，̂vc(sl)を葉ノードから親ノードに至るま

で伝播させる．すなわち葉ノードから親ノードに至る

各ノード sについて，sから slまでに獲得する即時報酬

の和と v̂d(sl) (もしくは v̂c(sl))の和をGsとする．この

とき，̂Q(s, a) = N(s,a)·Q̂(s,a)+Gs

N(s,a)+1 ，N(s, a) = N(s, a)+1

と更新する．

(1)から (4)の手順をまとめてシミュレーションと呼ぶ．シ

ミュレーションの回数を大きくするほど正確な推定が可能

になり，プレイヤはより良い手を選ぶことができる．

A.2 ミニ 2048の完全解析の補足

A.2.1 実装上の補足

ミニ 2048 においてそれぞれのマスには 11 通りの値が

考えられ，これが 9マスある．よって 119 通りの盤面を区

別する必要があるが，これは 64ビット整数で一意に指定

することができる．解析にはメモリ 32GBでプロセッサは

AMD Ryzen 5のマシンを用いた．今回はすべての state，

afterstateの情報がメモリに収まったため，記憶容量に関す

る実装上の工夫は特に行なっていない．到達可能な state，

afterstateの列挙は約 2分 30秒でプログラムが終了した．

また到達可能なすべての state，afterstateの価値計算には

約 5時間を要した．

A.2.2 ミニ 2048におけるミニマックス価値の計算

通常 afterstateから次の stateへの遷移は確率的に行わ

れる．この遷移が常にプレイヤの得点を最小化するように

行われる環境を考える．すなわち得点を最大化したいプレ

イヤと，得点を最小化したい環境の対戦ゲームのようなも

のを考えるということである．この場合，ある状態の価値

はミニマックス法により求めることができる．5.2節で説

明した通常の環境における価値計算との相違は，afterstate

の最適価値 vcπ∗
(sa)の計算方法のみで，式 A.2に示すよう

に遷移可能な次の状態 snext の最適価値の最小値となる．

vcπ∗
(sa) = min

snext∈T (sa)
vdπ∗(snext) (A.2)

Algorithm 2と同様に価値を計算した結果ゲームの期待値
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表 3 最善手と最悪手の価値の差とプレイヤの正答率

プレイヤ 0 < d(s) <= 500 500 < d(s) <= 1000 1000 < d(s) <= 1500 1500 < d(s)

agent(10, 10) 0.54 0.47 0.72 0.71

agent(10, 100) 0.49 0.57 0.62 0.67

agent(10, 1000) 0.50 0.65 0.70 0.77

agent(20, 10) 0.47 0.61 0.73 0.73

agent(20, 100) 0.49 0.61 0.68 0.77

agent(20, 1000) 0.47 0.56 0.59 0.75

agent(50, 10) 0.53 0.60 0.67 0.79

agent(50, 100) 0.54 0.64 0.73 0.80

agent(50, 1000) 0.52 0.70 0.72 0.83

agent(100, 10) 0.50 0.62 0.77 0.76

agent(100, 100) 0.50 0.62 0.76 0.76

agent(100, 1000) 0.50 0.62 0.77 0.81

は 178.4と，通常の確率的な環境での価値と比較すると大

きく異なる値が得られた．afterstateから次の stateへの遷

移がプレイヤを最大限に妨げるルールだと，プレイヤはい

かなる手を選んでも得点はかなり小さいものとなる．

ミニマックス法により求めた状態価値をもとに次の手を

選ぶプレイヤをミニマックスプレイヤと呼ぶことにすると，

ミニマックスプレイヤは常に環境がプレイヤの妨げとなる

ような遷移を行うことを想定して行動を選択する．このミ

ニマックスプレイヤが通常の環境において獲得できる得点

の期待値 (状態価値) をこれまでと同様の方法で計算した

ところ，ゲームの期待値は 1363.43となった．慎重すぎる

ために本来獲得できる点数をも見逃してしまっていると解

釈できるだろう．2048は一般には 1人用で遊ばれるゲーム

だが，環境が担う新しい数字タイルの配置を別のプレイヤ

が行うことで対戦型ゲームに拡張することができる．ミニ

マックスプレイヤのように慎重に手堅く点を稼ぐ戦略や，

相手のミスに期待して高得点を狙う戦略などが考えられ，

プレイヤ同士の戦略の組み合わせによって新たなゲーム性

が生まれることが期待できるだろう．

A.3 ニューラルネットワークの構造

6.2節の selfplayによる方策と価値の学習の実験設定を

述べる．3 × 3の盤面は 3 × 3，11チャネルのテンソルに

エンコーディングしてニューラルネットワークに入力され

る．この際，n番目のチャネルは元の盤面で 2n が存在す

る位置が 1，それ以外は 0となるようにする．ただし 0番

目のチャネルは 20 = 1ではなく元の盤面で空白の位置に 1

がたつ．入力はカーネルサイズ 3× 3，パディング 1，128

チャネルの Residualブロック [11]10層の中間層で処理さ

れる．中間層の出力は 2つに分かれる．それぞれ畳み込み

層 (Residualブロックと同じ構造) の次に全結合層を適用

して，方策と価値を出力する．またいずれの畳み込み層に

も Batch Normalizationを施した．学習率は 0.0003とし，

Adamを用いて学習を行なった．
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