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1. はじめに

近年、深層学習は音声認識や画像認識などの分野で高い

性能を示し、注目が集まっている。しかし、深層学習は非常

に多くのパラメータを用いて計算を行うので、GPU を用い

ても実行時間が大きい。FPGAは特定の処理においてはGPU

よりも高い性能を出す。しかし、深層学習の膨大なパラメー

タは FPGA のリソースを超え、FPGA の応用範囲が制限され

る。本研究は、極小量子化によりデータを圧縮し、量子化さ

れたデータに適した回路を FPGA に実装して、FPGA 上での

極小量子化された深層学習の有用性を検討する。 

2. BNNによる FPGAでの深層学習

2.1 畳み込みニューラルネットワーク 

畳み込みニューラルネットワーク（CNN）は、多層構造を

持つニューラルネットワークである深層学習の代表的な手

法であり、画像認識のための特徴量抽出器として有名であ

る。CNN の学習、推論には畳み込み演算のため膨大な積和

演算が必要であり、ハードウェア資源が豊富でないデバイ

ス上では実行時間が大きくなり、時間的な制約をもたらす。 

2.2 Binarized Neural Network と FPGA 

Binarized Neural Network(BNN)[1]とは畳み込み演算の重

みが(-1,1)の二値で表される CNN である。学習時に対象のパ

ラメータ𝑥にハードシグモイド関数(σ(x))を適用することで、

二値化し、学習を行う。二値化は数式(1)で行う。 

𝑥 =  {
+1  𝑤𝑖𝑡ℎ 𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦  𝑝 = 𝜎(𝑥),
−1  𝑤𝑖𝑡ℎ 𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦  1 − 𝑝, 

…(1) 

重みの二値化により、計算速度の高速化、メモリの効率化

が期待されるが、極小量子化によりパラメータの表現力が

小さくなることで、モデルの精度低下や最適化が困難にな

るといった欠点もある。 

Field-Programmable Gate Array(FPGA)とはハードウェアデ

バイスであり、FPGA 上に実装されている書き換え可能なロ

ジックにより、開発者が所望するハードウェアの構築が可

能である。BNN において、重みが 1 と-1 で表されることか

ら、演算の結果は実数 p、n( -p = n )を入力とすると表１のよ

うに示される。表 1 から、BNN における演算は論理式で表

現でき、BNN における重みを weight、特徴量を input、lsb を

最下位ビットとすると、演算結果 ans は式(2)で示される。 
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表 1. BNN における畳み込み演算の演算結果 

1 -1

p (p>0) p n 

n (n<0) n p 

𝑎𝑛𝑠 =  {
𝑖𝑛𝑝𝑢𝑡                     𝑖𝑓(𝑤𝑒𝑖𝑔ℎ𝑡 > 0),

~(𝑖𝑛𝑝𝑢𝑡) + 𝑙𝑠𝑏   𝑒𝑙𝑠𝑒,       
 …(2) 

式(2)に基づき、FPGA 実装に向けた深層学習のための回路

を構成することで、FPGA 上での量子化された深層学習実行

の有用性を検証する。 

3. 実験

3.1 BNN の学習、推論 

BNN と 32bit 浮動小数点のオリジナルモデルを学習曲線、

推論時の精度、実行速度の観点から比較する。モデルは 4 層

の畳み込み、２層のプーリング、２層の全結合層で構成され

る計算モデルを用いた。パラメータとしてバイアスは用い

ず、畳み込み層と全結合層の出力には、正規化を行う BN 層

を適用している。データセットには一般的な画像から構成

される Cifar10 と手書き文字のデータセットである MNIST

を使用した。学習時の実験環境として、エポック数を Cifar10

に対して 200、MNISTに対して 20とし、損失関数にはAdam、

学習終了までに学習率が 1e-3 から 1e-4 に変化するようスケ

ジューラを設定する。 

3.2 FPGA 実装に向けた畳み込み演算回路構成 

FPGA 実装に向けた畳み込み演算回路構成のため、高級言

語から FPGA 実装に向けた回路を作成できる高位合成を用

いた。データフォーマットを 32 ビットとし、式(2)で示した

論理式と比較のため積和演算を用いた回路を構成する。

FPGA 上で深層学習を効率的に処理するため、図 1 で示すシ

ストリックアレイ[2]を実装する。実験では出力チャンネル

方向に 32、出力 x 方向に 4 の並列性を持つ回路をターゲッ

トデバイス Ultra96-V2 上に構成する。

図 1. FPGA 実装に向けた深層学習回路の概要図 
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4. 実験結果

4.1 BNN の学習、推論の実験結果 

図 2. MNIST オリジナルモデルの学習曲線 

図 3. MNIST の二値化モデルの学習曲線 

図 4. cifar10 のオリジナルモデルの学習曲線 

図 5. cifar10 の二値化モデルの学習曲線 

表 2 . オリジナルと二値化モデルの認識精度 

32bit 1bit 

MNIST(epoch20) 99.26% 98.69% 

Cifar10(epoch200) 82.35% 72.84% 

表 3. オリジナルと二値化モデルのテストの実行速度 

32bit 1bit 

MNIST(10000 枚) 3.801s 3.786s 

Cifar10(10000 枚) 3.575s 3.593s 

図 2 と図 3 は、学習データ MINST を用いた、オリジナル

モデルと提案手法の認識精度を示す．図 4 と図 5 は、学習

データ cifar10 での評価結果である。横軸は学習の epoch 数

で、縦軸は、認識精度を示す。上記の結果より､MNIST の場

合オリジナルモデルと比較して、重みの二値化における精

度の低下はほとんど見られなかった。Cifar10 の場合は約

10%の精度の低下がみられた。重みを 1、-1 にしても内部で

は 32bit で処理するので、実行速度に変化はなかった。 

4.2 FPGA 実装に向けた深層学習のための回路の構成結果 

表 4 各回路のハードウェア資源使用率 

DSP FF LUT 

Logic 0 4% 50% 

Multi 71% 20% 39% 

表 4 は、Ultra96-V2 実装に向けた深層学習のための回路の

ハードウェア資源使用率を示す。DSP は積和乗算器を、FF

はフリップフロップを、LUT はルックアップテーブルを示

す。Logic は論理演算を用いて、Multi は積和演算を用いて

回路を構成した場合を示す。表 4 の結果から、Logic の最も

大きなハードウェア資源使用率は LUT の 50％であり、Multi

の DSP の使用率 71%と比べて小さく、さらなる並列性が期

待できる。また、Logic では、乗算を用いないので、DSP の

使用率が 0％であった。 

回路の処理速度に着目すると、Logic では 14 クロック、

Multi では 29 クロックかかる。Multi のアーキテクチャに着

目すると、クロック毎に呼び出される各入力特徴量と各重

みのデータ数に基づいて、DSP が並列に並び、パイプライ

ン処理が行われる構造である。DSP を用いた乗算には 4 ク

ロックの時間がかかる。しかし、Logic の論理演算では、1 ク

ロックで得られるデータ数を 1 クロックで処理することが

可能である。そのためクロックの差異が生じた。 

図 6. Logic と Multi のタスクごとのタイミング概要図 

以上から、論理演算を用いた場合、実行時間が短縮でき、

さらなる並列処理が可能であることから、FPGA 上での極小

量子化された CNN の有用性が期待できる。 

5. まとめ・展望

本研究では重みの二値化による､認識精度への影響を調

査した｡重みの二値化では、手書き文字のような簡単なデー

タセットにおいては比較的大きな認識精度の低下は見られ

なかった｡また、論理演算を用いて、FPGA に向けた BNN の

畳み込み演算回路を構成した。合成結果から、積和演算に比

べて、さらなる並列性が期待でき、高速な処理が可能である

ことが見込まれる。展望として、vgg16 などのより多層なモ

デルを用いて、分類が難しいデータセットも含めた量子化、

さらに極小量子化だけでなく 8bit 量子化などの有用性の検

証と BNN 全体の FPGA 上での実行を目標とする。 
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