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図 1 既存手法 (NDA、PDA)と提案手法 (PNDA)の
比較.既存手法では、各画像の性質を考慮せずに、変形を
正または負に扱うかを決定しているが、提案手法では各
画像の性質に合わせて適切な方を選択している。

1 はじめに
自己教師あり学習におけるデータ拡張戦略には、正例
データ拡張 (PDA) [1, 2]と負例データ拡張 (NDA) [3, 4, 5]

がある。しかし、回転のような変形は PDAと NDAの両方
に使われることがあり、そのような変形を正例・負例のど
ちらに指定するかは明確ではない [1, 5]。我々は、正例・負
例のどちらに指定するかは、それぞれの画像の特徴に依存
すると考えている。本論文では、回転に着目し、各画像の
特徴に適応し、各画像に対して正負のどちらか良い方を適
応的に選択し学習する適応的正負データ拡張（PNDA）とい
う新しいデータ拡張戦略を提案する。なお、正負例の適応
的な選択を教師無しで学習する必要がある。これらのデー
タ拡張戦略を自己教師あり対照学習フレームワークに適用
した結果、PDAと NDAが性能を低下させる可能性がある
一方で、PNDAがベースラインを上回る性能を持つことを
確認した。我々の研究は、各画像の特徴を考慮することの
重要性を示している。

2 提案手法
図 1に、提案手法である PNDAの概要を示した。既存手
法 [1, 2, 3, 4]は各画像の性質を考慮せずに変形を正または
負のどちらか一方に指定しているが、提案手法の PNDAは
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図 2 RAISの訓練・推論の手順.

各画像の性質を考慮して正または負の最適な方を画像ごと
に選択している。 ただし、本研究で PNDAを行う際に回
転によって特徴量分布が変化しない画像、rotation agnostic

images (RAI) を全画像の中から選び出さなければならな
い。 そこで、RAIを取り出すためのフレームワーク、RAIS
(Rotation Agnostic Images Sampling)を提案する。そして、
RAISにて各画像に対して回転を正負のどちらに用いるかを
判断した後、PNDAを自己教師あり対照学習フレームワー
クに適用する方法を提案する。
2.1 RAIS (Rotation Agnostic Images Sampling)

90度の倍数、すなわち画像の 0度、90度、180度、270度
による回転を変形の集合 S と定義する。全ての画像集合 X

に S を適用する。RAIは、回転させた画像の特徴分布が元
画像の特徴分布と類似している。そのため、どのような変
換 ys ∈ S が適用されるかを予測することが困難である。一
方で、その他の画像の場合、回転した画像の特徴分布は元画
像の特徴分布と異なる。そのため、どのような変換 ys ∈ S
が適用されるかを予測することが容易となる。本セクショ
ンでは、本手法を分かりやすくするために、回転によって
特徴量分布が変化する画像を Xe(easy to predict rotation)、
回転によって分布が変化しない画像を Xh(hard to predict

rotation)と呼ぶことにする。ここでの目的は、全てのサン
プル X から Xh を抽出することである。
3ステップからなる訓練・推論の手順. 図 2に訓練・推論
の手順を示した。Gは特徴量抽出器、Fは回転分類器を表
している。我々は、全てのサンプル X から Xh を抽出する
ために、Xe に施された回転を正しく予測でき、Xh に施さ
れた回転は全く予測できないような回転分類器を作成する。
これを達成するため以下に 3stepからなる学習・推論の手
順を示す。
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step1. 最初に全サンプル X を用いて、回転分類器を学習
する。その際に、分類器が訓練データに過学習する時点よ
り前で step1の学習を終えるようにする。

Lcrs =
1

B

∑
S∈S

∑
xS∈BS

− ys log
(
p
(
yS |xS

))
,

BS = {S(xi)}Bi=1 (1)

step2. Xe と Xh を分離するための回転画像分離損失を提
案する。具体的には、まず以下の二つのロスを定義する。

Les =
1

B

∑
S∈S

∑
xS∈BS

Les (p (y
s|xs)) ,

Les (p) =

{
−|H(p)− ρ| (|H(p)− ρ| > m),
0 otherwise.

(2)

L̃crs =
1

B

∑
S∈S

∑
xS∈BS

L̃crs (p (y
s|xs)) ,

L̃crs (p) =

{
Lcrs (p (y

s|xs)) (H(p)− ρ < −m),
0 otherwise.

(3)

式 (2)は、Entropy Separation Lossである。このロスによっ
て、エントロピーが大きいもののエントロピーをより大き
くし、小さいもののエントロピーをより小さくすることが
可能となる。我々は、先行研究 [6]に従って、ρ = log(K)

2 と
定義した。ここで、K はクラス数であり、ここでは、K = 4

となる。また、m = 0.2と設定した。式 (3)にて、エントロ
ピーが ρ−mより小さいものを Xe とみなして、Xe のみを
用いて分類器を学習させる。ここで、エントロピーが ρ+m

よりも大きいものは Xh とみなして、よりエントロピーを
大きくすることで回転予測が全くできないようにする。最
終的な、目的関数である回転画像分離損失はハイパーパラ
メータ λを用いて以下となる。

L̃crs + λLes (4)

step3. 推論時には、ある画像に対して、4種類の回転を施
した画像を入力とし、それぞれの予測結果のエントロピー
の平均値を各画像の回転予測のしにくさを表すスコアとす
る. そのスコアが学習時にXhを判定するために設定した閾
値 ρ+mよりも大きいものを Xh として取り出す。
2.2 PNDAの自己教師あり対照学習への適用
PNDAでは、RAIの場合、回転画像を正例データとして
遠ざけるように学習し、RAIではない画像の場合、回転画像
を負例データとして遠ざけるように学習させる。PNDAの
方法論をわかりやすくするために、本セクションでは、RAI

を RP (Rotation Positive)、それ以外の画像を RN (Rotation

Negative)と表す。
一般的な自己教師あり対照学習 [2]の場合、ある一枚の画
像からクエリ画像とキー画像を作成し、クエリ画像とキー
画像を近づけるように学習し、その他の画像を遠ざけるよ
うに学習させる。一方で、PNDAの場合、RP画像につい
ては、クエリ画像と同じ画像から作られたキー画像に加え、
キー画像を回転させた画像も正例画像として扱う。加えて、
RN画像については、キー画像のみを正例画像として扱い、
キー画像を回転させた画像は負例画像として扱う。 あるク

表 1 CIFAR100を用いた線形識別の結果
手法 正例割合 (%) 精度 (%)

MoCo v2 - 67.51±0.08

MoCo v2 + PDA 100 63.36±0.12

MoCo v2 + NDA 0 67.28±0.32

MoCo v2 + PNDA (Ours) 12 68.20±0.23

表 2 Tiny ImageNetを用いた線形識別の結果
手法 正例割合 (%) 精度 (%)

MoCo v2 - 45.06±0.28

MoCo v2 + PDA 100 41.42±0.21

MoCo v2 + NDA 0 45.29±0.28

MoCo v2 + PNDA (Ours) 30 46.35±0.1

エリサンプル xiに対して、xiをネットワークに入れて得ら
れる特徴量を zi, xiの正例サンプルの集合を Pi, 負例サンプ
ルの集合をNiとした場合、温度パラメータ τ を用いて目的
関数は以下のように表せる。

Li
PNDA = − 1

|Pi|
∑
p∈Pi

log
exp(zi

⊤zp/τ)∑
p∈Pi

exp(zi⊤zp/τ) +
∑

n∈Ni
exp(zi⊤zn/τ)

(5)

3 実験結果・結論
PNDA の評価を行うために、データセットには、CI-

FAR100 と ImageNet のサブセットである Tiny ImageNet

の 2つを使用した。ベースラインである対照学習のフレー
ムワークには、MoCo v2 [2] を使用した。ネットワークの
バックボーンには、CIFAR100は ResNet50 [7]、Tiny Ima-

geNetでは ResNet18 [7]を使用した。表 1,2には、自己教師
あり学習のための一般的な評価手法の一つである線形識別
(Linear evaluation)を行った結果を示した。これらの結果か
ら、PDAと NDAは精度を下げてしまう可能性があるにも
関わらず、PNDAはベースラインを超える性能を達成して
いることがわかる。この論文は、各画像の性質を考慮する
ことの重要性について再考することを促し、より効果的な
自己教師あり学習手法の開発につながることを期待する。
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