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1. 序論
出産前や飢餓状態などのように, 生物は平常時の意思決定で

は目標を達成できず, リスクを伴ってでも多くの栄養を必要と
する局面に遭遇する [1]. そのような過酷な状態に対応するた
め, 生物は良い経験と悪い経験を非対称に学習することで適応
している可能性が示唆されている [2].
生物の非対称な学習を説明するモデルの一つに, Dual Learn-

ing Rate Q(DLR-Q)がある [2][3][4]. 通常の Q学習は単一の
学習率を用いて, 報酬予測誤差の正負に限らず対称に価値を更
新する [5]. 一方, DLR-Qでは報酬予測誤差の正負によって異
なる学習率を用いて非対称に更新する. DLR-Qは, バンディッ
ト環境において, 観測した報酬の分散によって価値の過大評価,
過小評価を行い, 選択肢の弁別性を向上させることが確かめら
れている [6]. しかし, 先行研究ではバンディット環境のみで過
大評価, 過小評価を行うことが確かめられており, 状態遷移を
伴う強化学習タスクにおいて DLR-Q がどのように振る舞う
かは分析されていなかった.
今回我々は, バンディット環境のみで分析されていたDLR-Q

を, より生物の生存環境に近いグリッドワールド環境で分析す
ることによって, 生物の目標達成に対して学習の非対称性が及
ぼす影響を解析した.

2. 非対称な学習を行う強化学習
ヒトや動物は, 経験から行動を学ぶ.良い経験に繋がった行

動は強化され, 悪い経験に繋がった行動は抑制されることで適
切な判断ができるようになる. そのような学習を Q学習モデ
ルで説明することができ, 良い経験も悪い経験も同一の学習率
を用いて学習している. しかし, ヒトや動物は必ずしも良い経
験と悪い経験を等しく学習しているわけではないと考えられ
る. 例えばマウスでは, 良い経験を悪い経験よりも大きく学習
することが確かめられている [7]. DLR-Qはそのような, 生物
の行う非対称な学習を説明するモデルである.
本研究においてDLR-Qは以下のように定義される. ある状

態 st で行動 at が選択され, 報酬 rt が与えられた各試行 tごと
に, 行動価値 Qt が以下の式 (1)のように更新される.

Qt+1(st, at) =Qt(st, at)

+

{
α+∆Qt if ∆Qt ≥ 0
α−∆Qt if ∆Qt < 0

∆Qt = rt + γmax
at+1

Qt(st+1, at+1)−Qt(st, at)

(1)

α+と α−はそれぞれ正の学習率と負の学習率を表し, TD誤差
(Temporal Difference Error)∆Qt が正である際には α+ で更
新され, 負である場合には α− で更新される. 報酬確率分布に
正規分布を用いたバンディット問題で解析した先行研究 [6]に
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よると, DLR-Qは正と負の学習率の比率 x(= α+/α−)と報酬
確率分布の分散によって価値の過大評価, 過小評価を引き起こ
す. 価値の過大評価, 過小評価の大きさは分散に比例し, それ
によって選択肢の弁別性を向上させる. この比例関係は x < 1
の時に右肩下がりの傾向となり, x > 1の時に右肩上がりの傾
向となる.

3. 実験
グリッドワールド環境におけるDLR-Qの振る舞いを分析し

やすいように, 図 1に示すような簡単な 5× 7のグリッドワー
ルド環境で分析する. グリッドワールドタスクとはエージェン
トがスタート状態からゴール状態へ向かうことを目的とした
タスクで, ゴール状態に到達すると報酬がもらうことができ,
エージェントは 1 ステップに 1 マス進むことができる. 実験
は, DLR-Qの持つ報酬確率分布の分散によって選択肢の弁別
性を向上させるという性質が, 状態遷移の伴う環境で見られる
かどうかを確認するため, スタートからの距離と報酬の平均が
同じで分散のみが異なる 2つのゴールで行う. スタート地点か
らはじまり, 行動によって遷移を繰り返し, いずれかのゴール
に到達するとスタート地点へと遷移する. これを 1エピソード
とする.
分析方法として,正負の学習率比 xについて, Q学習と等価の

x = 1を中心とした複数の xで実験することにより, その性質
を比較した. 行動空間Aは全ての状態でA = {上, 下, 左, 右 }
の 4つとし, 世界の外に出るような行動は失敗となり, 同じ状
態に遷移する. 方策 π は式 (2)に示すように softmax を用い
て, 逆温度パラメータ β = 3.0とした.

π(a|s) = exp(Q(s, a)β)∑
a∈A exp(Q(s, a)β)

(2)

図 1: 実験に使用したグリッドワールド環境

3.1 ゴールの分散のみが異なる実験
G1 のゴールの報酬平均を 1, 標準偏差 σ を 0.5 で固定し,

G2 のゴールの報酬平均を 1, σ を 0 から 1.0 まで 0.1 ずつ変
化させ, 各 σ で結果の比較を行う. 実験は 10, 000エピソード
を 100, 000シミュレーション行った.
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図 2にゴール到達割合のシミュレーション平均の結果を, 図
3にシミュレーションごとの総報酬獲得量の分布を示す. 図 2
から x = 1, つまり通常のQ学習の時は分散によらずゴールの
到達割合が一定であることがわかる. 対して x > 1 の時は報
酬確率分布の σ が大きいゴールに到達することが多く, x < 1
の時は報酬確率分布の分散が小さいゴールへの到達することが
多くなっている. これはバンディット環境における性質と一致
しており, 状態遷移を伴う環境でも DLR-Qの性質が発揮され
ていることがわかる.

図 2: 各 xごとのゴール到達割合

図 3: 各 x, σごとの総報酬獲得量の分布

図 3から xが 10のときの総報酬獲得量の分布は, いずれの
σであっても, xが 0.1や 1.0のときと比べて分布の裾が長く
なっている. これは図 2の到達割合の結果から, xが大きい時
に, 分散の大きいゴールへの到達割合が高いため, 総報酬獲得
量の分散も大きくなっている.

4. 考察
図 2から, DLR-Q は, 報酬平均が同じで分散が異なる環境

において xが大きいと分散が大きいゴールを選択し, xが小さ
いと分散が小さなゴールを選択する傾向がある. この傾向はバ
ンディット環境による先行研究 [6]でも見られたものであり, グ
リッドワールド環境に拡張してもこの性質が失われないことが
わかった. この性質は xが小さい時に分散の小さいリスク回避
的な選択をし, xが大きいときに分散の大きいリスク選考的な
選択をすることを示している.

図 3から, xが大きいときの総報酬獲得量の分布は xが小さ
い時の総報酬獲得量の分布と比べて裾が広くなっている. これ
は x が大きいと分散が大きいゴールへ多く到達するためだと
考えられる. またこの結果は, x を大きくした時に, 大きな総
報酬となる確率も小さな総報酬となる確率も高めることを示
している. これを生物の意思決定と対応づけて, 出産などのた
めに多くの栄養を蓄えるという目標を達成できる総報酬獲得
量を 10100以上, 報酬が少なすぎて生存が困難となってしまう
総報酬獲得量を 9900以下とする. これは図 3の赤く塗られた
部分と緑に塗られた部分にそれぞれ対応しており, xが大きい
と, 赤い部分の面積も緑の部分の面積も大きくなっていること
がわかる. この傾向は出産前や飢餓状態などのリスクを負って
でも多くの栄養を必要とする生物の意思決定傾向と一致してい
るため, 良い経験と悪い経験を非対称に学習する DLR-Qとい
うモデルは, 生物の学習をうまく表現できている可能性がある.

5. 結論
本研究では非対称な学習率をもつDLR-Qの生物の生存環境

における振る舞いを明らかにするため, 状態遷移を伴い報酬に
正規分布を用いたグリッドワールド環境によって解析を行なっ
た. 結果から, 報酬確率分布の分散と価値の過大評価, 過小評
価には比例傾向があり, 選択肢の弁別性が向上するという性質
はグリッドワールド環境でも損なわれることなく発揮されるこ
とがわかった. xという単一のパラメータによってリスク選好
とリスク回避を使い分けられる DLR-Qというモデルは, リス
ク選好とリスク回避を使い分けなければならないようなタスク
で力を発揮することが期待される. また DLR-Qは, 生物の意
思決定傾向を表現するモデルとして有効であると考えられるた
め, 生物の意思決定傾向をモデル化する際の基礎を提供するこ
とが期待される.
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