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1 はじめに
近年のメディアやデバイスの普及により，ソーシャルネッ
トワークサービスを運営する企業はユーザの属性情報や投
稿履歴データなどを蓄積し，活用できるようになった．デー
タをもとに経営戦略などを立案するためには多様なユーザ
の属性や行動の特徴を適切に分析する必要がある．これら
の多様性を考慮するために，ユーザに潜在的ないくつかの
母集団を仮定して分析することが望ましい．これまで，デー
タのグループ分け（クラスタリング）と重回帰分析を交互
に行い，クラスとモデルを更新していくクラスタワイズ回
帰分析 [1]が提案されている．さらに，クラスワイズ回帰分
析により予測精度の高い機械学習手法の SVMを取り入れ
たクラスタワイズ SVM分析法 [2]も提案されている．しか
し，重回帰分析や SVMは外れ値などが存在するデータへ
の適用が難しいという問題がある．
そこで本研究では，重回帰分析や SVMと比較して予測精
度が高く，外れ値などに頑健なXGBoost[3]をクラスタワイ
ズのアルゴリズムに導入し，予測モデルの精度の向上を目指
す．この時，2つの問題点が存在する．1つ目は，予測精度の
高いモデルを導入することで予測に用いるデータ自体が学
習に用いられたモデルに当てはまりすぎてしまい，初期のク
ラスから更新されない点である．それに対して本研究では，
新たなデータの分割方法を提案する．2つ目は，XGBoost
を解釈する際に一般的に用いられる”Feature Importance”
という値では十分にモデルを解釈できない点である．これ
を解決するため，SHAP[4]という機械学習モデルを解釈す
るための手法を導入する．提案手法を用いて実データを分
析し，予測精度やクラスの更新率を従来手法と比較するこ
とで提案手法の有効性を示す．

2 先行研究
2.1 クラスタワイズ回帰分析
クラスタワイズ回帰分析は，データをK 個のクラスに分
割し，クラスごとに回帰モデルを構築する方法である．サ
ンプル数N のデータに対するクラスタワイズ回帰分析の最
適化問題は，i番目のデータに対する p個の変数からなる説
明変数ベクトル xi ∈ Rp，目的変数 yi，偏回帰係数ベクト
ル β̂k，さらに i番目のデータが k番目のクラスに所属する
か否かを表す変数 wik を用いて以下のように表される．

argmin
β̂k,wik∈{0,1}

K∑
k=1

N∑
i=1

wik(yi − ŷik)
2

s.t.

K∑
k=1

wik = 1,　ŷik = xiβ̂k (1)

β̂k = (X′
kXk)

−1Xkyk (2)

ただし，Xk，yk はクラス kに所属するデータ群に関す
る xi，および yi を並べたものである．
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2.2 XGBoostと SHAP

本研究で用いるXGBoostは，勾配ブースティングと呼ば
れるアンサンブル学習と決定木を組み合わせた手法である．
XGBoostを解釈する方法として Feature Importanceを観
察する方法がある．しかし，特徴量で連続値と離散値を扱
う場合，Feature Importanceを用いた方法では，適切な解
釈が行えないという主張が存在する [4]．今回用いるデータ
には，連続値と離散値が含まれるため，モデルを解釈する
ためには他の評価手法が必要である．そこで本研究では，各
特徴量の重要度を推定する手法として SHAPを導入する．
この値は，各データに対する予測値と平均値の差分を各特
徴量の貢献度によって分解した値であり，「なぜモデルはこ
のような予測を行なったのか」という予測の理由を解釈で
きる値として活用されている．
3 提案手法
3.1 提案モデル
本研究では，(2)式の回帰部分を XGBoostのモデル推定
に置き換えた新たなモデルを提案する．サンプルサイズN
のデータに対してクラス数をK，説明変数ベクトルxi ，目
的変数 yi，各クラスのモデル fk とし，以下で表す．

argmin
fk,wik∈{0,1}

K∑
k=1

N∑
i=1

wik(yi − ŷik)
2

s.t.

K∑
k=1

wik = 1,　ŷik = fk(xi)

3.2 提案手法のアルゴリズム
従来のクラスタワイズは，クラスごとにモデルを学習し，
目的変数の実測値から最も近い予測値を取るモデルのクラ
スへと所属クラスを更新していく手続きを繰り返すもので
ある．このアルゴリズムに予測精度の高いモデルを導入し
た場合，予測に用いるデータ自体が学習に用いられたモデ
ルに当てはまりすぎてしまい，初期のクラスから更新され
ない可能性がある（本研究ではこの問題を初期クラス依存
とする）．そこで本研究では，データをK クラスに分けた
のちにそれぞれのクラスのデータを L個のサブクラスに分
割し，学習データと予測データに振り分ける以下のような
アルゴリズムを提案する．
Step0 　データ i が所属するクラスをランダムに決定する
（wik∈ {0, 1}）

Step1 　 k番目のクラスに入るデータ iの所属する l番目
のサブクラスをランダムに決定する（wikl∈ {0, 1}）．
前の繰り返しで求めた wik を用いて最適なモデル fkl
を推定する．

f̂kl = argmin
fkl

K∑
k=1

L∑
l=1

N∑
i=1

wik(1− wikl)(yi − fkl(xi))
2

Step2 Step1で求めた f̂kl を用いて以下の最適化を行う．

argmin
wik∈{0,1}

wikwikl(yi − f̂kl(xi))
2
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s.t.

K∑
k=1

wik = 1

Step3 Step1，2を更新がなくなるまで繰り返す．

4 実データ分析
4.1 実験条件
本研究では，株式会社ZOZOが運営するファッションコー
ディネートアプリ「WEAR」におけるユーザの属性データ
と投稿データを用いる．WEARはユーザがコーディネート
画像を投稿できるサービスであり，コメントや「いいね」と
いったリアクションができるという特徴を持つ．本研究で
は，直近１年の投稿の中でいいね数を多く獲得した上位 10
万件の投稿に絞り分析する．また，目的変数 yiを「投稿が
お気に入りされた回数」，性別などを含むその他 16個の項
目を説明変数xiとして分析する．そして，事前分析により，
クラス数を 4，サブクラスを 3と設定する．
4.2 評価指標
提案手法により，予測精度が向上したのかを確かめるた
めの指標として，平均絶対誤差（MAE）を用いる．

MAE =
1

n

n∑
i=1

|ŷi − yi|

また，初期クラス依存が解消されているかを確かめるた
めにクラスの更新率を用いる．更新率を以下のように表す．
この値が小さいほどクラスが更新されたデータが少なく，初
期に割り当てられたクラスから更新が十分に行われていな
いと考えられる．

更新率 = (元のクラス≠更新されたクラス) となるデータ数
全データ数

4.3 実験結果
提案手法を用いることで予測精度が向上したのかを確認
するため，全データを１つの XGBoost で予測させた場合
（従来 1）と比較する．また，初期クラス依存の問題が解決
されているのかを確認するため，従来のクラスタワイズの
アルゴリズムにXGBoostを導入した手法（従来 2）とも比
較する．エポック数は従来 2，提案手法ともに 100に設定
した．
表 1に各手法のMAEの結果を示す．

表 1: MAEの分析結果
手法 従来 1 従来 2 提案
MAE 22.6 9.20 8.94

以上の結果より，提案手法による予測精度の向上を示せた．
次に従来 2と提案手法の更新率を以下の表 2で示す．

表 2: 更新率の分析結果
手法

epoch
1 2 4 6 8 10 20

従来 2 0.73 0.48 0.26 0.15 0.12 0.10 0.05
提案 0.75 0.58 0.32 0.21 0.16 0.13 0.07

表 2より epoch=2の時，つまりクラスごとに１度モデル
を学習したのち，初めてクラスタリングを行った際にクラ
スが変わったデータの割合が従来 2では 0.48であるのに対
して提案手法では 0.58である．つまり，提案手法の方がク
ラスが更新されているデータ数が多く，初期クラス依存が
緩和されていることを示せた．

最後に，クラスごとのモデルに違いがあるのか，そして，
モデルにおける特徴量の重要度がどのようなものかを確認
するため SHAP値を比較する．提案手法は各クラス 3つず
つモデルがあり，それに対応した SHAP値が存在するが，
各クラスのモデルの SHAP値はクラスごとで大きな違いは
無かった．今回は簡略化のためそれぞれの中から 1つを抜
粋して示す．

表 3: SHAP値の比較
従来 1 提案

cls1 cls2 cls3 cls4
性別 0.04 0.00 0.00 0.34 0.00
身長 0.72 0.35 0.43 0.53 0.77
年齢 1.4 0.91 0.52 0.19 0.60
WEARISTAか 0.25 0.00 0.00 0.00 0.00
スタッフか 1.95 1.18 1.10 0.81 2.08
フォロワー数 1.67 0.63 0.51 1.36 1.19
フォロウィー数 1.67 2.16 1.91 1.39 8.41
総投稿数 11.0 2.17 0.37 12.9 56.3
年数 1.16 0.79 0.09 0.04 0.15
投稿文字数 0.31 0.18 0.07 0.04 0.08
タグ数 4.45 4.96 1.01 6.82 1.25
投稿月 8.13 0.49 16.9 2.40 2.08
登録アイテム数 0.00 0.06 0.02 0.01 0.14
コメント数 6.22 1.58 1.05 3.05 14.6
閲覧数 13.2 9.12 4.03 14.0 10.4
いいね数 24.6 18.3 49.1 27.4 28.3

表 3は各特徴量の SHAP値の絶対値の平均であり，各特
徴量の平均的な重要度として捉えることができる．クラス
分割を行わない従来手法 1は，いいね数，閲覧数，総投稿
数の順で値が大きい．それに対して，提案手法のクラス 4
では投稿数，いいね数，コメント数の順であった．その他
のクラスにおいても，クラスごとに順番や値の違いが見ら
れた．以上の結果より，ユーザの多様性に合わせてモデル
の推定，クラスタリングができたと考えられ，提案モデル
の妥当性を示すことができたと考えられる．
5 おわりに
本研究では，多母集団を仮定したクラスタリングと回帰分
析を同時に行う手法に予測精度の高い機械学習モデル XG-
Boostを導入する方法を提案し，そのアルゴリズムを示し
た．さらに，結果を解釈するための方法の適用を提案した．
また，実データ分析を通してその妥当性に関して検討した．
今回のモデルは既存のデータから学習したものであり，
現状では新たなデータに対しての予測を行うことは難しい．
よって今後の課題としては，新たなデータを分類できるよ
うなモデルの提案などが挙げられる．
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