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1 はじめに
待ち行列システムをネットワーク状につなげたものは
待ち行列ネットワークと呼ばれる．なかでも待ち行列が
直列に接続された形態はコーヒーショップ，スーパー，
医療現場などで客が諸々のサービスを受けるサービスシ
ステムで多く見受けられる．例えばあるコーヒーショッ
プでは注文・会計サービスを受けるために客が列を作
る．客がコーヒーを注文すればその場で会計を済ませて
すぐに提供をし客は退去する．注文がコーヒー以外の場
合，客は会計を済ませたのちに商品提供サービスを受け
るために，別窓口に並ぶ．
上記のサービスシステムは図 1 に示すような二つの
待ち行列システムを直列に接続したモデルとして表現
できる．これを直列型待ち行列システムと呼ぶ [1]．し
たがって直列に繋がったサービスシステムの設計には直
列型待ち行列システムの性能評価が重要である．しかし
ながら直列型待ち行列システムを数学的に性能評価を
することは困難である [1] [2] [3]．そのため直列型待ち
行列システムの性能評価には離散シミュレーションが用
いられてきたが，多大な計算時間を要する．

図 1: 直列型待ち行列システム

一般待ち行列システムの離散シミュレーションにおけ
る計算時間問題を回避するために，我々の研究グループ
ではこれまで機械学習により一般型待ち行列システム
(ケンドールの記号でGI/G/sシステムおよびGI/G/s/s
システム，GI/G/s/Kシステム)の性能評価をおこなう
ことを提案してきた [4] [5]．しかし，直列型待ち行列シ
ステムについては性能評価をおこなっていない．
本研究では一般到着間隔分布および一般処理時間分
布に従う直列型待ち行列システムの性能評価を機械学
習によりおこなうことを提案するとともに，学習効率の
高い教師データを検討する．以下，第 2節では評価対象
の直列型待ち行列システム，第 3節では機械学習によ
る性能評価手法，第 4節では数値例について述べる．最
後に，第 5節ではまとめと今後の課題について述べる．

2 評価対象の直列型待ち行列システム
本研究では図 1 に示す直列型待ち行列システムを

GI/G1/s1→G2/s2 と表現する．本システムでは，客
は到着率 λ1，平方変動係数Ca21の一般到着間隔分布で，
最初に Sys1へ到着する．到着した客は到着順にサービ
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ス率 µ1，平方変動係数 Cs21の一般処理時間分布で処理
される．Sys1で処理が終わると，客の一部は途中退去
確率 P1outでシステムから退去し，残りの客は 1−P1out

の確率で Sys2へ到着する．Sys2へ到着した客は到着順
にサービス率 µ2平方変動係数Cs22の一般処理時間分布
で処理される．Sys2で処理が終わると，全ての客はシ
ステムから退去する．
なお，Sys1のサーバー性能は同一とし，そのサーバ
数は s1とする．同様に，Sys2のサーバー性能は全て同
一とし，そのサーバ数は s1とする．本稿ではモデルを
単純化するために途中退去確率 P1out = 0とする．した
がって Sys1でサービスを受けた客は全て Sys2へ到着
するものとする．また Sys1および Sys2のシステム容
量は無限とする．
上述の平方変動係数 Ca21，Cs21，Cs22 (以降 3つをまと
めてC2とする)について説明をする．平方変動係数と
は到着間隔および処理時間の分布を決定する値である．
本研究では文献 [6]に従い，C2 = 0のときは一定分布，
C2 = 1

k，(0 < 1
k < 1)のときは k 次のアーラン分布，

C2 = 1のときは指数分布，C2 > 1のときは 2次の超
指数分布に従うものとして近似する．

3 機械学習による直列型待ち行列システムの評価方法
直列型待ち行列システムの性能評価指標を，平均シス
テム内時間とする [7]．平均システム内時間とは，客が
待ち行列システムに到着してからサービスを受けて待
ち行列システムを出ていくまでに平均でかかる時間を
表す．本稿では直列型待ち行列システムの平均システム
内時間をW1+2 と表現する．
平均システム内時間W1+2 を求めるために本研究で
は，機械学習を利用する．本研究で利用する機械学習
の手法は教師あり学習のニューラルネットワーク (以降
NN)とする．NNの利用理由は，(1)NNは近年のディー
プラーニングの発展により学習ライブラリ，開発環境
が整っていること，(2)NN が情報処理速度が速いから
である．NNは教師データを与えて学習をする．学習に
は少々時間がかかるが学習を終えると入力に対して即
座に結果を出力をすることができること [11]，である．
代表的な学習ライブラリ，開発環境として Keras[8]や
PyTorch[9]，Chainer[10]などがある．
本研究で利用する評価方法は次の 4Stepと誤差検証か
らなる．
Step1 教師データを得る．
Step2 NNを構築する．
Step3 教師データを利用して構築したNNを学習させる．
Step4 学習したNNに評価対象となるパラメータを入力
して直列型待ち行列システムの性能評価をおこなう．

Step1の教師データは GI/G1/s1→G2/s2 システムを
規定するパラメータとそのパラメータを用いて計算し
た疑似厳密解のW1+2から成る．疑似厳密解W1+2の計
算には離散シミュレーションを用いる．離散シミュレー
ションによる計算で得た疑似厳密解をWs1+2 とする．

Step2で構築する NNの構造を図 2に示す．NNは 1
つの入力層，3つの中間層，1つの出力層の計 5層から
成り，各層のニューロン数は順に 8，32，16，8，1とす
る．入力層の 8つのニューロンはGI/G1/s1→G2/s2シ
ステムを規定するパラメータに対応する．中間層はハイ
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パーパラメータであるため本研究では試行錯誤の末に
暫定的に 3層とし，ニューロン数は順に 32個，16個，
8個とする．最後に出力層の 1つのニューロンは疑似厳
密解W1+2 に対応する．

Step3 では Step1 で用意した教師データを利用して
Step2で構築した NNに学習させる．また NNの学習は
M 回おこなうものとする．

Step4 では学習が完了した NN に評価対象の
GI/G1/s1 → G2/s2 システムのパラメータを入力する．
入力したパラメータによって NNから出力される値を
評価対象のGI/G1/s1→G2/s2システムのNNによる評
価結果Wm1+2 とする．
誤差検証について説明する．本研究では学習効率の高
い教師データを検討するために複数の NNを用意しそ
れぞれに異なる教師データで学習をさせるため，学習後
の NNの性能評価が必要である．学習後 NNの性能評
価は，評価結果Wm1+2と疑似厳密解Ws1+2の相対誤
差を比較し誤差検証をおこなう．

図 2: 構築するニューラルネットワークの構造

4 数値例
本研究では表 1 のパラメータ構成で規定される

GI/G1/s1→G2/s2 システムの性能評価をおこなう．ま
た，多様な到着分布および処理分布に対応するために
C2の取る値は 0.1～10.0とする．µ1, s1, µ2, s2の組み合
わせは Sys1および Sys2におけるサーバの数が単一の
ときと複数のときの両方を想定し，対応するサービス率
は s1µ1 = s2µ2 = 1となる値をとる．したがって到着
率 λ1はシステム全体が安定となるように 0.1～0.9をと
る [12]．

表 1: GI/G1/s1→G2/s2 システムパラメータ構成
Ca21, Cs21, Cs22 λ1 (µ1, s1, µ2, s2)

0.1，0.2，0.4，0.6，0.8，1，2，4，6，8，10 0.1～0.9

(1，1，1，1)
(1，1，0.1，10)
(0.1，10，1，1)

(0.1，10，0.1，10)

NNに与える教師データの構成は表 1のパラメータ構
成の中から表 2のものを使用する．ここでX = (0.1，0.4
，0.8，2.0)としたものを教師データ構成 1，X = (0.2，0.6
，4.0，8.0)としたものを教師データ構成 2，X = (0.6，2.0
，6.0，10.0)としたものを教師データ構成 3，X = (0.1
，0.6，4.0，10.0)としたものを教師データ構成 4とする．
なお，一度の学習で使用する教師データは 4種類のう
ちの一つであり同時に複数は使用しない．教師データに
使用する擬似厳密解Ws1+2は，直列型待ち行列システ
ムを規定するパラメータの組み合わせ一つに対して離
散シミュレーションを 10万回おこなった平均値とする．
離散シミュレーションには Csim20[13]を使用する．ま
た構築した NNは誤差逆伝播法をおこない活性化関数
には ReLU関数を使用する．学習回数はM = 5000回
とし学習ライブラリは Chainer[10]を使用する．
各教師データ構成でNNの学習完了後に表 1に示す全
てのパラメータをNNに入力し，出力結果Wm1+2を得

表 2: 教師データ構成
Ca21 Cs21 Cs22 λ1 (µ1, s1, µ2, s2)

1 X X

0.1～0.9

(1，1，1，1)
(0.1，10，0.1，10)

X 1 X
(1，1，1，1)

(0.1，10，0.1，10)

X X 1 (1，1，1，1)
(0.1，10，0.1，10)

る．その後学習効率の高い教師データを検討するために
それぞれのNNの性能評価をおこなう．まずそれぞれの
教師データ構成で学習した NNの出力結果Wm1+2 と
対応する疑似厳密解Ws1+2 との相対誤差を算出する．
算出した相対誤差の割合を度数分布表にまとめ横軸に
相対誤差の値，縦軸に全体に対する割合としてヒストグ
ラムにしたものを図 3～図 6に示す．なお，図中の折れ
線グラフは累積相対度数である．本研究では小さな相対
誤差で評価することができた割合が最も多いものを高
い学習効率の教師データとする．
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図 3: 教師データ構成 1
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図 4: 教師データ構成 2
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図 5: 教師データ構成 3
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図 6: 教師データ構成 4

教師データ構成 1を学習した NNの性能評価を示す
図 3では相対誤差が 0～0.1の中で評価できたものが全
体の約 3割であった．また，相対誤差が非常に大きい 1
以上の場合が約 2割であるため性能が低いといえる．教
師データ構成 2を学習したNNの性能評価を示す図 4で
は相対誤差が 0～0.1の中で評価できたものが全体の約
半数であった．相対誤差が 1以上のものは少ないことが
確認できる．教師データ構成 3を学習したNNの性能評
価を示す図 5は教師データ構成 2に似た結果となった．
また教師データ構成 3は教師データ構成 2よりも相対
誤差が 1以上の割合が小さいことが確認できる．教師
データ構成 4を学習したNNの性能評価を示す図 6では
相対誤差が 0～0.1の中で評価できたものの割合が教師
データ構成 2や教師データ構成 3と比べるとやや小さ
いが，全体的には教師データ構成 2や教師データ構成 3
と似た結果となっている．結果として教師データ構成 2
が小さい誤差で評価できた割合が最も大きいといえる．
5 おわりに
本研究では機械学習を用いてGI/G1/s1→G2/s2シス
テムの性能評価をおこなった．また，学習効率の高い教
師データを検討するために学習後のNNについて性能評
価をおこなった．本研究の結果から教師データ構成 2が
最も学習効率が高い結果となった．したがって教師デー
タ構成 2を使用するとGI/G1/s1→G2/s2システムの性
能評価を小さな誤差で性能評価することができることが
わかった．今後の課題は誤差をより小さくなるような機
械学習の手法やNNの中間層の最適化方法，学習効率が
より高い教師データなどを検討することが挙げられる．
なお本研究は JSPS科研費 21K11865の助成を受けた
ものである．
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